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요 약

기존의 HMM(Hidden Markov Models)을 이용한 음성인 

식기는 대부분 MIXMaximum Likelihood) 추정에 기초한 

Baum-Welch 알고리듬으로 학습되었다. ML학습온 기본적 

으로 무한한 양의 학습 데이타가 주어지고, 각 모델들이 

서로 독립이라는 가정에 기초한다. 하지만 실제적인 학습 

의 경우에 각 모펠들이 서로 독립이라고 보기 어렵고, 학 

습 데이타의 양도 상당허 제한되어 있어서 인식기의 변별 

력을 저하시키는 주된 원인이 되고 있다. 본 논문애서는 

전봉적인 패턴분류기법인 Bayes 결정이론에 따라 처소오 

차율분류 (Minimum Error Rate Classification)■& 위 한 

MAP(Maximum A Posteriori) 수식화是 유도하고, 그에 

기초한 HMM의 변별력있는 학습 알고리돔을 제안한다. 처 

소오차율분류틀 군사화한 사후확署(a posteriori probabilty) 

로 표현된 비용함수卷 정의하고, 그 비용함수에 조건부 경 

사강하법을 적용한다. 제안된 알고리듬을 분早■하기 어려운 

한국어 단윰철 (가,나,다,라,마바사,아,자) 인식에 적응한 

결과, 기존의 ML 알고리듬으로 학습한 경우 발생한 오인 

식 갯수의 약 10 % 가량이 개선되었다.

I. 서 론

HMM을 옴성인식에 처음으로 적요하게된 계기는 효율 

적인 학습 알고리듬인 Baum-Welch 알고리듬이 존재하기 

때문이었다 [1]. 하지만 B-W 알고리듬의 근거인 ML 학습 

온 기본적으로 무한한 양의 학습 데이타가 주어지고, 각 

모델들이 서로 독립인 경우 최적의 학습어 보장되는 것으 

로 알려져 았다. 하지만 실제적인 학습의 경우에 각 모넬 

들이 서로 독립이라고 보기 어렵고, 학습 데이타의 양도 

상당히 제한되어 있어서 인식기의 변별력을 저하시키는 주 

튄 원인이 된다. 따라서 최근에 모델들간의 변별력을 높이 

기 위한 학습 알고리듬으로 실제 음성신호와 모델간의 상 

호정보(mmtual infbrmatiQn)블 최대가 되도횩 하는 MMI 

(Maximum Mutual Information) 수식화에 의한 학습 알고 

리듬 [2], 기존의 ML학습을 모델들이 서로 독립이 아닌 경 

우로 확장시킨 MDKMinimum Discrimination Information) 

수식화에 의한 학습 앝고리듬 [3], 그리고 최소오차분류수 

식화 (MCEF； Minimum Classification Error Farmulation) 

에 GPD(Generalized Probabilistic Descent) 방법을 적용한 

Segmental GPD 알고리듬등이 개발되어 왔다 [4][5]. 천자 

의 무 학습 알고리듬은 비용함수(cost function)가 인시오 

^(recognition error)로부터 유도되지 않으므로 오차을을 

간첩적으로 감소시키는 방법인 반면 후자의 Segmental 

GPD 알고리듬온 비용함수가 인식오차로부터 직접 유도되 

므로 오차을율 직접적으로 감소시키는 방법이다.

본 논문애서는 전퉁적인 분류기법인 Bayes 결정이론에 

따라 처소오차을분류(Minimum Error Rate Classification) 

흘 위한 Bayes risk틀 사후확휼(& posteriori probability)로 

표현한 후, 이틀 근사화한 비용함수률 최소화하는 학습 알 

고리듬을 제안한다, 가능한 모든 데이타됼에 대한 Bayes 

risk룰 주어진 학습 데이타에 대해서 군사화한 비용함수는 

사후확률을 춱대화시키는 MAP (Maximum A Posteriori) 

수식이 된다. 이와 같이 정의된 비용함수에 조건부경사강 

하법 (constrained gradient descent) 방법을 적용하여 MAP 

수식화에 기초한 HMM의 변별력있는 학습 알고리듬(MAP 

알고리듬)을 유도한다.

본 논문의 구성온 다음과 같다. n 장에서는 ml 학습 알 

고리듬의 문제점과 기존의 학습 알고리듬에 대해서 간략히 

검사한다. m 장예서는 Bayes 결정이 룐으로부터 Bayes 

risk置 사후확置을 이용하여 MAP 수식화로 근사화하고 二l 

에 기초한 日山의 변별력있는 학습 알고리듬을 유도한 

후, IV 장에서는 제안된 학습 알고리듬의 타당성을 보이기 

위해서 ML 알고리듬과 기존의 변별력있는 알고리듬과의 

실험결과•最 비교하고 마지막으로 V 장에서 결론을 제시한 

다.
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n. ml 알고리듬과 기존의 변별력 있는 알고리듬

HMM의 학습 알고리듬인 Baum-Welch 재추정 알고리 

듬은 ML 추정에 기초하며, ML 학습은 아래와 같혼 조건 

하에서 처적의 학습을 보장됨이 Nadas에 의해 중명되어 

있다 [6].

1) 춰적의 모델로부터 발생된 관찰열이 학습 데이타에 

포함되고,

2) 학습 데이다가 상당히 크고,

3) 인식 모넬듙이 서로 독립이다.

하지만 실제적인 학습의 경우에는 위의 세 가지 조건들 

이 만족되지 못하므로 ML 학습이 최적의 모델을 구현한다 

고 보기가 어렵다. 따라서 최근에 모델들간의 변별력을 높 

이기 위한 MMI (Maximum Mutual Information), MDI 

(Minimum Discrimination Information), Segmental GPD 

알고리듬등이 개발되어 왔다.

MMT갈고리듬은 관찰열과 그에 대웅하는 모델사이의 상 

호정보(mutual information)에 대한 음의 평균치를 식 (1) 

과 같은 비용함수로 정의하여 이를 최소화시키는 파라메터 

를 구하는 알고리듬이다 [2].

L(A) = 一 으 以 在지； C)

= fjlog f P( xnm\Xk)P(Ck) - logP( xnm\Xm) ] (1)

MDI 알고리듬은 음성신호가 가우시안 ARfGaussian 

autoregressive) 모델이라는 가정에 기초하며, 모델의 확를 

분포(probability distribution)에 대한 실제 음성의 추정확 

를분포의 변별정보(discrimination information)# 식 ⑵와 

같이 최소화시키는 학습 알고리듬이다 [3].

v(R, pa) = q概&)D(QIS (2)

단, 7?는 모델의 covariance 행렬

負/?)은 R로 생성 가능한 모든 PDF

D( - )는 relative entropy

Segmental GPD 알고리듬온 식 (3)과 같이 분류오차를 

적당한 함수의 형태로 변환시킨 춰소분류오차수식화 

(MCEF： Minimum Classification Error FormulatiorD에 

GPD를 적용시킨 알고리듬이다 [5].

L(A) = -TT S § lm(xn : A) l(xn6 Cm) (3)
J* n = l n1!

ik(X ；A)= - -a d* 

dfc(x；A)= - g*(*；A) + log [ 法]浪EXF(T顷("))]

gi(x ； A) = logptxl M)

MCEF로부터 유도된 비용함수昌 GPD 방법에 의해 최소 

화시키는 파라메터 人에 대한 학습식을 구한다. Segmental 

GPD 알고리듬은 전자의 두가지 방법과는 달리 분류오차로 

부터 변별함수를 정의하므로, ML 학습에 의한 인식기의 

오차율과 비교해서 Segmental GPD 알고리듬으로 학습된 

인식기의 오차율이 감소됨을 쉽게 보일 수 있으며 이는 실 

험적으로 중명되어 있다.

HI. Bayes 결정이론과 MAP 알고리듬

일반적으로 인식기의 평균오차확률(average probability 

of error)의 최소값을 얻을 수 있는 Bayes 결정이론은 식 

⑷와 같다 [7].(아래의 수식들에 서 Rx)와 Wx)는 각각 확 

률과 확률■분포합수를 나타낸다.)

C(x) = Cm, if Pa(C끼|x) = max* pA(C*lx). (4)

단, C( • )는 인식연산(recognition seration)올 나타낸다,

Bayes 결정이론에 따라 인식하는 춰적의 인식기는 인식 

연산에 따른 손실(loss)올 나타내는 risk를 정의한 후, 이룔 

謁소화시키는 파라메터률 갖는 인식기가 된다.

먼저, 인식해야 할 계충 C = {Q, C2. - ■ GG에 대해 

서 실제 계충이 G인 경우 올 Cm으로 인식하는 어떤 행 

위라고 정의하고, 此라는 행위를 함으로써 발생하는 손실 

(loss)을 Ma시@)라 하자, 어떤 x< 판찰하고 項라는 행위 

를 했는데 실제로는 工가 Q에 포함된다고 가정하면, 

Ha끼 |Ck)의 손실이 일어났다고할 수 있다. 이로부터 

conditional risk라고 알려진 손실의 기대치 시?)와 최 

종적인 overall risk는 식 (5)와 같이 정의된다.

R(aM -眞 X(a,„|Ck)pA(C\ lx) (5 -a)

& = J [ 客 R(am버P(x) dx

= f [£ (言 (이시 ]p(x) dx (5-&)

위의 risk置 최소화시키는 인식기가 춰적의 인식기가 되 

며, 그 최소 risk를 Bayes risk라고 한다. 최소오차율 분류 

를 위해서 risk에 사용된 손실합수로써 대칭손실함수 또는 
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zerbpne 손실함수라고 불리우는 식 (6)과 같온 함수를 사 

용한다.

I 0, m~k

UamlCjt) = 1 W 끼* 4 M (6)
I 1, m^k

윗 식의 손실함수는 욜바른 인식에 대해서는 손실을 주 

지 않고 틀린 인식에 대해서만 1의 손실을 준다. 이런 손 

실함수에 대한 risk는 식 (7)과 갈온 평균오차확着이 된다.

#(a꺼lx) = $ 国』5“」이X)
*=1

=1 - pdCm\x} (7)

또한, Bayes 규칙으로부터 사후확클 (a posteriori 

probability)을 사전확률Va prior probability)과 계충조건부 

확를(class-conditional probability)로 표현할 수 있다. 이를 

이용하여 overall iisk롤 표현하면 식 (8)과 같다 [8].

R = J [ §」R(a시시P(x) dx

r I w 曳 Pa(x \Ck)P(Ck)
=I E 理F -「-------- P(x) dx (8)

허" £pa(x lCfc)P(Ck)
jt-i

식 (8)에서 사후확률■의 중가는 overaU risk의 감소가 되 

므로 식 ⑻는 MAP 수식화된 overaU risk된다.

먼저, 비용함수를 시 (8)의 overall risk를 주어진 이산 

학습 데이타의 집합 X - {X!, X2, - • •，珈}에 대해서 근사 

화하면 식 (9)와 같이 된다.

jU |Ck)P(Ck)

L(A) = f * -」登---------- P( xnm) (9)
z 0. Tpa( xnm IC*)P(Q)

식 (9)의 비용함수를 최소화시키기 위한 파라메터 학습 

식을 유도하여 이런 학습식으로 표현되는 MAP 수식화에 

기초한 학습 알고리듬(MAP 알고리듬)을 제안한다.

▽心 2 = Va

纟 m( x„mict)p(a) 
k-1
切m p(자허)

f Pa( Xn끼CDF(Q) 
fc-1

fPA( xnm\C^P(Ck) P(Xn 허)(10)

식 (10)에서 PGcL)논 파라메터 A와 무관하므로 편미분 

밖으로 나을 수 있고, 모든 학습 데이타의 발생빈도릍 동 

일하다고 블 수 있으며, 모델의 발생반도도 동일하다고 볼 

수 있으므로 식 (11)과 같이 변환된다.

교Qt)

Jt-1

Spa( xnm\Ck) 
k*l 
吧“______________ (11)

식 (11)에 조건부경사강하법인 reduced gradient descent 

방법을 적용하면 식 (12)와 같이 矿匕(&)가 유도된다 

[9][10].

으耕 =

丄¥ 学 N "icq
村 스[題 (舌小"时

"J
3X(

(12)

労 w x，「i야) 
A-1

apj IG)
(fp«( "I야))'

단, 1 M N

IV. 실험결과

본 논문에서 제안한 MAP 학습 알고리듬과 기존의 학습 

알고리듬올 비교하기 위해서 한국어 단음절(가,나,다,라,마, 

바,사,아,자)의 고립단어 인식실험을 수행하였다. 20명의 화 

자가 1회 발성한 180개의 음성 데이타률 사용하여 제안된 

map 알고리듬에 의해 학습한 인식기에 대해서 학습에 사 

용된 음성 데이타에 대한 인식실험(실험 1)과 남온 1회 

발성한 180개의 음성 데이타에 대한 인식실험(실험 2)을 

수행하였다. 기존의 ML 알고리듬(B-W 알고리듬), MMI 

알고리듬, 그리고 Segmental GPD 알고리듬에 의해 학습한 

인식기에 대해서도 동일한 실험을 수행하여 실험 1과 실험 

2의 결과와 비교하였다.

그림 1온 제안된 방법에 의한 학습시 비용함수의 감소豊 

나타내고 있다.
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iteratton number

그림 1. 학습시 비융함수의 변화

표 ].과 표 2허서 가각 실험 1과 실험 2에 내한 제안된 

방법과 기존의 방법에 의한 오인식 갯수와 인식■윻 비교 

하였다.

실 험 1 （ 180 개의 네이타 ）

학令방법 ML MMI GPD MAP

요안식게수 6 4 2 2

인식， 96. 7* 97® 98.如 98. 9*

표 1. 실험 1에 대한 오인식 갯수와 인식■ 비皿

살 혐 2 （ 180 게의 테이타 ）

하會방법 ML MMI GPD MAP

오인식 갯수 87 83 81 ai

인석賢 51.7* 53.9s 550 55 0*

표 2. 실험 2에 대한 오인식 갯수와 인식債 비교

표 】퐈 2에서 보듯이 MAP 알고리듬에 외한 인식실험외 

젊꽈 기폰의 ML 알교리돔에 외해 ♦•생반 오차 93 개중 10 

게* 즐여 발생오차외 10.8%가 감소되었다. 또한 기존의 

변있는 알고리듬콰의 비교 결과, MMI 알고리듬보다 

우수한 성능을 보였으며 기존의 알고리듬중 가장 성농이 

우수한 것으로 알려진 GPD 알고리듬과 비슷한 성능을 보 

임을 알 수가 있었다.

V. 결른

뵨 논문에서는 Bayes risk* MAP 수식화하고 이* 비 

용함수로 하논 HMM을 위반 새로윤 변별뼈있는 학습 알 

고리듬으 채안하気다. 게안퓐 할고리듬은 인식오차로부터 

비용항수号 유도하지 않았으므로 간접 방법에 해당되지만, 

MMI 알고리듬과 MDI 알고리듬과는 달려 수식적으로 인 

체 11 회 융성홍신 및 신호처리 어므수 논문집（지 SCAS-11 권 1호）

식오차가 감소됨율 알 수 있다. 또한 GPD 알고리듬과 갈 

이 학습 데이타가 속한 모맬 파라메터의 경우는 강화학습 

율 하고 소하지 않은 모델 파카메터에 대해서는 반강화학 

습을 하므로 GPD 앝고리듬과 비슷한 성능욜 가지게 된다.
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