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초 룩

기존의 음성인식기들은 일반적으로 간단하면서도 

성능이 우수한 계층별 학습에의해서 설계된다. 계충별 학 

슴은 퉁계석 패턴인식에서의 ML (Maximum Likelihood) 

추정기법처럼 모델간의 독립성이 보장되고 무한한 양의 학 

습데이타가 주어진다는 가정에 기초하고 있匸그러나, 대 

상어휘집합에 음운학적으로 유사한 어휘가 많이 포함되어 

있는 인식문제에 있어서는 모넬간의 득립성이 보장되지 못 

하고, 실제 주어지는 학습데이타의 양도 제한되므로 기존 

의 학습알고리즘에는 한계가 있다. 따라서 본 논문에서는 

그러한 가정상의 문제점으로 생기는 안식기의 성능저하를 

개선할 수 있는 변별력있는 학습알고리즘들을 검토하고 그 

의 일반적인 접근방법들에 대해서 논의한다.

I. 서 론

현채까지 제안된 음성인식모델들은 크게 DTW 

(Dynamic Time Warping) [1], HMM (Hidden Markov 

Models) [2], 신경회로망모델 [3-5] 로 나눌 수 있다. 각 

모델들은 그 특성에 맞는 학습알고리즘을 갖고 있으며, 최 

근에는 고립단어인식에서 연결단어나 연속음성인식분야로 

그 적응이 확대되고 있다. 그러한 인식기들은 기본적으로 

모델 파 라메 터 , 학습데 이 타, 결 정 규칙 으로 구성 되 고, 학습알 

고리즘이란 주어진 학습데이타를 이용해서 최적의 모델파 

라메터를 추정하는 방범으로 볼 수 있匸h DTW에서 참조 

패턴을 얻는데 사용되는 여러가지 클러스터링 기법들, 

HMM의 ML 추정기법인 Baum-Welch 알고리즘 등은 대 

표적인 학습알고리즘이다. 그러한 기존의 학습알고리즘들 

은 대부분 각 계층의 모델들이 독립이고 무한한 양의 학습 

데이타가 주어진다는 가정에 기초하고 있다 [이[기, 그러나, 

실제의 경우에 그러한 가정이 성립되지 못하며 그로인한 

인식기의 성눙저하는 불가피하다. 따라서, 그와같은 추정오 

차에 의한 인식율의 저하를 최대한 개선하기위해서 변별력 

있는 학습알고리즘이 요구된다 18-151.
최근에 신경회로망이 옴성인식에 적웅되면서 변별 

력있는 학습의 가능성을 제시했다. 다충신경회로망을 학습 

시키는 오차역전 파 학습알고리즘이나 LVQ (Learning 

Vector Quantization) 둥이 그 대표적인 예이다. 그러나, 신 

경회로망 본래의 정적인 구조때문에 동적인 신호의 모넬링 

에 한계를 보였고 그에 따라서 최근에는 여러가지 둥적인 

기법과의 결합이나 회귀하는 신경회로망(recurrent neural 

networks)에 관한 연구가 활발하다.

또한, 신경회로망의 학습에서와 같은 변별력있는 

학습기법을 다른 언식모델로 확장하여 적용하고자 하는 연 

구도 최근에 관심을 모으고 있다. GPD (Generalized 

Probabilistic Descent) 방법은 인식오차를 스무딩함수의 형 

태로 근사하여 확률적인 의미에서 최소화시키는 기법으로 

이미 DTW, HMM, NPM (Neural Prediction Model) 등에 

적용되었다 [1H9-13L 또한 최근에 롱계적 패턴인식분야의 

최소오차율분류를 근사하 뇬 최소오차율 학습알고리즘이 제 

안되었다 [14][15], GPD 방법과 최소오차율 학습알고리즘 

은 모두 인식오차를 최소화시키기 위한 알고리즘으로 근사 

적으로 Bayes 분류기에 가까운 성능을 얻기 위해서 개발 

되었다. 두 알고리즘간의 유사한 성질을 분석하고 그 수식 

화에 있어서 좀더 일반적인 방법론을 제시한다. 본 논문에 

서는 전롱적인 롱계적 패턴분류기법에 기초해서 두 알고리 

즘올 비교하고 그로부터 변별력있는 학会알고리즘에 대한 

일반적인 방법론을 제시한匸h

U. 전통적인 패턴분튜기법

2.1 Bayes decision theory
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대부분의 인식기에 있어서, M 개의 계층 

Cm , m-1,2, - …眾 에 대해서 어떤 k차원의 학습데이 

타 右의 계충을 앝고 있고, 주어진 학습데이타의 집합율 

Q니由,工2,・ - 라 하면, 인식기의 최적학습은 주어진 

학습데이타집합 Q에 기초해서 최적의 모델파라메터집합 A 

와 그에 합당한 결정규칙을 찾는 것이 된다.

패턴분류에 있어서 잘 알려진 흥계적 방법인 

Bayes decision theory에 의하면 주어진 파라메터집합 1에 

대해서 사후확률(a posteriori probability) PJGJx)를 완 

전히 알고 있을때, 최소오차확률(minimum probability of 

error)율 얻을 수 있는 Bayes 결정규칙은 식 ⑴과 같이 주 

어진다. .

CXx) = G , (이X)= 01笋 r(GIx) ⑴

식 ⑴에서 C( -)은 분류연산(classification operation)# 

나타낸다. 그러나, 일반적으로 사후확률의 정확한 형태를 

알기 어려우므로 Bayes 규칙율 이웅해서 식 (1)의 

R(이X)대신에 사전확률(a priori probability) P(G)과 

계 충조건부확률 (class、conditional probability) W 乂1 G) 의 

곱을 결정규칙으로 사용한다. 그러면, 사전확률들이 모두 

같다는 가정하에서 결정문제는 결국 間(니G)에 의해서만 

기술되고, 그에 따라서 사후확률 PA(c,lx) 대신 pa(xIG)< 

추정하여 분류기를 설계하는 것을 일반척으로 ML 

(Maximum Likelihood) 학습방법이라 한다. 즉, 계충 ［의 

모델파라메터들을 /라 흐｝고 각 日가 서로 독립이라고 가 

정하면 전체파라메터집합은 a = ｛七2, ・ • •丄G이 되고 

그에 따라서 각 계충의 설계표본들로부터 해당되는 모넬파 

라메터들을 돆립적으로 추정할 수 있匸따라서, ML 개념 

의 학습시에는 각 계충의 모델마라메터집합들이 서로 독립 

이고 무한한 양의 학습데이타가 주어진다는 가정이 필요하 

다. 그리고, Bayes decision theory 자체도 분류문제가 확 

률척도로 기술가눙하고, 관련된 확률척도가 파라메터집 합 

，'의 함수로서 그 형태가 알려져있으며, 주어지는 설계표본 

집합에 대해서 끄 모델파라메터들을 추정할 수 있는 효과 

적인 방법이 존재한다는 여러가지 가정들에 기초하고 있 

다.

2.2 최소오차율분류(mi由imunrerroLrafe classification)

어떤 임력 X의 실제 계충이 0인 경우에 그 입력 

』11 휘 음성릉신 미 신호■처珂 위■크■皆 논문진(一 SXAS-11 견 1卫)

올 G•로 분류하는 어떤 행위를 凶라고 정의하고, 히라는 

행위를 함으로써 발생하는 손실(loss)을 U에0)라 정의하 

자. 쥭, 어떤 X롤 관찰하고 y라논 행위룔 했는데 실제로 

는 X가 0에 포함되면, 人(에0)의 손실이 일어났다고 할 

수 있다. 그러면, conditional risk라고 알려진 손실의 기대 

치 /?(시X)는 다음과 같이 정의된다.

"(서*) =guaf©)R(Glx) (2)

최소오차율분류롤 위해서는 특별히 대칭손실함수 흑은 

one-zero 손실함수라고 부르는 다음과 같은 손실함수가 사 

융된다.

시 U = 1,2, , , ♦ (3)
11

식 (3)의 손실함수는 정확한 결정에 대해서는 아무런 손실 

도 주지 않고, 를린 결정에 대해서는 1의 손실을 준다. 이 

손실함수에 대한 risk 는 다옴과 같이 평균오차확률 

(average probability of error)이 된다.

H(시 x) = 公(시0)卽이工)

'* ⑷ 

= 1-尸」이乂)

Bayes 결정규칙은 식 (4)의 conditional risk를 최소화시키 

는 것이다. 따라서, 최소오차율분류를 위해서는 사후확률 

R(이X)틀 최대화시키는 계충 R를 택해야 한다

2.3 분별함수를 사용하는 분류기

확률척도에 대한 대안으로 분별함수(discrimimmt 

functions)를 사용하여 분류기를 설계하는 경우가 많다 일 

반적으로 적당한 분별함수집합 - - -,M

이 주어지면, 결정규■칙은 식(5)와 같이 주어진다.

C(x) = " if gA(x；A)=胃)W(x；A) (5)

여기서 최적분류기를 설계하는 문제는 sample risk를 최소 

화시키는 분별함수의 최적파라메터 집합올 구하는 것이다. 

그러나, 설계표본을 분류하는데서 발생하는 평균비용으로
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욤성인식기 의 변별력 있는 학슙알고리즘들

정의되는 sample risk가 일반적으로 불연속적인 함수이기 

때문에 경사법에 의한 최적화에 어려움이 있기때문에 실제 

로는 다루거 쉬운 다른 스칼라 비용함수를 도입하여 최소 

화시키는 목적함수로 사용한다. 잘 알려진 스칼라 비용함 

수로는 perceptron criterion고} summed squared error 

criterion0! 있다. 이러한 스칼라 비용함수를 사웅할 때의 

문제점은 결정규칙이 함수의 형태로 스칼라 비용함수에 포 

함되어 있지 않고, 그러한 스칼라 비용함수와 최소오차율 

을 위한 비용함수가 일치되지 못하다는데 있다. 더우기 기 

존의 스칼라 비용함수를 이용한 학습은 ML 개념의 학습이 

어서 각 계충간의 결 정경계(decision boundary)를 최 적화 

시킬 수 없다는 문제점도 남아있다.

III. GPD 방법에 기초한 변별력있는 학습

확률적강하법(probabilistic descent method)은 S. 

Amari가 제안한 학습법으로 혼동되기 쉬운 두 모멜간에 

각각 강화학습과 반강회학습을 시키는 것을 주된 내용으로 

하고 있다 17], 이것을 B. H. Juang 등이 일반화시켜서 모 

든 모델들을 학습에 고려하는 확장된 알고리즘으로 최근에 

제안한 것이 GPD (Generalized Probabilistic Descent) 방 

법이다 [8T이. GPD 방법은 최소분류오차수식호^minimum 

classification error formulation)롤 통해서 인식오차의 수 

를 스무딩된 손살함수(loss function)의 형태로 淫사하여 

그 손실을 확률적으W 최生화시키는 방법으로 최근에 

DTW, HMM, NPM 등에 척용되었다 1111913].

3.1 최소분류오차수식화

이 수식화는 3 단계의 과정을 거쳐서 인식오차의 

손실함수를 근사하도록 하는 과정이다. 경사법의 적응이 

쉽도록 모든 수식화가 도넬파라베터에 연속인 형태로 진행 

된다.

(1) 음이 아난 분별함수(discriminant function)

C(x)二 C if gt(x'.X) = (6)

정의된 분별함수가 인식의 결정규칙으로 사웅된匸h 이와같 

이 결정규칙이 학습에 참여하게 된다는 첨에서 기존의 방 

법보다 나은 결과를 기대할 수 있다.

(2) 오분류척도(misclassification measure) dk(x；A)

c/k(X；A) = -ffk(X；A) + { /J】 羸 (7)

이 오분류함수의 도입이 기존의 방법과 가장 다른점이다. 

오분류함수의 값어 크면 클수록 더욱 오인식될 가능성이 

높고 반대로 작으면 작을수록 잘 인식이되는 것을 나타낸 

匸h 식 (7)의 £를 적당히 조절함으로서 각 모델들간의 최 

적화에 참여하는 정도들이 조정된匸 k 극단적인 경우에 

이변 수식이 다옴과 같이 된다.

d*(x；A) = -git(x；A) + 幻(x；A) (8)

식 ⑻의 경우가 바로 S. Aman가 제안한 확률적경사법과 

같아지게된다. 즉, 가장 혼동될 가능성이 높은 계층 。'의 

모델만이 학습에 참가하게된匸h

(3) 오인식율을 근사하는 비용함수(cost function) 흑은 손 

실함수(loss function) lk(dk)

九0 3\)) - I ' 0 ⑼1 +。

여러 종류의 비용함수를 사용할 수 있으나 식 (9)의 

sigmoid 함수가 가장 널리 쓰인다. 이것은 식(3)의 손실함 

수를 일반화시켜 근사한 것으로 볼 수 있다. 이 비용함수 

는 오차확률의 근사로 해석할 수 있1上

3.2 확률적강为P컵(probabilistic descent method)

확률적강하법을 사용하여 위에서 정의한 손실함수 

의 기대치를 확률적으로 최소화시키면 원하는 알고리즘을 

얻을 수 以다.

L(.\) = E/k(x；A) (1이

= A( + where SA( = f Uvlx (11)

위에서 U 는 positive - definite 행렬이고, 학습율 爪는 

玉 山 - 8와 立 " < 8를 만족하도록 시간에 따라 줄 
I 1 ( 1

여나간다 [이.

3.3 GPD 방법에 의한 일반적인 학습알고리즘

위에서 정의된 수식과 확률적강하법에 의해서 일
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반적인 학습알고리즘을 유도하면 다음과 같다.

(4n)f=( 사n)r*F«이 m(L° 니 m)—f아' xG Cm, (12.3)

(M)i =(mLiMt(Ldm)—將왔 for a" 7 K m. (12.b)

위의 식에서 알 수 있듯이 (12a)는 비웅 妇(LAW이 가 

중된 경사강하법이고 (12.b)는 같은 비용이 가중된 경사상 

숭법이匸｝. 전자는 강화학습이고 후자는 반강화학습으로 블 

수 있다. 참여하는 비웅 加(L0-6n)은 quadratic 형태로 

lm =。5에서 최대가 되고 그 주위에서는 급격히 감소되 

는 형태이匸 h lm = 05는 식 (9)로부터 dm =。를 의미하 

고 그것은 현재의 입력이 가장 흔동되는 위치, 측 결정경 

계면에 위치함을 나타낸다. 즉, 혼동될 가능성이 높으면 늪 

을수록 더욱 많은 양의 학습을 하게된다. 또한 이미 잘 분 

류하고 있거나 전혀 개선의 여지가 없는 outlier들에 대해 

서는 비응이 0에 가까워져서 학습에 주는 영향을 줄일 수 

있다.

IV. 최소오차율 학습알고리즘

분별함수를 기반으로하는 분류기의 출력은 확률값 

이 아니므로 Bayes decision 廿leoi-y에 근거한 최소오차율 

분류가 불가능하다. 그러나, 분류기의 출력들을 정규화시켜 

서 식 (1)의 사후확률의 추정치로 사응하면 근사적으로 최 

소오차율분류를 위한 학습알고리즘을 얻을 수 있다. 패턴 

분류기를 사후확률추정기로 보고 어떤 입력패턴에 대해 그 

에 대웅하는 계층의 사후확률을 최대로하도록 학습시키는 

것이다 [14H15L
그러모로 먼저 분류기의 출력을 호과적으로 정규 

화시키는 과정이 필요하다. 이 과정은 여러가지 방법으로 

수식화가 가능한데 예를 들어서 출력이 항상 영보다 크거 

나 같다면 다음과 같은 수식화로 가능하다. scaling factor 

를 a 라 하면,

,/ .. I a；A))° ci a)

분류기의 출력의 부호에 상관 없이 사용하려면 다옴과 같 

은 정규화된 지수형태인 “softmax" 함수가 적절하다 [2].

引x；\)=童 xpS 即 (14)
Xexp (ajg-t(x；A))
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각각의 설계표본들이 서로 독립이라고 가정하면, 

정규화 과정을 거쳐서 다음과 같은 전체 비용함수를 정의 

할 수 있다.

M
l(a)= n n (15)1-1 X6C.

삭 (15)의 비웅함수를 최대화시키는 것이 설계의 푹표이다. 

그러나, 비응함수가 식 (14)의 곱으로 표현되어 있으므로 

일반적인 경사법을 적용하기 어렵다, 따라서, 확률적강하법 

올 적응하여 분류기률 설겨】한다. 이 방법에 의하면 개별적 

인 사후확률추정치인 烏(姊1)들에 대해서만 강하법을 적응 

한다

A(.i = A( - T\tU\7 (16)

또한, 강하법은 비융함수를 최소화시키는 방법이므로 

앞에(-)부호를 붙여서 수식화했는데 그것은 경사 

상승법과 갈은 효과를 내서 식 (15)올 최대화시키는 목적 

에 함당하다.

또한, 기존의 강하법올 사용하기 위해서 식 (15)의 

자연로그를 취하고 음수부호를 불여서 새로운 비웅함수를 

정의하면 다음과 같다.

L (:\) - In L(A) = - & S In fi(x；A) (17) 
zee,

식 (10)에 경사강하법을 적용하면 다음과 같은 학습식을 

얻올 수 있다.

VA *(A)二冬 £ V(-/n/i(x；A)) (18)
i 1 Jt6C

A/-i = - nV (~ln /i(x；A)) (19)

제안하는 알고리즘의 특성을 더 자세히 파악하기 위해서 

식 (14)올 사용하여 구체적인 학습알고리즘을 유도하겠다. 

다른 정규화 방법에 대해서도 쉽게 유도할 수 있으므로 분 

류기의 륵성에 따라서 설계자가 사용할 식울 결정하면 된 

다一 먼저 식 (16)에 의한 학습알고리즘은 다욤과 같다.

Or = (XmL + mqf끼(L0-侖) 一Y쩌 for x^Cm, (2O.a)

ra/沽으호: for 이1 I K m. (20,b) 

-169 -



욤성인식기의 번■혁었는 학슈알고리줌돌

또한, 식 (17)에 의한 학습알고리즘도 다음과 같이 쉽게 유 

도할 수 있다.

(DE = (M)t+g(LO-烏)for xeCm, (2La)

(X()r.i = (X/)(-iiq//—寒L for 어" x m. (2Lb)

편의상 이라고 표현했다. 식 (26과 (21)의 기본적

인 차이는 학습에 참여하는 비응에 있다. 식 (20)에서는 학 

습에 참여하는 비웅이 命(10-烏)과 亓5인데 비하여 식 

(2D에서는 각각 (L0-办)과 ”이다. 학습에 의해서 侖이 1 

에 가까워지면 질수록 n은。에 가까워진匸k 학습 초기에는 

같은 과 力에 대홍H서 식 (2이의 비응보다 식 (21)의 비옹 

이 크므로 비웅함수가 빨리 줄어들고, 학습이 어느정도 진 

행된 후에는 (1.0-烏)과 九이 모두 0에 가까워짐으로 적어 

도 국부적으로 최적인 해를 얻을 수 있다. 그러나, 식 (21) 

의 경우에는 outlier들과 이미 잘 분류하고 있는 경우의 학 

습데이타들이 미치는 영향을 제거하기 위해서 fm = 0.5를 

기준으로 어느 정도의 창(window)을 취해서 그 안의 경우 

만 학습시킴으로서 계산량도 줄이고 안정적인 결과를 얻을 

수 았다. 따라서, 그러한 창을 도입하면 식(21)의 학습알 

고리즘이 식 (2。)보다 빨리 안정적으로 수렴함을 알 수 있 

다.

V. GPD 방법에 대한 재해스넉고｝ 비교

5.1 GPD 방법에 대한 최소오차율분류 적응

이제 GPD 방법을 최소오차율분류의 범위에서 재 

해석하여 보자. GPD 방법에서 정의되는 손실함수는 오차 

의 확률을 스무딩시켜서 모델링한다. 그러나, Bayes 

decision theory에 따르면 최소오차율분류는 손실함수의 

risk (4)를 최소화하는 것이다. 그러한 의미에서 식 ⑼에 

정의된 함수는 식 (4)를 근사한다고 불 수 있匸k 따라서, 

다음과 같은 관계를 얻을 수 있다,

Pa(C) = l-/?(a,|x) = (22)

이러한 관점에서 식 (15)> 이웅하면 위에서 얻은 GPD에 

의한 학습식 (12)를 얻을 수 있다. 또한, 식 (J⑺과 같은 맥 

락에서 다음과 같은 새로운 알고리즘의 유도도 가능하다.

(為”丄” = (샤血m一言?허〜 for xGCm, (23.a)

응쁬 侦 * rn. ^3.b)

위의 식에도 적절한 창올 도입하면 식 (12)보다 빨리 안정 

적으로 수렴한다는 것을 알 수 있다.

5.2 알고리즘 비교

이상에서 최종적으로 식 (12), (20), (21), (23)의 네 

가지 알고리즘올 얻었다. 식 (12)와 (20)으로 부터 얻어진 

결과로부터 식 (21)과 (23에 적절한 창올 도입하는 것이 

계산량이나 수렴도에서 유리함올 알 수 있다. 또한, 모든 

알고리즘이 강화 학습과 반강화학습으로 구성되어 변별력을 

향상시키는 목적에 부합됨을 알 수 있다. 또한, 각 학습에 

참여하는 비용의 개념도 학습의 목적에 맞는 형태임을 알 

수 있다. 식 (⑵와 (23)은 모넬간의 출력에 일종의 거리개 

념을 도입하였고, 식 (20)과 (2D에는 정규화기법이 사웅되 

었다고 볼 수 있匸따라서, 이러한 종류의 알고리즘의 개 

발에 있어서 출력들간의 유사도를 재는 척도가 중요함을 

알 수 있다. 또한, 이러한 알고리즘들이 근사적으로 오차의 

확률을 모델링함으로 그에 포함되는 스케일링 요소가 실제 

의 적용에서 매우 까다로운 점으로 남게된다.

VI. 실험및 결론

위에서 검토한 알고리즘들을 HCNN (Hidden 
Control Neural Network)을 이용한 한국어 단음절 "가나, 

다,라,마,바,사,아,자”를 인식하는데 적용한 결과 평균적으로 

기존 알고리즘에서 발생된 오인식 갯수의 약 20 % 가량이 

감소되었다. 실험에 사용된 화자는 총 20인으로 각 2회씩 

발성하여 각각 학습과 실험에 사용했다. 수렴속도면에서도 

예측한대로 식 (12)보다는 (23)이, 식 (2。보다는(기)이 빨 

리 수렴하고 결과도 약간 좋았다.

위에서 유도된 알고리즘들은 다른 음성인식기에 

대해서도 적용이 가눙하며 실제로는 다른 영역의 패턴인식 

기에Y 적용이 가능한 일반적인 알고리즘이다. 앞으로 여 

러가지 스케일링 요소에 대한 특성과 다른 모델에의 적용 

등의 과제가 남아 있으며, 모델간의 유사도에 대한 새로운 

척도에 대한 연구도 계속될 것이匸h

표 1. 인식율 비교

Table 1. Comparison of recognition rates

데이타 I 기존방법; 

학습데이타; 48.3 % ； 

시험데이타; 87.2 %!

식 (12) 식 (23)

53.9 % 54.5 %

94.4 % 95.0 %

식 (20) J

53.9 % I

94.4 % !

식 (21) ■

54.5 % j

95.0 % I
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