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요  약

단어 클러스터링 (word clustering) 또는 군집화는 자연어처리에서 데이터 부족 문제로 인하여 단어 간의 
의미관계와 관련된 정보를 사용하기 어렵게 만드는 문제에 대처할 수 있는 중요한 기술이다. 단어 클러스
터링과 관련하여 알려진 가장 대표적인 기법으로는 클래스-기반 n-gram 언어모델의 개발을 위하여 제안
된 Brown 단어 클러스터링 기법이다[1]. 그러나 Brown 클러스터링 기법을 이용하는데 있어서 부딪치는 
가장 큰 문제점은 시간과 공간적인 면에서 자원 소요량이 너무 방대하다는 점이다. 본 연구는 이 클러스
터링 기법의 효율성을 개선하는 실험을 수행하였다. 실험 결과 가장 단순한(naive) 접근에 비하여 약 7.9
배 이상의 속도 향상을 이룰 수 있음을 관찰하였다.

      주제어: 클러스터링, 단어 클러스터링, 자연어처리, n-gram, 언어모델 

1. 서론

자연어처리 소프트웨어 개발에서 많이 부딪치는 가장

큰 문제 중의 하나는 데이터 부족 문제이다. 이와 관련

된 한 예로 자연어 파싱을 들 수 있다. 파서가 판단해야

할 큰 결정 사항 중의 하나는 두 단어 사이의 의존관계

가 가능한 지에 대한 것이다. 이 결정을 위한 핵심적인

정보로는 두 단어의 어휘(lexeme)까지 포함하는 자질 정

보이다. 그러나 구문구조부착 말뭉치의 크기가 방대하지

않은 이상 이러한 정보를 학습할 수 없게 되는 데이터부

족 문제가 일어난다. 이러한 문제에 대한 대처로 단어

대신 단어들의 클래스(집단)를 이용하는 방법이 제안되

었으며 상당히 효과가 있음이 알려졌다[2]. 이와 같이

자연어처리에서 필연적으로 부딪치는 데이터 부족 문제

를 해결하기 위해서 클러스터링 기술을 이용하고자 하는

것은 일반적이 접근 방법이다[3,4,5]. 즉 단어 클러스터

링은 여러 자연어처리 분야에서 데이터 부족 문제를 극

복하기 위하여 사용하는 매우 중요한 요소 기술이 되었

다[6]. 
단어 클러스터링과 관련된 지금까지의 연구는 크게 2 

가지 방향에서 시도되고 있다. 하나는 어떠한 단어들을

동일 클래스로 포함시킬 것인가를 결정하는데 있어서 사

람이 일일이 단어의 의미를 고려하여 거의 수작업을 위

주로 진행하는 방법이다. 이러한 접근법의 대표적인 예

로는 wordNet, 단어의미망 연구 등을 들 수 있다[8,9]. 
그러나 이러한 접근 방법은 크게 두 가지 문제점을 가지

고 있다. 하나는 막대한 시간과 노력을 필요로 한다는

점이다. 대규모의 클러스터링 개발 작업은 여러 명의 전

문가가 다년간의 작업을 하여야 가능한 대단히 큰 작업

이다. 또 다른 보다 심각한 문제로는 작업에 참여하는

사람 간에 그리고 같은 사람의 작업이더라도 작업 시점

간에 클러스터링 관련 결정을 내리는 데 있어서 일관성

을 유지하기 어렵다는 점이다. 
이러한 점에서 단어 클러스터링 작업의 자동화와 관련

된 기술은 매우 중요하다고 볼 수 있다[1,3,6]. 단어들의

자동 클러스터링 기술에 대한 가장 중요한 연구로는

Brown 단어 클러스터링 기술을 들 수 있다[1]. 이 기법

은 원래 언어모델(language model)의 개발을 위해서 고

안한 방법으로 n-gram 언어모델을 개발하는데 있어서

데이터 부족 문제를 해소하기 위해서 클래스에 기반한

n-gram 모델로 달성하자는 방법론이다. 이를 위해서 단

어 클래스를 생성하는 클러스터링 기법이 제안되었다(이
를 본 논문에서는 Brown 클러스터링이라 부르자). 

 대상 언어의 모든 가능한 단어의 수 (vocabulary 
size)를 V 라 가정하자. Brown 클러스터링의 기본적인

방법은 소위 계층적 클러스터링 기법을 따르는데 처음에

는 각 클래스 마다 1 개의 단어를 가진 V 개의 클래스

를 가진 상태에서 출발한다. 모든 클래스 쌍 중에서 합

병(merge) 기준 (criteria)에 가장 부합하는 쌍을 하나로

합병한다. 이와 같이 합병 작업을 계속 수행하여 결국

단 하나의 클래스만이 남을 때까지 이 작업을 계속한다. 
이렇게 하여 모든 단어를 리프노드로 가지는 완전한 클

러스터 계층 구조를 생성하는 것이다(이를 Brown-1 기
법이라 하자)[1]. 그러나 위 기법은 너무 계산량이 크기

때문에 실제로는 사용하기 어렵다. 따라서 계산량을 줄

이고자 제안된 축소된 기법은 초기 클래스의 수를 k (k 
< V) 로 지정하고 계속 k 개의 클래스 수를 유지하면서

작업을 진행하는 기법이 제안되었다(Brown-2 기

법)[1]. 이 기법은 클러스터링의 질적인 면에서는 전자

보다 못하다고 생각되지만 계산량을 줄여서 실용적인 기

법이 되게 하는데 그 목적이 있다. 
그러나 이러한 Brown-2 기법도 실제로는 계산량이

매우 커서 이용하기 쉽지 않은 것으로 관찰되었다. 본
논문은 Brwon-2 클러스터링을 수행하는 데 있어 보다
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(1) 모든 단어를 훈련말뭉치에서의 출현빈도순으로 내림차순 정렬하

여 단어리스트  에 넣는다.
(2) /* 초기 클러스터 준비작업 단계 */

⋅클래스     각각을  에서 첫   개의 단어를

꺼내어 1 단어씩 가지도록 초기화한다.

⋅처리 단어수  =   로 놓는다.

⋅     클래스 중 합병기준에 가장 적합한 쌍  ,  을

선택한다.

(3) /* 합병 단계 */

⋅앞 단계에서 정해준 클래스  와  를 합병한다.

(클래스 수는  개가 된다.)

(4) If ( == 
′
) 이면 클러스터링 알고리즘을 종료한다.

(5) /* 다음 단어를 새 클래스로 추가하는 단계 */

⋅ 의 다음 단어를 꺼내어 새 클래스  를 생성한다.

⋅처리 단어수  를 1 만큼 증가한다.

⋅     클래스 중 합병기준에 가장 적합한 쌍  ,  을

선택한다.

(6) 단계 3 으로 간다.

계산량을 경감시키는 기법을 제안하고자 한다. 속도향상

을 위해 합병기준으로 상호정보 감소량의 이용 그리고

단어쌍 공기정보를 메모리에 저장하는 방법을 이용하는

것을 제안한다. 우리가 실시한 실험 결과 약 7.9배 이상

의 속도 향상을 얻게 되었다.
2. 합병기준

Brown 클러스터링 연구의 출발점은 n-gram 언어모

델의 구현이다. 그러나 데이터부족 문제로 인하여 클래

스 기반 모델로 근사화(approximation) 하기 위해서 클

러스터링 작업이 필요하게 된 것이다. 
즉 n-gram 언어모델에서는 (1)과 같은 

   

과 같은 확률이 필요하다(기호 C(x) 는 스트링 x의 출

현횟수를 나타냄): 


     
   




          (1)

 
그러나 여기에 필요한 스트링

   또는 
이 학습말

뭉치에서 관찰되지 않는 데이터 부족 문제가 나타나는

경우가 많다. 이를 극복하기 위해서 (2)와 같이 클래스

스트링을 이용하여 이에 근사한 확률을 계산하고자 하는

것이다:


        
                 (2)

여기에서 클래스 는 단어 가 속하는 클래스를 지

칭한다. 본 논문에서 우리는 =2 인 바이그램 언어모델

에 대해서만 생각한다.  
합병의 기준은 훈련말뭉치 

  의 perplexity 가 크게

되도록 하는 클러스터링  가 되게 하는 것으로 이는


  의 average log-likelihood  L()가 가능하면 크게

되도록 하는 것과 같다:
      log                   (3)
위의 L() 에 대한 식은 (4) 로 표시할 있게 되는데

(자세한 유도는 [1] 참조):
                            (4)
   



log                    (5)

    


 log   
               (6)

여기에서  는 클러스터링  에 대하여 상수이므

로 단지   를 최대화하는  가 되도록 하는 것이

클러스터링의 합병 기준이 된다.   는 “인접 클래

스간 평균 상호정보”를 나타내는 값이 된다.
                                   

3. 단어 클러스터링 알고리즘 개발

3.1.  Brown 2 알고리즘 및 속도 향상 기법

Brown-2 클러스터링 기법의 대략적인 구성은 그림 1과
같다. 여기서 알고리즘 시작 전에 변수  ′과  를 제공

하여야 한다. 그러면 이 알고리즘은 출현 빈도가 높은

 ′ 개의 단어들만을 대상으로 하여 클러스터링을 수행

한다 ( ′  =   로 하면 전체 단어에 대한 클러스터링이

됨). 그리고  는 최종 클러스터가 가질 클래스 수를 나

타낸다. 

그림 1. Brown-2 클러스터링 알고리즘

이 알고리즘의 핵심은 항상 클래스 수를 k 또는 k+1 
로 유지하는 것이다. 단계 3에서 클래스 수가 k 인 상황

에서(각 클래스를 1에서 k 까지의 번호로 나타냄) 단계

5에서는 다음 처리할 단어 하나만을 가진 번호 k+1 인
클래스를 생성한 후 +1개의 클래스 중에서 합병기준

에 가장 부합하는 두 개의 클래스를 선정한다. 여기서

조사하여야 할 쌍의 수는 조합의 수  
 로서 대략  

로 볼 수 있다. 이 알고리즘은 단계 3~6의 루프를

 ′  번 반복한다. 
   합병할 클래스 쌍의 선정에 이용할 합병기준은 앞의

식 (6)에서 소개한 클러스터 평균상호정보  이다. 
이것이 최대화 되는 쌍을 선정하여야 한다. 결국 이 결

정을 위해 모든 가능한 쌍마다 이 값을 계산해 보아야
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한다.  그러나 Brown 에서는 각 쌍마다 I를 계산하는 대

신에 상호정보 감소량 L을 이용하는 것을 제안하였다. L 
이 최소화되는 쌍은 바로 I를 최대화하는 쌍과 동일하기

때문이다. 그런데 중요한 발견은 I의 계산에는 O(k2), L
의 계산량은 O(k)이므로 L을 합병기준으로 이용할 경우

에는 상당한 속도 향상이 가능하다는 점이다. 그러나 우

리는 L의 계산에 있어서 Brown에서 제시한 식이 올바름

을 증명할 수 없었고 따라서 더 직관적으로 쉬운 다른

식을 이용한다. 하지만 우리의 식 역시 O(k) 만큼의 시

간만 필요하므로 역시 속도 향상을 얻을 수 있다.

3.2.  파라메타의 종류

위 알고리즘은 클러스터와 관련하여 다음과 같은 종류의

파라메타를 필요로 한다:

∙   :  클래스  에 속하는 단어의 출현확률.
∙   : 클래스 , 에 속하는 단어가 이어서 나올 확률.
∙  : 가중치를 곱한 클래스 ,  의 상호 정보로서

        log
  

  .
∙  : 클래스  과 관련된 모든 q 의 합.
∙ : 클래스  ,   를 합병한 후의 상호정보.
∙  : 클래스  ,   를 합병한 후의 상호정보 감소량으로

   (합병이전의  값) - (합병 후  값)과 같다.

클러스터링 과정에서  가 가진 클래스의 수는  인 경

우와 +1 인 경우의 2가지만 가능하다. 이 둘 중에 어

느 경우인지를 나타내기 위해 위 파라메타의 아래첨자에

 또는 +1 을 표시하여 이를 나타내도록 한다. 

3.3. 단계 2: 초기 클러스터의 준비작업

이 단계에서 각 파라메타의 준비는 다음과 같다. 아래에

서 C() 는 단어 의 출현 횟수,  는 훈련말뭉치의

크기를 나타낸다. 

 
  



 
   

  

     
 ·log  



 
   

 

 
 

    


   


      

위에서 , 은 1에서 +1 사이의 모든 정수를 말한다.

우리는 이 클러스터에서 모든 클래스 쌍  ,  를 합병할

경우를 고려하여야 하며 가능한 쌍의 수는  에 비례한

다. 클래스 i와 j를 합병한 후의 상호정보는

 


   

위 I(i,j)의 계산량은 모든 가능한 l, m 에 대한 합을 구

하므로 O(k2) 이 된다. 그러나 그 대신에 다음과 같이

상호정보감소량 L을 구하는 작업은 O(k) 이므로 상당한

계산량 감소 효과를 얻는다.

   

               

        


      


      

위에서  은 도 도 아니면 1에서 +1 사이의 모든

정수를 말한다. 위식에서  의 계산은 다음과 같다.

      

   
      ·log

 
   ·  

   

  
      

여기에서 이용한  의 계산은 다음과 같다:

 
      

   
    

     
      

  

결과적으로 모든 가능한    을 구하는 계산량은

  을 가진다.

이러한 모든       중에서 가장 작은 값을 주는

 ,  쌍을 구한다. 이것은      하나하나마다 그 값

이 구해질 때마다 min과 비교하면서 min을 갱신하면서

구하게 된다. 따라서 가장 작은   을 주는  ,  를

구하는데 필요한 계산량은 역시   과 같다.

3.4. 단계 3: 두 클래스를 합병한 후의 작업

이 단계에서는 앞 단계에서 결정한 클래스  와  (단, 

<)를 합병한 후의 클러스터에 대한 파라메타를 준비한

다.


   

  (  은 도 도 아닌 ∼  사이의 모든 정수 )
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
 

  
 

i f     , 
   

   .

다음에서 ,  은 도 도 아닌 ∼  사이의 모든 정수

를 말한다.


    

  


    

    
  


    

   
  


   

     
    

    
  

위의 계산량은   이다.

다음은  가 +1보다 작은 경우에 계산한다 (  은 도

도 아닌 ∼  사이의 모든 정수 ).


   

   


   

   


    

     
   


   

     
   


    

    

모든 
 의 계산마다 대응하는  를 다음처럼 계산해

준다 :

    
  ·log


· 

 

도 도 아닌 ∼  사이의 모든  마다 다음을 계산한

다.

             

             

  


 


     (  은∼  사

이의 모든 정수이다. 결국 계산량은  이다).

i f     ,

              
         
  

다음에서 ,  은 도 도 아닌 ∼  사이의 모든 정수

를 말한다 ( 단,    보다 작은 경우에만 계산한다 ).

       

         

               

             

     

        

      

위 식 자체의 계산량은 O(1) 이며 모든 l, m 에 대해서

는   이 된다. 이 점이 전체 알고리즘의 계산량을

줄이는 핵심적인 역할을 한다. 만약 상호정보 I를 합병

기준으로 이용한다면 I(l,m) 하나의 계산에 O(k) 가 소요

된다(여기서 O(k2) 이 아닌 이유는 변경된 항들만을 갱신

하여 주기 때문이다). 모든 l, m 에 대해서는 O(k3) 이 소

요된다. 결국 I 대신 L을 합병기준으로 이용하면 O(k)
만큼의 속도향상을 얻을 수 있다.

다음에서  은  가 아니며 ∼  사이의 모든 정수에

대해서 계산한다.  은  도  도 아닌 ∼  사이의 모

든 정수에 대해서 계산한다.

             

 


   


       

결국 모든  에 대한 위의 계산량은   이 된다.

만약     이면, 다음을 계산한다. 여기에서  은 

도 도 아닌 ∼  사이의 모든 정수를 말한다. 따라서

아래 모든  의 계산량은  가 된다.

       

         

       

            

            

             

           

        

위에서

      

   
    ·log

 
   ·  

 

 
    

위 식에서

 
       

    
   

 
     

   
  
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결국 이 단계의 전체적인 계산량은   이 된다.

3.5. 단계 5: 클래스의 추가 작업

다음은 다음 단어  하나만을 가지는 클래스 하나를 추

가한 후의 클러스터에 대한 파라메타 준비 작업에 대한

것이다. 아래에서 ,  은 ∼  사이의 모든 정수에 대

해서 계산한다.

 
  

 

 
  



 
    

  

 
    

 ′∈ 


′ 

 
    

 ′∈ 


 ′ 

 
    

 

위에서 각  
 마다 해당  도 그때 같이 계산해

준다. 결국 위 계산량은   이 된다.

               

     


     


    

     

       

             

    

         

위에서 , 은 1에서  까지의 모든 정수를 말한다. 결

국 모든   을 구하는 데 필요한 계산량은   이

다.

             

          

 


     




     

       

위에서  은  이 아닌 1에서  사이의 모든 정수를 말

한다. 결국 위   을 구하는 계산량은   이다. 위

두 식에서 구한   을 최소로 하는  ,  를 찾는 방법

은 앞 절과 같다. 결국 단계 4는   의 계산량을 가

진다.

결과적으로 각 단계에 대한 계산량을 기반으로 하여

전체 알고리즘의 계산량을 구하면   ′  이 된

다. 이것이 우리가 제안하는 효율적인 클러스터링 알고

리즘의 성능이 된다.

4. 성능 측정 실험

우리가 제안하는 알고리즘은 다음과 같은 2 가지 관점에

서 효율성의 향상을 시도하였다. 먼저 클러스터 안의 모

든 클래스 쌍의 합병으로 인한 상호정보의 계산 작업에

대한 것이다. 가능한 쌍의 수는 k2 개 이다. 만약 상호정

보 자체를 계산하는 방식을 취하면 각  의 계산에

 만큼의 시간이 필요하므로 모든 쌍에 대한 작업은

 이 된다. 결국 전체 알고리즘의 계산량은

  ′ 이 된다. 그러나 상호정보의 감소량    
를 구하는 방식을 취하면 하나의   의 계산에

의 시간이 소요되므로 바로 앞 절에서 언급한 대로

전체 알고리즘의 성능은   ′ 이 된다. 이러한

점에서 우리의 기법은 계산량의 감소를 얻는다.
   두 번째로 제안하는 성능향상에 대한 기법은

   정보를 하드디스크에 관리하는 대신 메모리에

넣고 이용할 수 있도록 하는 것이다. 모든 가능한 단어

쌍의 수는 약  으로서 대단히 큰 수가 된다 (예를 들

어 V=200,000 이라면 40,000,000,000). 따라서 고속

처리를 위하여 2차원 테이블을 이용할 경우 320GB 의
저장 공간이 필요하다.  결국 이러한 방식은 메모리에는

구현이 어렵게 된다. 그러나 우리는 속도 향상을 위하여

2차원 테이블을 이용하는 대신에 각 단어쌍에 고유키를

부여하고 실제 출현한 단어쌍만을 저장하는 방식을 취함

으로서 메모리에 이 정보를 저장할 수 있도록 하였다. 
그 결과 알고리즘의 속도 향상을 얻을 수 있게 되었다.
우리는 2천만 어절의 품사부착 세종말뭉치를 기반으

로 하는 클러스터링 실험을 수행하였다. 여기에서 얻은

전체 단어의 수 V는 약 27만 어절이다. 표 1은 실험 결

과 얻은 여러 경우에 대한 Brown 2 클러스터링 알고리

즘의 소요 시간 측정치를 보여 준다. Loss은 본 논문에서

제안하는 상호정보 감소량 L을 합병기준으로 이용하는

방법을 나타내며, MI는 상호정보 I를 합병기준으로 이용

하는 방법을 나타낸다. (아래 표에서 V'=100,000 에 대한

MI 의 실험은 너무 많은 시간이 소요되어 시간을 측정
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Memory Disk

k/V' Time k/V' Time

Loss
( L )

100/10000 1.58m 100/10000 8.34m
100/50000 28.44m 100/50000 5h12m

100/100000 1h11m 100/100000 23h1m
200/10000 2.56m 200/10000 12.31m

200/50000 33.63m 200/50000 6h15m
500/10000 8.95m 500/10000 24.54m

500/50000 1h17m 500/50000 6h13m

MI
( I )

100/10000 4.85m 100/10000 12.52m

100/50000 1h8m 100/50000 7h54m
200/10000 20.53m 200/10000 46.34m

200/50000 2h53m 200/50000 26h15m
500/10000 4h5m 500/10000 9h50m

500/50000 36h5m 500/50000 122h49m

하지 못하였다.) 표에서 Memory 는   의 정보

를 메모리에 넣고 이용하는 방법을, Disk 는 하드디스크

에 넣고 이용하는 방법을 나타낸다.

표 1. 성능 측정 실험 결과

그림 2. 속도 향상 효과

우리는 그림 2에 위 표의 4 가지 방법들 중에서 가장 느

린 방법 MI_D(MI, Disk)과 가장 빠른 방법 Ls_M(Loss,

Memory) 사이의 소요시간의 비(ratio)를 나타내었다. 이

를 보면 작업량이 많아지면 속도향상의 효과가 커지는

현상을 관찰할 수 있다.

5. 결론

언어 모델 기반의 단어 클러스터링 작업은 많은 양의

계산을 필요로 하므로 실용화에 어려움이 많다는 문제점

이 있다. 이에 본 논문에서는 이러한 문제를 개선하기

위한 알고리즘 효율성 향상 기법을 연구하였다. 성능 개

선의 대상이 되는 클러스터링 알고리즘으로는 가장 널리

알려진 Brown의 클래스 기반 n-gram 모델에 기반한 단

어 클러스터링 알고리즘을 택하였다. 속도향상을 위해

합병기준으로 상호정보 감소량의 이용 그리고 단어쌍 공

기정보를 메모리에 저장하는 방법을 이용하는 것을 제안

한다. 실험 결과 가장 단순한 방법보다 약 7.9배 이상의

속도 향상을 얻을 수 있음을 관찰하였다. 
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