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요  약

일반적인 기계학습 기반의 자연어처리 모듈의 개발에서 자질의 설계와 최적의 자질 조합을 구하는 작업은 
많은 시간과 노력이 필요하다. 본 논문에서는 딥 러닝 기술을 전이 기반 방식의 한국어 의존 구문 분석에 
적용하여 자질 튜닝 작업에 들어가는 많은 시간과 노력을 줄일 수 있음을 보인다. 또한 딥 러닝을 적용하
기 위해 필요한 다양한 단어 표현(word embedding) 모델을 적용하여 최적의 단어 표현 모델을 알아내고, 
성능 향상을 위해 최근에 개발된 Drop-out 및 Rectified Linear hidden Unit(ReLU) 기술을 적용한다. 실

험결과, 기존 한국어 의존 구문 분석 연구들보다 높은 UAS 90.37%의 성능을 보였다.

주제어: Deep Learning, Word embedding, 전이 기반 의존 구문 분석, 한국어 의존 구문 분석

1. 서론

자연어처리를 위해 사용되는 많은 기계학습 알고리즘

은 사람이 디자인한 자질(feature)을 입력으로 받아 최

고의 성능을 낼 수 있는 자질의 가중치(weight)를 찾아

낸다[1]. 그러나 자연어처리 모듈에 따라 새로운 자질을 

디자인하고 최적의 성능을 내는 자질의 조합을 찾는데 

많은 시간과 노력이 필요하다. 이러한 문제를 해결하기 

위해 최근에 딥 러닝(deep learning)을 이용한 자연어처

리 연구가 수행되고 있다[2]. 딥 러닝은 여러 층의 비선

형의 Hidden layer를 포함하고 있는 신경망(artificial 

neural network)으로 여러 비선형 변환(non-linear 

activation)의 조합을 통해 높은 수준의 추상화

(abstraction)를 시도하여 새로운 자질의 조합 혹은 표

현을 학습할 수 있는 장점이 있다[2,3]. 그러나 딥 러닝

은 여러 층의 Hidden layer로 인해 학습해야할 파라미터

의 수가 많아져 학습에 많은 시간이 소요되고 과적합

(overfitting) 되기 쉽다는 문제가 있으나, 하드웨어의 

발전과 과적합을 해결하기 위한 비교사학습

(unsupervised) 방식의 사전훈련(pre-training) 및 

Drop-out 기술 등이 개발되어 이러한 문제를 해결할 수 

있게 되었다[3,4]. 또한 비선형 변환(non-linear 

activation)으로  Sigmoid나 Tanh 대신 Rectified 

Linear hidden Unit(ReLU) 등이 개발되어 성능 향상을 

보이고 있다[5].

기계 학습 기반 한국어 의존 구문 분석은 그래프 기반 

방식과 전이 기반 방식으로 나뉘는데, 그래프 기반 방식

은 일반적으로 O(n3) 이상의 복잡도(complexity)를 가지

나 전이 기반 방식은 O(n)의 복잡도를 가지게 되어 긴 

문장에서도 빠른 속도를 보인다[6,7,8]. 본 논문에서는 

전이 기반 방식의 의존 구문 분석 기술에 사용되는 기계

학습 알고리즘으로 딥 러닝을 이용하여 자질 튜닝 작업

에 들어가는 많은 시간과 노력을 줄인다. 이를 위해 다

양한 NNLM(neural network language model)을 통해 다양

한 한국어 단어 표현을 학습하여 이를 사전훈련

(pre-training)으로 사용하고, Drop-out 기술을 이용하

여 과적합을 줄였으며, 비선형 변환(non-linear 

activation)으로  Sigmoid 대신 Rectified Linear 

hidden Unit(ReLU)를 이용하여 성능을 향상시켰다.

2. 한국어 단어 표현 학습

딥 러닝에서 과적합(overfitting) 문제를 해결하기 위

한 대표적인 방법은 비교사학습 방식의 사전훈련

(pre-training)이다. 사전훈련은 비교사학습 방식의 

RBM(restricted Boltzman machine)이나 SAE(stacked 

auto-encoder) 등을 이용하여 신경망의 각 층의 파라미

터를 훈련하여 전역 최소점(global minima)에 가까운 시

작점을 잡고, 다시 교사학습(supervised) 방식의 

Fine-tunning을 수행한다[3,9]. 딥 러닝을 자연어처리에 

적용하는 경우에는, 자연어처리 특성상 자질의 차원이 

너무 높아 일반적인 딥 러닝과는 다르게 사전훈련으로 

NNLM(neural network language model)으로 학습한 단어 

표현(word embedding)을 주로 사용한다[2,10]. NNLM은 

n-gram 언어모델을 신경망을 이용하여 구현한 것으로, 

목표 단어의 앞뒤 단어들을 신경망의 입력으로 받아 

Projection layer와 Hidden layer를 거쳐 목표 단어의 

후보들(모든 단어)의 확률을 구한다[10]. Projection 

layer에서는 One-hot 형태(즉, [0001000]과 같이 해당 

단어만 1로 표현되고 나머지는 0으로 표현하는 방식)로 

표현된 Input layer를 각 단어별로 K 차원(일반적으로 

50차원)으로 축소된 단어 표현(word embedding)을 학습

하게 되고, 이 단어 표현을 자연어처리 응용에 적용할 

때에 사전학습으로 사용하게 된다[2]. 그러나 이러한 

- 87 -



제26회 한글 및 한국어 정보처리 학술대회 논문집 (2014년)

NNLM을 학습하기 위해서는 많은 시간이 필요하며(몇 주 

혹은 몇 달), 대부분의 시간이 Hidden layer와 Output 

layer 사이의 계산에서 소요된다(Output layer의 노드 

개수가 단어 사전의 개수와 같기 때문). 이를 해결하기 

위해서 [2,11]에서는 입력된 올바른 단어열과 올바르지 

않은 단어열(대상 단어를 임의의 단어로 치환) 사이의 

랭킹 문제로 바꾸어 NNLM의 Output layer의 Node 수를 1

로 줄여 많은 속도 향상을 보였다(Ranking-hinge loss). 

[12]에서는 Hidden layer를 없애 Input layer, 

Projection layer, Output layer 만으로 신경망을 구성

하여 많은 학습 속도 향상을 보였다(Word2vec).

본 논문에서는 한국어 단어 표현(word embedding)을 

학습하기 위해서 기존에 연구된 다양한 NNLM 방법들을 

적용하고(NNLM, Ranking-hing loss, word2vec), 추가적

으로 [2,11]에서 사용한 Hinge loss 대신에 새로운 

Logit loss를 아래와 같이 추가한 모델도 적용하였다(s
는 올바른 단어열의 신경망 출력값이며, sc는 올바르지 

않은 단어열의 신경망 출력값임).

Ranking(hinge loss)[2,11]: max(0, 1 – s + sc)
Ranking(logit loss): log(1 + exp(sc - s))

표 1은 한국어 단어 표현을 다양한 NNLM 방법들로 학

습하는 데 소요되는 시간을 보여준다. NNLM[10]이  학습 

속도가 가장 느려 총 16일의 학습 시간이 소요되었으며, 

이를 개선한 Ranking 모델(hinge loss[2,11] 및 logit 

loss)은 약 8배 정도 학습 속도가 빨라졌고, Hidden 

layer를 없앤 Word2vec[12] 모델은 NNLM[10]에 비해 약 

2000배 정도 빨라졌다.

표 1. 단어 표현 모델별 학습 시간

모델
벡터

차원

학습 단어

(형태소 수)

학습 시

간 (일)

NNLM[10] 50 2억8000만 16

Ranking(hinge loss)[2,11] 50 2억8000만 1.9

Ranking(logit loss) 50 2억8000만 1.9

Word2vec[12] 50 29억1800만 0.08

표 2는 다양한 NNLM 방법들로 학습한 한국어 단어 표

현들을 정성적으로 평가하기 위해 ‘서울/NNP’의 형태

소와 가장 가까운(cosine similarity 이용) 단어 5개를 

나열한 것이다. NNLM[10]의 경우 도시 이름 4개와 지역

이름 1개로 ‘서울/NNP’와 의미적으로 가장 유사한 결

과를 보여주었고, Word2vec[12]의 경우는 서울에 포함된 

구 이름 4개와 1개의 도시 이름으로 역시 유사한 결과를 

보여주었으나, Ranking(hinge loss)[2,11]의 경우에는 

국가이름 4개를 보여주어 약간의 의미적 차이를 보이며, 

Ranking(logit loss)의 경우에는 도시이름 2개와 국가 

이름 3개를 보여주어 Ranking(hinge loss) 보다는 좋으

나 NNLM[10]보다는 나쁜 결과를 보여주고 있다. 

표 2. 단어 표현 모델별 ‘서울/NNP’와 가장 유사한 단

어 5개

NNLM[10]
Ranking
(hinge loss) 
[11]

Ranking

(logit loss)
word2vec[12]

인천/NNP 일본/NNP 부산/NNP 강남구/NNP

울산/NNP 미국/NNP 대전/NNP 영등포구/NNP

부산/NNP 부산/NNP 중국/NNP 중구/NNP

충북/NNP 중국/NNP 미국/NNP 부산/NNP

광주/NNP 독일/NNP 일본/NNP 서대문구/NNP

그림 1은 NNLM[10]으로 학습된 단어 표현(상위 빈도 

200개 단어)을 t-Distributed Stochastic Neighbor 

Embedding(t-SNE)을 이용하여 2차원으로 매핑한 것으로 

동일한 품사끼리 가까운 거리에 위치하며 비슷한 의미의 

단어들(예를 들어, 한국/NNP, 미국/NNP, 일본/NNP, 중국

/NNP)끼리 매우 가까운 거리에 위치하는 것을 볼 수 있

다. Ranking(hinge loss)[2,11] 및 Ranking(logit loss)

도 비슷한 결과를 보여주나, Word2vec[12]의 경우(그림 

2) 비슷한 의미의 단어들은 가까운 거리에 위치하지만 

비슷한 품사의 단어들은 약간 분산되어 있는 것을 볼 수 

있는데, 이는 Word2vec 모델이 Hidden layer를 제거했기 

때문이라고 생각된다.

그림 1. NNLM[10]으로 학습된 단어 표현 (상위 빈도 

200개 단어, t-SNE 이용)

그림 2. Word2vec[12]으로 학습된 단어 표현 (상위 빈

도 200개 단어, t-SNE 이용)
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3. 딥 러닝을 이용한 전이 기반 의존 구문 분석

본 논문에서는 한국어 의존 구문 분석을 위해 O(n)의 

복잡도를 가져서 긴 문장에서도 빠른 속도를 보이는 전

이 기반 방식을 적용하며, 전이 기반 방식에 사용되는 

기계학습 알고리즘으로 딥 러닝을 이용하여 자질 튜닝 

작업에 들어가는 많은 시간과 노력을 줄인다.

전이 기반 의존 구문 분석은 입력 문장에 대해서 초기 

상태(스택, 버퍼, 아크셋으로 구성)를 설정하고, 상태를 

변화시키는 행위(action)를 적용하여 다음 상태로 변화

시켜 최종 상태에 도달하면 의존 구문 분석을 종료하며, 

최종 상태의 아크셋이 의존 구문 분석 결과가 된다[7]. 

전이 기반 방식 중 가장 많이 사용되는 것은 

Arc-standard와 Arc-eager 방식으로, 본 논문에서는 

Arc-eager 방식을 사용한다[7]. 그림 3은 Arc-eager 방

식을 설명하는 것으로, 문장의 앞 단어에서 뒤로 진행하

면서 현재 스택의 단어와 버퍼의 단어가 의존관계가 있

으면 아크(arc)를 생성하고, 의존관계가 없으면 Shift 

혹은 Reduce를 수행한다.

그림 3. Arc-eager 전이 기반 의존 구문 분석

그림 4. Arc-eager + Backward 전이 기반 의존 구문 

분석 예제

Arc-eager 방식을 한국어에 적용할 경우에, 한국어의 

지배소(head)가 후위에 위치하기 때문에 문장의 끝에서

부터 앞으로 진행하는 Backward 방식이 더 유리해 진다. 

이는 문장의 용언(지배소)들이 스택에 먼저 쌓여 자질

(feature)로 사용되어 특정 어절이 어느 용언에 지배되

는 지를 결정하는 데에 도움을 주기 때문이다. 따라서 

본 논문에서는 Arc-eager + Backward 전이 기반 의존 구

문 분석을 이용하며, 한국어의 지배소 후위 제약에 따라 

Right-arc와 Reduce만을 사용하게 된다. 그림 4는 

Arc-eager + Backward 전이 기반 의존 구문 분석의 예제

를 나타낸다.

전이 기반 의존 구문 분석에서 각 상태마다 어떤 행위

(action)를 선택하느냐에 따라 구문 분석 결과가 달라지

므로 각 상태에 따라 행위를 선택하는 것이 중요하다. 

이를 위해 기존 연구에서는 Maximum Entropy나 SVM 등의 

기계학습을 이용하였으나 자질을 디자인하고 최적의 성

능을 내는 자질의 조합을 찾는데 많은 시간과 노력이 필

요하다는 문제점이 있다[7].

본 논문에서는 각 상태에 따른 행위 선택을 위해 딥 

러닝을 이용하여 자질 튜닝 작업에 들어가는 많은 시간

과 노력을 줄인다. 그림 5는 행위 선택을 위한 신경망을 

설명하는 것으로, 신경망의 입력(input layer)은 현재 

상태(스택, 버퍼, 아크셋)로부터 뽑은 단어들과 자질들

의 One-hot 형태(해당 단어/자질만 1로 표현되고 나머지

는 0으로 표현하는 방식)이며, Projection layer는 2장

에서 학습한 단어 표현을 사전훈련(pre-training)으로 

사용하여 차원을 줄여주며, Hidden layer에서는 비선형 

변환(non-linear activation)으로  Sigmoid나 Tanh 보다 

더 우수한 성능을 보인 Rectified Linear hidden 

Unit(ReLU)[5]를 이용하고, Output layer에서는 Softmax 

함수를 적용하여 각 행위별 확률을 구한다. 신경망의 학

습을 위해서 Cross entropy 척도(measure)와 

Backpropagation 알고리즘을 이용하였으며, 과적합

(overfitting)을 줄이기 위해서 Drop-out 기술을 적용하

였다. Drop-out 기술은 Hidden layer의 임의의 Node를 

특정 확률값(일반적으로 0.5)으로 0으로 설정하는 것으

로 Bagging과 유사한 효과를 내며 과적합을 잘 줄여주는 

것으로 알려져 있다[4].

그림 5. 전이 기반 의존 구문 분석의 행위 선택을 위

한 신경망 구조
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신경망의 입력으로 사용한 단어 및 자질은 표 3과 같

다.

표 3. 신경망의 입력 (단어 및 자질)

단어

현재 상태의 스택의 ‘최상위/두 번째/세 번째 

어절’의 첫 형태소 및 마지막 형태소

현재 상태의 버퍼의 ‘첫 번째/두 번째 어절’의 

첫 형태소 및 마지막 형태소

기본 자질

스택의 최상위 어절의 ‘첫 형태소/마지막 형태

소/모든 형태소들’의 품사

버퍼의 ‘첫 번째/두 번째 어절’의 ‘첫 형태소/마

지막 형태소/모든 형태소들’의 품사

스택의 최상위 어절과 버퍼의 첫 번째 어절 사

이의 거리

스택의 ‘최상위/두 번째/세 번째 어절’의 의존 

레이블(dependency label) (아크셋 참조)

스택의 ‘최상위/두 번째/세 번째 어절’의 피지

배소(dependent)들의 의존 레이블(dependency 

label)들의 정보 (아크셋 참조)

스택의 ‘최상위/두 번째/세 번째 어절’의 피지

배소(dependent)들의 개수(valency) 정보 (아크

셋 참조)

추가 자질

(MI feat.)

스택의 최상위 어절과 버퍼의 첫 번째 어절 사

이의 Mutual Information(MI) 값 (MI값은 대

용량의 자동 의존 구문 분석 말뭉치에서 구함) 

스택의 두 번째 어절과 버퍼의 첫 번째 어절 

사이의 MI 값

스택의 세 번째 어절과 버퍼의 첫 번째 어절 

사이의 MI 값

4. 실험

본 논문에서는 의존 구문 분석의 학습을 위해 세종 구

구조 구문분석 코퍼스를 의존 구조로 자동 변환하여 사

용하였다[13]. 의존 구조로 자동 변환시에 본용언-보조

용언/의사보조용언 관계에 대해서 규칙을 이용하여 보조

용언이나 의사보조용언의 피지배소들을 본용언의 피지배

소로 바꾸어주었다. 또한 자질에 사용되는 품사 정보를 

위해 세종 품사 태그 말뭉치로부터 학습한 형태소 분석

기를 적용하여 자동으로 태깅된 품사 정보를 학습과 평

가에 사용하였다[14]. 위의 두 단계 중에 오류가 발생한 

문장을 제외한 총 문장은 59,659 문장이였으며, 이 중에

서 90%인 53,842 문장을 학습에 사용하고, 나머지 10%인 

5,817 문장을 평가에 사용하였다. 평가 척도로는 

Unlabeled Attachment Score(UAS)와 Labeled Attachment 

Score(LAS)를 사용하였다.

표 4는 딥 러닝을 이용한 전이 기반 의존 구문 분석의 

실험 결과이다. 기존의 한국어 의존 구문 분석 연구의 

성능이 UAS 85~88%인 것과 비교하여, 본 논문에서 제안

하는 모델은 최고 UAS 90.37%을 보였다. 또한 NNLM 등의 

사전학습(pre-training)을 사용하는 것이 약 0.5%의 성

능 향상을 보이고, Hidden layer에 Sigmoid 함수 대신 

ReLU 함수를 사용하는 것이 약 0.1%의 성능 향상을 보이

며, 추가적인 Mutual Information(MI) 자질을 사용하는 

것이 약 0.3%의 성능 향상을 보였다. 마지막으로 다양한 

단어 표현(word embedding) 방법 중에서 NNLM[10]이 가

장 좋은 성능을 보였고, 본 논문에서 새로 추가한 

Ranking(logit loss)이 두 번째로 높은 성능을 보였으

며, Word2vec[12]이 세 번째로 높은 성능을 보였으며, 

Ranking(hinge loss)[2,11]이 가장 나쁜 성능을 보였다. 

Word2vec[12]의 경우 학습 속도가 가장 빨라 다른 모델

들보다 10배 정도 많은 대용량 코퍼스로 학습을 했음에

도 성능이 NNLM[10]과 Ranking(logit loss) 보다 낮았는

데, 이는 Word2vec[12]의 경우 Hidden layer가 없어서 

단어 표현을 배우는 데 제한적이기 때문이라고 생각된

다.

표 4. 한국어 의존 구문 분석 성능

기존 의존 구문 분석 UAS LAS

이용훈[15]: 국어정보베이스 88.42 -

오진영[16]: 세종코퍼스 87.03 -

임수종[17]: 세종코퍼스 88.15 -

J.D. Choi[18]: 세종코퍼스 85.47 83.47

박정열[19]: 세종코퍼스 86.43 -

안광모[20]: 세종코퍼스 87.52 -

딥 러닝+전이기반 의존 구문 분석

(세종코퍼스, 자동 분석 형태소 이용)
UAS LAS

ReLU+dropout 89.56 87.35

NNLM+ReLU+dropout 90.05 87.87

NNLM+ReLU+dropout+MI feat. 90.37 88.17

NNLM+sigmoid+dropout+MI feat. 90.27 88.03

Ranking(hinge loss)+ReLU+dropout

+MI feat.
90.19 88.01

Ranking(logit loss)+ReLU+dropout

+MI feat.
90.31 88.11

Word2vec+ReLU+dropout+MI feat. 90.27 87.97

5. 결론

본 논문에서는 딥 러닝 기술을 전이 기반 방식의 한국

어 의존 구문 분석에 적용하여 기존 연구들보다 높은 성

능을 보였으며, 딥 러닝을 이용하여 자질 튜닝 작업에 

들어가는 많은 시간과 노력을 줄일 수 있음을 보였다. 

또한 딥 러닝을 적용하기 위해 필요한 다양한 단어 표현

(word embedding) 모델을 적용하여 최적의 단어 표현 모

델을 알아내었다. 또한 최근에 딥 러닝의 성능 향상을 

위해 개발된 Drop-out 기술과 ReLU 함수 등을 이용하여 

한국어 의존 구문 분석에서도 이러한 기술들이 성능을 

향상시킴을 보였다.

향후 연구로는 한국어 의존 구문 분석에 도움이 되는 

자질을 발굴하여 성능을 더욱 향상시키며, 자연어처리의 

다른 모듈에도 딥 러닝 기술을 적용할 계획이다.
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