
1. 서론
BERT(Bidirectional Encoder Representations from 

Transformer)[1]는 구글에서 발표한 사전학습 모델이

다. 다양한 NLP Task에서 SOTA(state-of-the-art)의 성

능을 보여주며, 자연어처리 분야의 발전에 크게 기여하

였다. 구글에서는 영어와 중국어의 단일 언어 BERT 모

델과 104개 언어를 학습한 BERT 다국어 모델을 공개했

으며, 최근에는 러시아어 BERT 모델인 RuBERT[2]와 한

국어 BERT 모델 KoBERT[3]가 공개되기도 했다. BERT는 

자연어처리 여러 응용 분야(task)에서 우수한 성능을 

보여줬으나, BERT 사전학습 모델을 학습하기 위해서는 

많은 학습 시간과 학습 자원이 요구된다. 

본 논문에서는 빠른 학습을 위한 한국어 BERT 학습 

방법을 제안한다. 본 논문에서는 세 가지 학습 방법을 

적용했다. 첫째, 교착어인 한국어 특성을 반영하기 위

해 형태소 분석을 이용해 토크나이징을 진행했다. 둘

째, 단어 간 상대적 위치 표현을 추가하여 상대적 위치 

정보를 학습했다. 셋째, BERT 베이스 모델의 12-레이어 

중 3-레이어만을 사용하여 모델을 경량화시켰다.  

본 논문의 구성은 다음과 같다. 2절에서는 BERT 모델

과 관련된 연구를 소개하며, 3절에서는 한국어 BERT 모

델 학습 방법을 소개한다. 4절에서는 3절에서 제안한 

사전학습 모델을 적용한 실험을 기술하며, 5절에서는 

논문의 내용을 요약하고 향후 연구에 관해 설명한다. 

2. 관련 연구
BERT 모델은 WPM(WordPiece Model)[4] 을 사용하여 부

분 단어(sub-word) 학습을 통해 사전을 구성한다. Sub-

word 모델은 자주 등장하지 않는 단어는 sub-word unit

으로 나눠 학습하고 자주 등장하는 단어는 하나의 unit

으로 학습한다. 이를 통해 언어적 지식 없이도 문장의 

토크나이징(Tokenizing)이 가능하였으며, BERT 모델의 

사전 크기를 줄이고 OOV(Out-of-Vocabulary) 문제를 해

결할 수 있었다.  

BERT는 NSP(Next Sentence Pre-diction), MLM(Masked 

Language Modeling)의 2가지 Task로 학습된다.  

NSP Task는 두 개의 A, B 문장을 구성하는데, B 문장

을 50% 확률로 A 문장의 다음 문장으로 구성하고, 나머

지 50%의 확률로 학습 데이터 내 임의의 문장으로 구성

한다. 이를 통해 입력된 두 문장이 이어진 문장인지 아

닌지를 판별하며, 학습이 진행된다. NSP Task의 목적은 

두 문장 사이의 관계를 이해하는데 있으며, Question 

Answering, Natural Language Inference와 같은 Task에

서는 문장 간의 관계를 이해하는 것이 매우 중요하다. 

NSP Task 유무에 따라 QNLI, MNLI, SQUAD 등의 Task에

서 성능 차이를 보여주었다.[1] 

BERT 모델은 양방향 학습을 위해 특정 확률만큼 입력 

토큰을 마스킹 처리하고 마스킹 된 토큰들을 예측하면

서 학습을 진행하는데 이러한 방법을 MLM(Masked 

Language Modeling)이라고 한다. [1]에서는 입력 문장의 

15%를 Random 하게 마스킹 처리했다. 마스킹 대상의 80%

는‘[MASK]’토큰으로 대체하며, 10%는 사전 내 임의의 

토큰으로 대체하고 나머지 10%는 원래의 단어를 그대로 

사용한다. 

최근 이러한 BERT 모델의 학습 방법을 확장시킨 다양

한 사전 학습 모델들이 등장했다. 중국어 사전학습 모

델인 ERINE[5]는 개체명과 구 단위 기반의 마스킹 전략

을 통해 기존 BERT 모델보다 더 나은 성능을 보여주었

다. 이는 의미 있는 부분들을 마스킹함으로써 사전 학

습모델이 보다 의미론적 표현을 학습할 수 있게 되었기 

때문이다. 이와 유사하게 구글에서는 sub-word로 나눠

진 토큰 전체를 마스킹 하는 WWM(Whole Word Masking) 

모델을 공개하기도 했다.  
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RoBERTa[6] 모델은 NSP Task를 삭제 후 모델에 문장

이 입력될 때 마스킹하는 동적 마스킹(Dynamic Masking)

을 적용했다. 이를 통해 다양한 마스킹 토큰들을 학습

하는 방법을 보여주었다.  

spanBERT[7]는 연속적인 단어를 임의로 마스킹하는 

방법을 적용했다. 또한, NSP Task를 삭제하는 대신 마

스킹 된 단어의 경계에 있는 단어를 이용해 마스킹 단

어를 예측하는 SBO(Span Boundary Objective) Task를 추

가하여 학습했다. 

본 논문에서는 BERT 모델에서 확장된 한국어 BERT 모

델을 제안한다. 3.1에서는 사전 구성 방법을 설명하고 

3.2에서는 Relation-aware Self-Attention에 관해 설명

한다. 3.3에서는 모델 학습 방법에 관해서 설명한다.  

 

3. 한국어 BERT 모델 
 

3.1 사전 구성 
한국어는 하나의 어절이 어근과 접사로 이루어진 교착

어이다. [4]와 같은 부분 단어(sub-word) 모델을 사용

해 토크나이징 할 경우 사전(Dictionary) 구성에 형태

론적 특성을 반영하지 못하여, 모델 전체 성능을 저하

하는 원인이 되었다.[8] 

본 논문에서는 이러한 문제를 해결하고자 MECAB[9] 

한국어 형태소 분석기를 이용해 토크나이징 하고, 형태

소 분석 결과를 기반으로 사전을 구성했다. 그러나 형

태소 분석 결과를 그대로 이용해 사전을 구성할 경우 

사전 크기가 무한으로 늘어나는 문제가 있기 때문에, 

형태소 분석 결과의 출현 빈도를 기준으로 사전의 크기

를 128,000개 단어로 제한하여 사전을 구축했다. 

 

3.2 Relation-aware Self-Attention 
[1]에서는 Transformer[10] 인코더에서 사용했던 

Scaled Dot-product Attention으로 모델링 된다. Query

의 토큰 𝑥𝑖와 Key의 토큰 𝑥𝑗에 각각 가중치 𝑊𝑄, WK를 

곱한다. 이렇게 구한 결괏값에 소프트맥스를 취하는데 

그 값을 aij라고 하며, 수식은 아래 (1)과 같다. 

 

 

 
𝑎𝑖𝑗 = 𝑆𝑜𝑓𝑡𝑚𝑎𝑥 (

𝑥𝑖𝑊
𝑄(𝑥𝑗𝑊𝐾)

𝑇

√𝑑𝑘

) (1) 

 

(1)에서 구한 aij와 Value 내적합을 통해 결과값 zi를 

구하는데, 수식은 아래 (2)와 같다. 

 

 

 
𝑧𝑖 =  ∑ 𝑎𝑖𝑗(𝑥𝑗𝑊𝑉)

𝑛

𝑗=1

 (2) 

  

이때 Query, Key, Value는 같은 문장으로 하며, 이러한 

Attention Mechanism을 Self-Attention이라고 한다. 전

체 수식은 (3)과 같다. 

 

 

 
Attention(Q, K, V) = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (

𝑄𝐾𝑇

√𝑑𝑘

  ) 𝑉 (3) 

 

[11]에서는 Self-Attention에서 확장된 Relation-

aware Self-Attention을 Transformer 모델에 적용하여, 

기계번역 Task에서 기존 Transformer 모델보다 높은 성

능을 보여주었다.  

Relation-aware Self-Attention은 단어 간 상대적 위

치 표현을 나타내는 임베딩 테이블을 만들고 Self-

Attention 계산 과정에 추가한 것으로 [11]에서는 

Query의 토큰 xi와 Key, Value의 토큰 xj가 가지는 상대

적 위치 임베딩 벡터를 각각  a𝑖𝑗
K , a𝑖𝑗

V , 로 표현하며, 이를 

(1), (2)의 Self-Attention 계산 과정에서 추가했다. 

수식은 아래 (4), (5)과 같다. 

 

 

 
𝑎𝑖𝑗 = 𝑆𝑜𝑓𝑡𝑚𝑎𝑥 (

𝑥𝑖𝑊
𝑄(𝑥𝑗𝑊𝐾 + 𝑎𝑖𝑗

𝐾 )
𝑇

√𝑑𝑘

)  (4) 

 

 

 

 
𝑧𝑖 =  ∑ 𝑎𝑖𝑗(𝑥𝑗𝑊𝑉 + 𝑎𝑖𝑗

𝑉 )

𝑛

𝑗=1

  (5) 

 

본 논문에서는 BERT 모델의 Position embedding을 삭

제하고 Relation-aware Self-Attention를 적용하여, 단

어 간 상대적 위치 정보를 이용해 위치(position)를 학

습했다. 이를 위해 Query와 Key의 상대적 위치 정보를 

Self-Attention 계산 과정에 추가했다.  

 

3.3 학습 
본 논문에서는 위키피디아 350만 문장을 사용하여, 

128 길이의 문장으로 구성 후 30만 step 학습했다. 모

델 레이어는 BERT 베이스 모델의 12-레이어 중 3-레이

어만을 사용하였으며, TPU 16장을 이용해 학습을 진행

했다. 표 1은 본 논문에서 제안한 모델과 BERT 베이스 

모델의 학습 파라미터 비교한 결과이다.  

 
표 1. 모델 학습 파라미터 비교 

 our model BERT, base 

레이어 3 12 

히든 사이즈 768 768 

헤드 개수 12 12 

학습 step 30만 100만 

배치 사이즈 256 256 

학습률 1e-4 1e-4 
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4. 실험 및 결과 
본 논문에서는 성능 평가를 한국어 기계 독해 데이터

인 KorQuAD 1.0[12]과 네이버 영화 리뷰 감성 말뭉치 

NSMC 1.0[13]을 이용해 모델의 성능을 평가했다. 

 

4.1 사전구성 실험 및 결과 

표 2는 3.1절에서 제안했던 사전 구성에 관련된 실험 

결과이다. BERT 다국어 모델과의 성능 비교를 위해 12-

레이어로 구성 후 [1]에서 제안한 학습 전략을 사용했

다. 128 길이의 문장을 90만 step 학습 후 512 길이의 

문장을 이용해 10만 step을 추가 학습하여 총 100만 

step을 학습했다. Mecab 형태소 분석기를 사용한 모델

이 WPM(WordPiece Model)을 적용한 BERT 다국어 모델보

다 F1은 1.38%, EM은 12.4% 높았다.  

 
표 2. 사전 구성 별 KorQuAD Dev 셋 성능 비교 

모델 F1 EM Step 

BERT, multilingual 

cased 
89.70% 70.21% 100만 

BERT with Mecab 91.08% 82.61% 100만 

 

4.2 Relation-aware Self-Attention 실험 및 결과 

표 3, 4는 3.2절에서 제안한 Relation-aware Self-

Attention의 실험 결과이다. 성능 비교를 위해 128길이 

문장으로 구성 후 동일한 입력 포맷으로 각각 10만 

step을 학습시켰다. 실험 결과, KorQuAD task에서 

Relation-aware Self-Attention을 적용한 모델이 Self-

Attention보다 F1 13.79%, EM 18.24% 높았으며, NSMC 

task에서는 정확도가 0.3% 높았다.  

 
표 3. Self-Attention 별 KorQuAD Dev 셋 성능 비교 

모델 F1 EM Step 

Self-Attention 72.83% 58.03% 10만 

Relation-aware 

 Self-Attention 
86.62% 76.27% 10만 

 
표 4. Self-Attention 별 NSMC Test 셋 성능 비교 

모델 정확도 Step 

Self-Attention 87.60% 10만 

Relation-aware 

 Self-Attention 
87.90% 10만 

 
그림 1은 Relation-aware Self-Attention과 Self-

Attention의 학습 step 별 KorQuAD F1-스코어이다. 

Relation-aware Self-Attention을 사용하여, 모델을 학

습할 경우 낮은 학습 step에서도 높은 성능을 보이면서 

빠르게 수렴했다.  

 

4.3 결과 

 표 6은 본 논문에서 제안한 학습 방법을 적용한 BERT 

모델을 한국어 KorQuAD 1.0 task에 적용한 실험 결과이

다. [1]에서 공개한 BERT 다국어 모델보다 F1은 1.56% 

낮았으나, EM은 8.52% 높은 성능을 보여주었다. 

 
표 6. KorQuAD Dev 셋 모델 성능 결과 

모델 F1 EM step 레이어 

BERT, 

multilingual 

cased 

89.70% 70.21% 100만 12 

한국어 BERT 

(our model) 
88.14% 78.73% 30만 3 

 

표 7은 NSMC에 적용한 실험 결과이다. BERT 다국어 

모델보다 1.58% 높은 정확도 보여주었다. 

 
표 7. NSMC Test 셋 모델 성능 결과 

모델 정확도 step 레이어 

BERT, multilingual 

cased 
86.72% 100만 12 

한국어 BERT 

(our model) 
88.30% 30만 3 

 

5. 결론 
 본 논문에서는 빠른 학습을 위한 한국어 BERT 모델 학

습 방법을 제안하고 이를 KorQuAD 1.0, NSMC 1.0을 이

용해 성능을 평가했다. 실험 결과, KorQuAD 1.0 task에

서는 BERT 다국어 모델보다 F1은 1.56% 낮았으나, EM은 

그림 1. 학습 Step 별 KorQuAD Dev 셋 성능 
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8.52% 높은 성능을 보여주었다. NSMMC 1.0에서는 1.58% 

높은 정확도를 보여주었다. Relation-aware Self-

Attention을 적용할 경우 낮은 학습 step과 적은 레이

어에서도 BERT 다국어 모델과 비슷한 성능을 보여주었

다.  

본 논문에서는 Mecab 형태소 분석기를 통한 토크나이

징 후 형태소 분석 결과를 이용해 사전을 구성했다. 그

러나 사전 크기가 클수록 학습 속도가 늘어나는 문제가 

있었다. 표 8은 사전 크기에 따른 학습시간을 보여준

다. 향후에는 효과적으로 사전 크기를 줄일 수 있는 방

법을 통해 모델 성능과 학습 속도를 향상하고자 한다. 

 
표 8. 사전 크기에 따른 학습시간 

모델 사전 크기 step 학습시간 TPU 

Small BERT 

32,000 10만 60분 16 

64,000 10만 80분 16 

128,000 10만 120분 16 
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