
제31회 한글 및 한국어 정보처리 학술대회 논문집 (2019년)

1. 서론
개체명이란 문서에서 나타나는 인명, 지명, 조직명, 

시간, 날짜, 화폐 등 고유한 의미를 가지는 단어를 말한

다. 개체명은 자연언어 처리의 응용 분야인 정보 검색에

서 주요 검색대상이 되며 정보 추출에서는 추출하는 정

보를 구성하는 요소가 된다[1]. 개체명 인식이란 주어진 

문서에서 개체명의 범위를 찾고 개체명의 범주를 결정하

는 것이며 문서 요약, 질의응답, 기계 번역, 챗봇과 같

은 자연언어처리에 두루 응용된다. 개체명 인식은 단어

로 구성된 개체명이 문맥에 따라 다른 개체명으로 해석

될 수 있는 중의성 문제와 시간의 흐름에 따라 새롭게 

생성되는 미등록어(out-of-vocabulary) 문제 등을 가지

고 있다[2]. 중의성 문제는 기계학습 방법으로 문맥 패

턴을 파악하여 어느 정도 해결할 수 있다[3]. 미등록어 

문제는 말뭉치 확장과 단어 표상 확장 방법으로 해결하

는 방법이 제안되었다[4,5].

기존의 한국어 개체명 인식 연구는 BIO 표기법[6]을 

통해서 개체명의 표지를 결정하는 순차 표지 부착

(sequence labeling) 방식으로 접근하여 어느 정도의 성

능을 보이고 있다[3]. BIO 표기법은 개체명이 시작되는 

단어의 표지에 B(Beginning)-를 붙이고, 개체명에 포함

된 그 외의 단어의 표지에는 I(Inside)-를 붙이고, 개체

명 사이의 모든 단어의 표지를 O(Outside)로 간주하는 

방법이다. 개체명 인식 방법으로 제안된 거의 모든 연구

에서 이 방법을 사용하고 있다. 최근에는 양방향 순환신

경망(Bi-directional Recurrent Neural Networks, 

Bi-RNNs)과 조건부 랜덤 필드(Conditional Random 

Fields, CRFs)를 결합한 방식으로 많은 성능의 개선이 

있었다[7]. 그러나 BIO 표기법을 사용할 경우, O 표지가  

전체 말뭉치의 90% 이상을 차지하고 있어서 다른 표지에 

비해 혼잡도(perplexity)가 매우 높다는 문제와 불균형 

학습(imbalance learning) 문제[8]를 가지고 있다.

이러한 문제를 해결하기 위해서 본 논문에서는 기존의 

BIO 표기법 대신에 BIT 표기법을 제안한다. BIT 표기법

이란 BIO 표기법에서 O 표지를 T(Tag) 표지로 변환하는 

방법이며 본 논문에서 T 표지는 품사 표지를 나타낸다. 

실험을 통해서 BIT 모델이 BIO 모델보다 우수한 성능을 

확인할 수 있었다.

본 논문의 구성은 다음과 같다. 2장에서 관련 연구를 

소개하고, 3장에서는 BIT 표기법을 기술한다. 4장에서는 

실험을 통해서 두 표기법의 성능을 비교하고 분석한다. 

마지막으로 5장에서 본 논문의 결론 및 향후 연구 방향

을 기술한다.

2. 관련 연구

이 장에서는 심층학습을 이용한 한국어 개체명 인식에 

대해서 간단히 기술하고 실험에서 사용되는 다양한 입력 

표상의 생성 방법에 대해서 간단히 소개한다.

2.1 심층학습을 이용한 한국어 개체명 인식

기존의 한국어 개체명 인식은 규칙 기반의 모델이나 

기계학습 모델[9]이 주로 사용되었다. 최근에는 개체명 

인식의 많은 연구가 심층학습 모델을 이용하고 있다. 심

층학습 모델 중 순환신경망을 사용하는 방법으로는 장단

기 기억(LSTM) 모델에 조건부 랜덤 필드(CRFs) 층을 쌓

은 모델을 이용하여 성능 향상을 보였다[10]. 또한 순환

신경망과 합성곱신경망(Convolution Neural Network, 

CNN)을 결합한 방법[11]도 제안되었으며, 순환 신경망의 

문제점 중 하나인 장기 의존성 문제를 보완하기 위해 주

의 집중 방법(attention mechanism)을 사용하는 방법도 
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제시되었다[12].

뿐만 아니라 모델의 입력에 해당하는 단어 표상을 확

장하여 개체명 인식 모델의 성능을 향상하는 방법도 연

구되었다. [13]에서는 순환 신경망의 입력에 해당하는 

단어 표상에 사전 학습된 단어 표상, 사전 학습된 품사 

표상, 단어를 이루는 음절 단위 표상을 차례로 결합하여 

성능 향상을 보였다. 최근에는 말뭉치로부터 접사 자질

을 추론하여 단어와 음절 단위 정보에 결합하여 단어 표

상을 확장하는 방법도 제안되었다[14].

2.2 입력 표상 생성 방법들
모델의 입력이 되는 단어를 표현하는 방법은 꾸준히 

연구되어 왔으며, 최근에는 신경망을 통해 입력 단어를 

표현하는 다양한 방법이 제시되었다. Word2Vec[15]은 신

경망을 이용하여 주변 단어와 중심 단어 쌍을 통해 입력 

단어를 표현하는 방법이다. Glove[16] 학습 말뭉치에서 

동시에 등장한 단어의 빈도수를 말뭉치 전체의 단어 수

로 나눈 동시 등장 확률을 통해 단어를 표현하는 방법이

다. fastText[17]의 경우 주변 단어뿐만 아니라 단어의 

부분 정보(subword)를 이용해서 입력 단어를 표현하는 

방식으로, 기존의 단어 표상 방법보다 미등록어 문제에 

좀 더 유연한 결과를 보였다.

이후 컴퓨터 계산 능력의 향상과 함께 문맥 전체를 고

려한 단어 표현 방법도 제안되었다. [18]에서는 문맥에 

따라 같은 단어의 표현 방법을 달리 하기 위해 양방향 

언어 모델(bidirectional language model)을 사용한 

ELMo를 제시하였다. [19]에서는 문장 안에 있는 단어 중 

일부를 무작위로 가려 이를 예측하는 모델인 MLM(Masked 

Language Model)을 이용한 BERT를 제시하였다.

3. BIT 표기법을 활용한 개체명 인식
BIO 표기법은 기존의 IOB 형식(Inside, Outside, 

beginning)[6]에서 출발하여 현재는 BIO 표기법으로 통

용되고 있다. BIO 표기법은 개체명이 시작되는 단어의 

표지에 B(Beginning)-를 붙이고, 개체명에 포함된 그 외

의 단어의 표지에는 I(Inside)-를 붙이고, 개체명과 개

체명 사이의 다른 모든 단어의 표지를 O(Outside)로 간

개체명

표지
빈도수

전체 말뭉치에 대한

표지 비율
O 152,223 92.70%
B_PS 3,680 2.24%
I_DT 2,043 1.24%
B_LC 1,951 1.18%
B_DT 1,561 0.95%
B_OG 1,518 0.92%
I_PS 389 0.23%
B_TI 297 0.18%
I_OG 291 0.17%
I_TI 174 0.10%
I_LC 81 0.04%
계 164,208 100.00%

표 1. 표지별 빈도수와 전체에서 차지하는 비율

주하는 방법이다. BIO 표기법은 개체명 인식뿐 아니라 

구묶음과 같은 순차 표지 부착에 두루 사용된다. 그러나 

표 11)에서 보는 바와 같이 O 표지가 전체 말뭉치에서 

차지하는 비율이 92.7%에 달한다. 이처럼 O 표지가 차지

하는 비중이 너무 높아서 혼잡도가 높아질 뿐 아니라 불

균형학습 문제[8]가 발생된다.

이러한 문제를 다소 완화시키기 위해서 본 논문에서는 

BIO 표기법 대신 BIT 표기법을 사용할 것을 제안한다. 

BIT 표기법은 BIO 표기법에서 B(Beginning) 표지, 

I(Inside) 표지는 그대로 사용하지만, O(Outside) 표지

를 T(Tag) 표지로 바꾼 표기법이며, 본 논문에서 T 표지

로는 품사 표지를 사용한다. 즉, 한국어 개체명 인식의 

입력 단위는 형태소이므로 형태소의 개체명 인식 결과를 

O 표지 대신 형태소의 품사 표지가 출력되도록 한다. 그

림 1은 BIO 표기법과 BIT 표기법을 비교하여 보이고 있

다. 그림 2는 한국어 개체명 말뭉치를 BIT 표기법으로 

표기했을 때 각 표지별 분포를 그래프로 표현한 것이며, 

표 1은 BIO 표기법을 이용했을 때 각 표지별 빈도수 및 

전체에서 차지하는 비율을 나타낸 것이다. 그림2와 표 1

에서 볼 수 있듯이 BIT 표기법은 BIO 표기법처럼 어느 

한 표지에만 집중적으로 분포되지 않고 표지별로 골고루 

분포됨을 알 수 있다.

그림 1. BIO 표기법과 BIT 표기법 비교

그림 2. BIT 표기법 범주별 빈도수 분포(Log Scale)

1) 2016년 국어 정보 처리 시스템 경진 대회에서 배포한 개체

명 인식 말뭉치의 개체명 표지를 사용한다.
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4. 실험

실험을 위해서 개체명 인식에 가장 널리 사용되는 

Bi-LSTM/CRF 모델을 구현하였으며, 그림 3은 본 논문에

서 구현한 Bi-LSTM/CRF 모델의 구성도이다. 이 장에서는 

구현된 개체명 인식 시스템의 입력 자질에 대해서 간단

하게 기술하고 실험 환경 및 결과를 구체적으로 기술한

다.

그림 3. 확장된 단어 표상에 대한 Bi-LSTM/CRF 모델

4.1. 실험을 위한 자질 종류
기존의 연구에서는 단어 표상에 음절 정보를 추가하여 

단어 표상을 확장하였다[20]. 본 논문에서는 음절뿐 아

니라 자소 정보를 추가하여 단어 표상을 확장하였다.  

그림 4은 모음 ‘ㅚ’에 대한 개체명 분포도이며 OG와 

PS 표지에서만 높은 분포를 가진다. 따라서 모음 ‘ㅚ’

를 포함하는 개체명은 OG와 PS일 확률이 높다는 사실을 

알 수 있다.

그림 4. 모음 ‘ㅚ’에 대한 개체명 분포도

그림 4에 알 수 있듯이 본 논문에서는 단어 표상뿐 아

니라 음절 자질과 자소 자질을 추가하여 입력 표상을 확

장하였다. 

4.2 실험 환경
성능 평가를 위해 제안한 모델은 Tensorflow로 구현되

었다2). 개체명 인식 말뭉치로는 2016년 국어 정보 처리 

시스템 경진 대회3)에서 배포한 개체명 인식 말뭉치를 

사용하였다. 말뭉치 정보는 표 2와 같으며 성능 평가는  

개체명 표지에 대한 F1-점수를 사용하였다. 단어 표상은 

세종말뭉치를 기준으로 학습하였으며 BERT 모델은 ETRI

에서 공개한 KorBERT4)를 사용하였다.

말뭉치 문장수 형태소개수 개체명수
학습말뭉치 3,408 131692 7,233
개발말뭉치 425 16,353 891
평가말뭉치 426 16,163 883

표 2. 학습 말뭉치 문장, 형태소, 개체명 정보

단어 표상별 매개변수는 표 3과 같다. 표 3에서

Word2Vec, GloVe, fastText와 같은 경우 모델마다 기준

값이 달라서 min_count를 5, window_size를 10, 

iteration을 50으로 동일하게 설정하고, 학습을 진행하

였다. ELMo의 경우, 한국어의 특성에 맞게 

max_characters_per_token을 40으로 변경한 뒤, 학습하

였다. KorBERT에 경우, 기존의 모델을 사용하고 BERT층

위에 CRF층을 쌓아서 출력되게 하였다. 모델의 경우 표 

4와 같이 매개변수를 두고, Bi-LSTM/CRF, char LSTM + 

Bi-LSTM/CRF, jaso LSTM + Bi-LSTM/CRF, char LSTM + 

jaso LSTM + Bi-LSTM/CRF의 순서로 모델을 구성하여 평

가하였다.

단어 표상 매개변수
Xavier
Uniform
Initializer[21]

Demension = 300

Word2Vec
GloVe
fastText

Demension = 300
min_count = 5
window_size = 10
iter = 50

ELMo

lstm = 4096
char_cnn = 1024
n_highway = 2
max_characters_per_token = 40

BERT

num_hidden_layes = 12
num_attention_heads = 12
hidden_size = 768
hidden_act = “gelu”

표 3. 단어 표상별 매개변수

시스템 매개변수

Bi-LSTM/CRF
dropout = 0.5
batch_size = 20
lstm_size = 500

char LSTM, jaso LSTM
output dim = 100
lstm_size = 25

표 4. 모델별 매개변수

2) https://tensorflow.org
3) https://ithub.korean.go.kr/user/contest/contestIntroView.do
4) http://aiopen.etri.re.kr/service_dataset.php
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4.3 실험 결과

표 5는 BIO 표기법과 BIT 표기법에 대한 한국어 개체

명 인식의 성능 평가 결과이다. 모든 입력 자질과 모든 

표상 생성 방법에서 BIT 표기법이 좋은 성능을 보였다. 

또한 음절 자질뿐 아니라 자소 자질도 한국어 개체명 인

식을 위한 유용한 자질임을 확인할 수 있었다. 표상 생

성 방법은 Xavier, Word2Vec, fastText, GloVe, ELMo, 

BERT 순으로 성능이 향상되었다. 그 BERT가 가장 높은 

성능을 보였는데 이는 단어 표상 생성의 위한 학습 말뭉

치의 크기도 큰 영향을 준 것으로 파악된다5).   

5. 결론
본 논문에서는 개체명 인식에 널리 사용되는 BIO 표기

법 대신 BIT 표기법을 제안한다. BIT 표기법은 O 표지에 

편중된 단어의 분포를 골고루 분산함으로써 혼잡도를 줄

이고, 모든 기계학습에서 문제가 되는 불균형 학습 문제

가 어느 정도 완화됨을 실험을 통해서 확인할 수 있었

다. BIT 표기법은 모든 입력 자질에 대해서도 BIO 표기

법에 비해 우수한 성능을 보였으며, 또한 모든 표상 생

성 방법에 대해서도 더 좋은 성능을 보였다. 또한 한국

어 개체명 인식에 있어서 자소 자질이 성능을 개선하는 

데 도움이 됨을 알 수 있었다. 향후에는 영어와 같은 다

른 언어에서도 BIT 표기법이 유용한지를 살펴볼 것이며, 

구묶음과 같은 다른 순차 표지 부착 문제에도 적용할 것

이다.
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