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1. 서론

최근 자연어 생성(Natural Language Generation)에 대

한 연구들이 활발하게 진행되고 있다. 자연어 생성은 자

연어 이해(Natural Language Understanding)로 얻어진 

정보를 다시 문장으로 표현하는 것이다. 딥러닝 이전의 

연구에서는 문장의 의미와 구조를 파악하고, 구조를 기

반하여 문장을 생성하였다. 딥러닝에서는 의미 구조를 

파악하기 위한 자연어 이해 단계를 직접 수행하는 것보

다 수많은 문장으로부터 자질을 추출하고 네트워크를 구

성하여 학습한다.

그 중 문장 생성을 위하여 많이 연구하고 있는 것이 

생성적 적대 신경망(Generative Adversarial Network, 

GAN)[1] 이다. 초기 GAN이 발표된 이후 보완 및 변형된 

연구가 폭발적으로 늘어났다. GAN은 생성자(Generator)

와 판별자(Discriminator) 두 개의 목적이 충돌하는 신

경망을 구성하여 적대적으로 대립하는 모델을 말한다.

GAN을 이용한 생성 연구에서 두드러진 성능을 나타내

는 분야는 이미지이다. [2]는 Convolutional 구조를 GAN

에 추가한 것으로 성능과 안정성을 높였고 [3]은 이미지

의 해상도를 높이는 점진적인 학습을 연구하였다. 이외 

[4, 5]는 이미지의 화풍을 변형하는 전이학습(Transfer 

learning)을 보여주었다.

하지만 GAN은 고질적인 두 가지 문제가 있다. 모드 붕

괴(Mode Collapse)와 안정성 문제이다. 모드 붕괴는 실

제 입력 데이터의 분포를 모두 커버하지 못하고 손실만 

줄이려고 학습하기 때문에 생성자가 판별자의 판별 오류

가 많은 모드로만 생성하는 경우를 말한다. 전체적인 네

트워크 학습이 되지 않고 취약한 모드로만 생성자가 생

성하므로 학습이 되지 않는데 이것을 해결하기 위하여 

생성 결과와 입력 데이터의 분포를 변형하기도 하였다. 

[6]은 학습에 대한 다양한 측면에서 GAN의 문제를 해결

하기 위한 여러 방법을 제안하였다.

또한 두 개의 적대적 모델을 학습하기 때문에 네트워

크 학습을 위해서는 안정성 유지가 필요하다. [7, 8, 9]

는 생성자와 판별자의 학습 순서나 횟수, 비율 등의 조

절 등으로 밸런스를 맞추려는 시도 또는 손실 함수를 변

경하여 보완하였다.

GAN을 이용한 문장 생성에는 또 다른 문제가 있다. 이

미지는 연속 데이터(Continuous data)이고 문장은 이산 

데이터(Discrete data)이다. 연속 데이터인 경우 판별자

의 손실함수 결과를 생성자에 쉽게 반영할 수 있다. 하

지만 이산 데이터인 자연어는 판별 결과를 쉽게 반영할 

수 없다.

(a) 나는 진지를 드셨다.

(b) 철수는 영희는 소나무는 운동장에서 물을 마셨다.

예를 들어 생성자가 위 두 문장을 생성하였다고 하자. 

(a)의 경우 존대의 의미를 주어에 맞춰 낮추는 것이 필

요하고 (b)는 문장에 주어가 많으며 상황이 맞지 않다. 

이미지에서는 전반적인 색체를 낮추거나, 객체를 조절하

지만 문장에서는 그런 조절로 예로 제시된 문장들이 정

문이 되지는 않는다. 문장 생성 연구 중 [10]에서는 이

러한 문제를 보완하고자 몬테카를로 탐색과 강화 학습

(Reinforcement Learning)으로 정책 그라디언트(policy 

gradient)를 학습하여 생성된 문장들의 리워드를 구하고 

손실함수로 구성하는 토큰들의 네트워크를 학습하였다. 

그렇지만 몬테카를로 탐색에 의해서 생성된 문장들이 자

연스럽지 못하여 정책 그라디언트가 제대로 학습되지 않

는 문제가 있었다.

본 논문에서는 이러한 문제를 개선하기 위해 강화 학

습을 사용하고 몬테카를로 탐색을 대신하여 그래프 기반 

탐색 방법을 제안한다.
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비지도 학습 모델인 GAN은 학습 데이터 구축이 어려운 여러 분야에 활용되고 있으며, 알려진 문제점들을 
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2. 관련 연구

문장 생성 분야에서 유창함을 높이기 위해서 많은 시

도가 있었다. [11]은 [10]의 탐색 효율을 높이기 위하여 

판별자가 추출한 정보를 생성자에게 전달(노출) 함으로

써 긴 문장을 생성하면서도 성능을 높였다. [12]는 판별

자가 주는 리워드를 배치 사이즈로 나누는 것으로 그라

디언트의 값이 소멸되는 것을 보완하고자 하였다. [13]

은 긴 거리의 구조를 위하여 관계 메모리를 구성하여 실

제에 가까운 텍스트를 생성하는데 기여하였다.

네트워크를 변경하거나 알고리즘을 수정하는 것에 비

해 함의(Entailment) 문장을 판단하는 [14]는 GAN의 구

조로 구성하되 두 개의 생성자를 두었다. 네트워크 학습

만으로 분별하기 어려운 오류를 규칙으로 정의하고, 이
를 생성하는 생성자와 네트워크 생성자의 결과를 적절하
게 혼합하여 판별자에게 전달한다. 규칙 기반 생성자는 
판별자가 해당 오류에 좀 더 강건한 모델이 될 수 있도
록 도와주는 것이다. 또 다른 연구로 부족한 학습 문장
을 단어 치환과 역-번역을 이용하여 생성 후 실버를 함
께 학습함으로써 성능을 높였다[15].

본 논문에서는 GAN에 기반한 문장 생성을 제안한다. 
생성자의 학습을 위하여 그래프를 이용하여 학습에 유용
한 문장을 제안하고 그 문장들을 판별자가 판단함으로써 
리워드를 계산한다. 제안하는 구조는 실제와 가까운 문
장을 생성하는 것을 실험으로서 증명한다. 

3. 제안 방법

그림 1. 제안 구조

문장 생성 문제는 다음과 같이 정의할 수 있다. 학습 

데이터가 주어졌을 때,     ⋯ ⋯  ∈X 

문장을 생성하기 위해 -파라미터를 가진  모델을 학

습하는 것이다. 여기서 X는 후보 단어집합이다. 우리는 

이 문제를 강화학습을 이용하여 해결하려고 한다. 시간 , 상태  일 때, 현재 생성된 문자열이 …   이
고 다음 단어()를 선택해야 하는 행위 이다. 따라서 

정책 모델       이 추계적(stochastic) 과정이 

된다. 추가적으로 의 성능을 개선하기 위해 -파라미

터를 가진 를 학습한다[1].    는 생성된 문장   이 실제 문장과 얼마나 

유사한지를 나타내는 확률이다. 는 학습 데이터 문장

과 에 의해서 만들어진 문장으로 학습된다. 동시에 

생성 모델 은 로부터 받은 최종 예상 문장 보상값

에 기초한 정책 그라디언트와 그래프 탐색으로 갱신된

다.

3.1 정책 그라디언트(Policy Gradient)

생성 모델(정책)       의 목표는 시작 상태 로부터 예상 최종 보상을 최대로 하는 문장을 생성하

는 것이다. 

  E    ∈ X   ⋅
      (1)

여기서 는 완전한 문장을 위한 보상이다. 


는 시작 상태 에서 행위 에 의해 생성된 예상 누적 보

상이다. 즉, 생성된 문장의 행위-값 함수이다. 우리는 

[16]에 따라 강화학습으로 보상값을 계산한다.

 
                        (2)

우리는 [10]과는 달리 각 상태의 행위-값 평가인   개의 샘플을 만들기 위해 그래프 탐색을 진행한다. 

   ⋯               (3)
여기서      …와      는 현재 상태에 만

들어진 샘플이다. 우리는 현재 상태에서 문장 끝까지  

번을 실행한다.  는 3.2에서 설명할 단어 그래프 탐

색을 의미한다. 가 생성한   를 단어 그래프 에 입

력하고     이 단어 그래프   탐색을 통해 완성된

다.

 
           

   
        ∈    f or  

     f or  
 (4)

식 4에 의하면 당장의 보상이 없을 때, 시작으로부터 

다음 상태 ’    까지를 반복으로 정의하여 문장 끝까

지 진행한다. 

보상함수로서 판별자 를 사용함으로써 동적으로 생

성자 를 갱신할 수 있다. 먼저 좀 더 생생한 생성 문

장이 만들어지면 우리는 판별자를 다음과 같이 재학습한

다.

min  EX ∼ p log    EX ∼ D log     
(5)
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3.2 단어 그래프 구성과 탐색

 는 학습 말뭉치로부터 생성된 단어 그래프이다. 

말뭉치 문장 내 토큰들의 관계를 학습하여 구성한다. 본 

논문에서는 토큰을 어절로 정의하였고 다른 의미의 문맥

에서 같은 어휘로 표현되는 것을 구분하기 위하여 형태

소 분석 결과로 구성하였다. 그리고 각 문장의 마지막은 

‘NULL’을 추가하여 종료를 확인할 수 있도록 하였다.

그림 2. 단어 그래프 예

딥러닝 방법에서 그래프를 임베딩하여 네트워크에 활

용거나 네트워크를 그래프로 표현하는 연구[17, 18]는 

있지만 문장 생성에서 그래프 탐색 결과를 이용한 연구

는 없었다.

본 논문의 단어 그래프 구성은 말뭉치에서 나타나는 

단어(중복 제거)가 그래프의 노드로 표현된다. 그리고 

문장에서 인접한 단어들 간에 관계가 간선(edge)으로 생

성된다. 간선은 가중치를 가지는데, 가중치는 말뭉치에

서 많이 나타날수록, 인접한 단어의 수가 적을수록 높아

진다.

그림 2는 그래프 구조의 예이다. 예를 들어 ‘나는(나

는/NP+는/JX)’ 단어로 시작하고 인접한 단어 중 ‘집에(집

/NNG+에/JKB)’가 존재하고, 문장의 마지막 NULL이전에는 

‘갔다(가/VX+았/EP+다/EF+./SF)’ 또는 ‘먹다(먹/VV+다

/EF+./SF)’로 구성될 수 있는 것이다. 그래프 탐색은 단

어 그래프를 이용하여 ‘나는(나/NP+는/JX)’으로 시작하는 

토큰에 대해 문장 마지막인 ‘NULL’까지의 경로 중 최고의 

관계 값을 가지는 경로를 찾는 것이 목표이고 목표에 해

당하는 경로(path)가 문장이다. 하지만 관계 값이 최고

가 되는 경로만 찾으면 기준 단어에서 다음 노드를 선택

시 최고의 관계 값을 가지는 노드만으로 이동하므로 이

를 막기 위하여 식 5와 같이 감쇠인자(damping factor)

를 추가한 식을 이용한다.

∣⋯      × ∣      × 
(5)

식 5에서 감쇠인자는 0.85로 설정한다. 은 

과 1 사이의 임의의 값을 생성한다. 이 감쇠인자는 현재 

노드에서 관계 중 가장 높은 값을 선택할 비율과 그 외 

관계로 이동할 비율을 정의한 것이다. 이를 이용하여 단

계 그래프에서 다양한 문장을 생성할 수 있다.

4. 실험

본 논문에서는 완성도 높은 문장 생성하는 제안방법 

검증을 위하여 세종말뭉치1) 중 형태소 분석된 10,000 

문장을 사용하였다. 이 문장을 몬테카를로 탐색 방법으

로 생성한 결과와 본 논문에서 제한한 결과를 비교하였

다. 

4.1 몬테카를로 탐색 문장 생성

[10]에서 제안한 몬테카를로 탐색을 통하여 문장의 후

보를 생성하고 판별자로부터 정책 그라디언트 학습하는 

모델을 말한다. 표 1에서 보인 결과는 전체 150세대 학

습 중 BLEU 4의 성능이 가장 높은 세대를 나타낸 것이

다. 평가 시에는 학습한 10,000문장이 참조문장

(reference sentence)이 된다.

4.2 그래프 탐색을 이용한 문장 생성

본 논문에서 제안한 구조로 몬테카를로 탐색 대신 단

어 그래프 탐색을 이용하여 생성자의 문장을 학습하는 

구조를 말한다. 실험의 환경은 탐색을 제외한 나머지 설

정을 4.1과 동일하게 하였다.

표 1의 결과는 150세대 중 BLEU 4의 성능이 가장 높은 

세대의 결과이다. 몬테카를로 탐색 결과와 비교하여 성

능이 높아졌음을 확인 할 수 있다.

4.3 실험 결과

생성 문장 몬테카를로 탐색 그래프 탐색

세대 90 100

BLEU 2 0.3758 0.6092

BLEU 3 0.2523 0.3231

BLEU 4 0.1432 0.2047

표 1. 문장 생성 결과

1) 21세기 세종계획 말뭉치 https://ithub.korean.go.kr
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그림 3. 각 세대 BLEU-4 성능 추이

그림 3은 생성된 각 문장의 성능을 BLEU-4로 측정하여 

비교하였다. 본 논문에서 제안한 결과(파란색)는 기존의 

몬테카를로 탐색으로 학습한 GAN의 결과(빨간색)와 비교

하여 문장의 결과가 좋아지는 것을 확인할 수 있다.

또한 그림과 같이 비교군에 비하여 성능 향상 폭이 컸

으며 학습이 진행됨에 따라 성능이 높아지는 것을 확인

하였다. 이는 기존의 방법에서 몬테카를로 탐색 시 유사

한 분포를 가지는 문장 사이에서 최고의 값을 가지는 경

로를 구하여 학습하기 때문에 세대가 진행되어도 성능의 

향상이 많지 않음을 확인할 수 있었다.

단어 그래프

문장

너한테 달렸다.

영순이를... 어떻게 해야 할까.

그저 무심히 그 지폐를 받아 바지 

주머니에 쑤시어 넣었다.

몬테카를로

탐색 문장

안되고 이 매각처리

곳일지는 과장되었을

중얼거리더니 장사치들, 가정이라 

완수한 여인숙을 중부대 자이라는

제안 방법

다시 나는 말했다.

나는 권상무를 위해 씹기 시작했다.

어미는 집을 나갔다.

그 나라 눈이 불과 발견되었다.

표 2. 각 방법의 문장 결과 샘플

표 2는 각 방법으로 생성된 문장의 예이다. 실험은 어

절을 기준으로 하였고, 형태소 분석 결과를 학습한다. 

예는 분석 결과를 원형으로 복원하였다. 제안 방법은 기

존의 몬테카를로 탐색 문장에 비해 문장이 완결되며 자

연스러운 문장이 생성됨을 확인할 수 있다.

5. 결론

본 논문에서는 완성도 높은 문장 생성을 위하여 단어 

그래프로 GAN의 학습 능력을 높이는 모델을 제안하였다. 

본 구조를 통하여 생성기의 성능이 높아짐을 실험을 통

하여 검증하였고 보다 자연스러운 문장을 확인하였다. 

향후에는 그래프를 사전 학습 이외에는 학습되지 않고 

참조로만 사용하는 것을 변경하여 직접적인 영향을 미치

는 방법과 품질 좋은 문장 생성을 위하여 같이 학습하는 

모델로 보완하려 한다.
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