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요       약 

로봇이 사람과 같이 다양하고 복잡한 사물 조작을 하기 위해서 휴먼형 로봇손의 사물 파지 작

업이 필수적이다. 자유도 (Degree of Freedom, DoF)가 높은 휴먼형(anthropomorphic) 로봇손을 학습시키

기 위하여 사람 데모(human demonstration)가 결합된 강화학습 최적화 방법이 제안되었다. 본 연구에

서는 강화학습 최적화 방법에 사람 데모가 결합된 Demonstration Augmented Natural Policy Gradient 

(DA-NPG)와 NPG 의 성능 비교를 통하여 행동 복제의 효율성을 확인하고, DA-NPG, DA-Trust Region 

Policy Optimization (DA-TRPO), DA-Proximal Policy Optimization (DA-PPO)의 최적화 방법의 성능 평가를 

위하여 6 종의 물체에 대한 휴먼형 로봇손의 사물 조작 작업을 수행한다. 그 결과, DA-NPG 와 NPG

를 비교한 결과를 통해 휴먼형 로봇손의 사물 조작 강화학습에 행동 복제가 효율적임을 증명하였

다. 또한, DA-NPG 는 DA-TRPO 와 유사한 성능을 보이면서 모든 물체에 대한 사물 파지에 성공하여 

가장 안정적이었다. 반면, DA-TRPO와 DA-PPO는 사물 조작에 실패한 물체가 존재하여 불안정한 성

능을 보였다. 본 연구에서 제안하는 방법은 향후 실제 휴먼형 로봇에 적용하여 휴먼형 로봇 손의 

사물조작 지능 개발에 유용할 것으로 전망된다.  

 

1. 서론 

로봇이 사람 중심의 환경에서 물체를 재배치하거나 

문 손잡이를 여는 등의 정교한 일을 수행하기 위해서

는 휴먼형(anthropomorphic) 로봇의 파지 작업이 필수

적이다. 휴먼형 로봇 손은 자유도(Degree of Freedom, 

DoF)가 높아 최근 로봇 사물 조작 강화학습에 Natural 

Policy Gradient (NPG) [1], Trust Region Policy Optimization 

(TRPO) [2], Proximal Policy Optimization (PPO) [3] 등 다

양한 최적화 방법이 제시되었다.  

그러나 로봇 손을 학습시키더라도 sample 

complexity 와 절대적인 학습 시간이 기하급수적으로 

늘어나는 문제점이 존재하여, 이를 줄이기 위해 로봇 

손 관절의 자유도를 줄이는 등의 제한이 존재하였다 

[4]. 이러한 문제점을 해결하기 위해 강화학습에 사람 

데모(human demonstration)를 결합시키는 행동 복제

(behavior cloning, BC)방법이 제안되었다 [5], [6]. 사람 

데모는 사람의 물체 파지 정보를 측정한 것으로, 이

2020 온라인 추계학술발표대회 논문집 제27권 제2호 (2020. 11)

- 858 -

mailto:tskim%7d@khu.ac.kr


 

 

  

를 강화학습에 적용하면 문제점이었던 sample 

complexity 와 학습시간이 현저하게 줄어든다. 또한 사

람 데모가 사람이 물체를 잡는 손 모양에 대한 정보

를 제공하기 때문에 로봇 손은 물체를 사람처럼 자연

스럽게 잡을 수 있도록 학습된다는 등의 장점이 있어, 

최근 Demonstration Augmented Policy Gradient(DAPG) 등

의 사람 데모와 결합한 강화학습의 다양한 정책 최적

화 방법이 발표되었다 [5].  

본 연구에서는 강화학습에 있어 사람 데모의 효

용성 평가를 위하여 DA-NPG 와 NPG 의 성능을 비교

하고, 강화학습의 NPG, TRPO, PPO 의 정책 최적화 방

법에 사람 데모를 결합한 DA-NPG, DA-TRPO 및 DA-

PPO 의 각 정책 최적화 성능을 휴먼형 로봇 손의 6 

종 사물 조작(파지 및 재배치) 작업의 수행을 통하여 

평가하였다.  

 

2. 방법 

높은 DoF 를 가지는 로봇 손의 사물 조작(파지 및 재

배치)은 강화학습만으로는 사람과 유사하게 물체를 

집을 수 있는 자연스러운 손동작을 수행하기가 어렵

다. 따라서 본 연구에서는 행동 복제와 더불어 사람 

데모를 정책 최적화 방법에 결합시켜 DA-NPG 와 

NPG 의 성능을 비교하여 사람 데모의 효용성을 입증

하고, NPG, TRPO 및 PPO 정책 최적화 방법에 사람 

데모를 결합한 DA-NPG, DA-TRPO 및 DA-PPO 의 성

능을 평가한다. 

A. 사람 데모 측정 시스템 

본 연구에서는 행동 복제를 시행하기에 앞서 각 물체

마다 사람 데모를 측정했다. 사람 데모를 측정하기 

위해 적외선 LED 센서를 이용하여 손과 각 관절의 

위치 정보를 x, y, z (mm) 로 제공하는 Leap Motion 센

서[7]와 로봇 시뮬레이션 패키지인 MuJoCo (Multi-Joint 

dynamics with Contact) 시뮬레이터 [8]에서 모델링한 

ADROIT 로봇 손을 실시간으로 연동하였다 [9]. 

ADROIT 로봇 손은 손의 위치 정보와 각 관절의 각

도를 입력 받아서 움직이는데 Leap Motion 센서의 손 

모양과 ADROIT 로봇 손을 일치시키기 위해서 3D 관

절 위치 정보를 각도로 변환한 후 각 관절의 조절 범

위에 맞춰서 각도를 정규화 했다. 그림 1 에 행동 복

제 환경을 도시하였다. 

B. Human Demonstration Augmented DRL Policy 

Evaluation System  

본 연구에서 시행한 로봇 손 사물 재배치 및 파지 작

업에 사용한 물체들의 3D 모델은 그림 2에, 시뮬레이

션의 전체적인 과정은 그림 3에 도시했다.  

물체의 3D 모델을 이용하여 물체에 대한 사람 데모

를 만들고 만든 사람 데모로 행동 복제를 시행하여 

weight 값을 초기화해준다 [5]. 로봇 손은 주어진 환경

과 상호작용하여 보상을 높이는 방향으로 정책을 최

적화하는데, 이 과정에서 사람 데모를 입력하여 로봇 

손의 학습을 돕는다. 여기서 정책을 최적화하는 방법

은 DA-NPG, DA-TRPO 및 DA-PPO 세 가지로 구분되

며, 학습이 끝나면 최적화 정책이 도출된다. 

 

(그림 1)  (a) 사람 데모 측정 시스템 (b)ADROIT 로

봇 손과 사람의 손 모양을 동기화 하기 위해 Leap 

Motion 센서가 손 위치와 관절 정보를 실시간으로 

ADROIT 로봇 손에 전달한다. 

 

(그림 2) 로봇 손 사물 조작 (파지 및 재배치)에 사용

한 6 종 물체의 3D 모델. 

C. DA-NPG 

NPG 는 기존의 standard gradient descent rule 에 기반한 

Policy Gradient(PG) 방법에 Natural Gradient 기법을 접

목시켜 steepest descent direction으로 학습이 진행될 수 

있도록 한 방법이다 [1]. NPG의 gradient식을 DA-NPG

로 확장하면 다음과 같다 [5]. 

𝒈𝒂𝒖𝒈 =  ∑ 𝛁𝜽𝒍𝒏𝝅𝜽(𝒂|𝒔)𝑨𝝅(𝒔, 𝒂)(𝒔,𝒂)∈𝝆𝝅
+  

 ∑ 𝛁𝜽𝒍𝒏𝝅𝜽(𝒂|𝒔)𝔀(𝒔, 𝒂)(𝒔,𝒂)∈𝝆𝑫
       (1) 

𝔀(𝒔, 𝒂) = 𝝀𝟎𝝀𝟏
𝒌 𝐦𝐚𝐱

(𝒔′,𝒂′)∈𝝆𝝅

𝑨𝝅(𝒔′, 𝒂′) ∀(𝒔, 𝒂) ∈ 𝝆𝑫  (2) 

식 (1)은 정책 π의 데이터셋 𝜌𝜋와 사람 데모의 데이

터셋 𝜌𝐷에 대한 부분으로 나눠진다. 데이터셋은 한 

시점에 대한 상태(state, s)와 현 상태에서 로봇 손이 

취하는 행동(action, a)의 상태-행동 쌍(s, a)을 포함하며, 

𝐴𝜋(𝑠, 𝑎) 는 정책 π 에 대한 어드밴티지 함수이다. 

𝓌(𝑠, 𝑎)는 사람 데모 가중치 함수이며 식 (2)의 𝜆0와 

𝜆1은 hyperparameter, k는 iteration을 의미한다. 𝜆0 = 1.0, 

𝜆1 = 0.95 로 설정함에 따라 iteration 이 커질수록 

𝓌(𝑠, 𝑎)의 값이 작아져 사람 데모에 대한 가중치가 

줄어든다. 
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(그림 3) 로봇손 사물 조작(파지 및 재배치) 학습을 위한 전체 강화학습 과정.

D. DA-TRPO 

TRPO는 NPG 방법에 Trust Region이라는 constraint를 

추가하여 정책의 변화 정도를 제한한 기법이다 [2]. 

TRPO의 surrogate objective function은 다음과 같다. 

𝐦𝐚𝐱𝐢𝐦𝐢𝐳𝐞
𝜽

𝔼̂𝒕 [
𝝅𝜽(𝒂𝒕|𝒔𝒕)

𝝅𝜽𝒐𝒍𝒅
(𝒂𝒕|𝒔𝒕)

𝑨̂𝒕]           (3) 

𝐬𝐮𝐛𝐣𝐞𝐜𝐭 𝐭𝐨 𝔼̂𝒕 [𝑲𝑳[𝝅𝜽𝒐𝒍𝒅
(∙ |𝒔𝒕), 𝝅𝜽(⋅ |𝒔𝒕)]] ≤ 𝜹 

여기서 KL은 KL divergence 로 업데이트 하기 전의 

정책과 새로운 정책 간의 변화 정도를 측정하며, 𝜹는 

Trust Region의 제한 범위를 나타낸다. DA-TRPO는 식 

(3)의 objective function의 gradient에 식 (1)을 적용시

킨다.   

E. DA-PPO 

PPO는 clipped surrogate objective를 통해 TRPO의 장

점은 유지하면서 TRPO의 단점인 복잡한 계산과 

sample complexity를 줄인 방법이다 [3]. PPO의 

surrogate objective function은 다음과 같다. 

𝒓𝒕(𝜽) =
𝝅𝜽(𝒂𝒕|𝒔𝒕)

𝝅𝜽𝒐𝒍𝒅
(𝒂𝒕|𝒔𝒕)

𝑨̂𝒕              (4) 

𝐦𝐚𝐱𝐢𝐦𝐢𝐳𝐞
𝜽

𝔼̂𝒕[𝒎𝒊𝒏(𝒓𝒕(𝜽), 𝒄𝒍𝒊𝒑(𝒓𝒕(𝜽), 𝟏 − 𝝐, 𝟏 + 𝝐)𝑨̂𝒕)](5) 

여기서 𝜖은 hyperparameter로, Trust Region의 제한 범위

를 지정해주는 𝛿와 유사한 역할을 한다. 본 연구에서

는 [3]에 따라 0.2 로 지정하였다. DA-PPO 는 식(4)의 

probability ratio function에 식 (1)을 적용시킨다.  

 

3. 결과 및 분석 

A. DA-NPG vs. NPG 의 성능 비교 

그림 4 의 그래프는 DA-NPG 와 NPG 의 사물 조작 강

화학습 보상 그래프를 보여준다. 그래프를 보면 DA-

NPG 와 NPG 의 성능은 사과 에서는 유사하고 바나나

는 DA-NPG 가 우세한 경향을 보이며, 망치는 DA-

NPG 만이 사물 파지 및 재배치 작업에 성공한다. 전

반적으로 DA-NPG 가 NPG 에 비해 성능이 뛰어나며, 

학습에 필요한 시간도 적게 걸린다. 

DA-NPG 와 NPG 는 사물 조작 작업을 수행할 때 

로봇 손이 물체를 잡는 모양에서도 차이가 난다. 그

림 5 는 3 종 사물 조작 작업에 대한 학습이 완료된 

로봇 손이 사물을 잡는 손 모양을 보여준다. NPG 로 

학습시킨 로봇 손이 사과와 바나나를 잡는 모습은 사

람이 잡는 모습과 달리 관절이 부자연스럽지만 DA-

NPG 로 학습시킨 로봇 손은 사람과 같이 안정적으로 

물체를 잡는다. 사람 데모는 최적화 정책의 최종 보

상을 향상시키고 학습시간을 줄이며 로봇 손이 사람

과 같은 자연스러운 손동작이 가능하게 한다는 것을 

알 수 있다. 

   
사과 바나나 망치 

(그림 4) DA-NPG(초록색 선), NPG(빨간색 선)의 3종 

물체에 대한 사물 조작 강화학습 보상 그래프 

 사과 바나나 망치 

 

DA- 

NPG 

   

 

 

NPG 

   

(그림 5) DA-NPG와 NPG 학습 후 최종 사물 조작 작

업 결과 

B. 정책 최적화 방법에 따른 성능 비교 

그림 6 은 정책 최적화 방법에 따른 6 종 사물 조작 

작업의 보상 그래프를, 그림 7 은 망치 조작 작업의 

시뮬레이션 결과를 도시했다. 그래프를 보면 전반적

인 물체들에 대해 DA-TRPO 의 성능이 가장 높고 안

정적이며 그림 7과 같이 사물을 잡는 손 모양도 자연

스럽지만 카메라 조작 작업에 실패하였고, DA-NPG는 

DA-TRPO 와 비슷한 성능을 보이며 모든 사물 조작에 

대하여 평균 99.33%의 성공률을 보였다. DA-PPO 는 

바나나, 병, 전구 등의 작업에 대해서 비교적 빠르게 

학습되는 경향을 보였으나 카메라 작업에 실패하였고, 
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DA-NPG 와 DA-PPO 에 비하여 정책이 업데이트 되는 

과정에서 받는 보상의 그래프 경향이 가장 불안정한 

것을 확인할 수 있다. 따라서, 정책 최적화 알고리즘 

중 성능이 가장 안정적인 것은 DA-NPG이었다. 

  
사과 바나나 

  
물병 전구 

  
카메라 망치 

(그림 6) DA-NPG (초록색 선), DA-TRPO(빨간색 선), 

DA-PPO(파란색 선)의 6종 물체에 대한 사물 조작 강

화학습 보상 그래프. 
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NPG 

   
 

DA-

TRPO 

   
 

DA-

PPO 

   

(그림 7) DA-NPG, DA-TRPO, DA-PPO의 학습 후 망치 

사물 조작 결과. 왼쪽에서부터 시간 순서대로 로봇 

손이 망치를 잡는 과정을 보여준다. 

4. 결론 

본 연구에서는 DA-NPG 와 NPG 의 학습 성능을 비교

하여 사람 데모의 효용성을 입증하고, 행동 복제 방

법과 DA-NPG, DA-TRPO, DA-PPO를 이용한 강화학습

으로 학습시킨 로봇 손이 수행하는 6 종 물체에 대한 

사물 조작 작업의 학습 성능을 평가하였다. DA-NPG

가 NPG 보다 성능 수치와 더불어 물체를 잡는 손 모

양 또한 자연스러웠으며, DA-NPG 는 DA-TRPO 와 유

사한 성능을 보이면서 일부 사물에 대해 작업에 실패

한 DA-TRPO 와 DA-PPO 와 달리 모든 물체에 대한 

작업에 성공하였기 때문에 그 성능이 가장 안정적이

었다. 
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