
2021 년 한국방송·미디어공학회 하계학술대회 

 

Stochastic Weight Averaging 알고리즘을 이용한   

이미지 초해상도 성능 개선 

 

윤정환, 조남익 

서울대학교 전기정보공학부 

hamil951753@snu.ac.kr, nicho@snu.ac.kr 

 

Stochastic Weight Averaging for Improving the Performance of  

Image Super-Resolution 

 

Jeong Hwan Yoon, Nam Ik Cho 

Department of ECE, Seoul National University 

 

요   약 

 

단일 이미지 초해상도는 딥러닝의 발전과 함께 놀라운 성능 향상이 이루어 졌다. 이러한 딥러닝 모델은 

매우 많은 파라미터를 갖고 있어 많은 연산량과 메모리를 필요로 한다. 하지만 사용할 수 있는 리소스는 

한정되어 있기 때문에 네트워크를 경량화 시키려는 연구도 지속되어 왔다. 본 논문에서는 Stochastic 

Weight Averaging (SWA) 알고리즘을 이용하여 상대적으로 적은 양의 메모리와 연산을 추가해 이미지 

초해상도 모델의 성능을 높이고 안정적인 학습을 달성하였다. SWA 알고리즘을 적용한 모델은 그렇지 않

은 모델에 비해 테스트셋에서 최대 0.13dB 의 성능 향상을 보였다.  

 

 

1. 서론 

 

고해상도 디스플레이의 발전으로 이미지나 영상의 화질

을 개선하는 기술에 대한 수요가 늘어나고 있다. 그 중에서

도 단일 이미지 초해상도 (Single Image Super-Resolu-

tion)는 주어진 저해상도 이미지를 이용해 고해상도 이미지

를 추정하는 과제이다. 저해상도 이미지의 한 픽셀은 고해

상도 이미지에서의 픽셀 여러 개와 대응되기 때문에 이미

지 초해상도는 일 대 다 대응 문제이며 정답이 유일하지 

않은 ill-posed inverse 문제로 분류된다.  

최근 합성곱 신경망의 등장으로 이미지 초해상도 분야

에서도 합성곱 신경망을 이용한 학습 기반의 모델 들을 중

심으로 눈에 띄는 성능 향상이 일어났다. SRCNN [1]은 이

미지 초해상도 모델에 처음으로 딥러닝 방법을 적용하여 

기존의 전통적인 방식을 이용한 이미지 초해상도 연구들보

다 훨씬 뛰어난 성능을 보였다. EDSR [2]은 잔차 신경망 구

조 (residual network)를 이용하여 네트워크를 깊게 쌓으

면서도 학습이 가능하게 하였다. RCAN [3]은 채널 어텐션 

매커니즘을 이용하여 추가적으로 성능을 개선시켰다. SAN 

[4]은 채널 어텐션 매커니즘 뿐만 아니라 이미지 피처 사이

의 전역적인 관계까지 고려하여 우수한 성능을 달성하였다.  

이러한 기존의 연구들은 합성곱 신경망 모델의 구조를 

변화시켜가며 이미지 초해상도의 성능을 향상시켰다. 하지

만 단순히 모델의 깊이를 증가시키거나 구조를 변화시키는 

방법들에는 한계가 존재했다. 게다가 깊은 모델들은 많은 

수의 파라미터를 갖고 있기 때문에 학습과 추론 과정에서 

많은 양의 연산과 리소스를 필요로 한다. 사용할 수 있는 

리소스는 한정되어 있기 때문에 모델을 경량화 시키려는 
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연구도 계속되어 왔다 [5].  

 본 논문에서는 학습과정에서 Stochastic Weight Aver-

aging (SWA) [6] 알고리즘을 추가하여 학습과정을 더욱 안

정적으로 만들고 이미지 초해상도 모델의 성능을 개선하고

자 하였다. SWA 알고리즘을 이용한 모델은 추가적인 연산

과 메모리 사용량이 크지 않음에도 테스트셋에서 최대 

0.13dB 의 PSNR 상승을 달성할 수 있었다.  

 

2. 실험 
 

2.1 Stochastic Weight Averaging 알고리즘 

 

기존의 확률적 경사 하강법 (Stochastic Weight De-

scent) 기반의 학습 방식들은 일정 주기마다 가중치들을 

업데이트 한다. SWA 알고리즘은 이에 더해 일정 주기마다 

모델의 가중치들의 가중합 (weighted sum)을 계산한다. 식 

(1)은 모델의 가중치들을 업데이트하는 알고리즘이다. 이 

때 𝑤𝑠𝑤𝑎  와 𝑤 , 𝑛𝑚𝑜𝑑𝑒𝑙𝑠 는 각각 SWA 를 거친 가중치들의 

가중합, optimizer 를 통해 업데이트된 가중치, SWA 모델의 

수를 의미한다 [6]. 

𝑤𝑠𝑤𝑎 ∙ 𝑛𝑚𝑜𝑑𝑒𝑙𝑠  + 𝑤

𝑛𝑚𝑜𝑑𝑒𝑙𝑠  + 1 
→ 𝑤𝑠𝑤𝑎  (1) 

이러한 SWA 알고리즘을 추가하면 하나의 모델을 이용

해 시간축으로 앙상블 하는 효과를 낼 수 있다. 따라서 상

대적으로 적은 양의 연산과 메모리를 사용해 모델의 일반

화 성능을 높일 수 있고, 학습과정에서도 더욱 안정적인 수

렴이 가능하게 한다.  

 

2.2 실험 내용 

 

본 논문에서는 SWA 알고리즘 기반의 모델 앙상블을 이

미지 초해상도 분야에서 적용하기 위해 RCAN [3]의 구조를 

기반으로 한 실험을 진행하였다. 구체적으로, 기존의 방법

대로 모델을 사전학습 시킨 뒤 SWA 알고리즘을 적용해 추

가적인 학습을 진행하였다. 본 논문에서는 SWA 가중합을 

구하는 주기를 1 epoch 으로 설정하여 매 epoch 마다 op-

timizer 를 통해 업데이트 된 가중치들의 가중합을 계산해 

주었다.  

 Set5 Set14 B100 Urban100 

Baseline 38.198 33.891 32.327 32.849 

SWA_1 38.180 33.922 32.320 32.875 

SWA_2 38.200 33.943 32.334 32.940 

SWA_3 38.188 33.948 32.339 32.977 

 

2.3 실험 결과 

 

실험은 DIV2K 데이터셋 800 장을 이용하여 학습을 진행

하였고, Set5, Set14, B100, Urban100 에 대해 PSNR 을 측

정해 평가를 진행하였다. 학습은 ADAM optimizer (β1 =

0.9, 𝛽2 = 0.999, 𝜖 = 10−8)를 활용하였다.  

Baseline 모델의 경우 200 epoch 까지는 0.0001 의 학

습률로 학습을 진행하였고 마지막 50 epoch 은 학습률을 

절반으로 낮춰 모델을 학습시켰다. SWA 모델의 경우 200 

epoch까지 학습시킨 baseline 모델을 SWA 알고리즘을 적

용하여 추가적으로 50 epoch 씩 학습시켰다. 표 1 의 

SWA_1, SWA_2, SWA_3 은 각각 0.00005, 0.00003, 

0.00001의 학습률을 이용하여 학습한 모델이다. 표 1의 결

과를 보면, SWA 알고리즘을 적용한 모델이 baseline 모델

에 비해 최대 0.13dB 의 성능 향상을 내는 것을 확인할 수 

있다. SWA 알고리즘에서 너무 큰 학습률은 오히려 학습에 

방해가 되기 때문에 적절한 값을 설계해 주어야 함을 알 

수 있다.  

또한, 그림 1 에서 알 수 있듯이, SWA 알고리즘을 적용그림 1. DIV2K validation dataset 에 대한 PSNR 변화. 

표 1 다양한 학습률과 SWA 알고리즘 사용에 대한 초고해

상도 복원 결과. SWA 모델은 200 번의 반복 이후 각각 

0.00005, 0.00003, 0.00001 의 학습률을 사용함. 각 테스트

셋에 대하여 가장 좋은 결과는 굵은 글씨로, 두번째로 좋은 

결과는 밑줄로 표시함. 
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한 모델이 그렇지 않은 모델에 비해서 더욱 안정적으로 수

렴하며 더 좋은 성능을 낸다. 이는 학습과정에서 모델의 가

중치들을 평균을 내었기 때문에 더욱 일반적인 정답을 탐

색하고 있다고 추론할 수 있다.  

 

3. 결론 

 

본 논문에서는 Stochastic Weight Averaging 알고

리즘을 활용하여 기존의 모델에 매우 적은 양의 연산

을 추가하여 모델의 일반화 성능을 개선하는 연구를 

진행하였고, 일부 테스트셋에 대해 성능이 향상된 것

을 확인할 수 있었다. 
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