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요 약

Large Language Models (LLM)의 출현은 자연어 처리 분야의 연구 패러다임을 전환시켰다. LLM의 핵심적인 성능

향상은 지시어 튜닝(instruction-tuning) 기법의 결과로 알려져 있다. 그러나, 현재 대부분의 연구가 영어 중심으로

진행되고 있어, 다양한 언어에 대한 접근이 필요하다. 본 연구는 한국어 지시어(instruction-following) 모델의 개발 및

최적화 방법을 제시한다. 본 연구에서는 한국어 지시어 데이터셋을 활용하여 LLM 모델을 튜닝하며, 다양한 데이터셋

조합의 효과에 대한 성능 분석을 수행한다. 최종 결과로 개발된 한국어 지시어 모델을 오픈소스로 제공하여 한국어

LLM 연구의 발전에 기여하고자 한다.

주제어: Large Language Models (LLM), Instruction-tuning, Instruction-following, 한국어 LLM

1. 서론

지난 몇 년 간 언어 모델의 발전은 자연어 처리 분야에서 눈

부신성장을보여주었다.이중에서도 Large Language Models

(LLM)의등장은연구의방향성을크게바꾸었다. ChatGPT와

같은 초기 모델들의 성공 이후, OpenAI의 GPT-4 [1]와 Meta

AI의 LLaMA [2]같은최신연구들은이분야의선봉자로서주

요한 발전을 주도하고 있다. 이러한 LLM들은 수십억에서 수

조의 막대한 파라미터들을 포함하며, 이를 통해 다양한 자연어

처리 (NLP) 작업에서 높은 성능을 달성하고 있다. 또한, 일부

는 특별한 파인 튜닝 (fine-tuning) 없이도 다양한 작업에 대해

우수한 성능을 보이는 것으로 알려져 있다 [3, 4, 5].

LLM의 뛰어난 성능의 핵심은 지시어 튜닝(instruction-

tuning)에 있다. ChatGPT [6] 및 GPT-4의 성공은 지시어 튜

닝을활용해오픈소스 LLM을향상하는큰기회를열어놓았다.

LLaMA는 GPT-3 [7]와같은독점적인 LLMs의성능에버금가

는일련의오픈소스 LLM로,지시어튜닝에서의우수한성능과

낮은 비용 때문에 빠르게 사용되고 있다. 예를 들어, 스탠포드

대학교에서 개발한 Alpaca [8]는 GPT-3.5에서 생성된 52만 개

의의 지시어 데이터셋 (instruction-following dataset)을 사용

하였으며, Vicuna [9]는 ChatGPT와 사용자 간에 공유된 7만

개의 대화 세트로 이루어진 약 700만 개의 지시어 데이터셋을

사용하였다.

하지만, 지난 연구에서는 명확한 한계그 존재한다. 대부분의
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지시어튜닝연구가영어를중심으로이루어진점이다.이로인

해한국어와같은언어에대한지시어튜닝및데이터셋의필요

성은 계속해서 강조되어 왔다. 이러한 배경 속에서 KoAlpaca

와 KoVicuna 같은 모델이 공개되었지만, 한국어 지시어 데이

터셋 및 모델과 관련한 깊이 있는 연구는 아직 미흡하다. 본

연구는 이러한 공백을 메우기 위해 한국어 LLM에 대한 지시

어 튜닝의 연구 수준을 향상하기 위하여 새롭게 한국어 지시어

데이터셋과모델을제안하고,관련실험을수행한다.본연구가

제시하는 주요 기여는 다음과 같다.

• 데이터셋: 본 연구는 GPT-4-LLM, Dolly, ShareGPT를 포

함한 다양한 지시어 데이터셋을 DeepL을 사용해 한국어로

번역을 진행하여 150만 개의 한국어 지시어 데이터셋 구

름1을 구축 했다.

• 모델 및 평가: 구름 데이터셋을 활용하여 KULLM 모델을

학습시켰다. 이 모델의 지시어 튜닝 성능을 평가하기 위해

다양한평가지표를포함하는프롬프트를구성하였으며,이

를 바탕으로 다양한 한국어 LLM 모델들의 성능을 실험하

였다. 추가로, KULLM 모델의 성능에 대한 깊은 이해를

도모하기 위해 어블레이션 연구를 수행하였다.

마지막으로, 본 연구에서는 한국어 지시어를 따르는

(instruction-following) LLM 모델 학습의 전략 및 방법론을

상세히 제시한다. 또한, 구름 데이터셋과 해당 데이터셋을 기

반으로 학습된 KULLM 모델을 공개함으로써 한국어 LLM 분

야의 연구 발전에 기여 하고자 한다.

1데이터셋은 구름, 모델은 KULLM으로 표기함.
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2. 관련 연구

2.1 지시어 튜닝

LLM의 발전의 핵심 요소 중 하나는 지시어 튜닝 (instruc-

tion tuning)이다. 지시어 튜닝은 LLM의 제로 샷 (zero-shot)

학습 능력을 향상하는 전략으로, 특정 지시어를 통해 모델을

미세 조정 (fine-tuning)하는 과정을 포함한다 [3, 10]. 일반적

으로 지시어 튜닝은 모델이 지시어를 따를 수 (instruction-

following)있도록 ‘지시어 (instruction)’와 ‘출력 (output)’

을 사용하여 LLM을 추가로 학습시는 것을 의미한다. 여기서

‘지시어’는 모델에 대한 사람의 지시를 나타내고 ‘출력’은 해당

지시어에따른원하는출력을의미한다.지시어튜닝을위한지

시어 데이터셋 (instruction-following dataset)을 구성하는 두

가지일반적인방법이있다.첫번째는기존의주석이달린자연

어 데이터셋에서 텍스트-레이블 쌍을 변환하여 (지시어, 출력)

쌍을 수집하는 것이며, Flan [4] 및 P3 [11]와 같은 데이터셋이

이 전략을 바탕으로 구축되었다. 두 번째 방법은 수작업으로

출력을 수집하는 대신 GPT-3.5-turbo나 GPT4와 같은 LLM

를 사용하여 주어진 지시어에 대한 원하는 출력을 빠르게 수

집하는 것이다. 이 때, 지시어는 수동으로 수집하거나 LLM을

사용하여 소규모의 초기 시드 (seed) 지시어를 확장할 수 있다.

InstructWild [12] 및 Self-Instruct [13]와 같은 데이터셋이 이

접근 방식을 따라 생성되었다.

본 연구는 특히 LLM의 출력 활용에 초점을 둔 지시어 튜닝

방법을탐구한다.이러한접근법의한예로,스탠포드대학교의

연구팀은 Alpaca [14] 모델을 개발하였다. 이 모델은 OpenAI

의 text-davinci-003 기반으로, Self-Instruct의 방법론을 따라

생성된 52,000개의지시어데이터셋을활용하여지시어튜닝을

진행했다. GPT-4-LLM [15]연구에서는 Alpaca에서사용된지

시어를 GPT-4를 사용해 출력을 수집했으며, 영어 데이터셋을

중국어로 번역하여 지시어 튜닝을 진행했다.

2.2 한국어 LLM

LLM의 발전과 함께 많은 단체에서 모델 및 데이터셋을 공

개하고 있지만, 오픈소스로 공개된 한국어 LLM 모델 및 데이

터셋은 매우 부족한 현실이다. 대표적인 오픈소스로는 KoAl-

paca 2와 KoVicuna 3가 존재한다. KoAlpaca는 LLaMA와

Ployglot-ko [16] 모델을 기반으로 한다. KoAlpaca의 데이터셋

은 Alpaca 데이터셋의 지시어를 DeepL을 사용해 번역한 후,

이를 GPT-3.5-turbo를 사용해 출력을 생성했다. KoVicuna

는 LLaMA 모델을 기반으로 하며, Vicuna [9]의 접근 방식을

따른다. 이 모델은 ChatGPT와 사용자 간의 대화 데이터인

2https://github.com/Beomi/KoAlpaca
3https://github.com/melodysdreamj/KoVicuna

ShareGPT 4을 한국어로 번역한 버전을 활용하여 학습하였다.

2.3 본 연구의 기여

지금까지다양한지시어튜닝방법론및한국어 LLM에관한

연구를검토하였다.그러나지시어튜닝과한국어 LLM을결합

하여 연구한 사례는 아직 부족한 실정이다. 본 연구는 이러한

공백을 해소하고자, 한국어 지시어 데이터셋 구축 방법과 이

지시어 데이터셋을 한국어 LLM에 적용하여 지시어를 따르는

(instruction-following) 출력을 생성하는지 여부를 실험적으로

검증한다. 결과적으로 본 연구는 한국어 LLM의 지시어 튜닝

에 관한 방법론을 소개하며 이를 검증한다. 또한, 실제 응용

분야에서의 한국어 LLM의 활용 가능성을 확장한다.

3. 구름(KULLM)

3.1 데이터셋 수집

현재 한국어 자연어 처리 생태계에는 지시어 데이터셋을 구

축하기위한주석이달인데이터셋과시드데이터가부족한어

려움이 존재한다. GPT-4-LLM [15]의 연구는 이러한 비영어권

언어의 데이터 부족 문제를 해결하기 위해 영어로 작성된 지시

어 데이터셋을 GPT-4를 활용하여 중국어로 번역하며 지시어

튜닝을 시도하였다. 이와 동일하게 본 연구에서는 여러 지시어

데이터셋을 DeepL5을 사용해 다양한 지시어 데이터셋의 지시

어및출력을한국어로번역해지시어데이터셋을구성한다.본

연구에서는 DeepL이 다양한 언어에서 GPT-4 보다 좋은 번역

성능을 보여주어 이를 사용했다 [17, 18].

• GPT-4-LLM [15]은 Alpaca의 지시어를 GPT-4를 통해

출력을 수집했다. 이 데이터셋은 Alpaca와 동일하게 52만

개의 지시어와 출력 쌍으로 구성된다.

• Dolly [19]는 Databricks에서제작한지시어데이터셋이다.

InstructGPT [20]에서설명된행동카테고리중여러가지,

예를 들면 브레인스톰링, 분류, 폐쇄형 QA, 생성, 정보 추

출, 개방형 QA, 요약 등을 15만 개의 데이터를 포함한다.

• ShareGPT는 ChatGPT와 사용자간의 대화를 수집한 데

이터셋으로, 90만개의 데이터로 구성된다. 본 연구는 사용

자의 입력을 지시어, ChatGPT의 생성 결과를 출력으로

사용했다. 일부 번역이 올바르게 되지 않은 영어 문장을

langid6를 사용해 제거 했으며, 10자 미만의 지시어와 출력

데이터를 필터링 했다.

최종적으로 GPT-4-LLM, Dolly 및 ShareGPT를 활용하여

총 150만 개의 지시어와 출력쌍을 포함하는 한국어 지시어 데

이터셋인 구름 데이터셋7을 구축하였다.

4http://sharegpt.com
5https://www.deepl.com/translator
6https://github.com/saffsd/langid.py
7https://huggingface.co/datasets/nlpai-lab/kullm-v2.
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3.2 Supervised Fine-tuning

사전 학습된 언어 모델은 사용자의 지시어를 잘 따르지 못

하고 종종 의도하지 않은 내용을 생성한다. 이는 언어 모델링

목적함수가다음토큰예측 (next-token prediction)이기때문

인데, 이는 “지시어를 따르고 질문에 답하라”라는 지시어 튜닝

의 목적 함수와는 다르기 때문이다 [21]. 사용자의 의도와 언어

모델의 동작을 일치시키기 위해, 모델을 명시적으로 지시어를

따르도록 미세조정할 수 있다.

본 연구는 한국어 사전 학습 모델 Polyglot-Ko [16]을

사용해, Alpaca 연구에서 LLaMA을 사용한 것과 동일하게

KULLM 이라는 지시어를 따르는 (instruction-following)

모델을 학습한다. KULLM 모델은 구름 데이터셋에 대해

SFT (supervised fine-tuning)을 진행했다. SFT는 커졀 언어

모델링 (casual language modeling) 작업과 유사하다. 모델은

지시어로 프롬프트되며 자동 회귀적 (auto-regressive)으로

출력을 생성하는 방식으로 학습된다. 지시어는 프롬프트

템플릿에 포함되며, 출력은 바로 템플릿 뒤에 이어진다. 미세

조정 및 추론을 위해 Alpaca에서 사용한 다음 템플릿을

채택하였으며, 입력 순서는 다음과 같다.

아래는 작업을 설명하는 명령어와 추가 컨텍스트를 제공하는

입력이 짝을 이루는 예제입니다. 요청을 적절히 완료하는

응답을 작성하세요.

지시어: {지시어 입력}

입력: {입력}

응답: {출력}

SFT학습의손실 (loss)은입력시퀀스의 {출력}부분에서만
계산되며 다음과 같이 표현할 수 있다.

LSFT(Θ) = Ex


−

∑
i∈{output}

log p(xi|x0, x1, . . . , xi−1; Θ)




위 식은 주어진 입력 토큰 스퀸스 x = x0, x1, . . . , xi−1에 대

해 모델은 다음 토큰인xi을 예측하도록 자기 회귀 방식으로 학

습된다. 여기서 Θ는 모델의 파라미터를 나타낸다. 수학적으로,

위 목적 함수는 negative log-likelihood를 최소화 (minimize)

하는 것을 목표로 한다.

4. 실험 환경

4.1 학습 설정

본 연구는 KULLM 모델의 학습을 위해 EleutherAI에서 공

개한 Polyglot-Ko의 5.8b과 12.8b 한국어 LLM 모델을 사용

했다. Polyglot-Ko는 863GB의 한국어 데이터로 학습되었으며

블로그, 모두의 말뭉치, 위키 등 다양한 도메인의 텍스트가 포

함되어있다 [16].또한,데이터셋으로는 3.1절에서언급한구름

데이터셋을 사용했다. SFT 방식으로 학습을 진행했으며, 파라

미터 효율적인 (parameter-efficient) 학습을 위해 LoRA (low-

rank adaptation)[22]를 query key value 어텐션 레이어에

적용하였다.

모든 모델은 A100 GPU (80GB VRAM) 4장을 사용하여 5

epcoh 동안 학습을 진행 했으며, LoRA를 이용한 파라미터 효

율적인 학습은 PEFT8 라이브러리를 사용하였다. 또한 학습

과정에서 메모리 효율성을 최적화하기 위해 bitsandbytes9를

활용했다. AdamW optimizer [23]를 사용하여 learning rate의

최대치를 3e-4로 설정하고 5%의 warm-up 코사인 스케줄러를

적용했다. 또한 gradient explosion을 완화하기 위해 gradient

clipping를 적용했다. 배치 사이즈는 {128, 256, 512} 중에서
가장 성능이 좋은 256을 사용 했으며, LoRA Rank와 Alpha

는 각각 16, 32로 설정했다. 디코딩 설정은 temperature=0.1,

top k=40, top p=0.75, do sample=False, num beams=4,

repetition penalty=1.4, max new tokens=400로 설정 했다.

4.2 평가 방법

본 절에서는 KULLM 모델의 한국어 지시어 Instruction-

following능력의평가방법을기술한다. LLM의평가는지시어

의 다양성과 모호성, 그리고 모델의 광범위한 능력을 정확하게

측정하기 위한 기준의 부족으로 인해 복잡하고 어려운 문제로

여겨진다 [24]. 이러한 문제를 해결하기 위해 LLM을 활용하여

LLM를평가하는여러연구가수행되었으며,이방법론을사용

하면 사람의 어노테이션 없이도 여러 평가 벤치마크에서 높은

상관관계를 보인다 [24, 25].

이에 따라, 본 연구에서는 자연어로 기술된 프롬프트

(prompt)를중심으로한평가방식을도입하였으며,이를통해

KULLM 모델 및 다른 한국어 LLM의 능력을 평가하였다. 우

리는 단일 모델의 출력 품질을 다각적으로 이해하기 위한 통합

평가 체계(unified evaluation schema)를 적용하는 프롬프트를

설계하였다. 이 체계는 LLM-Eval [25]에서 제시된 방식을 기

반으로 하며, 내용, 문법, 관련성 및 적절성 등의 평가 요소를

포괄하는 자연어 지시어로 구성되어 있다. 본 연구에서는 이

해도, 자연스러움, 맥락 유지, 흥미도, 지시어의 정확한 반영

및 전체적인 출력 품질 등을 평가 척도로 설정하였다. 자세한

프롬프트는 다음과 같다.

두 사람 간의 대화가 주어집니다. 다음의 지시어(Instruc-

tion), 입력(Input)을 받게 될 것입니다. 그리고 지시어와

입력에 대한 응답(Response)이 제시됩니다.

당신의 작업은 응답을 평가 단계에 따라 응답을 평가하는

8https://github.com/huggingface/peft
9https://github.com/TimDettmers/bitsandbytes
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표 1. 구름 모델과 한국어 사용이 가능한 LLM 모델과의 지시어를 따르는 (instruction-following) 성능 비교 실험. open과 closed

는 오픈 소스 (open source) 여부를 나타낸다.

기본 모델 이해 가능성 자연스러움 맥락 유지 흥미롭기 지시어 사용 전반적인 품질

cl
o
se
d GPT-3.5-turbo GPT-3.5 0.980 2.806 2.849 2.056 0.917 3.905

GPT-4 GPT-4 0.984 2.897 2.944 2.143 0.968 4.083

o
pe
n

KoAlapca12.8b Polyglot-Ko 0.651 1.909 1.901 1.583 0.385 2.575

KoVicuna7b LLaMA 0.460 1.583 1.726 1.528 0.409 2.440

KULLM5.8b Polyglot-Ko 0.754 2.099 2.187 1.746 0.579 3.028

KULLM12.8b Polyglot-Ko 0.802 2.480 2.310 1.996 0.754 3.325

것입니다.

이 평가 기준을 꼼꼼히 읽고 이해하는 것이 중요합니다.

평가하는 동안 이 문서를 계속 열어두고 필요할 때 참조해

주세요.

평가 기준:

- 이해 가능성 (0 - 1): 입력 (Input)에 기반하여 응답

(Response)를 이해 할 수 있나요?

- 자연스러움 (1 - 3): 사람이 자연스럽게 말할 법한 지시어

(Instruction) 인가요?

- 맥락 유지 (1 - 3): 입력 (Input)을 고려했을 때 응답

(Response)가 맥락을 유지하나요?

- 흥미롭기 (1 - 3): 응답 (Response)가 지루한가요, 아니면

흥미로운가요?

- 지시어 사용 (0 - 1): 지시어 (Instruction)에 기반하여

응답 (Response)를 생성 했나요?

- 전반적인 품질 (1 - 5): 위의 답변을 바탕으로 이 발언의

전반적인 품질에 대한 인상은 어떤가요?

평가 단계:

1. Instruction, Input, 그리고 Response를 주의 깊게

읽습니다.

2. 위의 평가 기준에 따라 Response를 평가합니다.

Instruction: {instruction}
Input: {input}
Response: {response}

본 연구에서는 Large Language Models (LLM)의 성능 평가

를 위해 GPT-4를 기반으로 진행하였다. 평가에 사용된 데이

터셋은 Self-instruct의 Human Eval10를 한국어로 번역한 것

이다. 이 데이터셋은 일반적인 NLP 태스크를 넘어, 실제 응

용 분야에서 사용자가 생성한 지시어를 포함하여 instruction-

following 모델의 실질적인 성능을 평가하기 위해 구축되었다.

예를 들어, 사용자가 “R(프로그래밍 언어)에 관한 기술 평가

10https://github.com/yizhongw/self-instruct/tree/

main/human_eval

질문지 작성”과 같은 지시어를 제공하면, 해당 지시어에 따라

모델은 적절한 출력을 생성한다. 최종적으로, 평가 프롬프트의

Instruction과 Input 필드에는 번역된 Human Eval 데이터가,

Response 필드에는 모델이 생성한 출력을 사용했다.

5. 실험 결과

본 절에서는 KULLM 모델을 포함한 다양한 한국어 LLM

모델들의 Instruction-following 성능을 비교하는 실험 결과

를 제시한다. 표 1는 KULLM 모델 및 다른 한국어 사용할

수 있는 LLM 모델들의 Instruction-following 성능을 나타

낸다. 이 실험에서, GPT-4 모델은 모든 평가 항목에서 가

장 높은 성능을 보였다. 특히 전반적인 품질에서 GPT-4는

4.083의 점수로 다른 모델들에 비해 높은 성능을 보였다. 오

픈소스 한국어 모델 중에서는 KULLM12.8b 모델이 가장 높

은 성능을 나타냈다. 이 모델은 이해 가능성, 자연스러움, 맥

락 유지, 흥미롭기, 지시어 사용, 그리고 전반적인 품질에서

모두 최고의 성능을 보였다. 특히 전반적인 품질에서는 3.325

의 점수로 KoAlapca12.8b와 KoVicuna7b 모델을 크게 앞섰다.

KULLM5.8b 모델은 KULLM12.8b에 비해 성능이 약간 낮았지

만, KoAlapca12.8b와 KoVicuna7b에 비해 여전히 높은 성능을

보였다. 실험 결과를 통해 KULLM 모델이 GPT-4 모델보다

여전히 성능이 떨어지지만, 오픈소스 한국어 모델 중에서 가장

뛰어난 성능을 나타냈다는 것을 확인할 수 있었다.

6. 어블레이션 연구

KULLM 모델은 다른 오픈소스 한국어 모델들과 비교하여

높은 성능을 보여주었다. 이러한 성능 차이는 학습 데이터셋,

학습 코드, 사용된 라이브러리 등 다양한 요인들에 기인할 수

있다. 논의할 가장 주요한 점은, KULLM과 KoAlpaca 모델이

동일한 Polyglot-Ko 구조를 사용함에도 불구하고, 표 1에서의

성능차이가나타났다는것이다.이차이점을더욱세밀하게살
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그림 1. GPT-4-LLM, Dolly, ShareGPT조합에따른지시어따르기모델성능비교.모든점수는 0-100으로리스케일링(rescaling)

되었다.

펴보면, KoAlpaca는 52만 개의 지시어 데이터셋을 사용하여

학습되었으나, KULLM 모델은 다양한 지시어 데이터셋으로

학습되었다. 이러한 데이터셋의 조합과 크기 차이는 모델 성능

에 중요한 영향을 미칠 수 있음을 시사한다. 따라서, 본 절에는

데이터셋의 조합이 모델 성능에 미치는 영향을 규명하기 위해

어블레이션 연구를 수행한다.

어블레이션 연구를 위해 GPT-4-LLM, Dolly, 그리고

ShareGPT 각 데이터셋과 그들의 조합이 성능에 어떠한 영

향을 주는지 살펴보았다. 그림 1에 제시된 결과를 기반으로,

다음의 주요 발견들을 알 수 있다:

• 개별 데이터셋의 성능: Alpaca 데이터셋만 사용했을 때 가

장높은성능을보였으며,이는 52k의크기를가지는것으로

나타났다. ShareGPT데이터셋은 83만개의크기에도불구

하고 Alpaca보다는낮은성능을보였다. Dolly의경우,가장

작은 크기인 15만 개에 해당하는 데이터로 학습하였지만,

그에 비례하는 가장 낮은 성능을 나타냈다.

• 데이터셋의 조합: Alpaca와 Dolly, ShareGPT를 결합하여

사용했을 때, 150만 개의 크기로 가장 높은 성능을 보였다.

이는 각각의 데이터셋이 모델에 다양한 정보를 제공하여

서로보완하는역할을한다는것을시사한다.특히,세데이

터셋을 모두 조합하였을 때, 개별 데이터셋만을 사용했을

때보다 훨씬 높은 전반적인 성능을 보였다.

• 데이터셋 크기와 성능의 관계: 데이터셋의 크기가 클수록

전반적으로 높은 성능을 나타내는 경향이 있었다. 그러나

단순히 크기만으로 성능이 결정되는 것은 아니었다. 예를

들어, Alpaca와 ShareGPT의 조합은 135만 개의 크기로,

Dolly와 ShareGPT의 조합보다 큰 크기를 가졌지만, 두 조

합의 성능은 거의 유사하였다.

이러한 결과를 통해 데이터셋의 조합과 크기가 모델의 성능

에 큰 영향을 미침을 확인할 수 있었다. 특히, 다양한 데이터셋

의 조합은 모델의 성능을 상당히 향상하는 것으로 나타났다.

7. 결론

본 연구에서는 한국어 자연어 처리에 적합한 지시어 데이터

셋을구축하고,이를바탕으로한지시어를따르는언어모델인

KULLM 모델을 학습하였다. 기존에 한국어 자연어 처리 생태

계에 지시어 데이터셋의 부족이라는 문제점을 인식하고, 이를

해결하기 위해 영어로 제작된 지시어 데이터셋을 한국어로 번

역하는 방법을 적용하였다. 이 과정을 통해 구름 데이터셋을

성공적으로 구축할 수 있었다. 또한, 사전 학습된 언어 모델

의 한계를 극복하기 위해 KULLM 모델을 학습하는 과정에서

SFT 방식을 적용하였다. 이 방식을 통해 지시어를 정확하게

따르는언어모델을학습시킬수있었으며,평가결과 KULLM

모델이 오픈소스 한국어 모델 중에서 가장 뛰어난 성능을 보

였다. 하지만 GPT-4와 같은 상용화 모델과의 성능 차이는 여

전히 존재하였다. 본 연구의 주요 기여는 세 가지이다. 첫째,

한국어 지시어 데이터셋을 공개하여 한국어 LLM 생태계에 기

여하였다.둘째, KULLM모델의학습을통해한국어로제작된

지시어를 따르는 언어 모델의 필요성과 그 효과를 실제로 확

인하였다. 셋째, KULLM 모델의 성능 해석을 위해 다양한 데
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이터셋 조합에서의 성능 비교를 수행하였다. 그러나, FLAN과

같은 주석이 포함된 데이터셋을 활용한 지시어 데이터셋 구축

및다양한 NLP태스크에서의평가는여전히제한적이었다.향

후연구에서는 KLUE [26]와같은다양한데이터셋을활용하여

KULLM 모델의 성능 향상을 추구할 계획이다.
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