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요 약

미세 조정은 대부분의 연구에서 사전학습 모델을 위한 표준 기법으로 활용되고 있으나, 최근 초거대 모델의 등장과

환경 오염 등의 문제로 인해 더 효율적인 사전학습 모델 활용 방법이 요구되고 있다. 패턴 추출 학습은 사전학습 모델을

효율적으로 활용하기 위해 제안된 방법으로, 본 논문에서는 한국어 주장 탐지 및 입장 분류를 위해 패턴 추출 학습을

활용하는 모델을 구현하였다. 우리는 기존 미세 조정 방식 모델과의 비교 실험을 통해 본 논문에서 구현한 한국어 주장

탐지 및 입장 분류 모델이 사전학습 단계에서 학습한 모델의 내부 지식을 효과적으로 활용할 수 있음을 보였다.

주제어: 주장 탐지(Claim Detection), 입장 분류(Stance Classification), 논증 마이닝(Argument Mining), 패턴 추출 학습(Pattern-

Exploiting Training)

1. 서론

주장 탐지(Claim Detection)는 입력 텍스트가 주어진 주제

를 지지하거나 반박하는지 즉, 주장에 해당하는지를 자동으로

식별하는 작업이며, 입장 분류(Claim Stance Classification)

는 해당 주장이 찬성, 반대, 중립의 입장 후보 중 어떤 입장을

나타내는지 분류하는 작업이다. 주장 탐지와 입장 분류는 자동

화된 토론 시스템[1], 가짜 뉴스 탐지[2]의 핵심 구성 요소이며,

소셜 미디어 포스트 및 정치적 온라인 댓글 등으로부터 대중

의 반응을 분석하고 의견 다양성을 이해하기 위한 중요 도구로

활용되는[3, 4] 등 활용도가 높은 연구 분야이다.

BERT[5], RoBERTa[6]의 성공으로 인해 미세 조정(fine-

tuning) 방식은 사전학습 모델을 활용하는 표준 기법으로 자

리잡았으며, 기존의 주장 탐지 및 입장 분류 또한 미세 조정을

이용한 방법이 주로 연구되었다[7]. 그러나, 미세 조정만으로

온전히 활용하기 어려운 초거대 모델의 등장[8]과 이로 인한

환경 오염 문제[9]로 인해 사전학습 모델을 더 효율적으로 활용

하기 위한 방법이 요구되었다. 패턴 추출 학습(PET; Pattern-

Exploiting Training)[10]은 언급한 문제를 개선하기 위한 대

안 중 하나로써, 감성 분석(Sentiment Analysis), 자연어 추론

(Natural Language Inference) 등 여러 태스크에서 미세 조정

방식을 효과적으로 개선했다. 이후에 [11]에 의해 입장 분류

태스크에서도 패턴 추출 학습을 활용하는 방법이 제안되었다.

또한,기존주장탐지와입장분류는대부분별개의태스크로써

연구되었으나[12, 13, 14],연관성이높은태스크를함께학습할

때 상호 보완적으로 성능을 향상시킨다는 연구 결과[15, 16]를

근거로 최근에는 두 태스크를 통합하는 방법이 제안되고 있다.

특히, [17]은 주장 탐지, 입장 분류, 근거 추출이라는 3가지 상

호 보완적인 태스크에 대해 조사하고 이를 성공적으로 통합한

연구 결과를 보고했다.

본 논문에서는 한국어 환경에서 주장 탐지 및 입장 분류를

수행하기 위해 앞서 언급한 [11]의 모델을 재구현한다. 또한,

재구현한 방법과 미세 조정을 활용한 표준 분류 모델을 비교

함으로써 패턴 추출 학습을 통해 한국어 환경에서도 사전학습

모델을 더 효과적으로 활용할 수 있음을 보인다.

2. 관련 연구

2.1 주장 탐지 및 입장 분류

주장탐지의초기연구에서 [18]은주제를직접적으로지지하

거나 반대하는 간결한 문장인 문맥 의존 주장(Context Depen-

dent Claim)의 개념을 정의하였고, 이를 기반으로 [19, 20]은

각각 주장 탐지 및 입장 분류의 벤치마크 데이터셋 및 전통적

기계학습 활용 방법을 제시하였다. 이후에는 BERT[5]와 같은

사전학습 모델을 통해 주장 탐지와 입장 분류의 성능이 대폭

향상되었다[21, 22, 23]. 이러한 성능 향상을 바탕으로 주장 탐

지는 주로 가짜 뉴스 탐지[12, 13], 입장 분류는 소셜 미디어나

제품 리뷰 분석[14]과 같은 실제적인 분야에 활용되고 있다.

2.2 패턴 추출 학습

GPT-3[8]은 효율적인 모델 활용을 위해 프롬프트를 통한 문

맥 내 학습(In-Context Learning) 방식을 사용하였다. 작업 목

표에대한설명과입력문장을함께프롬프트로입력하면,모델

은이를통해목표작업에대한적절한예측을생성한다.이러한

문맥 내 학습은 추가적인 매개변수 업데이트 없이도 모델이 다
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그림 1. 패턴 추출 학습 모델 구조 예시

양한 추론 작업을 수행할 수 있게 만들었으며, 이 방식을 통해

GPT-3는여러자연어처리작업에서최고의성능을달성했다.

하지만GPT-3는약 1,750억개의매개변수로이루어져있는초

거대 모델로 저자원 환경에서의 활용이 어렵다. 이러한 문제를

극복하기 위해 [10, 24]는 BERT, RoBERTa와 같은 (상대적으

로) 소규모 사전학습 모델에서 내부 지식을 최대한 활용할 수

있는 프롬프트 조정(prompt-tuning) 방법론인 패턴 추출 학습

을제안하였다.패턴추출학습은입력문장X에템플릿함수 T

를적용하여 T(X)=”X It was [MASK].”형태의템플릿문장을

생성한다. 그리고 이 템플릿 문장을 모델에 입력하여 [MASK]

토큰을 verbalizer함수에해당하는토큰(예시: bad, great)으로

예측하도록 모델을 학습시킨다. [11]은 기존의 패턴 추출 학습

을 변형하여 다국어 입장 분류에 적합한 모델을 제안하였다.

이 모델은 verbalizer 함수를 사용하는 기존의 패턴 추출 학습

과 달리 레이블 인코더를 도입하여 단일 토큰 레이블과 다중

토큰 레이블에 대한 일관된 처리 방식을 제공하며, [10, 24]에

서 주로 사용한 구두점 기반 프롬프트 대신 작업의 목적을 더

명확하게 반영하는 프롬프트 형식을 채택하였다.

3. 제안 모델

본 연구에서는 패턴 추출 학습을 활용하는 [11]의 모델을

구현하였다. 그림 1은 본 논문에서 구현한 모델의 구조이다.

모델은 사전 학습된 언어 모델에 특정 프롬프트를 입력하고

[MASK]토큰의임베딩과레이블임베딩의내적(Dot Product)

을 통해 레이블을 예측한다. 레이블 임베딩을 비롯한 프롬프트

와 관련된 세부 구조는 각 절에서 자세히 설명한다.

3.1 프롬프트 설정

제안 모델은 주제, 입력 텍스트 등을 사전에 정의된 프롬

프트 형태로 입력한다. 프롬프트 구성에 대한 예시는 그림 1

에서 확인할 수 있다. 예시에서 {topic}은 주제, {sentence}는
입력문장을나타낸다. 제안모델은주장탐지를위해 ”{topic}
에 대하여 {sentence}는 주장으로 판단할 수 [MASK]다.”라

는 프롬프트를 사용하고, 입장 분류를 위해 ”{topic}에 대하여
{sentence}는 [MASK]한 입장을 보인다.”라는 프롬프트를 사

용한다. 두 태스크를 통합하는 경우에도 동일한 프롬프트 형식

을 사용한다.

3.2 레이블 임베딩

레이블 임베딩은 각 레이블 별로 대표 단어들의 표현을 평균

한값으로초기화한다.각레이블의대표단어를추출하기위해

별도의 사전학습 모델에 프롬프트를 입력하고 [MASK] 위치에

예측되는 단어 중 레이블의 의미에 적합하다고 생각되는 단어

를임의로선택하여각레이블인벤토리에포함한다.예를들어,

입장 분류의 경우 ”반박(contest)”, ”지지(support)”라는 입장

을분류해야한다.이때,프롬프트를입력하여 [MASK]위치에
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train dev test

# sentences as claim candidates 55,544 7,057 7,065

# claims 3,871 492 527

# support claims 2,098 259 256

# contest claims 1,773 233 271

표 1. 데이터셋 통계

Task Model Unrelated Contest Support Macro F1

Claim Extraction

RoBERTa 95.59 50.86 73.22

RoBERTa + Label Embedding 95.61 50.52 73.06

Ours 95.66 51.26 73.46

Stance Classification

RoBERTa - 77.26 76.02 76.64

RoBERTa + Label Embedding - 80.35 76.41 78.38

Ours - 80.42 77.21 79.87

CESC

RoBERTa 95.53 42.01 37.93 58.49

RoBERTa + Label Embedding 95.66 40.07 35.39 57.04

Ours 95.06 43.08 40.76 59.63

표 2. 실험 결과

예측되는 단어 중 ”부정”, ”반대”, ”상반”은 ”반박” 레이블과

의미적으로 일치하므로, ”반박” 레이블의 인벤토리에 해당 단

어들을추가한다.각단어 Lt의임베딩을평균하여레이블표현

LEL을 생성한다.

LEL =
1

N

N∑
t=0

TokEmb(Lt); ∀L ∈ {Labels} (1)

3.3 손실 함수

모델은 각 레이블 표현 LEL과 [MASK] 토큰 위치에 출력된

MLM logit 값의 내적 간에 이진 교차 엔트로피 손실 함수를

적용하여 각 레이블의 오차를 역전파한다. 수식 표현은 다음과

같다.

LLE =
∑
y′∈yp

BCE(p(y′|x), 1) +
∑

y′′∈yn

BCE(p(y′′|x), 0)) (2)

4. 실험

4.1 데이터셋

본 논문에서는 한국어 환경에서의 주장 탐지 및 입장 분류

를 위해 IAM 데이터셋[17]을 한국어로 번역하여 사용하였다.

IAM데이터셋은 123개주제와관련된 1천개이상의기사에서

수집되었으며 주장 탐지, 입장 분류, 증거 추출을 위해 구축된

고품질 데이터셋이다. 데이터셋의 자세한 통계는 표 1에서 확

인할 수 있다.

4.2 비교 모델 및 평가 지표

본 논문의 실험에서는 두 가지의 비교 모델을 활용했다. 먼

저, 미세 조정과 패턴 추출 학습의 차이를 확인하기 위해 제안

모델을 미세 조정 방식의 표준 분류 모델(RoBERTa)과 비교

했다. 또한, 제안 모델의 성능 향상이 구조적 차이로 인한 것이

아니라 프롬프트를 통한 패턴 학습으로 인한 것임을 확인하기

위해 프롬프트를 제외한 나머지 구조를 동일하게 설정한 모델

(RoBERTa + Label Embedding)과 성능을 비교했다. 성능 평

가를 위한 지표로는 레이블별 F1 점수를 측정했다. 또한, 레이

블 불균형을 고려하고 빈도가 적은 레이블의 성능이 무시되는

것을 방지하기 위해 Macro-F1 점수를 측정했다.

4.3 실험 환경

본연구에서는 PyTorch-Lightning1 프레임워크와 Hugging-

face2라이브러리의 klue/roberta-base[25]모델을사용했다.실

험을 위한 최적화 알고리즘은 AdamW를 사용하였고, 배치 크

기는 16,학습률은 5e−5,시드값은 42로설정하여총 10에포크

(epoch)를 학습했다.

4.4 실험 결과

실험 결과는 표 2와 같다. 미세 조정을 활용한 기존의 표준

분류 모델에 비해 패턴 추출 학습을 활용한 제안 모델은 모든

1https://lightning.ai/docs/pytorch/stable/
2https://huggingface.co/
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태스크에서 더 좋은 성능을 달성했다. 특히, 표준 분류 모델에

레이블임베딩을추가하여모델구조적인차이를최소화했음에

도불구하고제안모델이더높은성능을보이는것을확인할수

있다. 이는 프롬프트를 활용하는 방식이 기존 방식보다 모델의

내재적 지식을 효과적으로 활용하여 목표 작업을 성공적으로

수행한다는 것을 의미한다. 또한, 본 논문에서 설정한 레이블

인벤토리 구성 및 프롬프트 설정에서 패턴 추출 학습 모델이

효과적으로 동작한다는 것을 확인할 수 있다.

5. 결론 및 향후 연구

본 논문에서는 한국어 주장 탐지와 입장 분류에 대해 사전학

습 모델을 효율적으로 활용하는 패턴 추출 학습 방식의 모델을

구현했다. 비교 실험 결과, 패턴 추출 학습은 미세 조정 방식에

비해 주장 탐지 및 입장 분류에서 더 향상된 성능을 보이는 것

을 확인했다. 이러한 결과는 프롬프트를 활용한 패턴이 모델에

내재된 지식을 더 효과적으로 활용하게 함으로써 목표 작업의

성능을 향상시키는 역할을 하는 것으로 해석할 수 있다.
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