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요 약

문서 그라운딩된 대화 시스템의 응답 성능 개선을 위한 방법론을 제안한다. 사전 학습된 거대 언어 모델 LLM(Large

Language Model)인 Llama2 모델에 Zero-Shot In-Context learning을 적용하여 대화 마지막 유저 질문에 대한 응

답을 생성하는 태스크를 수행하였다. 본 연구에서 제안한 응답 생성은 검색된 top-1 문서와 대화 기록을 참조해 초기

응답을 생성하고, 생성된 초기 응답을 기반으로 검색된 문서를 대상으로 재순위화를 수행한다. 이 후, 특정 순위의 상위

문서들을 이용해 최종 응답을 생성하는 과정으로 이루어진다. 검색된 상위 문서를 이용하는 응답 생성 방식을 Baseline

으로 하여 본 연구에서 제안한 방식과 비교하였다. 그 결과, 본 연구에서 제안한 방식이 검색된 결과에 기반한 실험에서

Baseline 보다 F1, Bleu, Rouge, Meteor Score가 향상한 것을 확인 하였다.

주제어: Llama2, Large Language Model, In-Context learning

1. 서론

대화 시스템이란 사용자 질의에 대해 에이전트가 적절한 응

답을 생성하는 시스템을 의미한다. 에이전트는 사용자 질의에

대한 적절한 응답 생성과 자연스러운 대화 흐름을 위해 마지막

질의 전 사용자와 에이전트 간의 대화 기록을 참조한다. 이러

한 방식의 대화 시스템은 모델 내부에 학습된 지식을 이용해

사용자 질의에 대한 응답을 생성한다. 모델이 많은 데이터를

이용해 충분히 학습이 되어있다면 사용자 질의에 대한 적절한

응답을 생성할 수 있지만 학습하지 못한 질의에 대해서는 적절

하지 못한 응답을 생성할 수 있다. 또한 학습되지 않은 도메인

의 지식이 필요한 응답을 생성하지 못한다는 단점이 존재한다.

내부 지식에 의존한 대화 시스템을 개선하기 위해 사용자 발

화와 연관된 문서를 검색하고, 검색된 문서가 그라운딩된 응답

을 생성하는 문서 그라운딩 대화 시스템(Document grounded

Dialogue system)이제안되었다.본연구에서는사용자질의에

대한 적절한 응답을 생성하기 위해 문서 그라운딩된 대화시스

템 태스크를 수행하였다.

문서그라운딩대화시스템태스크는검색과 MRC(Machine

Reading Comprehension)두단계로수행된다.검색단계는문

서코퍼스내에서마지막사용자질의및대화기록과가장연관

된 문서를 순위화 하는 것을 목적으로 수행되고, MRC 단계는

검색된 문서를 대상으로 사용자 질의에 적절한 응답을 생성하

는 것을 목적으로 주로 transformer[1] 기반의 BART[2], T5[3]

을 이용해 수행된다. 본 연구에서는 MRC 단계의 응답 생성 성

능 개선을 위해 피드백 기반의 In-Context learning 방법론을

대화 시스템 태스크에 적용하였다. 또한 MRC 단계에서 참조

할 문서를 위해 검색 단계에서는 검색 분야에서 준수한 성능을

보이는 DPR(Dense Passage Retrieval)[4] 모델을 사용하였다.

자연어 처리 분야에서 transformer의 등장은 다양한 태스크

의 성능 향상을 가져왔고, transformer의 인코더, 디코더 구조

기반의 언어 모델이 등장하였다. 특히, 디코더를 사용하는 언

어 모델은 생성 태스크에 적합해 QA, 요약, 대화 시스템 등

에서 우수한 성능을 보였다. 또한 초기 언어 모델이 등장했을

때와 비교해 최근 등장한 수 십, 수 백 Billion 단위의 파라미터

를 사전 학습한 LLM은 특정 프롬프트를 입력하는 In-Context

learning이 가능해 내부 파라미터를 업데이트하는 fine-tuning

의 필요성을 줄일 수 있었다. 이러한 장점을 이용하기 위해 본

연구에서는 대규모 파라미터를 사전학습한 Llama2[5] 모델을

이용해 Zero-Shot In-Context learning을 수행하고, Baseline

과 비교해 응답 생성 성능 향상을 보였다.

최근, 방대한 지식을 학습한 LLM의 내부 지식을 이용한 생

성 태스크에서 생성 성능의 향상을 위해 피드백 방법론이 사용

되고 있다[6, 7]. LLM이 생성한 결과에 대해 피드백을 입력해

입력을수정하였을때,생성품질의향상을보였다.기존피드백

방법론을 적용한 LLM 연구들은 성능 향상을 보였지만 인간이

직접 피드백을 작성해야 한다는 문제점이 있다. 이러한 문제점

을 해결하기 위해 본 연구에서는 피드백을 자동으로 생성하는

피드백 선별 방법론을 제안하였다. 피드백 선별을 통해 피드

백 작성에 사용되는 비용을 줄일 수 있었고, 선별된 피드백을

통해 대화 마지막 사용자 질의에 대한 응답 생성 성능 향상을

보였다.
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본 논문의 기여는 다음과 같다.

• 검색 증강형 LLM을 통해 방대한 양의 파라미터를 사전 학

습한 LLM 내부 지식과 검색 모듈을 통해 검색된 외부 지

식을 함께 사용해 Baseline 대비 검색된 문서 그라운딩된

대화 시스템 태스크 성능 향상을 보였다.

• 프롬프트를 이용하는 In-Context learning을 이용해

fine-tuning 시간 소비를 줄일 수 있었고, 별도의 예시가

없이 학습하는 Zero-Shot learing의 Llama2 성능을 확인

하였다.

• 피드백 기법을 사용해 LLM의 초기 응답을 개선하여 사용

자 질의에 대한 응답 생성의 성능 향상을 보였고, 피드백을

자동 선별하는 기법을 제안하였다.

2. 관련 연구

2.1 검색 모델

주어진 질의와 연관된 문서를 검색하기 위해 초기에는 희소

벡터 방법론을 사용하였다. 희소 벡터 방법론은 표현해야할 문

장 수가 증가할 수록 차원 수가 비례하여 증가한다는 한계가

있어 이를 극복한 밀집 벡터 임베딩 방법론의 검색 모델이 등

장하였다. 밀집 벡터 임베딩 방법론에는 질의와 문서를 각각

인코딩하고, 인코딩된 두 결과를 내적하여 유사도를 계산하는

하는 DPR 모델이 있다. 본 연구에서는 이러한 DPR을 이용

해 마지막 사용자 질의와 문서 코퍼스내의 유사도를 계산하여

상위 k개의 문서를 검색하고, 응답 생성에 사용하였다.

2.2 Large Language Model

다양한 자연어 처리 태스크의 성능이 대용량의 코퍼스를 사

전 학습한 언어 모델의 등장으로 향상되었다. 사전 학습 언어

모델 등장 초기에 BERT[8], RoBerta[9], ELECTRA[10] 등 인

코더 기반의 모델들이 분류, 상호참조 해결, 의존 파싱 등 다

양한 태스크에서 우수한 성능을 보였다. 이 후, 인코더-디코더

또는 디코더 구조 기반의 T5, BART, GPT 계열[11, 12] 모

델 등의 등장으로 여러 생성 관련 태스크에서 우수한 성능을

보였다.

여러 언어 모델들이 확장하면서 동시에 파라미터 사이즈가

수 십, 수 백 Billion 이상으로 방대하게 증가하였다. 파라미터

사이즈의 증가로 언어 모델의 내부 지식의 능력이 향상되었고,

이에 따라 내부 지식을 활용하는 연구가 수행되었다. Llama

계열 모델[13]과 GPT 계열 모델 등과 같이 프로프트를 튜닝하

여학습하는 In-Context learning이등장하였고,입력에예시를

주는 방법에 따라 Zero-Shot, Few-Shot 등의 학습 방법이 등

장 하였다. 본 연구에서는 오픈소스로 공개된 Llama2-(7B)를

기반으로 Zero-Shot leaning을 수행하였다.

그림 1. In-Context learning 기반 문서 그라운딩된 대화 시스

템 모델 개요

2.3 Natural Language Feedback

방대한 규모의 파라미터를 사전 학습한 LLM의 등장으로 다

양한 태스크에서 성능이 향샹되었지만 존재하지 않는 정보 또

는잘못된정보를생성하는환각문제가동시에등장하였다[14,

15]. 환각 문제를 해결하기 위해 LLM에 의해 생성된 문장에

점수를 부여해 해결하려는 연구가 수행되었다[16, 17]. 점수를

부여하는 방식의 피드백은 사람이 구체적으로 원하는 피드백

을 언어 모델에 전달하기 어렵다는 한계가 있다. 이에 따라,

LLM에 의해 생성된 문장에 피드백을 구체적으로 전달할 수

있는 자연어 피드백 전달 방법론이 제안되었다. 해당 연구에서

제안된 방법론은 크게 두 단계로 수행된다. 먼저, 초기 생성된

문장에 대해 사람이 피드백을 작성하고, 피드백과 함께 초기

생성된 문장을 LLM에 다시 입력하여 k개의 문장을 다시 생성
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Step Prompt

초기 응답 생성 (1)
please, refer to the document and dialogue to respond to the question.\n\n [document]\n {doc}\n\n
[dialogue]\n{history}\n\n[question]\n{last turn}\n\n[response]\n

최종 응답 생성 (3)
please, refer to the document and dialogue to respond to respond to the question.\n\n[document]\n
{doc k}...\n\n[dialogue]\n{history}\n\n[question]\n{last turn}\n\n[response}\n

표 1. Llama2 입력을 위한 프롬프트 템플릿으로 {doc}는 검색된 문서, {history}는 대화 기록, {last turn}는 마지막 질의 텍스
트가 삽입되는 위치를 의미한다. 또한 {doc k}는 k개의 검색된 문서가 순차적으로 삽입되는 위치를 의미한다. Step의 (1)과 (2)

는 그림 1의 (1)단계, (2)단계를 의미한다.

하는과정을수행한다.이후,생성된 k개의문장과피드백간의

유사도를 계산하여 상위 유사도를 보인 생성된 문장을 대상으

로 fine-tuning을 수행한다. 이는 자연어로 섬세한 피드백을 줄

수 있다는 강점이 있지만 사람이 직접 피드백을 작성해야하는

한계가 존재한다. 이러한 한계를 극복하고자 본 연구에서는 검

색된 문서에서 피드백을 선별하고, 선별된 피드백을 LLM에

전달하는 방법을 제안하였다.

3. 제안 방법

본 연구에서 제안하는 문서 그라운딩된 대화 시스템 구조

는 그림 1과 같은 과정으로 수행된다. (0)단계와 같이 대화

dialogue를질의로하여연관된문서상위 k개를검색기(DPR)

retrieval를 이용해 검색한다. 이후, (1)단계와 같이 검색된

top-1문서 doctop-1와대화 dialogue를함께 LLM모델 Llama2

에 입력한다. 출력된 초기 응답 responseinit을 질의로 하고

(0)단계에서 검색된 top-k개 문서 doctop-k를 대상으로 검색기

retrieval를 이용해 재순위화를 수행한다. 재순위화된 결과에

서 top-1 문서 doctop1를 threshold로 설정하고, threshold 이

하의 문서를 추출한다. 마지막으로 (3)단계와 같이 dialogue

와 threshold 이하의 문서 doctop-k <= threshold를 피드백

문서로 사용해 Llama2에 입력하여 최종 응답 response를 출

력한다.

3.1 검색 단계

문서 그라운딩된 대화 시스템 태스크 수행을 위해 주어진 대

화 history와 상위 연관된 문서 doctop-k 검색을 그림 1의 (0)단

계와 같이 선행하였다. 또한 초기 응답 responseinit을 이용해

피드백 문서를 선별하기 위해 검색을 수행하였다. 본 연구에서

는 검색을 위해 DPR을 사용하였다. DPR은 질의와 검색 대상

문서를 가각 인코딩하고, 인코딩된 결과를 내적하여 유사도를

계산하는 방법으로 질의에 대한 연관된 문서를 검색한다. 인코

딩되기전에 모델 입력 형태인 input ids ∈ Vmax len로 변환하

고,변환된 input ids가식 (1)와같이각각질의인코더 EQ(·),
문서 인코더 EP (·)를 통과 내적하여 유사도 sim(q, p)가 계산

된다. 이 때, V는 모델의 vocab 사이즈를 의미하고, max len

은 모델 최대 입력 길이를 의미한다.

sim(q, p) = EQ(q)
TEP (p) (1)

(0)단계에서의 검색은 q가 대화 dialogue를 의미하고, p가

문서 집합 D = doc1, doc2, ...docN를 의미한다. (2)단계에서

의 검색은 q는 초기 응답 responseinit를 의미하고, p가 대화

dialogue에 대한 검색 결과 doctop-k를 의미한다.

outputlast = Llama2(promptlast) (2)

3.2 초기 응답 생성 단계

본 연구에서는 피드백 문서를 선별하기 위해 Llama2 모

델이 생성한 초기 응답 responseinit을 이용하였다. 초기 응

답 responseinit 생성을 위해 (0)단계에서 검색된 top-1 문서

doctop-1와대화 diaglogue를 Llama2모델에입력하였다.모델

입력형태는표1의초기응답생성 (1) step의 prompt를사용해

변환하였고, 이를 이용해 In-Context learning을 수행하였다.

식(3)와 같이 (0)단계에서 검색된 top-1 문서 doctop-1와 대화

diaglogue는입력프롬프트 promptinit로변환되어 Llama2모

델에 입력되고 출력된 outputinit은 후처리되어 자연어 형태인

responseinit으로 변환된다.

outputinit = Llama2(promptinit) (3)

3.3 피드백 문서 선별 단계

피드백 문서 선별은 그림1의 (2)단계와 같이 수행된다. 사용

자마지막질의에대해적절한응답을생성하기위해 (1)단계에

서 생성된 초기 응답 responseinit과 (0)단계에서 검색된 문서

doctop-k를 이용하였다. 먼저, 초기 응답 responseinit과 검색된

문서 doctop-k을 각각 q, p로 사용해 검색 단계와 동일한 DPR
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Retrieval Model MRR (%) R@1 (%) R@5 R@10 R@30 R@50 R@100

Dens Passage Retrieval 65.63 53.55 81.39 87.14 93.80 95.16 97.28

Re-Ranking 71.78 62.48 83.36 89.41 93.80 - -

표 2. 검색 시스템 실험 결과

Dataset type Model F1 Score Rouge-L Score SacreBleu Score Meteor Score Total Score

Gold Set
Baseline (k=5) 18.82 15.26 3.17 18.68 55.93

Proposed 18.81 15.15 3.21 18.42 55.59

Retrieved Set
Baseline (k=5) 15.58 12.23 2.49 15.05 45.35

Proposed 15.78 12.53 2.69 15.23 46.23

표 3. 문서 그라운딩된 대화 시스템 Zero-Shot 태스크 실험 결과

을 수행해 초기 응답 responseinit의 검색된 문서 doctop-k에 대

한유사도를계산한다.유사도를기반으로 doctop-k을재순위화

하고, (0)단계에서의 top-1 문서 doctop-1를 threshold로 설정

하였다. 초기 응답과 유사도를 계산하였을 때, 특정 threshold

이하의 유사도를 보인 문서는 응답 생성에 반영이 적게 되었다

는 의미이기 떄문에 최종 응답 response 생성 시에 추가적으로

입력할 수 있도록 threshold 이하의 문서들을 피드백 문서로

선별하였다.

3.4 최종 응답 생성 단계

최종응답생성은그림 1의 (3)단계와같이수행된다.질의에

대한 적절한 응답을 위해 그림1의 (2)단계에서 선별된 피드백

문서들과 대화 dialogue가 표1의 최종 응답 생성 (3) step의 프

롬프트 promptlast로변환되어입력된다. Llama2모델에입력

된 프롬프트 promptlast는 식 (2)와 같이 In-Contextlearning

을 수행해 outputlast가 출력되고, 후처리되어 자연어 형태인

response로 변환된다.

4. 실험

4.1 태스크 정의

본 연구에서 수행한 태스크는 문서 그라운딩된 대화 시스

템으로 대화 기록에 근거해 연관된 문서를 선행 검색하고, 사

용자 마지막 질의에 대해 검색된 문서가 그라운딩된 응답을

생성하는 것을 목적으로 한다. 대화에 문서가 매핑되어 있는

MultiDoc2Dial[18] 데이터셋을 사용하였고, Seen-data의 test

셋을 이용해 응답 생성 성능을 측정하였다. 응답 생성 전 선

행되는 검색 과정은 Baeline과 비교 없이 DPR 모델과 DPR

모델에서 출력된 결과에 대해 Recall, MRR-Score를 이용해

Re-Ranking 성능을 측정하였다. 응답 생성 과정은 Llama7B

모델을 기반으로 실험하였고, In-Context learning 실험을 위

해 Zero-Shot을 수행하였다. 본 연구에서 제안한 모델과 비교

를 위해 검색된 top-1 문서를 같이 입력하는 responseinit 모델

을 Baseline으로설계하였다, token-level F1 Score와 Rouge-L,

SacreBleu matrics, Meteor-Score를 사용하였고, 네 지표의 합

산 점수를 기준으로 모델별 성능을 비교하였다.

4.2 검색 시스템 실험 결과

검색 단계는 DPR과 Re-Ranking을 이용하였고, 표 2와 같

은 성능을 보였다. Re-Ranking은 DPR 결과의 top-30의 문서

를 기준으로 수행하였기 떄문에 top-30 까지의 결과를 기재하

였다.

4.3 응답 생성 실험 결과

응답 생성 실험 결과는 표 3와 같다. Data type의 Gold Set

은 gold data를 포함한 실험의 결과이고, Retrieved Set은 검색

된 결과에 기반한 실험의 결과이다. Zero-Shot 기반으로 실험

을 하였을 때, 응답 생성 성능이 저하된 것을 확인할 수 있다.

Baseline의 경우, 검색된 top-5 문서를 참고하였고, Proposed

모델은 검색된 top-5 문서 중 피드백 선별 문서 선별을 통해

instance마다다른개수의문서가참고되었다. Gold Set실험의

경우,약 0.4점의 Total Score의차이로 Baseline의성능이우수

하지만 Retrieved Set 실험은 약 0.9점의 Total Score의 차이로

제안 모델의 성능이 우수한 것을 확인할 수 있었다. Retrieved

Set의 성능에서 향상된 것을 통해 초기 응답과 검색된 문서를

이용해 피드백 문서를 선별한다면 검색된 문서가 정답이 아니

더라도 LLM이 주어진 문서들에 기반해 적절한 응답을 생성할

수 있다는 것을 확인하였다.

5. 결론 및 향후 연구

Llama2언어모델에기반해문서그라운딩된대화시스템태

스크를수행하였다.본연구에서제안한피드백선별기법적용
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이 성능 향상에 영향을 줄 수 있는지 확인하고자 fine-tuning을

수행하지 않고, Zero-Shot 기반 In-Context learning을 수행하

였다. 그 결과, 기존 연구들의 fine-tuning 결과와 비교해 응답

생성 성능이 저조한 것을 확인할 수 있지만 같은 Zero-Shot

기반 In-Context learning 환경에서는 검색된 top-1 문서를 입

력한 Baseline과 비교해 제안 모델이 검색된 문서 환경에서 성

능이향상된것을확인할수있었다.실제환경과동일한검색된

문서에기반해응답을생성하였을때,초기응답과검색된문서

를 이용해 피드백 문서를 선별해 사용한다면 응답 생성 성능이

향상될 수 있음을 확인하였다.

태스크에 대해 fine-tuning한 기존 연구들과 비교해

Zero-Shot 기반 In-Context learning 환경의 응답 생성 성능

이 저조한 것을 확인하였다. 향후, prompt 개선을 통해 성능

향상을 도모하고, 초기 응답 생성을 수정해 더 적합한 응답을

생성할 수 있는 방법을 연구하고자 한다.
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