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요 약

신경망 기반의 검색 모델이 활발히 연구됨에 따라 효과적인 대조학습을 위한 다양한 네거티브 샘플링 방법이 제안되고

있다. 대표적으로, ANN전략은 하드 네거티브 샘플링 방법으로 질문에 대해 검색된 후보 문서들 중에서 정답 문서를

제외한 상위 후보 문서를 네거티브로 사용하여 검색 모델의 성능을 효과적으로 개선시킨다. 하지만 질문에 부착된 정답

문서를 통해 후보 문서를 네거티브로 구분하기 때문에 실제로 정답을 유추할 수 있는 후보 문서임에도 불구하고 네거티

브로 분류되어 대조학습을 진행할 수 있다는 문제점이 있다. 이러한 가짜 네거티브 문제(False Negative Problem)는

학습과정에서 검색 모델을 혼란스럽게 하며 성능을 감소시킨다. 본 논문에서는 False Negative Problem를 분석하고

이를 완화시키기 위해 가짜 네거티브 분류기(False Negative Classifier)를 소개한다. 실험은 오픈 도메인 질의 응답

데이터셋인 Natural Question에서 진행되었으며 실제 False Negative를 확인하고 이를 판별하여 기존 성능보다 더

높은 성능을 얻을 수 있음을 보여준다.

주제어: Dense Retrieval, Hard Negative, False Negative

1. 서론

정보 검색은 여러가지 자연어 처리 분야에 자주 활용되는

작업으로 대화 시스템[1], 질의 응답[2] 및 챗봇[3]등 다양한 곳

에서 사용되고 있다. 최근 딥러닝(Deep Learning)이 발전함에

따라 정보 검색은 신경망 기반 검색 모델(Dense Retrieval)[4]

에 대한 연구로 발전되었으며, 검색 성능을 향상시키기 위한

여러가지 연구가 활발히 진행되었다. 네거티브 샘플링은 검색

성능을 효과적으로 개선시키는 방법 중 하나로, 질문과 질문에

대한 정답 문서 및 정답이 아닌 부정문서들을 네거티브로 사용

하여 하나의 인스턴스로 구축하고 학습에 사용된다. 대표적인

방법으로 In-Batch sampling[4]은, 배치 내의 다른 질문의 정

답 문서를 현재 질문의 네거티브로 재사용하는 방식이다. 또

다른 방법으로는 BM25[5] 혹은 Dense Retrieval과 같은 검색

기를 통해 질문에 대한 상위 k개의 후보 문서를 추출하고, 그

중 정답 문서로 부착된 문서를 제외한 나머지 후보 문서들을

네거티브로 사용한다. 이를 통해 정답 문서는 아니지만 정답과

유사한 정보를 가지고 있는 네거티브를 사전에 미리 구축하고

학습에 사용하는 하드 네거티브 샘플링 방법[6, 7, 8, 9, 10]이

있다.

이러한 하드 네거티브 샘플링은 질문에 대한 정답 문서와

헷갈릴만한 네거티브를 대조학습을 통해 효과적으로 구분할

수 있도록 Dense Retrieval을 학습하기 때문에 성능 개선에 큰

영향을 끼친다. 하지만 위와 같이 검색기를 통해 질문에 대한

후보문서들을추출하고하드네거티브(Hard Negative)를구축

그림 1. 질문에 대한 정답 문서를 부착하는 검수 과정

하는과정에서,질문에대한정답문서가제대로부착되어있지

않으면 실제 정답을 유추할 수 있는 문서임에도 불구하고 네거

티브로간주되어학습에사용될수있다.이는 Dense Retrieval

이 대조학습(Contrastive Learning)을 통해 학습(Training)하

는 과정에서 혼란을 야기시키며 따라서 성능을 완전히 이끌어

내지 못하는 문제가 생긴다. 기존 연구에서는[11] 이러한 문

제를 False Negative Problem으로 정의한다. False Negative

Problem은정보검색을위한데이터셋을구축하는과정에서부

터시작된다.그림 1을보면,질문에대한정답문서를부착하기

위해임의의구성된문서풀(e.g. Wikipedia)에서상위 k개의후

보 문서를 추출하고 검수자(Annotator)를 통해 질문과 관련된

문서들을 정답 문서로 라벨(Label)을 부착한다. 데이터셋 구축

과정에서 정답 문서가 더 존재함에도 상위 k개의 후보 문서에

추출되지 않았다면, 추후에 연구자들이 하드 네거티브 샘플링

전략을활용하여 Dense Retrieval을학습하는과정에서정답을
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유추할 수 있는 후보 문서를 네거티브로 간주하여 학습에 사용

될수있다.특히무수히많은문서풀(pool)을가지고있는오픈

도메인질의응답데이터셋[12]에서 False Negative Problem이

더욱 두드러진다[13]. 이를 해결하기 위해 RocketQA[8]에서는

ERNIE-large[14]을 사용하여 질문에 대한 후보 문서들이 실제

질문과 관련있는 문서인지 아닌지를 분류한다.

본 논문에서는 오픈 도메인 질의 응답 데이터셋인 Natural

Question(NQ)[12]에서 하드 네거티브 샘플링의 대표적인 방

법 Approximate Nearest Neighbor(ANN)[6]을 기반으로 한

Dense Retrieval에대한성능을보고하고 RocketQA[8]에서사

용된 판별기를 통해 False Negative Problem를 분석한다.

2. 관련 연구

기존정보검색을위한검색기는단어매칭을활용한통계기

반으로 BM25[5], TF-IDF등이 있다. 이는 질문과 정답 문서의

사이의 단어가 일치하는 경우에는 강력한 성능을 나타내지만,

단어가 불일치하는 경우에는 정답 문서가 존재함에도 찾지 못

하는 단어 불일치 문제(Vocabulary Mismatching Problem)[4]

가 발생한다. 최근 활발히 연구되고 있는 신경망 기반 검색 모

델은 BERT,ERNIE[15, 14]와 같은 사전 학습 언어모델을 En-

coder로 활용하여 Query encoder와 Passage encoder로 구성

된 Dual-encoder를 기본 모델로 사용한다. 이는 질문과 문서에

대한 정보를 Encoder를 통해 각각 벡터로 표현하고 그 둘 사

이의 내적을 통해 유사도를 구하여 문서를 검색하기 때문에

단어가 불일치하는 경우에도 의미적으로 관련된 정답 문서를

찾아낼 수 있도록 한다. 이는 단어 불일치 문제를 완화시킨다.

이러한 신경망 기반의 검색모델[4, 6]을 학습시키기 위해서는

네거티브 샘플링을 통해 질문과 질문에 대한 정답 문서, 그리

고 네거티브들을 인스턴스로 구축해야 한다. 대표적인 네거티

브 샘플링 방법은 In-Batch Sampling[4]으로, 배치 내에 다른

질문의 정답 문서를 현재 질문의 네거티브로 재활용하는 방법

이다.이방법은추가적인사전준비없이질문과그에대한정답

문서 쌍만 주어진다면 효율적으로 인스턴스를 구축할 수 있다.

또 다른 네거티브 샘플링 방법은 ANN(Approximate Nearest

Neighbor)[6]으로, Dense Retrieval를 통해 질문에 대한 후보

문서들을 추출한 뒤 정답 문서를 제외한 나머지 문서들을 네거

티브로사용한다.마찬가지로 BM25를 통해서도네거티브들을

얻을수있다[4].이러한네거티브들은질문에대한정답문서와

비슷하지만 답을 유추할 수 없는 문서들이기 때문에 하드 네거

티브(Hard Negative)라고 언급되며, 이러한 하드 네거티브는

대조학습 과정을 더욱 효과적으로 만든다.

그러나 기존 하드 네거티브 메커니즘은 검색기를 통해 얻은

후보 문서가 정답을 유추할 수 있는 후보 문서임에도 질문에

대한 정답 문서로 부착되어 있지 않아 네거티브로 간주되는

False Negative Problem이 발생할 수 있다. 이는 Dense Re-

trieval의성능을완전히이끌어내지못하게만든다[13].이러한

False Negative Problem을 해결하기 위해서 기존 연구[8]에서

는 사전 학습 언어모델을 False Negative 분류기(Classifier)로

활용하고, 이를 통해 Hard Negative로 사용될 후보 문서들 중

에서 실제로는 정답 문서로 쓰일 수 있는 문서인지 판별한다.

다른연구[11]에서는질문에대한각후보문서가얼마나선택될

경향이 있는지 선택 가능성을 판단하는 선택 모델과 주어진 질

문에 대한 각 문서들의 실제 관련성을 판단하는 관련성 모델을

학습하여 False Negative Problem을 완화하는 방법을 제시했

다.또다른연구[16]에서는쉽지도,어렵지도않는애매한부정

문서(Ambiguous Negative)를 추출하는 방법을 제안하고 이를

Hard Negative로 사용하여 False Negative Problem으로 인한

Dense Retrieval의 성능 저하를 완화시키는 방법을 제안했다.

본 논문에서는 사전 학습 언어모델을 False Negative Classi-

fier로 활용하여 ANN를 통해 학습되는 Dense Retrieval에 접

목하는 방법을 제시한다. 실험 결과, False Negative Classifier

가 검색 성능을 개선시키는데 도움을 주는 것을 확인했다.

3. 제안 방법

3.1 ANN 기반 Dense Retrieval

ANN은 대표적인 하드 네거티브 메커니즘으로 Dense Re-

trieval을학습하는과정에서네거티브문서를주기적으로갱신

(Refresh)하는 전략이다. 이는 대조 학습에 도움이 되는 Hard

Negative를효과적으로수집할수있게만든다[6].그림 2의왼

쪽 모델은 Dual Encoder를 기반으로 하는 Dense Retrieval로,

질문(Query)과 그에 대한 Hard Negative를 학습 과정으로부

터 일정한 Training Step마다 주기적으로 상위 K(Top-k)개의

후보 문서들을 통해 얻는 방법을 보인다. 정답 문서를 제외한

Top-k개의 후보 문서들은 Hard Negative와 False Negative가

섞여 다음 I번째 Training Step에 사용된다.

3.2 False Negative Classifier

False Negative Classifier은 단일 사전학습(Pre-Trained) 언

어모델을 Cross Encoder로 사용하며, 학습할 데이터를 통해

미세조정(Fine-tuning)된다. Fine-tuning된 Cross Encoder는

질문과 Top-k개의 후보 문서들 간의 관계가 False Negative인

지 아닌지를 구분하는 판별기로 사용된다. 그림 2의 오른쪽

모델은 False Negative Classifier로,이전단계에서얻은 Top-k

개의 후보 문서들이 주어지면 질문과 후보 문서들을 입력으로

받아 False Negative인지 아닌지를 판단한다. False Negative

로 판단된 문서들은 Top-k개의 후보 문서들로부터 제외되며

나머지 N개의 후보 문서들이 Hard Negative로 학습에 사용된

다. Cross Encoder의입력구조는 {[CLS], Query, [SEP], Title,
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그림 2. ANN 기반 Dense Retrieval 및 False Negative Classifier 파이프라인 구조도

Candidate Passage, [SEP]}로, 질문과 후보문서의 유사도가

0.9보다 높으면 False Negative로 간주한다[8].

4. 실험 및 결과

4.1 실험 환경 및 데이터

본논문에서제안한 ANN에기반한 Dense Retrieval과 False

Negative Classifier의 파이프라인을 평가하고 False Negative

Problem에 대한 분석을 시도하기 위해 오픈 도메인 질의 응

답에서 대표적으로 쓰이는 Natural Question(NQ)[12] 데이터

셋을 사용하였다. NQ 데이터셋은 구글 검색에서 쓰이는 실제

질의 응답에 기반해 구축되었으며, 그에 대한 문서 풀은 위키

피디아(Wikipedia)를통해구성된 100단어크기의 21,014,324

개의 문서를 다루고 있다. 구체적인 통계는 다음과 같다.

표 1. Natural Question 데이터 통계

Dataset Train Dev Test Passage

Natural Question 58,880 6,515 3,610 21,015,324

Dense Retrieval을 Fine-Tuning하기 위해 Dense Passage

Retrieval(DPR)[4]을 베이스 라인으로 사용한다. 학습을 위해

8 Batch Size, 40 Epoch, 1 Gradient Accumulate, 2e-5 Learn-

ing Rate, Adam, 0.1의Warm-up과 Drop out을포함한 Linear

Scheduling을 학습에 사용하였다. In-Batch Sampling과 Hard

Negative 1개를 추가하여 학습을 진행하였으며, 이때 Hard

Negative는 BM25와 Dense Retrieval(DR)로얻은후보문서들

을 사용했다. 특히 DR로 얻은 Hard Negative는 실험과정에서

최대 2번까지 Refresh를 진행하며, 이때 후보 문서들은(Top-

k)는 상위 후보 문서 100개이다. False Negative Classifier는

RocketQA[8]1에서 사용된 False Negative Classifier를 사용하

였으며, 재구현을 위해 ERNIE-large[14]로부터 Fine-tuning된

Cross-Encoder의 가중치로 초기화했다. 이는 256 Batch Size,

2 Epoch, 1e-5 Learning Rate, 0.1의 Warm-up과 Drop out을

포함한 Linear Scheduling을 통해 학습되었다.

4.2 실험 결과

4.2.1 네거티브 샘플링에 따른 성능 결과

표 2. 네거티브 종류에 따른 Dense Retrieval 성능

Negative type Refresh
Natural Question

Top-20 Top-100

In-Batch - 67.3 80.3

BM25 - 71.9 82.3

DR 0 74.0 82.6

표 2는 네거티브 종류에 따른 Dense Retrieval에 대한 성능

을 보여준다. 성능 평가를 위해 NQ의 시험 데이터(Test data)

을 사용하였고, 상위 k 개의 검색된 후보 문서들 중 정답 문

서의 포함여부(Top-k)를 지표로 사용하였다. 실험 결과, In-

Batch Negative를 학습에 사용한 검색 모델이 가장 낮은 성능

을보이고있다.또한 BM25와 DR네거티브(Negative)를 Hard

Negative로 추가하여 학습한 결과, 이전 In-Batch Negative를

학습에사용한검색성능보다더높은성능을보여주고있다.특

히 DR Negative를 사용한 결과가 기존보다 Top-20에서 대략

10%, Top-100에서 3%가 향상되어 가장 높은 성능을 보여주

고 있다. 이는 하드 네거티브가 Dense Retrieval의 학습과정에

도움이 되는 것을 보여준다.

1https://github.com/PaddlePaddle/RocketQA
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그림 3. 분류된 False Negative 예시

4.2.2 False Negative 필터링에 따른 성능 결과

표 3. DR Negative의 Refresh 및 False Negative 분류에 따른

성능

Refresh Negative Type Filtered False Negative
Natural Question

Top-20 Top-100

0 DR
x 73.99 82.58

0 75.73 84.13

1 DR
x 78.37 84.99

0 78.92 85.82

2 DR
x 78.70 85.57

0 79.89 86.15

표 3은 ANN 전략을 통해 DR Negative를 주기적으로 Re-

fresh하여검색모델을학습한성능과 False Negative Classifier

를 통해 False Negative 분류 작업 여부에 대한 성능을 보여준

다. 실험 결과, 검색 모델 학습 과정에서 DR Negative를 여러

번 Refresh할수록 성능이 오르는 모습을 볼 수 있다. 추가적

으로 False Negative Classifier를 통해 DR negative를 Refresh

하는과정에서얻은후보문서들(Top-k)이 False Negative인지

분류하고 이를 하드 네거티브들(Top-n)로 학습한 결과, 분류

되지 않는 채로 학습된 검색 모델의 성능보다 더 높은 성능을

확인할 수 있었다. 이는 False Negative Classifier를 통해 False

Negative로 예측한 후보 문서들(k-n)이 검색 모델 학습 과정에

부정적인 영향을 미침을 보여준다.

4.3 필터링된 False Negative 분석

4.3.1 False Negative

우리는 False Negative Problem을분석하기위해 False Neg-

ative Classifier로부터 분류된 후보 문서를 정성적으로 확인하

였다. 그림 3은 실제 False Negative로 분류된 후보 문서들을

보여주며 노란색과 볼드체는 질문에 대한 정답을 유추할 수

있는 정보이다. 정답 문서(Positive passage)와의 비교를 통해,

False Negative 또한 질문에 대한 정답을 유추할 수 있는 후보

문서임에도 정답 문서로 부착되지 않는 모습을 보여준다. 이러

한 False Negative는 Dense Retrieval학습과정에혼란을줄수

있으며, 이로 인해 성능이 저하될 수 있음을 보여준다.

4.3.2 False Negative Problem 비율

그림 4. NQ 데이터에서의 False Negative 비율

NQ데이터셋에서 False Negative Problem 발생 비율을 확

인하기 위해, 58,888개의 학습 데이터(Train data)에서 False

Negative의 존재 여부를 조사하였다(그림 4). 구체적으로,

ANN 전략을 통해 각 질문에 대해 정답 문서를 제외한 후보

문서 100개를 추출하고 False Negative Classifier를 사용하여

그중 한 개 이상 False Negative로 분류된 후보 문서가 있다

면 False Negative Problem이있는데이터로판별하였다.조사

결과, 총 58,888개중 11,762개를 제외한 47,118개의 학습 데이

터에서 False Negative의 분류를 확인하였다. 이는 전체 학습

데이터의 80.02%의 수치이며 False Negative Problem이 빈번

하게 발생하고 있음을 보여준다.
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4.3.3 질문 당 False Negative의 평균 개수

그림 5. 분류된 False Negative의 개수 분포

우리는 False Negative Problem을 가진 47,118개의 학습 데

이터들 중에서 평균적으로 몇 개의 False Negative를 가지고

있는지 분석을 시도하였다(그림 5). 편의상 이러한 데이터를

오염된질문(Polluted Query)으로정의한다.분석결과, 47,118

개의 오염된 질문 당 상위 후보 문서100개(Top-100) 중에서 평

균적으로 3.6개의 후보 문서가 False Negative로 분류되었으며

최대 58개까지 있음을 보여준다. 이는 Dense Retrieval을 통해

학습에도움이되는후보문서를추출하는 ANN전략이완전하

지 않음을 보이며, False Negative Classifier를 통해 검색 성능

을 저하시키는 False Negative를 필터링하여 더욱 높은 성능을

이끌어 낼 수 있음을 보인다.

4.3.4 False Negative의 랭킹 순위

그림 6. 분류된 False Negative의 랭킹 순위 분포

마지막으로 우리는 분류된 False Negative들이 상위 후보 문

서순위(Top-100)에서어느랭킹순위에분포되어있는지분석

을 시도하였다(그림 6). 47,118개의 오염된 질문으로부터 분

석을 시도한 결과, False Negative가 Top-10 이내에는 44.8%,

Top-20과 Top-40까지 후보를 늘리면 각각 59.9%와 76.4%로

대부분의 False Negative가 포함됨을 확인할 수 있었다. 특히

Top-1에서가장많이위치해있음을보이는데,이는 False Neg-

ative로분류된후보문서가실제로상위랭킹순위에분포되어

있음을 보여준다. 따라서 False Negative는 검색기를 통해 상

위후보문서를추출하고학습에도움이되는후보문서를얻는

하드 네거티브 메커니즘의 효과를 방해할 수 있음을 보여준다.

5. 결론

본 논문은 하드 네거티브 메커니즘인 ANN전략과 그로 인해

발생되는 False Negative Problem을분석하고, Cross Encoder

에 기반한 False Negative Classifier을 Dense Retrieval과 결합

한 파이프라인을 제안하였다. 실험 결과, False Negative Clas-

sifier을통해필터링된 Hard Negative를학습에사용하는것이

더 높은 성능을 얻을 수 있음을 보였다. 또한 분석 결과, False

Negative로 분류된 후보 문서들이 실제로 정답을 유추할 수

있는 문서임을 보이며, 이로 인해 Dense Retrieval의 성능을

저하시킬 수 있음을 보였다.
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