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요 약

최근에 등장한 대규모 언어 모델은 다양한 언어 처리 작업에서 놀라운 성능을 발휘하고 있다. 그러나 이러한 모델의

크기와 복잡성 때문에 모델 경량화의 필요성이 대두되고 있다. Pruning은 이러한 경량화 전략 중 하나로, 모델의 가중

치나 연결의 일부를 제거하여 크기를 줄이면서도 동시에 성능을 최적화하는 방법을 제시한다. 본 논문에서는 한국어

언어 모델인 Polyglot-Ko에 Wanda[1] 기법을 적용하여 Pruning 작업을 수행하였다. 그리고 이를 통해 가중치가 제

거된 모델의 Perplexity, Zero-shot 성능, 그리고 Fine-tuning 후의 성능을 분석하였다. 실험 결과, Wanda-50%, 4:8

Sparsity 패턴, 2:4 Sparsity 패턴의 순서로 높은 성능을 나타냈으며, 특히 일부 조건에서는 기존의 Dense 모델보다 더

뛰어난 성능을 보였다. 이러한 결과는 오늘날 대규모 언어 모델 중심의 연구에서 Pruning 기법의 효과와 그 중요성을

재확인하는 계기가 되었다.

주제어: 언어 모델 경량화, Pruning

1. 서론

최근몇년동안인공지능과자연어처리분야는놀라운발전

을 이룩하였다. 이 발전의 핵심에는 트랜스포머[2]를 기반으로

한 GPT, BLOOM, OPT와같은대규모언어모델이자리잡고

있다. 이들 모델은 수십억에서 수조 개의 파라미터를 포함하

며, 다양한 언어와 도메인에서 뛰어난 성능을 발휘한다. 이런

대규모 모델의 우수한 성능은 그 활용 가능성을 다양한 분야로

확장시켰다.[3]

그렇지만, 대규모 모델들의 등장은 동시에 여러 문제점도 함

께 가져왔다.[4] 첫째, 모델의 크기 증가에 따라 학습과 추론에

필요한 컴퓨팅 자원이 기하급수적으로 증가하게 되었다. 이로

인해모델학습에소요되는시간과비용이크게증가하였다.둘

째, 대규모 모델은 저장과 전송 모두에 큰 부담을 주게 되었다.

특히, 자원이 제한된 환경, 예를 들면 모바일 환경에서는 이런

대규모 모델의 활용이 매우 제한적이다. 다양한 태스크에서 우

수한 성능을 보이는 GPT-175B 모델은 FP16으로 총 320GB

이상의저장공간을필요로하며,추론을위해최소 5개의 80GB

의 메모리를 갖춘 A100 GPU가 필요하다.

이러한 대규모 언어 모델의 대중화를 목표로 높은 계산 비용

을완화하기위한다양한연구들이이루어지고있다.그중주목

할만한성과를보이는연구들은모델의파라미터를더낮은 Bit

수준으로 낮추는 Quantization에 집중되어 있다. 대규모 언어

모델 Quantization의 연구는 실제로도 상당한 리소스 절감으

로 이어졌으며, 오늘날 QLoRA[5]와 같은 방법을 통해 모델을

4-8bit로 낮추어 고사양의 GPU를 보유하지 않은 환경에서도

수십억 파라미터 모델을 학습하고 추론할 수 있게 되었다.

Quantization 이외에도 모델을 압축하기 위한 노력으로는

Pruning 기법이 주목받고 있다. Pruning은 신경망 내에 중요

도가 낮은 뉴런이나 연결을 제거하여 모델의 크기를 줄이는 방

식이다. 이는 Lottery Ticket Hypothesis(LTH)[6]에서 제안된,

가중치가 잘 설정된 작은 서브넷을 사용하면 원래의 큰 신경망

과유사한성능을낼수있다는아이디어와유사하다.이기법은

모델의 크기를 줄이면서도 기존의 성능을 유지하거나, 때로는

Over-parameterized된모델을경량화해성능을더욱향상시키

는 것을 목표로 한다. 이외에도, Pruned 모델의 일반화 능력을

향상시키기 위한 연구가 진행되고 있으며, 그 중요성이 점점

강조되고 있다.

본논문에서는한국어언어모델에 Pruning기법을적용하여

그 효과에 대해 깊게 탐구하고자 한다. 본 논문의 주요 기여는

다음과 같다.

• 한국어모델인 Polyglot-Ko를 Pruning후한국어위키 Per-

plexity 측정

• Pruned Polyglot-Ko의 한국어 자연어 이해 task에 대한

Zero-shot 평가

• Pruned Polyglot-Ko를 Fine-tuning 후 성능 비교

• Pruned Polyglot-Ko를 KoAlpaca v1.1으로 학습 후 성능

비교
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2. 관련 연구

2.1 모델 경량화

모델 압축은 딥러닝 모델의 매개변수 크기를 줄이고 지연

시간을 줄이는 것으로, 계산 비용을 줄이고 메모리 사용량을

최적화하는 데 중요한 역할을 하며 그 필요성이 크게 증가하

고 있다. 이는 자원이 제한된 환경에서 유용하며, 더 빠른 추론

시간과적은에너지소비로이어진다.모델을압축하기위한선

행 연구들은 Quantization, Knowledge Distillation, Pruning

과 같은 기타 기법 등 여러 카테고리로 나눌 수 있다.

Quantization[5][7][8]은 파라미터 값을 제한된 수의 가능한

값으로 매핑하여 모델 크기를 줄이는 것으로 기존 모델의 부동

소수점 수를 줄이는 데 그 목적이 있다. 예를 들어, 32비트 부

동 소수점을 8비트 정수로 변환하는 것이다. 이를 통해 압축된

모델은 기존의 모델보다 메모리 사용량이 훨씬 적으며, 부동

소수점 연산보다 더욱 빠른 연산을 수행하여 계산 속도가 향상

된다는 이점이 있다. 다만 기존의 파라미터 값을 다른 범위로

매핑하면서 정보가 손실되므로 성능 저하가 발생할 수 있다.

Knowledge Distillation[9][10]은 파라미터 수가 큰 Teacher

모델에서작은 Student모델로정보를전달하는방법인데, Stu-

dent 모델이 성능 저하 없이 Teacher 모델의 성능을 달성할 수

있도록 한다. Teacher 모델의 출력(일반적으로 특정 레이블에

대한 softmax 함수에 의해 생성된 확률)을 분포 형태로 변형하

여학습시에 Teacher모델의손실과 Student모델의손실을동

시에반영하는형태이다.작은 Student모델도복잡한 Teacher

모델의 출력을 잘 근사시킬 수 있으므로 기존의 큰 모델의 성

능을 보일 수 있다는 장점이 있으나, 두 모델 간의 지식 증류

과정에 추가적인 학습 시간 및 리소스를 필요로 한다.

Pruning[1][4][11]은 신경망에서 중요하지 않다고 판단되는

가중치를제거하여신경망의복잡성과크기를줄인다. Pruning

에는 다양한 전략이 있지만, 대표적으로는 가중치의 크기가 작

은연결을제거하는Magnitude-based Pruning[12][13]이있다.

이론적으로 Pruning을 통해 불필요한 가중치를 제거하여 모델

의 크기를 줄일 수 있으며, 가중치의 제거로 인해 초당 부동소

수점 연산 횟수가 줄어 추론 시간이 단축된다. 다만 너무 많은

가중치를 제거하면 모델의 성능에 영향을 미칠 수 있어 적절

한 비율을 찾는 것이 중요하며, 모델 별 그 비율이 상이하다는

단점이 있다.

각 모델 압축 기법은 고유한 장점과 단점을 가지고 있으며,

특정 상황과 태스크의 요구 사항에 따라 적합한 기법을 선택해

야 한다.

2.2 Pruning

Pruning에는 다양한 전략들이 있으며, 주요 기법으로는

Unstructured Pruning[12], Structured Pruning[14]이 있다.

Unstructured Pruning은 개별적인 가중치를 독립적으로 제

거하는 방식으로, 대표적으로는 가중치의 절대값을 기준으

로 작은 값을 갖는 가중치를 제거하는 Magnitude-based

Pruning[12][13]이 있다. Structured Pruning은 개별 가중치가

아닌 모델 내의 채널이나 필터 등의 구조를 제거하는 것으로

정형화된 네트워크 구조를 유지할 수 있다. 두 기법은 해석

하는 시각에 따라 다르지만 일반적으로 반대되는 장, 단점을

갖는다. Unstructured Pruning의 경우 파라미터 수준에서의

최적화를 수행하기에 높은 압축률을 적용하여도 좋은 성능을

보여준다. 그러나 sparse 행렬 연산을 위한 불규칙적인 메모리

접근을 가능하게 하는 전용 하드웨어나 라이브러리 없이는 실

질적인 추론 속도 개선을 이뤄내지 못한다. 반대로 Structured

Pruning의 경우 제거한 구조에 대해서는 행렬 연산을 하지 않

아도 되므로 전용 하드웨어나 라이브러리 없이도 Pytorch와

같은 딥러닝 프레임워크와 잘 호환되어 실질적인 추론 속도를

개선할 수 있다는 장점이 있으나, 세밀한 최적화의 어려움으로

높은 압축률을 달성하기 어렵다.

2.3 2:4 Sparsity

2:4 Sparsity[15]는 행렬 내의 4개의 연속된 값에 대해 최소 2

개는 0으로만들어 50%의희소성을부여하는기법으로모델의

정확도 유지와 하드웨어 가속 달성 간의 균형을 해결하기 위한

일종의 Pruning 기법이다. 오늘날 잘 다듬어진 Unstructured

Pruning의 경우 정확도는 높으나, 열악한 메모리 접근으로 현

대 벡터와 행렬 연산의 장점을 제대로 활용하지 못한다. 2:4

Sparsity 패턴의 구조화된 특성은 Sparse 행렬 연산에 최적화

된 아키텍처에서 효율적인 메모리 엑세스가 가능하도록 한다.

다른 Sparsity 패턴에 비해 압축된 형식으로 저장하는데 있어

메모리 오버헤드가 적으며 행렬 곱셈 연산에 대한 연산 처리량

을 두 배로 늘릴 수 있다. NIVIDA Ampere GPU 아키텍처는

Sparse Tensor Core를이용해 2:4 Sparsity패턴을갖는행렬에

대한 연산을 가속화한다.

3. 한국어 언어 모델 Pruning

3.1 Pruning 기법: Wanda

본논문에서는Wanda[1]를 Pruning기법으로채택하였는데,

그 이유는 다음과 같다. 일반적인 Pruning 방식들은 Pruning

후의성능을복원하기위해대규모재학습과정을필요로한다.

이는대규모모델에서는상당한비용을수반하기에현실적으로

GPT와같은규모의모델에적용하기에어려운점이있다.이후

SparseGPT[11]처럼 재학습 없이 대규모 언어 모델을 Pruning

할 수 있는 방법도 소개되었지만, SparseGPT[11]도 Pruning

때문에 발생하는 성능 저하를 보완하기 위해 남은 가중치를

갱신하는데 많은 계산 비용이 필요하다.
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그림 1. Wanda 기법의 일반 Pruning(50%)과 2:4 Sparsity 패턴 Pruning 그림. 가중치 행렬W와 입력 특징 활성화 X가 주어질

때,가중치의크기와입력활성화의 l2 norm값을요소별곱하여가중치중요도를계산.가중치중요도를바탕으로가중치제거시,

전역적인 비교가 아닌 출력별(가중치 내의 각 행)로 비교한다.

Wanda[1]는 대규모 재학습 및 복잡한 가중치 갱신없이 기본

적인 Magnitude-based Pruning을 입력 활성화 값을 고려하는

방향으로확장하여,가중치행렬의중요도를구한후일정비율

만큼 제거한다. Wanda[1]는 단일 포워드 패스 내에서의 최적

화를 통해 Magnitude-based Pruning과 같은 단순성을 유지

하면서 역전파나 헤시안 행렬을 통한 그래디언트 계산 그리고

제거된 가중치들을 보상하기 위한 가중치 업데이트 없이 사용

할 수 있는 기법이다. 그럼에도 Wanda[1]는 Magnitude-based

Pruning의 성능을 크게 능가하며 기존의 우수한 Pruning 기법

인 SparseGPT[11]와 동등하거나 대부분의 경우 더 나은 성능

을 발휘한다.

Sij = |Wij | · ||Xj ||2 (1)

Wanda[1]는 모델의 가중치 행렬W와 입력 X에 대해서W

내의각가중치의중요도 S를 (1)과같은수식을통해정의한다.

3.2 모델 및 Pruning 최적화

본 논문에서는 Pruning 기법을 적용하기 위한 대상으로 한

국어 언어 모델인 Polyglot-Ko를 선택하였다. 이 Polyglot-Ko

모델은 EleutherAI의 Polyglot프로젝트1의일부로, TuNiB2에

서수집된 1.2TB의한국어데이터를기반으로 Polyglot을특화

하여 한국어로 모델링한 결과물이다. 이 모델은 다양한 다국어

1https://github.com/EleutherAI/polyglot
2https://tunib.ai/

모델들과의 비교에서 뛰어난 처리 능력을 보여주며, 현대의 한

국어 자연어 처리 연구에서 복잡하고 다양한 형태소 구조를

가진 한국어 문장의 이해와 생성에 큰 기여를 하고 있다.

Wanda[1] 기법에서는 가중치 제거를 위해 가중치의 중요도

를 계산할 때 입력 활성화 값을 포함하기에, 이를 위해서는 입

력으로 사용되는 보정 데이터가 필요하다. 보정 데이터는 특

정 도메인이나 태스크에 국한되지 않는, 일반적인 목적을 지

닌 데이터를 활용한다. 예를 들어, 영어 언어 모델에서는 대채

로 C4 데이터셋이 이러한 목적으로 활용된다. 본 논문에서는

Polyglot-Ko 모델의 Pruning을 위해 C4 데이터셋의 다국어

버전인 mC4 데이터셋3 중 한국어 부분을 보정 데이터로 선택

하여, Huggingface 플랫폼에서 해당 데이터를 가져와 활용하

였다.

Wanda[1]는 연속된 가중치들을 대상으로 가중치 메트릭을

사용하여 2:4 Sparsity패턴으로변환할수있게설계되었다.본

논문에서는향후 NVIDIA의 Ampere GPU아키텍처에기반한

추론 속도 향항을 목표로, 기본적인Wanda[1] Pruning 방식뿐

만아니라, 2:4 Sparsity패턴과이를연속된 8개의가중치값들

중에서 4개를 제거하는 방식으로 확장한 4:8 Sparsity 패턴을

모두 적용하였다. 모든 방식에서 동일한 비율로 가중치를 제거

하기 위해, Wanda Pruning에는 50% 비율을 적용하였다.

3https://huggingface.co/datasets/mc4
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표 1. Polyglot-Ko 모델들의 zero-shot task F1 결과

Params Method Sparsity COPA HellaSwag BoolQ SentiNeg Mean

5.8B

Dense 0% 77.45 48.53 43.56 33.94 50.87

Wanda

50% 74.46 44.2 35.59 38.38 48.15

4:8 71.15 40 35.03 51.54 49.43

2:4 66.54 35.27 33.56 67.7 50.76

12.8B

Dense 0% 79.37 48.28 48.18 91.17 66.75

Wanda

50% 76.27 60.2 49.23 77.49 65.79

4:8 74.67 45.72 39.42 73.4 58.30

2:4 71.95 41.93 34.65 72.22 55.18

표 2. Polyglot-Ko 모델들의 한국어 위키 Perplexity

Polyglot-Ko

Method Sparsity 5.8B 12.8B

Dense 0% 11.39 11.18

Wanda

50% 15.39 13.00

4:8 23.12 15.10

2:4 50.52 20.24

4. 실험 및 결과

4.1 Pruned 모델의 Perplexity

Polyglot-Ko 모델에 Pruning을 적용한 후, 5.8B 모델과

12.8B 모델을 한국어 위키의 Perplexity(PPL)를 기준으로 성

능 평가를 진행하였다. 한국어 위키 데이터는 Korpora 프로젝

트4에서 가져온 텍스트를 사용하였다.

결과는 표 2에 나타나 있으며, 전체적으로 2:4와 4:8 Spar-

sity 패턴에서 PPL이 증가하였다. 그러나 Wanda-50%의 경우

Dense모델과유사한 PPL을보여주었고,성능순서는Wanda-

50%, 4:8 Sparsity 패턴, 2:4 Sparsity 패턴 순이었다. 특히 2:4

Sparsity 패턴의 5.8B 모델에서는 PPL이 급증하는 모습을 보

였지만, 12.8B 모델에서는 상승폭이 비교적 낮았다. 이를 통해

동일 모델에 비해 파라미터 수가 많을수록 Pruning 이후에도

안정적인 성능을 보이는 것을 확인할 수 있었다.

4.2 Pruned 모델의 Zero-shot

Polyglot-Ko 모델에 Pruning을 적용한 후, 5.8B 모델과

12.8B 모델에서 Zero-shot 성능을 평가하였다. 평가에는 SKT

에서 공개한 한국어 자연어 이해 벤치마크인 KoBEST[16] 중

4https://github.com/ko-nlp/Korpora

COPA, HellaSwag, BoolQ, SentiNeg를 이용하였다.

결과는 표 1에 나타나 있으며, 대부분의 태스크에서는 표 2

과유사한순서로Wanda-50%, 4:8 Sparsity패턴, 2:4 Sparsity

패턴이 좋은 성능을 보였다. 특히 5.8B 모델의 SentiNeg 결과

에서는 Pruning을 적용한 모델들이 기존의 Dense 모델보다

전반적으로 더 우수한 성능을 보였으며, 2:4 Sparsity 패턴에서

는 성능이 거의 2배 가까이 높아진 것을 확인할 수 있었다. 이

는 SentiNeg 데이터셋이 가중치가 제거된 모델에 더 적합하게

작용했거나, Pruning을 통해 불필요한 가중치들을 효과적으로

제거하여중요한특성만을활용한결과라고해석할수있다.모

델의 파라미터 수와 관련하여, 표 2과 유사하게 12.8B 모델은

동일한 모델 기준으로 파라미터 수가 더 많아 5.8B 모델보다

전반적으로 안정적인 모습을 보여준다.

4.3 Pruned 모델의 Fine-tuning

Polyglot-Ko 모델에 Pruning을 적용한 후, 그 결과로 저하

된 언어 모델의 능력을 Fine-tuning을 통해 회복할 수 있을지

알아보기 위해 KorQuAD v1.05을 기반으로 한국어 MRC 모

델로써의 능력을 평가해보고자 한다.

자원의 한계로 인해 Polyglot-Ko 5.8B 모델과 12.8B 모

델을 모두 Full Fine-tuning 하는 것은 어려웠기에 5.8B 모

델에 대해서만 LoRA를 활용하여 Parameter-Efficient Fine-

Tuning(PEFT)을 진행하였다. 이때 LoRA의 하이퍼파라미터

설정은 Alpaca-LoRA6를참고하였고,모델의 Self-attention및

MLP 모듈에 Adapter를 추가하였다. 전체 5.8B 파라미터 중

약 14M개, 즉 전체의 0.25% 파라미터만이 학습에 사용되었다.

입력 데이터의 길이 설정은 쿼리를 96, 전체 시퀀스를 512

로 하였고, 쿼리와 문서 사이에 <|SEP|>토큰을 추가하고 시퀀
스 마지막에 <|EOS|>토큰을 추가하여 시퀀스를 구성하였다.

5https://korquad.github.io/KorQuad%201.0/
6https://github.com/tloen/alpaca-lora
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표 3. Koalpaca 데이터셋으로 fine-tuning 한 Polyglot-Ko 5.8B 모델에 대한 few-shot NSMC 벤치마크 성능 비교

Model Peft Method Sparsity Prompt1 Prompt2

Polyglot-Ko � Dense 0% 57.52 72.23

KoAlpaca-Polyglot � Dense 0% 69.39 76.83

KoAlpaca-Polyglot(Ours) LoRA

Dense 0% 82.4 78

Wanda

50% 77.2 73.8

4:8 78.8 77.4

2:4 72.8 68.6

표 4. Polyglot-Ko 5.8B 모델의 KorQuad v1.0 F1 결과

Method Sparsity KorQuad

Dense 0% 67.15

Wanda

50% 66.83

4:8 66.03

2:4 65.85

MRC의전처리및후처리는 EnlipleAI의KorQuAD챌린지7의

소스코드를 Polyglot-Ko모델에맞게수정하여적용하였고,성

능 평가는 SQuAD v1.1 기반의 KorQuAD v1.0 공식 평가 스

크립트사용하여 F1 점수로 비교하였다. 이 F1 점수는 모델의

응답과 정답을 음절 단위로 비교해서 정답과 겹치는 부분을

고려한 점수이다.

평가 결과는 표 4에 나타나 있으며, 이전의 결과와 유사하게

Wanda-50%, 4:8 Sparsity패턴, 2:4 Sparsity패턴순으로의성

능이 나타났다. 이전 PPL과 Zero-shot 측정과는 달리, LoRA

파라미터 학습으로 인해 큰 성능 저하는 발생하지 않았음을

확인하였다.

4.4 Pruned 모델의 Instruction-tuning

Polyglot-Ko 모델에 Pruning을 적용한 뒤, Instruction-

tuning을 수행하였을 때, 기존 모델에 해 얼마나 성능이 변화

하는지를 비교하고자 한다.

사용된 데이터셋은 KoAlpaca8이며, 섹션 4.3에서 언급한 것

처럼 자원의 한계로 인해 5.8B 모델만을 대상으로 LoRA를 활

용하여 PEFT를 진행하였다. LoRA의 하이퍼파라미터 설정은

섹션 4.3과 동일하게 설정하였고, 5.8B 파라미터 중 약 14M개,

즉 전체의 0.25% 파라미터만이 학습에 사용되었다.

성능 평가는 NSMC 벤치마크를 사용하였고, KoAlpaca의

7https://github.com/enlipleai
8https://huggingface.co/datasets/beomi/KoAlpaca-v1.1a

github9에서 제공하는 Few-shot 설정 및 2가지 프롬프트를 기

반으로 하였다. 그 결과는 표 3에 나와 있으며, 4:8 Sparsity

패턴에서 가장 Dense 모델의 성능을 유지하는 모습을 보였고,

PEFT가 적용되지 않은 Full Fine-tuning 결과보다 좋은 성능

을 보였다.

5. 결론

본논문에서는한국어언어모델인 Polyglot-Ko를Wanda[1]

기법을적용하여 Pruning을진행하였고그성능을평가하였다.

대체로 Wanda-50%, 4:8 Sparsity 패턴, 2:4 Sparsity 패턴의

순서로 우수한 성능을 보였으나, 일부 경우에서는 4:8 Sparsity

패턴이나 2:4 Sparsity 패턴이 더 우수했고, Dense 모델을 능가

하는 모습을 보이기도 하였다.

한계점으로는 Wanda[1] 기법은 보정 데이터의 질에 의존적

인면이있는데,본논문에서는mC4데이터셋의한국어부분만

을 이용하였지만, 다양한 보정 데이터셋을 활용하여Wanda[1]

기법의 한국어 Pruning 성능을 평가하는 연구가 필요해 보인

다. 이를 통해 보정 데이터의 질과 모델 성능 간의 관계를 더

깊이 이해할 수 있을 것이다. 또한 최적의 하이퍼파라미터에

대한 깊은 탐색의 부재로, 모델의 최적 성능을 확보하기 위한

추가적인 연구가 필요함을 시사한다.

향후 연구에서는 다양한 보정 데이터셋의 활용과 함께 하

이퍼파라미터 최적화를 진행하여 더욱 세밀하고 정교한 모델

최적화방법을탐구하고, 2:4 Sparsity패턴과 4:8 Sparsity패턴

을 하드웨어적으로 최적화하여 실질적인 학습 및 추론 속도를

향상시켜 속도 대비 성능의 추이를 확인해 볼 수 있을 것이다.
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