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요 약

최근 거대 언어모델의 등장과 동시에, 많은 매개변수를 효과적으로 학습하는 방법인 효율적인 매개변수 미세조정

(Parameter Efficient Fine-Tuning) 연구가 활발히 진행되고 있다. 이 중에서 Adapter는 사전학습 언어모델(Pre-

trained Language Models)에 몇 개의 추가 병목 구조 모듈을 삽입하여 이를 학습하는 방식으로, 등장한 이후 다양한

연구 영역에서 주목받고 있다. 그러나 몇몇 연구에서는 병목 차원을 증가시켜 미세 조정보다 더 나은 성능을 얻는다는

주장이 나오면서, 원래의 의도와는 다른 방향으로 발전하고 있다는 의견도 있다. 이러한 맥락에서, 본 연구에서는 기

존의 Adapter 구조를 개선한 MAdapter를 제안한다. MAdapter는 본래 Adapter에 중간 층을 추가하되 학습 가능한

매개변수의 수는 오히려 줄이는 방법으로, 전체 매개변수 수 대비 1% 내외 만을 학습에 활용하며, Adapter 대비 절반

정도의 매개변수만을 사용하여 기존 결과와 비슷하거나 더 나은 성능을 얻을 수 있는 것을 확인할 수 있다. 또한, 병목

차원크기비교와중간층개수분석을통한최적의MAdapter구조를찾고,이로써효율적인매개변수미세조정방법을

제시한다.

주제어: PEFT, Adapter, 언어 모델

1. 서론

사전학습언어모델(Pre-trained Language Models)은등장

과동시에다양한자연어처리태스크(Task)에서우수한성능을

나타내고 있다[1, 2]. 이러한 사전학습된 언어모델을 특정 태스

크에 적용하는 일반적인 방법은 모든 매개변수(Parameter)를

미세조정(Fine-tuning)하는 것이다. 그러나 최근 언어모델이

가지는 매개변수의 수가 기하급수적으로 증가함에 따라, 이러

한 방식이 요구하는 컴퓨팅 파워의 증가는 점점 더 부담스러워

지고 있는 형국이며, 또한 해당 방식은 각 태스크마다 별도의

모델을 관리해야만 하는 한계가 있다.

이러한 문제점을 극복하기 위해, 효율적인 매개변수 미세조

정(Parameter Efficient Fine-Tuning) 방법이 개발되었다. 예

를 들어, 작은 모듈을 모델의 레이어 사이에 삽입하는 방법

(Adapter[3]), 학습 가능한 토큰을 모델의 입력(Input)이나 숨

겨진레이어(Hidden Layer)에추가하는방법(Prefix tuning[4],

Prompt tuning[5]), 모델의 편향(Bias)만 학습시키는 방법

(Bitfit[6]), 또는 모델 가중치에 학습 가능한 행렬을 연결하여

해당 행렬만을 학습하는 방법(LoRA[7]) 등이 있다.

그 중에서 가장 대표적인 형태인 Adpater는 병목 구조(Bot-

tleneck structure)로 구성되어 있으며 최근 연구[3, 8]에서는

미세조정보다 더 나은 결과를 얻기 위해 병목 차원(r)을 증가

시키는 방법이 시도되고 있다. 그러나 이러한 방법은 효율적인

† : 교신저자(Corresponding Author)

매개변수 학습 방식 본래의 목적에 벗어나는 경우를 초래하고

있다. 목적을 만족시키기 위해 Adapter 모듈에 경량화 방법을

적용한 연구도 있지만, 미세조정 이전에 추가적인 작업을 진행

해야 하기 때문에 다소 복잡한 과정을 필요로 한다[9].

이에, 본 논문에서는 병목 차원 크기의 중간 층을 추가해 표

현력을 증진하면서도 전체적인 매개변수의 수는 줄일 수 있는

MAdapter를 제시한다. 본 연구가 진행한 실험을 통해 도출한

결론은 다음과 같다. MAdapter를 통해 기존 Adapter보다 학

습에 활용하는 매개변수의 개수를 줄이면서도 기존의 성능과

비슷하거나 개선된 부분을 보여준다. 추가로 MAdapter의 병

목 차원의 변화 및 추가된 중간 층의 개수에 따른 성능 변화를

살펴봄으로써 최적의 MAdapter 구조를 도출한다.

2. 관련 연구

제시한방법들은그림 1 (좌)에서색이채워진레이어만학습

하는 것과 동일하다. Transformers 기반 모델에 추가한 모듈을

포함하여 기존 모델의 LayerNorm과 그림에는 보이지 않지만

최종 분류 레이어를 학습한다.

2.1 Adapter

[3]에서 제안된 방법으로, Transformer의 레이어 사이에 작

은 모듈(Adapter)을 추가한다. Adapter 레이어는 세 가지 주

요 구성요소로 이루어져 있으며 모델의 차원을 d, 병목 차원을

r, 활성화함수를 f , 입력을 h로 표기한다. (1) Feed-forward
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그림 1. (좌) Transfomer Layer (중) Adapter (우) MAdapter (r : 병목 차원, r′ : 감소된 병목 차원)

down-projection: 입력을 낮은 차원 공간, 즉 병목 차원으로 투

영한다 (Wdown ∈ Rd×r). (2) Nonlinearity:비선형활성함수이

며 본 논문에서는 ReLU를 사용한다(f(·)). (3) Feed-forward

up-projection: 병목 차원에서 다시 입력 크기로 투영하는 레

이어이다 (Wup ∈ Rr×d). 잔차 연결(Residual connection)도

포함되어 있는 최종 Adapter의 구성 식은 다음과 같다:

h → h+ f(hWdown)Wup).

그림 1의 (좌) 그림과 같이 두개의 Adapter를 Transformer

하나의레이어내에순차적으로배치하며,각각Multi-head At-

tention, 두 개의 Feed-forward layer 이후에 배치한다. [10]에

서는 두 개의 Feed-forward layer 이후에만 배치하는 Adapter

를제시하기도하였지만,본연구에서는앞서소개한 [3]의본래

Adapter 구조를 따른다.

2.2 SparseAdapter

최근 연구[3, 8]에서 병목 차원(r)을 크게 설정한 Adapter

를 활용해 미세조정보다 좋은 결과를 제시한다. 하지만 해당

방법은 매개변수의 수가 증가하기 때문에 효율적인 매개변수

학습의 본래 목적에 벗어난다. 본 논문에서는 이 문제에 대한

해결 방법 중 하나인 SparseAdapter[9]를 소개하고 이를 비교

대상으로 삼는다.

SparseAdapter는 Adapter 모듈을 초기화한 후 각 매개변수

에 점수를 할당하고, 희소 비율에 맞춰서 가중치에 대한 마스

크를 제작한다. 이후 Adapter의 가중치에 마스크를 요소별 곱

연산(Element-wise multiplication)을 통해서 가중치를 경량화

한다. 학습 과정은 Adapter와 동일하며, 희소 비율에 따라서

매개변수의 수를 조정할 수 있는 장점이 있다. 또한, 병목 차

원이 크기가 증가할수록 매개변수 대비 성능이 높게 나타난다.

본 논문에서는 [9]에서 설정한 값과 동일하게 희소 비율 40%

로 모듈 경량화 하였으며, 경량화 방법은 5가지 방법(Random,

Magnitude, ER, SNIP, GraSP) 중 대부분 태스크에서 좋은

성능을 보여주는 SNIP[11]로 실험을 진행한다.

3. MAdapter

Adapter 구조의 매개변수의 수는 투영 레이어의 크기인 모

델의 차원(d) × 병목 차원(r)의 2배 크기(= 2dr)이다. 본 논

문에서 제안하는 MAdapter는 병목 차원을 줄이고 (r′ < r),

줄인 병목 차원 크기의 중간 층과 활성화 함수 ReLU를 추가한

구조이다. 하나의 MAdapter 모듈에 대한 투영 레이어의 크기

는 모델의 차원(d) × 감소한 병목 차원(r′)이고, 매개변수는

2개의 투영 레이어 크기에 감소한 병목 차원 크기(r′ × r′)의

레이어를 더한 값이다(= (2d + r′)r′). 투영 레이어의 크기는

감소했으며(W ′
down ∈ Rd×r′ , Wup ∈ Rr′×d), 추가한 레이어

(W ′
mid ∈ Rr′×r′)를 포함한 MAdapter의 구성 식은 다음과 같

다:

h → h+ f(f(hW ′
down)W

′
mid)W

′
up.

MAdapter는이전의 Adapter대비매개변수의수를줄일수

있으며,효율적인매개변수미세조정방법으로제안할수있다.

또한 모델의 깊이를 증가시킴으로써 데이터에 대한 더 나은 적

응성을 기대한다. 그림 1의 (우)를 통해서 MAdapter의 구조를

시각적으로 확인할 수 있다.
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표 1. GLUE Benchmark에 따른 BERT 검증 데이터 성능

Method #P
Model : BERT / GLUE Benchmark

CoLA MRPC STS-B RTE Avg.

Fine-Tuning 100% 56.523.0 84.561.5 89.280.3 64.861.1 73.81

Adapter 2.0% 55.031.4 85.70.6 89.880.4 72.320.7 75.73

SAdapter 1.2% 57.891.9 84.391.1 85.770.8 71.961.5 75.00

MAdapter 1.0% 57.841.1 85.940.6 89.491.2 69.910.7 75.80

4. 실험 환경

4.1 수행 태스크 및 데이터

본 연구는 GLUE Benchmark[12] 데이터셋을 활용한 실험

을 진행한다. GLUE Benchmark에서 사용한 태스크는 자연어

추론(Natural language inference),감정분석(Sentiment anal-

ysis), 문장 유사 평가(Sentence similarity evaluation)이다. 데

이터셋은 CoLA, MRPC, STS-B, RTE를 사용한다. 검증(Val-

idation)은훈련데이터(Training set)의 10%를따로떼어별도

의데이터셋을만들어진행하고,최종평가(Evaluation)는이전

연구[9]와 같이 기존 검증 데이터(Validation set)로 수행한다.

4.2 훈련 세부사항

사전 훈련 언어 모델로 BERTBase[1]와 RoBERTaBase[2]를

사용한다. 학습률(Learning rate)은 {1e-5, 5e-5, 1e-4, 5e-4}
를 사용하고, 배치(Batch)의 크기는 {8, 16}, 에폭(Epoch)은

20으로 설정하며 학습 조기 종료(Early stopping)는 5로 설

정값을 지정한다. Adapter의 병목 차원(r)은 64로 조정하고,

MAdapter 감소한 병목 차원(r′)은 비교군인 SparseAdapter

와MAdapter매개변수의수를유사한수준으로설정하기위해

기존 병목 차원의 절반(r′ = r/2)인 32로 설정한다. 나머지 하

이퍼파라미터에 대해서는 이전 연구[9]와 동일하게 진행하며,

검증을 통해 최적의 하이퍼파라미터를 찾고 해당 하이퍼파라

미터로 학습한 모델을 통해 평가를 진행한다.

5. 실험 결과

5.1 방법론 별 성능 결과

표 1, 표 2는 각각 BERT, RoBERTa 모델의 미세조정,

Adapter, SparseAdapter, MAdapter 학습의 성능을 나타낸

표이다.1 기존 사전학습에 활용된 매개변수의 수 대비 모듈의

매개변수의 수 비율을 #P로 표시하고, 모듈별 점수의 평균은

밑줄로 태스크 기준 가장 좋은 점수는 굵은 글꼴로 표시한다.

각 태스크별 평가 지표는 MRPC와 RTE는 정확도(Accu-

racy)를 사용했고, CoLA는 매튜 상관 계수(Matthew’s Corre-

1SAdapter는 SparseAdapter의 줄임말을 의미한다.

표 2. GLUE Benchmark에 따른 RoBERTa 검증 데이터 성능

Method #P
Model : RoBERTa / GLUE Benchmark

CoLA MRPC STS-B RTE Avg.

Fine-Tuning 100% 61.352.1 88.731.5 90.650.2 76.302.3 79.26

Adapter 2.0% 62.110.9 88.560.6 90.380.1 75.690.5 79.19

SAdapter 1.2% 61.952.7 87.260.7 90.610.3 76.781.1 79.15

MAdapter 1.0% 62.060.8 87.420.8 90.930.2 79.780.7 80.05

lation Coefficient)2, STS-B의 경우는 피어슨 상관 계수(Pear-

son Correlation Coefficient)를 사용한다. 각 모델의 성능은 서

로 다른 세 가지 임의 시드(Random seed) 수행한 실험 결과의

평균으로,각점수의아래첨자는해당실험결과의표준편차를

나타낸다. 모듈의 매개변수의 수(#P)를 비교했을 때, 미세조

정의 전체 매개변수의 수를 100%라고 한다면 Adapter가 약

2%, SparseAdapter와 MAdapter가 약 1% 가량의 수인 것을

확인할 수 있다.

표 1, 표 2의 결과, 평가된 태스크에 대한 평균 수행 능

력은 MAdapter가 가장 높은 것을 확인할 수 있다. BERT

에서의 평균 점수는 미세조정과 1.99점, Adapter와 0.07

점, SparseAdapter와는 0.8점의 차이를 보이며, MRPC에서

는 다른 모듈 대비 가장 좋은 성능을 보여준다. RoBERTa

에서의 평균 점수는 미세조정과 0.79점, Adapter와 0.86점,

SparseAdapter와는 0.9점차이를보이며, STS-B, RTE에서다

른 모듈 대비 가장 좋은 성능을 보인다. 특히 미세조정 결과와

비교했을 때, 학습 가능한 매개변수의 수 차이가 상당히 크더

라도모든태스크의결과가유사하거나더좋은것을표를통해

확인할수있다.이러한결과는모델의학습가능한매개변수의

수를줄여계산량을감소시키면서도매개변수전체를학습하는

것과성능적으로큰차이가없음을제시하며,언어모델의매개

변수의수가증가할수록 Adapter의매개변수의수도증가하는

것을 고려했을 때 더 한정된 매개변수를 사용하면서 효과적인

성능 향상을 이룰 수 있음을 시사한다.

5.2 MAdapter의 구조 변화에 따른 성능 결과

그림 2는 병목 차원에 따른 Adapter와 MAdapter의 MRPC

Task 결과 그래프이다. 그래프의 가로 축은 병목 차원(r) 기

준이며, 병목 차원은 {32, 64, 128, 256}에서 실험했으며,

MAdapter의 그래프의 가로 축은 Adapter의 기준으로 설정한

다. 예를 들어 가로 축이 64일 때 MAdapter는 r′ = 32에 대한

2MCC = (TP/N − S × P )/
√

SP (1− S)(1− P )

TP : Positive True, N : 전체 관측치의 개수

S : 전체 관측치 중 참인 관측치의 개수의 비율

P : 전체 관측치 중 참이라 예측한 관측치의 개수의 비율
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그림 2.병목차원에따른 Adapter와MAdapter의성능그래프

결과이다. 모델은 RoBERTaBase이며 배치와 학습률를 비롯한

모든 하이퍼파라미터를 하나의 조건으로 실험하였다. 병목 차

원이 64일 때는 앞의 실험과 동일하게 Adapter가 MAdpater

보다 좋은 성능을 보인다. 하지만 나머지 차원에서는 Adapter

보다 MAdapter가 성능이 더 좋은 것을 확인할 수 있다. 이

를 통해, 최근 SparseAdapter의 경우와 같이 Adapter의 병목

차원을증가시킴으로써효율성을희생하되성능을높이는방식

의 비합리성을 지적하고, 매개변수 효율성과 태스크 성능 모두

MAdapter와 같은 대안으로 충족이 가능함을 주장한다. 또한

다양한 병목 차원 및 실험 조건에 대하여 제안된 방식을 더

심층적으로 실험해 볼 필요가 있음을 보인다.

표 3은 MAdapter의 중간 층(Middle layer)의 수가 성능에

미치는 영향을 분석한다. 중간 층을 추가하는 방식은 기존과

같이 감소한 병목 차원(r′)과 동일한 크기의 중간 층(r′ × r′)

과 활성화 함수 ReLU를 1개만 고려하는 것이 아닌, 여러 개를

추가하여 구조를 보다 깊게 제작하는 형태로 진행한다. 실험

에 사용한 모델은 RoBERTaBase이고 MAdapter에 최대 3개의

중간 층을 삽입했으며, 층의 개수에 따른 4개의 태스크 결과

를 보여준다. 그 결과, 중간 층 수를 증가시킴에 따라 일부 태

스크에서는 성능 향상이 나타났지만, 대부분의 태스크에서는

매개변수의 수만 증가하고 성능의 증가는 크게 보이지 않았다.

이로써MAdapter의구조에서의중간층의증가에따른이점은

거의 없으며 추가되는 매개변수의 수를 고려하였을 때, 최적의

중간 층 수는 1개로 추정된다.

6. 결론 및 향후 연구 방향

본 연구에서는 기존의 Adapter 모듈에 중간 층을 넣어 변

형한 MAdapter를 소개한다. GLUE Benchmark[12]의 네 가

지 태스크에서 실험을 수행하였으며, 모델 전체를 미세조정하

는 대신 MAdapter만을 학습함으로써 매개변수의 수를 기존

Adapter의 절반 가까이 감소시켰음에도 불구하고, 결과는 동

등하거나 더 나은 성능을 나타냈다. 또한 다양한 구조 변화를

표 3. MAdapter의 중간 층(Middle layer)의 수에 따른 성능

Model #Layer CoLA MRPC STS-B RTE

RoBERTa

×1 62.06 87.42 90.93 79.78

×2 62.24 87.82 90.53 76.06

×3 59.09 87.99 90.61 79.77

통해 최적의 MAdapter를 제시한다.

향후 연구 방향으로는 대규모 언어 모델(Large Language

Model)에 적용 및 다른 유사 방법과의 성능 비교를 통해

MAdapter의 우위성을 확인하고, MAdapter에서 새롭게 추가

된중간층을사전지식을포함하고있는다양한태스크및언어

정보의 가중치로 대체하여 활용 가능성을 파악할 계획이다.
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