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요 약

일반적으로 딥러닝 모델은 모든 라벨에 데이터 수가 균형을 이룰 때 가장 좋은 성능을 보인다. 그러나 현실에서는 특정

라벨에대한데이터가부족한경우가많으며이로인해불균형데이터문제가발생한다.이에대한해결책으로오버샘플

링과 가중치 손실과 같은 데이터 불균형 기법이 연구되었지만 이러한 기법들은 데이터가 적은 라벨의 성능을 개선하는

동시에 데이터가 많은 라벨의 성능을 저하시키는 부작용을 가지고 있다. 본 논문에서는 이 문제를 완화시키고자 어텐션

기반의 앙상블 기법을 제안한다. 어텐션 기반의 앙상블은 데이터 불균형 기법을 적용한 모델과 적용하지 않은 모델의

출력 값을 가중 평균하여 최종 예측을 수행한다. 이때 가중치는 어텐션 메커니즘을 통해 동적으로 조절된다. 그로므로

어텐션 기반의 앙상블 모델은 입력 데이터 특성에 따라 가중치를 조절할 수가 있다. 실험은 에세이 자동 평가 데이터를

대상으로 수행하였다. 실험 결과로는 제안한 모델이 데이터 불균형 기법의 부작용을 완화하고 성능이 개선되었다.

주제어: 에세이 자동 평가, 데이터 불균형, 가중치 손실, 앙상블, 어텐션

1. 서론

에세이 평가는 학생들의 논리적/비판적 사고와 글 작성 능

력을 평가하기 위한 작업 중 하나이다[1]. 그러나 수작업으로

모든 에세이를 평가하는 것은 많은 시간 소요와 노력이 소모

된다. 또한, 평가자의 주관적 판단으로 인해 같은 평가 기준이

있더라도 평가 결과가 다를 수 있다. 따라서 이러한 문제를 해

결하기 위해 딥러닝 모델을 활용한 자동 에세이 평가에 관한

연구가 이루어 지고 있다[2, 3].

일반적으로 딥러닝 모델은 모든 라벨에 데이터 수가 균형을

이룰 때 모델이 각 라벨을 골고루 학습할 수 있다. 이는 모델

의 성능을 향상시키는데 도움이 된다[4]. 그러나 에세이 자동

평가 데이터는 수집하기 어렵고 수집한 데이터들은 특정 점수

범위에 집중되어 있다. 그림 1은 AIHUB의 에세이 글 평가 데

이터의 라벨별 분포도이다. 10 ∼ 19점의 에세이는 전체의 10%

를차지하는데비해 26 ∼ 28점의에세이는약 41%를 차지하고

있다. 에세이 데이터를 그대로 활용할 경우 모델은 자연스럽게

높은 점수를 부여하는 경향을 가질 것이다. 이는 모델이 다른

범위의 점수(낮은 점수)를 예측하는 것이 어려울 수 있다.

데이터 불균형은 어떤 라벨이 다른 라벨보다 훨씬 많은 데

이터를 가지거나 적은 데이터를 가지는 상황을 의미하며 이는

현실에서 빈번하게 발생하는 문제이다. 본 논문에서는 데이터

가 적은 라벨은 TAIL이라고 하며, 빈도가 많은 라벨을 HEAD

로 정의한다. 딥러닝 모델은 데이터가 불균형하다면 HEAD를

더 잘 학습하려는 경향이 있다. 최근에는 상대적으로 성능이

낮은 TAIL데이터를대상으로성능을높이려는연구들이이루

그림 1. 에세이 자동 평가에서 라벨별 데이터 분포

어지고 있다[5, 6, 7]. 데이터 불균형을 해결하기 위한 대표적인

기법은 가중치 손실이다. 가중치 손실은 각 라벨에 가중치를

할당하여 모델 학습에서 손실 값을 조정하는 기법이다. 일단

적으로 가중치는 라벨별 빈도수에 반비례하도록 설정한다. 즉,

HEAD의 가중치는 작아미여 TAIL의 가중치는 크게 조정이

될 수 있다. 본 논문에서는 에세이 자동 평가 모델을 학습할

때 가중치 손실 기법을 적용하여 데이터 불균형을 완화하고자

한다.

데이터 불균형을 완화하는 기법은 TAIL에 대한 성능을 개

선하는 반면에 HEAD에 대한 성능을 저하시킬수 있는 문제가

있다[8]. 이를 보완하기 위해 본 논문에서는 어텐션 기반의 앙
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상블을 제안한다. 앙상블은 다수의 모델 예측 결과를 결합하는

기법으로각모델의예측결과를가중평균하여최종예측을수

행한다.기존의앙상블기법과달리우리는각모델에서예측한

점수와 어텐션을 통해서 가중치가 동적으로 계산된다. 제안된

어텐션기반의앙상블은데이터불균형기법으로개선된 TAIL

의 성능을 유지하면서 HEAD의 성능 저하를 줄이는 효과를

가진다. 이를 통해 전체적인 성능을 개선하여 데이터 불균형

문제를 해결한다.

2. 관련 연구

데이터 불균형 문제를 해결하기 위한 기법은 대표적으로 샘

플링 기법과 가중치 손실 기법이 있다. 샘플링 기법은 데이터

셋의 구성을 조정하는 방식으로 HEAD과 TAIL 간의 데이터

분포를균형화하는데활용된다.샘플링기법중하나인오버샘

플링은 TAIL의 데이터를 복제하거나 합성하는 기법이다. 즉,

TAIL의 데이터를 늘림으로써 모델의 해당 라벨을 더 잘 학습

할 수 있도록 하는 기법이다. [6]은 모델 학습 과정에서 중복된

데이터를 여러 번 사용함으로써 라벨별 학습량의 균형을 맞추

는 기법이다. 그러나 TAIL의 데이터를 반복적으로 학습하기

때문에 과적합문제가 발생할 수 있다. [9]는 TAIL 데이터의 과

적합 문제를 피하기 위해 데이터를 합성하여 생성하는 기법을

제안하였다.

가중치 손실은 각 라벨의 손실 함수에 가중치를 할당함으로

써 모델의 학습을 조정하는 것이다. 즉, TAIL은 높은 가중치를

얻는 반면에 HEAD는 낮은 가중치를 부여하여 데이터 불균형

을 완화시킨다. 가중치 손실의 기법 중 하나는 라벨의 빈도를

반영한 역빈도 가중치이다. 역빈도 가중치는 라벨 빈도의 역수

를가중치로사용하여 TAIL의가중치를크게만드는방식이다.

또다른기법은 Focal loss이다[7]. Focal loss는학습이진행됨에

따라 어려운 샘플에 대한 가중치를 높게하는 기법이다. 대체적

으로 TAIL은 학습량이 적기 때문에 어려운 샘플로 분류되어

가중치가 높아지면서 데이터 불균형이 완화된다.

앙상블은 여러 개의 모델이 예측한 결과를 조합하여 전체적

인 성능을 향상시키는 기법이다. 앙상블 기법은 크게 3가지로

나눌수있다. 첫번째는투표(Voting)방식으로각모델이예측

한결과들중에서다수결투표를통해최종예측값을결정하기

기법이다[10]. 하지만 투표는 분류 문제에 적합하며 실수 값을

예측하는 회귀 문제에 적합하지 않다. 두번째는 가중화 평균으

로 모델 별 가중치를 계산하고 각 예측 결과에 대한 가중 평균

으로 최종 예측하는 기법이다[11]. 세번째는 스태킹(Stacking)

으로 여러 다른 모델의 예측 결과를 기반으로 메타 모델을 학

습시켜 최종 예측을 수행하는 기법이다[12]. 이때 메타 모델은

각 모델의 예측 값을 입력으로 사용한다.

본 논문에서 에세이 자동 평가 모델은 데이터 불균형을 완화

시키기 위해 역빈도 가중치를 적용하여 학습한다. 또한 데이터

불균형 기법으로 인한 HEAD의 성능 저하를 보완하기 위해

새로운 어텐션 기반의 앙상블을 제안한다.

3. 제안 기법

3.1 모델

그림 2는 에세이 자동 평가 모델의 구조도이

다. 각 에세이는 N개의 문장으로 구성되어 있으며

(E = {sent1, sent2, ..., sentN}), 각 문장은 M개의 단어

로 구성되어 있다(sentn = {w1, w2, ..., wM}).

그림 2. 에세이 자동 평가 모델 구조

각문장의임베딩은에세이에서각문장의단어를 BERT[13]

에 입력으로 넣어 주어 [CLS] 토큰의 임베딩을 사용한다

(Esentn
[CLS]). 각 문장의 임베딩은 단방향 LSTM[14] 모델에 입력

으로 주어져 에세이의 시퀀스 정보를 고려한 에세이 임베딩

(Eessay)을 추출한다. 이때, 에세이 작성자의 학년 정보를 임

베딩(Egrade)하여 LSTM의 초기 히든 벡터로 사용한다. 이를

통해 모델은 에세이 작성자의 특성을 고려할 수 있다. 마지막

으로 추출된 에세이 임베딩은 선형 계층을 통해 에세이 점수를

예측한다.

3.2 데이터 불균형

본 논문에서는 데이터 불균형을 완화하기 위해 가중치 손실

기법을 도입한다. 이 기법은 라벨마다 다른 가중치를 손실 값

에 곱하는 기법이다. 수식 1은 가중치 손실을 적용한 최종 손실

함수(Lw)이다. B는 배치 사이즈를 나타내며, si과 Li는 각각 i

번째 데이터에 대한 라벨과 손실 값을 나타낸다.

Lw =
1

B
ΣB

i=1wsiLi (1)

각 라벨의 가중치(wsi)는 역빈도의 루트값을 기반으로 계산

된다2. 여기서 Ns는 라벨 s에 속하는 데이터의 빈도를 나타

낸다.
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ws =
Σŝ⊂S

√
Nŝ√

Ns

(2)

기존의 데이터 불균형 기법은 주로 분류 문제에 적용되었지

만 에세이 자동 평가와 같은 회귀 문제에서는 실수값을 예측해

야 하기 때문에 다른 특성을 고려해야 한다. 분류 문제에서는

라벨 간에 서로 다른 특성을 가지지만 회귀 문제에서는 인접한

라벨이 유사한 특성을 가질 가능성이 크다. 예를 들어 12점의

에세이는 25점에 비해 14점의 에세이와 유사한 특성을 가질 수

있다. 따라서 회귀 문제에서는 라벨간 유사성을 고려하는 것이

중요하다.

이러한 관점을 기반으로 [8]은 회귀 문제의 데이터 불균형을

해결하기 위해 라벨 분포 평탄화(Label Distribution Smooth,

LDS)를 제안하였다. 라벨 분포 평탄화는 각 라벨 데이터 빈

도를 인접한 라벨의 데이터 빈도를 반영하여 재조정하는 기

법으로 각 라벨의 빈도수에 인접한 라벨의 데이터 빈도수를

추가하여 조정한다. 이를 위해 가우시안 필터를 적용하여 빈

도를 추가하였으며 라벨 값의 차이가 커질 수록 반영 비율이

작아지도록 하였다. 본 논문에서는 회귀 문제의 특성을 고려한

가중치 손실을 적용하기 위해 라벨 분포 평탄화를 통해 데이터

빈도를 재조정하고 수식 2로 가중치를 다시 계산하였다. 이때

가우시안 필터의 크기는 5로 설정하였다.

3.3 앙상블

[8]에서데이터불균형를완화하면 TAIL에대한성능은개선

되는 반면에 HEAD의 성능은 저하되는 문제를 발견하였다. 본

논문은 이러한 문제를 해결하고자 HEAD에서 좋은 성능을 보

이는기본모델(Base)과데이터불균형기법을적용하여 TAIL

에서 성능이 우수했던 모델(Expert, 전문가 모델)의 장점을 동

시에활용하는가중평균기반의앙상블을사용한다.가중평균

기반의앙상블모델은두모델의측정값을가중평균하여최종

에세이 점수를 예측한다(수식 3).

scoreensemble = wBase · scoreBase + wExpert · scoreExpert (3)

스택킹(Stacking)은앙상블기법중하나로여러모델의예측

값을 입력으로 활용하여 메타 모델을 구축하고 학습하여 최종

예측을 수행하는 기법이다. 스택킹 방법은 각 기본 모델이 생

성한 예측값을 사용해 메타 모델을 학습시킨다. 그러므로 메타

모델의 가중치는 추론 단계에서 입력 데이터와 관계없이 동일

한 값을 가진다. 이런 특성으로 인해 스택킹 방법은 두 가지의

제한 사항을 가지고 있다. 첫째, 메타 모델의 가중치는 추론

단계에서 고정되어 있어 입력 데이터와 관계없이 동일한 가중

치를가지고있다.둘째,스택킹에서는각모델의예측결과만을

활용하므로 입력 데이터와 모델 간의 특성을 반영할 수 없다.

본 논문에서는 스택킹의 한계를 극복하기 위해 어텐션 기반

의앙상블을제안한다.어텐션기반의앙상블은각모델의예측

결과에 대한 가중 평균을 계산할 때, 입력 데이터에 따라 가중

치를 동적으로 조절할 수 있다. 그림 3은 어텐션 기반의 앙상블

모델의 구조이다.

그림 3. 앙상블 모델 구조

가중치는 수식 4와 같이 계산된다. 먼저 앙상블 쿼리(EQ)와

에세이 임베딩(E∆
essay)간의 코사인 유사도를 계산한다. 앙상블

쿼리는 동적으로 모델의 가중치를 계산하기 위한 임베딩으로

학습되는 파라미터이다. 계산된 코사인 유사도 값을 softmax

함수에 입력하여 정규화한 뒤 가중치로 사용한다. Softmax 함

수를 사용하면 가중치의 합이 항상 1이 되므로 가중치는 0과 1

사이 값을 가지며, 각 모델에 대한 상대적 기여도를 나타낸다.

w∆ =
exp (E∆

essay · EQ)

exp (EBase
essay · EQ) + exp (EExpert

essay · EQ)
,

∆ ⊂ {Base,Expert} (4)

4. 실험 및 결과

4.1 데이터

본 논문에서 실험에 사용된 데이터는 AIHUB1의 ’에세이 글

평가’에서 논술형 에세이를 사용하였으며, 10점 미만의 에세이

148개를 제외하였다. 모델의 검증 데이터는 ’Training’ 파일의

10%을임의로샘플링하였으며,평가데이터는 ’Validation”파

일을 사용하였다. 학습, 검증, 평가 데이터 수는 각각 16,341개,

4,087개, 3,265개이다.

데이터 불균형 기법을 적용하기 위해서는 라벨별로 빈도수

가 필요하다. 그러나 에세이 점수는 실수 값을 가지기 때문에 1

점 단위로 라벨을 정의하였으며 데이터 분포는 그림 1과 같다.

4.2 하이퍼 파라미터

표 1은 본 실험에서 사용된 에세이 자동 평가 모델의 하이퍼

파라미터이다. 실험에 사용된 BERT 모델은 어절 단위의 한

국어 BERT2이며, 차원수는 768차원이다. 모델 학습 과정에서

1https://www.aihub.or.kr/
2https://aiopen.etri.re.kr/
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BERT의 매개변수는 학습하지 않는다. LSTM은 3개의 층으로

구성되어 있으며, 각 층의 차원 수는 각각 256, 128, 64이다.

Regressor는 총 3개의 선형 계층으로 구성되어 있으며, 차원

수는 각각 64, 16, 8, 1이다. 최적화 함수는 AdamW를 사용

하였으며, 학습률은 0.005으로 설정하였다. 학습률 스케쥴러는

코사인을 사용하였으며, 전체 학습 과정에서 10번의 주기를 가

지도록 설정하였다.

표 1. 하이퍼 파라미터

Hyper-parameters Value

Hidden Dimension

Size

BERT 768

LSTM 256,128,64

Regressor 64,16,8,1

Learning Rate
BERT 0

Others 0.005

Optimizer AdamW

Learning Rate Scheduler Cosine

Dropout Rate 0.1

4.3 평가 방법

에세이 자동 평가 모델은 성능 평가 지표로서 카파(kappa)

계수를평가지표로사용하였다.카파는모델의예측값과실제

점수 간의 일치 정도를 측정하며 -1에서 1사이의 값을 가진다.

본 논문에서는 데이터 불균형 기법의 성능을 관찰하기 위

해 라벨별 성능을 비교하였다. TAIL은 10 ∼ 19의 점수를 사

용하였으며 전체 데이터의 10%의 비율을 차지한다. HEAD의

데이터는 26 ∼ 28점의 데이터로 선정하였으며 전체 데이터의

41%를차지한다.라벨에대한평가지표로는평균제곱근오차

(Root Mean Squared Error, RMSE)를 사용하였다. 평균 제곱

근 오차는 모델이 예측한 결과와 정답 간의 차이를 측정하는

지표로 낮을수록 좋은 성능을 가리킨다.

4.4 실험 결과

표 2은 데이터 불균형 기법에 따른 실험 결과이다. 먼저, 라

벨 간 불균형한 데이터를 사용하여 학습한 모델(Base)은 0.578

의카파계수로나타났다.그러나데이터불균형완화기법으로

역빈도 기법을 적용한 모델(Inverse)은 0.579로 개선이 되었다.

이것은 역빈도를 활용한 가중치 손실 기법이 모델의 성능을

약간 향상시킨 것을 보여준다.

추가로 라벨 분포 평탄화를 적용한 모델(LDS)은 0.625이다.

이것은 인접한 라벨 간의 유사성을 고려한 라벨 분포 평탄화를

적용함으로써 회귀 문제에서 데이터 불균형을 효과적으로 보

완하고 모델의 성능을 개선한 것으로 볼 수 있다. 특히, TAIL

에대한평균제곱근오차가 6.429에서 5.78로줄어들었다는점

으로 보아 TAIL에 대한 예측이 개선된 것을 보여준다. 그러나

데이터 불균형 기법을 적용하였을 때 TAIL의 성능이 개선된

반면에 HEAD에 대한 성능은 크게 떨어졌다.

마지막으로 라벨 분포 평탄화 모델을 전문가 모델로서 베이

스모델과앙상블(Ensemble)할때카파계수는 0.633으로가장

좋은성능을보였다. TAIL의경우평균제곱근오차가 6.075로

전문가모델에비해서는성능이떨어지지만베이스모델보다는

좋은 성능을 보이고 있다. 반면, HEAD에서는 베이스 모델보

다 떨어지지만 앙상블 모델이 전문가 모델에 비해 오차가 작은

것을 볼 수 있다. 이러한 결과는 양쪽 라벨에 대해서 중간 성

능을 보이고 있지만 성능 하락 폭이 상대적으로 적기 때문에

TOTAL에서는 가장 좋은 성능을 보여주었다. 이는 두 모델의

장점을 결합하여 성능이 개선된 것으로 볼 수 있다.

표 2. 데이터 불균형 기법에 따른 에세이 자동 평가 결과

Model Base Inverse LDS Ensemble

Kappa(↑) 0.578 0.579 0.625 0.633

TOTAL 2.916 2.947 2.934 2.861

RMSE HEAD 1.405 1.579 1.580 1.408

(↓) MEDIUM 3.040 3.524 3.449 3.095

TAIL 6.429 6.048 5.780 6.075

본 논문은 제안한 어텐션 기반의 앙상블 모델의 성능을 평

가하기 위해 두 가지 다른 앙상블 기법과 비교 실험을 진행하

였다. 첫 번째는 평균(Average) 앙상블 기법으로, 두 모델의

예측 결과를 동일하게 0.5의 가중치로 평균을 취하는 기법이

다. 두 번째는 스택킹(Stacking) 앙상블 기법으로, 두 모델의

예측 결과를 입력으로 하는 메타 모델을 학습하는 기법이다.

실험에서는 메타 모델을 2개의 선형 계층로 구성하였다.

그림 4는 각 앙상블 기법에 따른 가중치의 차이를 보여주고

있다. 가로 축은 데이터의 정답 라벨을 나타내며, 세로 축은 베

이스모델과전문가모델간의가중치차이를나타낸다.스택킹

모델의 가중치는 두 선형 계층의 매개변수를 내적하여 계산하

였다.

평균(Average)과 스택킹(Stacking) 앙상블은 입력 데이터와

상관없이 가중치가 고정되어 있다. 특히 스택킹의 가중치 차

이는 약 0.45로 베이스 모델의 가중치가 더 높은 것을 볼 수

있다. 이는 메타 모델을 학습할 때에도 HEAD에 집중되어 베

이스모델의가중치를높게학습한것으로보인다.반면어텐션

기반의 앙상블은 가중치 값이 동적으로 조절되고 있다. TAIL

에서는 전문가 모델의 가중치가 큰 값을 가지며, HEAD에서는

베이스 모델의 가중치를 크게 설정하고 있다. 이것은 데이터

불균형 기법의 부작용를 해결하기 위해 동적으로 최적의 가중
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그림 4. 앙상블 기법 별 가중치 차이

표 3. 앙상블 기법에 따른 에세이 자동 평가 결과

Ensemble Average Stacking Attention

Kappa(↑) 0.611 0.593 0.633

TOTAL 2.887 2.916 2.861

RMSE HEAD 1.490 1.323 1.408

(↓) MEDIUM 3.245 2.957 3.095

TAIL 5.981 6.389 6.075

치를 선택한 것으로 볼 수 있다.

표 3은 세 가지 앙상블 기법에 대한 비교 결과이다. 이 실

험에서 어텐션 기반의 앙상블이 가장 좋은 성능을 보였으며

스택킹의 카파 계수는 가장 낮았다. 스택킹은 베이스 모델이

더 크기 때문에 HEAD의 성능이 가장 좋은 것을 볼 수 있다.

그러나 전문가 모델의 가중치가 값이 낮아 TAIL의 경우 평균

보다 성능이 떨어지고 있다. 어텐션 기반의 앙상블은 어텐션을

통해 입력 데이터마다 최적의 가중치를 선택함으로써 TAIL과

HEAD에 대한 예측을 개선한 것으로 볼 수 있다.

5. 결론

본 논문에서는 에세이 데이터를 대상으로 데이터 불균형 문

제에 대한 연구를 수행했다. 이를 해결하기 위해 가중치 손실

기법과 라벨 분포 평탄화 기법을 결합하여 데이터 불균형을 개

선하고자 하였다. 실험 결과로는 가중치 손실을 적용하였을 때

전체 성능이 개선되었으며, 라벨 분포 평탄화를 적용하였을 때

가장 좋은 성능을 보였다.

그러나 데이터 불균형 완화 기법은 HEAD에 대한 성능 저

하를 야기시킨다. 이를 완화시키기 위해 앙상블 기법을 적용

하였다. 앙상블 중 하나인 스택킹은 고정된 가중치를 사용하여

데이터에 따라 가중치를 동적으로 조절하지 못하는 한계가 있

다.이에본논문에서는어텐션기반의앙상블을제안하여입력

데이터에 따라 동적으로 가중치를 조절하도록 하였다. 실험 결

과 동적인 가중치를 사용하는 기존의 앙상블에 비해 어텐션

기반의 앙상블이 우수한 성능을 보여주었다.
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