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요 약

최근 ChatGPT와 같은 사전학습 생성모델은 자연어 이해 (natural language understanding)에서 좋은 성능을 보이고

있다. 또한 코드 작업을 도와주고 대학수학능력시험, 중고등학교 수준의 문제를 풀거나 도와주는 다양한 분야에서 활

용되고 있다. 본 논문은 사전학습 생성모델을 이용하여 영어 교육을 위해 말뭉치를 확장하는 프레임 워크를 제시한다.

이를 위해 ChatGPT를 사용해 말뭉치를 확장 한 후 의미 유사도, 상황 유사도, 문장 교육 난이도를 사용해 생성된

문장의 교육적 효과를 검증한다.

주제어: 데이터 증강, 평가지표, 자연어 생성

1. 서론

ChatGPT의 출시 이후로 대중들에게 생성형 언어모델이 많

이 알려지게 되면서 일반 사용자들은 간단한 프롬프트를 생

성형 언어모델에 입력으로 넣어주는 것으로 결과를 얻어낼 수

있게 되었다.

말뭉치 생성 같은 경우에는 기존에 확률 기반 언어모델 [1]

부터 시작해서 인터넷의 웹이나 문서들을 크롤링하여 얻은 데

이터를 기반으로 생성하거나 [2]사진 데이터에서 문자 인식

(Optical Character Recognition)이나 음성 인식 (Automatic

Speech Recognition) [3, 4] 같은 콘텐츠에서도 데이터를 생

성하여 말뭉치 생성을 진행하고 있고 현재는 기계학습 기반의

시계열 회귀 [5], Transformer 구조를 사용하여 다음 단어를

예측하는 방식으로 말뭉치 생성 방향이 진행되고 있다 [6]. 그

런데 이러한 학습방법에는 모두 대량의 데이터가 필수적으로

필요하다는 점에 있어서 대량의 데이터를 획득할 수 없는 일반

사용자가 교육 등의 이유로 말뭉치 확장이 필요하다고 하더라

도 어려운 점이 있다.

이 연구는 일반 사용자를 대상으로 이미지나 말뭉치 같은

콘텐츠가 필요할 경우에 생성형 언어 모델을 사용하여 손쉽

게 정확도 있고 신뢰도 높은 데이터를 생성 사용할 수 있게

프레임워크를 제작하려고 한다. 따라서 본 연구는 82개의 상

황을 가지는 독자적인 데이터 셋을 구축하고. 이를 ChatGPT

프롬프트를 통해 각 문장당 10개씩 확장하였다. 확장된 문장

에 대해서 의미 유사도, 상황 유사도, 문장 교육 난이도 총 3

가지의 지표를 구하고 이를 가중합하여 가지는 점수 S를 낸다.

이를 통해 생성 문장 DG
i 에서 점수를 가장 높게 가지는 D∗

i를

추출해낸다.

2. 관련연구

2.1 데이터 증강

데이터증강 (Data Augmentation)은여러변형을통해데이

터의 인공적인 생성 야기하여 여러 다운스트림 테스크 (Down-

stream task)에서 모델의 성능을 높히기 위해 사용되고 있다.

컴퓨터 비전 (Computer Vision) 에서는 기하학적 변환, 색상

공간증강,커널필터,이미지혼합,특성공간증강등의방법을

통해 증강을 시도하고 있고 [7] 자연어 처리에서는 규칙 기반,

예제 보간, 모델 기반 방법을 통해 증강을 시도 하고 있다 [8].

규칙 기반 텍스트 데이터 증강 방법 중 Easy Data Augmen-

tation (EDA) [9]는 동의어 대체, 삽입, 단어 교환, 제거 같은

방법을사용하여데이터를증강하는방법을제안했다. Seq2seq

기반 가장 유명한 방법중 하나인 Back Translation [10] 방법

은 문장을 다른 언어로 변경하고 다시 원래의 언어로 변경하는

방법으로 모델 기반의 데이터 증강 방법을 제안했고, masked

language models 기반의 유명한 방법 중 하나인 BERT [6]

는 〈mask〉 token을 사용하여 〈mask〉 token을 다른 단어로

대체하는 방법을 사용했다.

최근연구에서는거대언어모델인 ChatGPT를이용하여분

류와 같은 다운스트림 테스크에서 높은 성능을 보여주는 것이

실험을 통해 증명 되었고, ChatGPT를 통해 생성된 문장으로

Finetuning을 하여 분류 문제의 성능을 더욱 높힌 사례도 존

재한다 [11, 12]. 이외에도 ChatGPT를 사용한 교육적 데이터

증강 또한 시도하고 있다 [13].
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그림 1. 말뭉치 확장 프로세스

2.2 거대 언어 모델

Transformer [14]의 등장 이후 Transformer 기반 사전학

습 (Pre-trained language) 모델 중 대표적인 BERT와 GPT

가있다. Transformer에서 encoder만사용한구조인 BERT [6]

와 Decoder만 사용한 구조인 GPT는 [15] 모두 데이터의 양과

모델 크기에 따라 성능이 상승한다는 결과가 나왔고, 약 100만

개의 파라피터를 사용하였다 [16]. 기존 GAN, LSTM에 비해

여러가지 다운 스트림 (Down-Stream) 테스크에서 좋은 성능

을보여주었다 [6, 15].최근에는자연어처리분야에서는모델의

크기를 키워 성능을 높히는 연구와 모델의 크기를 제한하면서

성능도좋게나오는연구를진행중에있다. GPT-2는파라미터

의 개수를 1.5B로 늘렸고[17] GPT-3는 1750B로 늘렸다 [18].

이는 다양한 다운 스트림 테스크에서 보다 좋은 성능을 보여

주었다. 반면, 모델에 Finetuning을 어떻게 하느냐에 따라 모

델의 크기가 작음에도 최적화되어 좋은 성능을 보여주는 사

례도 있었는데, Chinchilla 5-shot (70B)의 성능이 Gopher 5-

shot(280B)보다좋은성능을보여주었다 [19].또한Meta AI의

LLama-13B는 175B의 GPT-3보다 좋은 성능을 보여주었고,

LLama-65B는 Chinchilla (70B), Gopher (280B) 보다도 좋은

성능을보여주었다.한편거대언어모델로유사한데이터를증

강하는 연구가 있다 [8]. OpenAI의 GPT-3 [18] 를 기반으로한

ChatGPT는생성된결과를사람에의해평가하는것을보상으

로 Reinforcement Learning from Human Feedback (RLHF)

학습을 진행하였다. ChatGPT와 GPT-4는 이 Reward-model

을 통해 여러 분야에서 사람과 동등하거나 그 이상의 Task 수

행 능력을 보여주었다 [20]. 따라서 본 연구에서는 ChatGPT

가 문장 생성 과 평가를 사람 수준으로 잘 할 것으로 생각하여

연구를 진행한다.

3. 말뭉치 확장 및 평가 프로세스

본 논문에서는 확장된 문장 데이터의 교육적 효과를 검증하

기 위해 상황별로 구분된 데이터셋을 사용한다, 그리고 구축한

데이터 셋 Di을 바탕으로 외부 거대 언어 모델인 ChatGPT를

통해 10배 증강 시켜 DG
i 로 증강한다. 증강된 DG

i 의 예는 표 1

과 같다. 다음으로 DG
i 의 교육적 효과를 검증하기 위해 Di 와

DG
i 사이의 의미 유사도 Ssim, 상황 유사도 Scon, 문장 교육

난이도 Sedu 와 이를 종합한 지표 S를 본 논문에서 제시하고,

이를통해가장교육적효과가높은증강된데이터하나를담고

있는 데이터셋 D∗
i를 산출한다. 전체적인 프로세스는 그림 1과

같다.

표 1. ChatGPT로 부터 생성된 샘플 데이터의 예

생성 대상 문장

There’s no room for error with me.

생성된 문장

1. I leave no room for mistakes.

2. There is zero tolerance for error when it comes to me.

3. I do not allow any margin for error.

4. I expect perfection without any room for mistakes.

5. There is no space for error when dealing with me.

3.1 데이터 셋

실험에 사용될 데이터 셋은 평가에 사용할 지표 중 하나인

상황 별로 구분된 데이터가 필요하고, 또한 교육에 사용될 수

있는 데이터 셋이 필요하다. 이를 위해 영어회화에 사용되는

다양한 표현들을 바탕으로 구축한 735개의 데이터를 82개의

상황을 가지도록 구분하였다. 각 문장은 상황별로 적게는 2개

많게는 10개 사용되었다. 상황별 데이터 목록은 표 2와 같다.
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표 2. 데이터셋의 예

순서 상황 예시 문장 개수

1. Meetings How nice to see you! 10

2. Introduction Let me introduce myself. 10

3. Advice I need some advice 10

... ... ...

55. Appointment I’m a man of my word. 10

56. Past Story It’s water under the bridge. 6

... ... ...

82. Plan What is your objective? 10

총합 82 — 735

3.2 거대 언어 모델을 사용한 말뭉치 확장 방법

거대언어모델에서 ChatGPT는강화학습을사용해다른거

대 언어 모델에 비해 데이터 생성 능력 결과에 인간과 유사한

결과를 낸다 [20]. 그러므로 ChatGPT를 데이터 증강에 사용

한다. 말뭉치 확장하기 위한 프롬프트는 다음과 표 3과 같다.

표 3. 말뭉치 확장 프롬프트

프롬프트

Generate 10 semantically similar sentences

separated by three backticks (‘) “‘〈source〉“‘

3.3 평가 지표의 구성

교육적효과를검증하기위해지표로의미유사도 Ssim 와상

황 유사도 Scon 그리고 문장 교육 난이도 Sedu 를 각각의 합이

1인 α, β, γ로 가중합하여 최종 평가지표 S 로 사용한다. 최종

평가지표를 이루는 각각의 지표는 이어지는 섹션에서 자세히

설명한다. 최총 평가지표 S의 수식은 다음과 같다.

S(Di, D
G
i,k) = αSsim + βScon + γSedu (1)

3.3.1 의미 유사도

의미 유사도를 평가하기 위해서 생성된 데이터와 기존 데이

터와의임베딩유사도 (Embedding Similarity)를구하는방법

을적용한다.임베딩유사도를구하는방법중가장주로사용되

는 평가 척도에는 Euclidean 거리, Cosine 유사도 그리고 Dot

product 유사도가 있는데, 자연어 처리 분야에서 일반적으로

사용하는 지표이면서 Euclidean 거리보다 일반적으로 좋은 성

능을 가진 Cosine 유사도 [21]를 사용하여 두 문장간의 거리를

구해 유사도를 측정한다.. 이 값은 두 문장 벡터 사이의 거리가

가까울수록 1의 값을 가진다. 본 논문에서는 Di의 벡터와 DG
i,k

의 벡터를 연산에 사용하여 Cosine 유사도 cos(θ)를 구한다.

또한 이 논문에서는 BERTScore의 F1 Score 점수를 추가로

사용하는데, 이는 Contextual embedding model인 BERT를

사용하여 두 문장 간의 각 토큰마다 Cosine 유사도를 측정하

고 Inverse Document Frequency (IDF) 점수를 통해 가중치를

부여하여 Precision과 Recall 그리고 F1 Score를 구할 수 있

다 [22]. 기존 문장 Di의 토큰 xi와 생성된 문장 DG
i,k의 토큰 x̂j

사이의 Cosine 유사도를구하고이를통해두문장간의 Recall,

Precision, F1 Score를 구할 수 있다.

RBERT =
1

|x|
∑
xi∈x

max
x̂j∈x̂

xT
i x̂j (2)

PBERT =
1

|x̂|
∑
x̂j∈x̂

max
xi∈x

xT
i x̂j (3)

FBERT = 2 ∗ PBERT ·RBERT

PBERT +RBERT
(4)

Cosine 유사도와 BERTScore의 F1 Score를 동일한 비중으

로 가중합하여 의미 유사도를 구한다. 수식은 다음과 같다.

Ssim(Di, D
G
i,k) = 0.5 ∗ cos(θ) + 0.5 ∗ FBERT (5)

3.3.2 상황 유사도

상황 유사도를 평가하기 위해서 ChatGPT의 프롬프트를 사

용한다. ChatGPT는 여러 자연어 처리 대부분의 작업에 좋은

성능을낸다 [11]. ChatGPT가문장간의같은상황인지를잘분

류하고판단할것이다.그러므로 ChatGPT에보낼프롬프트를

개발하여 상황 유사도를 평가하였다. 사전 구축한 데이터셋에

대하여 표 4와 같은 프롬프트를 작성하였다. 두 문장이 같은

상황일 수록 1에 가까운 점수를 받게 되고, 다른 상황일수록 0

에 가까운 점수를 받게 된다. 이를 Scon(Di, D
G
i,k)로 정의한다.

표 4. 상황 유사도 측정 프롬프트

프롬프트

Source: 〈SOURCE〉
Generated: 〈GENERATED〉
Score from 0 to 1 the extent to which

〈SOURCE〉 and 〈GENERATED〉 are in the same context

with 〈SOURCE〉 context : 〈CONTEXT〉
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3.3.3 문장 교육 난이도

문장간의 교육적 효과를 검증하기 위해서 문장간의 어휘 수

준지표를사용한다.어휘를기반으로한학습은단순히단어나

구를암기하여학습하는것뿐만아니라,어휘를적절하게사용

하는 능력을 길러준다. 그러므로 적절한 어휘를 바탕으로 학습

하는것이 매우 중요하다 [23]. 하지만 문장간의 어휘 수준 차이

가 너무 높거나 너무 낮으면 생성된 문장으로부터의 학습효과

를 기대하기가 어렵다. 이 논문에서는 생성된 문장의 어휘수준

차이를 측정하기 위하여 ChatGPT의 프롬프트와 Readability

Formula인 Flesch reading-ease score (FRES) [24]와 문장의

길이의 차를 사용한다. ChatGPT의 프롬프트를 사용하는 방

법으로는 상황유사도 프롬프트와 유사하게 사전 구축한 모든

데이터 셋에 대하여 표 5와 같은 프롬프트를 작성하였다 두 문

장 사이에 같은 어휘 수준을 가질 수록 1에 가까운 점수를 받게

되고,어휘수준의차이가클경우 0에가까운점수를받게된다.

이 점수를 SGPT voca로 정의한다

표 5. 문장 교육 난이도 측정 프롬프트

프롬프트

Source: 〈SOURCE〉
Generated: 〈GENERATED〉
Score from 0 to 1 the extent to which

〈SOURCE〉 and 〈GENERATED〉
are in the same vocabulary level

FRES는 어떤 문장이나 문서가 다음 수식에 의해서 계산된

점수가높을수록읽기어려운것을나타내는점수이다.점수가

나타내는 상세한 의미는 표 6과 같다 [25]. 수식은 (6)과 같다.

SFRES = 206.835− 1.015( total words
total sentecnes )

−84.6( total syllablestotal words )
(6)

표 6. FRES chart [25]

점수 학력 (US) 설명

90 to 100 5th grade Very Easy

80 to 90 6th grade Easy

70 to 80 7th grade Fairly Easy

60 to 70 8th & 9th grade Plain English

50 to 60 high school Fairly Difficult

30 to 50 college Difficult

0 to 30 college graduate Very Difficult

본 논문에서는 기존 문장과 생성된 문장과의 어휘 수준 차

이를 측정하기 위해 두 FRES의 차이의 절댓값을 점수의 최대

값인 121.22로 나눈것을 1에서 빼주어 0에 가까울 수록 생성된

문장이기존문장에비해너무높거나낮은어휘수준을가지고

있고 1에 가까울수록 비슷한 어휘 수준을 가진다고 판단할 수

있다.

SFRES D(Di, D
G
i,k) = 1−

|SFRES(Di)− SFRES(D
G
i,k)|

121.22
(7)

새로생성된문장의길이가원래문장보다너무길거나너무짧

으면학습에도움이되지않을것이다.구두점을제거한문장의

길이의 차가 커질수록 0에 가까운 값을 가지게끔 하여 계산하

였다. 이 점수를 Swc로 정의한다. 이렇게 점수 낸 3개를 가중합

하여 문장 교육 난이도 점수를 구한다.

Sedu(Di, D
G
i,k) = 0.33 ∗ SGPT voca + 0.33 ∗ SFRES D

+0.33 ∗ Swc

(8)

4. 실험 및 실험 결과

4.1 실험 환경

말뭉치 확장에 사용한 거대 언어 모델은 ChatGPT를 사용

하였고 모델은 모두 동일하게 gpt-3.5-turbo를 사용하였다. 하

이퍼파라미터 top p는 0.8, temperature는 0.7을 사용하였다.

각 평가지표에 동일한 가중치를 두어 객관적 지표를 얻기 위

해서 수식 (1)의 하이퍼파라미터 α, β, γ는 모두 0.33으로 설

정하여 실험하였다. BERTscore는 사전학습된 BERT모델인

RoBERTa-large 모델을 사용하여 측정하였다 [26].

4.2 실험 결과

본 논문에서는 실험을 통해 제안하는 평가지표 S가 영어 교

육에 있어서 효과적인 데이터를 생성함을 검증하려 한다. 또한

S를 구성하는 각각의 지표인 Ssim, Scon, Sedu에 대해서도 제

시하여 제안하는 접근 방식의 타당성을 확인한다.

표 7의 D34는 무작위로 1개 샘플링한 기존의 문장 데이터

이다. D34를 거대 언어모델을 사용하여 데이터를 증강한 후

생성된 문장 DG
34 와 D34 사이에 계산 된 각각의 지표마다 상위

3개의 점수를 가지는 문장을 추출하고 점수를 표기한 것이다.

표 7의 실험 결과에서, D34에서 생성된 문장 DG
34이 각각의

지표 안에서 의미 유사성, 상황 유사성, 교육 난이도 측면에서

모두 높은 점수를 가지고 잘 생성해낸다고 볼 수 있다. 특히

S의 가장 높은 점수 0.851을 가지는 문장은 지표 Ssim, Scon,

Sedu에서도상위 3개안에드는것을확인할수있다점수또한

높음을 보여준다.

그림 2는 실험에 사용된 모든 데이터셋을 다중 거대언어 모

델을 통해 증강한 후 Ssim, Scon, Sedu 그리고 S를 구해 평균

낸 것 평균와 기준이 되는 문장 하나를 샘플로 선택한 후 그
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샘플에 해당되지 않는 다른 상황의 데이터를 10개 추출 한 후

그것을 평균 낸 표본이 있다.

그림 2의 표본은 평균에 비해 전반적으로 더 낮은 점수를 보

여준다.특히상황유사도점수와의미유사도점수에서는낮은

점수를 보여주었고, 문장 교육 난이도 점수는 상대적으로 높은

점수를가지는것을보여준다.상황유사도는상황이다른문장

이기 때문에 낮은 점수를 가지는 것으로 추측할 수 있고. 의미

유사도는 표본에서 기존 데이터와 선택된 데이터 사이에 유사

하거나 같은 단어가 없기 떄문에 낮은 점수를 가지는 것으로

추측할 수 있다. 교육 난이도 점수는 문장 사이의 어휘수준과

문서의 난이도와 문서의 길이에 의해 정해지기 때문에 비교적

높은 점수를 획득한 것으로 볼 수 있다.

표 7. 생성된 문장 상위 3개 추출한 예

문장 점수

D34 I’ll see you again tomorrow. -

Tomorrow, we will see each other again. 0.83

Ssim I will meet you again tomorrow. 0.78

I will be seeing you again tomorrow. 0.78

I will meet you again tomorrow. 0.9

Scon I will be seeing you again tomorrow. 0.9

Tomorrow, we will see each other again. 0.8

We will meet again tomorrow. 1.0

Sedu I will meet you again tomorrow. 0.9

We can catch up again tomorrow. 0.9

I will meet you again tomorrow. 0.851

S We will meet again tomorrow. 0.845

I will be seeing you again tomorrow. 0.835

그림 2. 생성된 모든 데이터셋에 대한 각 지표의 평균과 무작위

데이터를 사용한 경우의 평균 비교

5. 결론

본 논문은 ChatGPT와 같은 거대 언어 모델 기반의 자연어

처리 중 유사 문장 생성 결과를 평가할 수 있는 새로운 지표인

S 를 제안한다. S는 문장 기반 학습의 의미, 상황, 교육을 모두

고려한 종합 지표이다. 생성된 문장 중 S가 가장 높은 1개를

S∗로 설정함으로써 생성된 문장의 퀄리티를 효과적으로 높힐

수 있었다. 하지만 여러 사전학습 기반 거대 언어 모델을 실

험해보지 않았기에, 향후 연구에는 많은 모델에 S를 적용시켜

모델에 따른 생성 퀄리티를 확인하여, 보다 높은 생성 결과를

낼 수 있도록 방안을 연구 할 것이다.
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