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요       약 

최근, 환자의 현재와 과거 방문 정보(즉, 환자가 현재와 과거 각 방문에서 진단 받은 질병들과 

수술들)를 활용하여 환자 임베딩을 획득한 뒤, 환자의 현재 방문에서 효과적인 의약품들을 추천해주

는 의약품 추천 연구들이 활발하게 진행되고 있다. 이들은 환자 임베딩을 획득하기 위해, 현재와 과

거 방문 정보를 유형 별(즉, 질병과 수술 별)로 각각 융합하여 하나의 질병과 수술 임베딩으로 나타

낸 뒤 이 두 임베딩을 융합한다. 이로 인해, 방문 정보 유형 별 임베딩을 융합하는 방법은 의약품들

을 추천하는데 있어서 큰 영향을 미칠 수 있다. 그러나 지금까지 방문 정보 유형 별 임베딩을 어떻

게 융합하는 것이 환자에게 의약품들을 추천하는데 가장 효과적인지 탐구한 연구는 없다. 따라서, 

본 논문에서 우리는 실세계 데이터 집합을 활용한 실험을 통해 방문 정보 유형들 간의 다양한 융합 

방법들 중 어떠한 방법이 추천 정확도 개선에 가장 효과적인지 비교하고 분석하여 환자에게 가장 

효과적인 의약품들을 추천해주고자 한다. 

 

* 교신 저자 

1. 서론 

의사는 환자의 현재 방문에서 그에게 효과적인 의

약품들을 처방하기 위해, 그의 현재 방문에서 진단된 

질병들과 수술들(즉, 환자의 현재 방문 정보) 뿐만 아

니라 과거 방문 정보, 그리고 처방될 의약품들 간의 

부작용 관계도 고려해야 한다 [1-4, 6-13]. 이는 경험

이 부족한 의사들에게는 실수를 유발할 수 있으며, 

경험이 많은 의사들에게도 시간이 많이 소모되는 과

정이다 [1]. 따라서, 의사가 환자에게 효과적이고 안

전한 의약품들을 처방하는데 도움을 주는 의약품 추

천 연구는 최근 중요한 분야로 떠오르고 있다. 

의약품 추천 연구들은 대게 환자의 현재와 과거 방

문 정보를 활용하여 환자 임베딩을 획득한 뒤, 이를 

기반으로 환자에게 효과적인 의약품들을 추천하는데 

초점을 맞추어 왔다 [2-13]. 이들은 환자 임베딩을 획

득하기 위해, 먼저 환자의 과거부터 현재 방문까지의 

방문 정보를 방문마다 방문 정보 유형 별(즉, 질병과 

수술 별)로 임베딩을 생성한 뒤 모든 방문에 대한 임

베딩들을 유형 별로 융합하여 하나의 질병과 수술 임

베딩을 획득한다. 그러고 나서, 이 질병과 수술 임베

딩을 순차(concatenation, 이하 concat.)한 뒤 다층 퍼셉

트론(Multi-Layer Perceptron, 이하 MLP)에 적용시켜 

환자 임베딩을 획득한다. 

이러한 환자 임베딩은 추천될 의약품들을 예측하기 

위한 기반으로 사용되기 때문에, 환자 임베딩을 획득

하는 방법은 환자에게 효과적인 의약품들을 추천하는

데 큰 영향을 미칠 수 있다. 그러나 기존 의약품 추

천 연구들은 방문 정보 유형 별 임베딩(즉, 하나의 

질병과 수술 임베딩)을 획득하기 위한 다양한 방법에

만 초점을 두고, 이들을 융합하는 방법은 깊게 고려

하지 않았다. 따라서 본 논문에서는 실세계 데이터 

집합과 기존 의약품 추천 연구들의 기반이 되는 모델
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인 GAMENet [2]을 활용하여, 방문 정보 유형들 간의 

다양한 융합 방법에 대해 비교 실험하고 결과를 분석

하여 환자에게 가장 효과적인 의약품들을 추천해주고

자 한다. 

 

2. 관련 연구 

본 장에서 우리는 기존 의약품 추천 연구들이 환자 

임베딩을 획득하는 방법에 대해 구체적으로 이야기하

고 이들의 한계에 대해 이야기하고자 한다. 

기존 의약품 추천 연구들은 환자 임베딩을 획득하

기 위해서, 먼저 환자의 현재와 과거 각 방문마다 방

문 정보를 방문 정보 유형 별 멀티-핫(multi-hot) 벡터

로 표현한다. 이후, 희소한 특성을 가지는 이러한 멀

티-핫 벡터들을 방문 정보 유형 별로 동일한 MLP 를 

적용시켜 덴스한(dense) 임베딩들로 만든다. 그러고 

나서, 이 덴스한 임베딩들을 방문 정보 유형 별로 독

립적인 순환 신경망(Recurrent Neural Network, 이하 

RNN) [14]에 방문 순서대로 입력하여 하나의 질병과 

수술 임베딩으로 나타낸다. 최종적으로, 이러한 질병

과 수술 임베딩을 concat.한 뒤 MLP 를 적용하여 환

자 임베딩을 생성한다. 

대부분의 기존 의약품 추천 연구들이 위와 같은 방

법을 활용하여 초기 의약품 추천 연구들에 비해 상당

히 높은 추천 정확도를 획득했음에도 불구하고, 이들

은 방문 정보 유형 별 임베딩을 획득하는 방법에만 

초점을 두었을 뿐 방문 정보 유형 별 임베딩을 융합

하기 위한 다양한 방법은 탐구하지 않았다. 

 

3. 실험 

3.1 실험 환경 

본 장에서 우리는 방문 정보 유형 별 임베딩을 융

합하기 위한 다양한 방법을 탐구하기 위해, 실세계 

공개 데이터 집합인 MIMIC-III [15]을 사용하여 실험

을 진행한다. MIMIC-III 은 미국 중환자실에서 얻어

진 데이터 집합으로, 의약품 추천 연구에서 널리 사

용되고 있다 [1-13, 16, 17]. 우리는 기존 의약품 추천 

연구들 [1-5, 7-13, 16, 17]과 동일하게 2 번 이상 방문한 

환자들의 데이터만을 사용하여 실험을 진행한다. 구

체적인 데이터 집합에 대한 통계치는 표 1 에 나타나 

있다. 

우리는 다양한 융합 방법들의 평가를 위해, 기존 

의약품 추천 연구들과 동일하게 데이터 집합을 훈련 

집합(4/6), 검증 집합(1/6), 시험 집합(1/6)으로 나누었

다. 또한, 의약품 추천 연구에서 널리 사용되고 있는 

평가 지표인 Jaccard, PRAUC, F1 을 사용하여 다양한 

융합 방법들의 정확도를 측정하였다. 
 

<표 1> MIMIC-III 데이터 집합 통계치 

특성 값 

환자들 수 5,442 

방문들 수 14,124 

질병들 수 1,958 

수술들 수 1,430 

의약품들 수 131 

방문들 수의 평균 / 최대 값 2.59 / 29 

방문 당 진단된 질병들 수의 평균 / 최대 값 13.69 / 39 

방문 당 진단된 수술들 수의 평균 / 최대 값 4.58 / 32 

방문 당 처방된 의약품들 수의 평균 / 최대 값 19.25 / 53 

 

3.2 비교 대상: 다양한 융합 방법들 

우리는 방문 정보 유형 별 임베딩을 가장 효과적으

로 융합할 수 있는 방법을 확인하기 위해서, 기존 의

약품 추천 연구들이 사용하는 융합 방법(2. 관련 연구 

장 참조, 이하 concat.+MLP)과 다음과 같은 다양한 

융합 방법들을 비교한다: (1) summation(이하 sum.): 

방문 정보 유형 별 특징을 그대로 반영하기 위해 방

문 정보 유형 별 임베딩을 합한다; (2) average(이하 

avg.): 방문 정보 유형 별 특징의 경향을 반영하기 위

해 방문 정보 유형 별 임베딩을 평균한다; (3) 

weighted summation(이하 weighted sum.): 방문 정보 유

형 별 임베딩에 가중치(weight)를 두어 합한다; 이 때, 

가중치를 학습 가능한 파라미터(구체적으로, a 와 (1-

a))로 두어, 모델이 환자들에게 효과적인 의약품들을 

추천하는데 더 많은 영향을 미치는 방문 정보 유형에 

더 큰 가중치를 부여할 수 있게 하였다. 

우리는 기존 의약품 추천 연구들의 기반이 되는 모

델인 GAMENet [2]의 프레임워크(framework) 아래, 방

문 정보 유형들 간의 융합 방법만을 바꾸어 가며 실

험을 진행한다. 

 

3.3 실험 결과 

모든 실험 결과는 표 2 에 나타나 있다. 이 때, 평

가 지표 별로 가장 높은 정확도는 굵게, 두 번째로 

높은 정확도는 밑줄로 표시하였으며, 가장 높은 정확

도가 기존 융합 방법(즉, concat.+MLP) 대비 얼마나 개

선되었는지를 백분율로 표에 함께 나타내었다. 

표 2 에서 보이는 것처럼 기존 융합 방법인

concat.+MLP 는 모든 평가 지표에서 다른 모든 융합 

방법들보다 낮은 추천 정확도를 보였다. 반면, 

weighted sum.은 모든 평가 지표에서 가장 좋은 추천 

정확도를 보였다. 구체적으로, weighted sum.은 기존 융

합 방법인 concat.+MLP 를 Jaccard 기준 1.74% 향상시

켰다. 이는 기존 의약품 추천 연구들이 가장 좋은 정

확도를 보이는 경쟁 방법 대비 평균 2.4%의 정확도 

향상을 보이는 것을 고려했을 때, 꽤 의미 있는 향상

이다. 다시 말하면, 방문 정보 유형들 간의 융합 방법

이 환자들에게 효과적인 의약품들을 추천하는데 있어

서 큰 영향을 미치고 있다는 것이다. 또한 weighted 

sum.이 가장 높은 추천 정확도를 달성한 것은 환자들

에게 효과적인 의약품들을 추천하는데 더 많은 영향
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을 미치는 방문 정보 유형이 존재할 수 있으며, 모델

이 이러한 방문 정보 유형에 더 큰 가중치를 부여할 

수 있도록 학습하는 것이 효과적임을 나타낸다. 

 

<표 2> GAMENet [2]에서의 방문 정보 유형들 간의 

다양한 융합 방법에 따른 정확도 

 Jaccard PRAUC F1 

concat.+MLP 0.4315 0.6769 0.5908 

sum. 0.4340 0.6778 0.5928 

mean 0.4349 0.6790 0.5942 

weighted sum. 0.4390 0.6790 0.5980 

개선 1.74% 0.31% 1.22% 

 

4. 결론 및 향후 연구 

본 논문에서 우리는 방문 정보 유형 별 임베딩을 

융합하는 방법이 의약품들을 추천하는데 있어서 큰 

영향을 미칠 수 있음에도 불구하고, 기존 의약품 추

천 연구들이 이에 대해 탐구하지 않은 것을 지적했다. 

따라서 우리는 의약품 추천 연구에서 방문 정보 유형

들 간의 다양한 융합 방법들 중 어떠한 방법이 가장 

효과적인지에 대해 비교 실험하고 결과를 분석하였다. 

그 결과, 환자들에게 의약품들을 추천하는데 더 큰 

영향을 미치는 방문 정보 유형에 대한 특징이 더 많

이 반영되도록 방문 정보 유형들을 융합하는 것이 추

천 정확도 개선에 가장 효과적임을 확인하였다. 향후 

연구에서 우리는 환자 개개인을 고려하여 의약품들 

추천하는데 더 큰 영향을 미치는 방문 정보 유형에 

대한 특징이 더 많이 반영될 수 있도록 새로운 융합 

방법을 연구하고자 한다. 
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