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요 약

최근 음성인식을 위한 대표적인 방법으로써 은닉 마르코프 모델이 사용되고 있으며, 이러한 방법은 음성의 특성을 잘 

표현하도록 하는 음향적인 모델링 방법에 따라서 성능이 좌우된다. 본 논문에서는 상태에서의 출력확률을 견고히 추정하 

기 위한 방법으로 상태에서의 출력확률을 소스들의 분포와 그들의 빈도로 가중한 출력분포로 표시하는 상태 의존 소스 

양자화 모델링 방법을 제안한다. 이 방법은 한 상태 내에서 특징 파라미터들이 유사한 특성을 가지며, 그들의 변이가 다른 

상태에 있는 특징 파라미터들에 비해서 작다는 사실에 기반한다. 실험결과에 의하면, 제안된 방법이 기존의 baseline시스 

템보다 단어 인식율의 경우는 2.7%, 문장 인식율의 경우 3.6%의 향상을 보였다. 이러한 결과로부터 제안된 SDSQ-DHMM 
이 인식율 향상면에서 유효하며, HMM에 있어서 상태별 출력확률의 견고한 추정을 위한 대안으로 사용될 수 있을 것으로 

판단된다.

ABSTRACT

Recently, hidden Markov model(HMM) has become the predominant approach to speech recognition and its performance 
depends on the acoustic modeling techni이ues adopted to represent the characteristics of speech.

In this paper, we proposed the state-dependent source-quantization(SDSQ) discrete hidden Markov model in which robust 
output probabilities are estimated as the sum of product of the frequency of a state-dependent source and its own codeword 
distribution on the facts that feature vectors within the same state have similar characteristics in their acoustical aspects and 
their variations are lower than that of other states.

The experimental result has shown that the proposed method improved word accuracy of 2.7% and sentence accuracy of 
3.6% over the baseline system. These results indicated that the SDSQ-DHMM leads to improve the recognition rate and 
therefore it may be used as an alternative to the robust estimation of output probabilities for HMMs.

I.서 론

음성인식을 위한 다양한 방법들이 현재 연구되고 있으 

며, 그 중에서 몇몇 방법들은 우수한 인식을을 나타내는 

것으로 알려져 있다. 이들 중에서 은닉 마르코프 모델 

(HMM :hidden Markov model)에 기 반한 방법U, 2, 3］은 

다른 방법들에 비해서 향상된 인식율을 나타내고 있으 

며, 음성 인식결과의 후처리를 위해서 사용되는 언어 및 

의미적인 정보들과도 손쉽게 확률적으로 통합될 수 있는 

장점들로 인해 근간에 들어서 음성인식을 위해서 널리 

사용되고 있다. 은닉 마르코프 모델은 음성의 시간적인 

변화특성을 몇 개의 상태들(states)로 나누고, 각 상태들 

간의 천이(transition)와 상태 내에서 음성신호의 출현을 

확률적으로 모델링하고 있다. 상태를 모델링하는 방법이 

나 모델의 파라미터들을 학습하는 방법에 따라 다양한 

형태의 모델링이 가능하다.

은닉 마르코프 모델에서 상태로부터 특징벡터의 출력 

확률을 연속밀도 함수로 표현하는가, 혹은 이산밀도 함 

수로 표현하는가에 따라서 연속형 HMM과 이산형 HMM 
으로 나뉘어진다. 연속형 HMM은 상태에서 출력확률을 

정규화 분포(normal distribution)의 함수 형태로 모델링 

하는데, 이때 사용되는 함수의 파라미터들의 부적절한 

추정은 인식율을 저하시키며, 인식율 위해서 많은 계산량 

을 필요로 한다. 이에 반해서, 이산형 HMM은 빠른 연산 

속도와 불충분한 학습자료로도 어느 정도의 인식 성능을 
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얻을 수 있는 장점이 있다. 그러나, 특징 파라미터의 양자 

화에 따른 양자화 오류가 발생하며, 아울러 실험 시에 학 

습되지 않은 자료들에 대해서 낮은 확률을 출력함으로써 

성능이 저하되는 단점 이 있다.

이러한 상태별 출력확률을 모델링하는 방법 이외에 은 

닉 마르코프 모델을 학습자료에 대해서 모델의 출력확률 

을 최대화하는 형식으로 학습할 것인가, 아니면 인식할 

모델전체와의 관계를 고려화해서 학습할 것인가에 따라 

ML(maximum likelihood)나 MMIE(minimum mutu히 in
formation expectation), MCE(minimum classification er
ror), GPD(generalized probabilistic descent) 그리고 CT 
(corrective training)둥의 다양한 학습방법들이 사용된다 

[4, 5, 6].
이상에서 설명하였둣이, 은닉 마르코프 모델은 상태 내 

에 출력확률을 추정하는 방법, 은닉 마르코프 모델의 학 

습 방법, 그리고 모델간의 변별력을 향상시키는 방법에 

따라서 다양한 모델이 가능하지만, 실제적인 모델의 성 

능은 은닉 마르코프 모델을 구성하는 상태의 수, 상태간 

의 전이확률 및 상태 내에서의 심벌의 출력확률에 의존 

하게 된다. 상태 수는 시간적인 지속 시간을 모델링하는 

데 사용되는 것으로, 너무 적은 상태 수는 분별력있는 구 

간들을 하나의 상태 지속시간 안에 모델 링함으로써 모델 

의 분별력을 저하시키고, 너무 많은 수는 모델의 지속시 

간을 지나치게 연장시키는 결과를 가져옴으로써 적절한 

상태수를 정 의 하는 것 이 필요하다[7]. 일반적 으로 상태수 

는 인식 실험결과에 의존해서 결정되며, 일반적으로 음 

소의 경우에는 세개의 상태들-초기(start), 중앙(middle), 
끝(end)-들로 모델링하거나 음소의 다양한 시간길이의 

변이를 흡수할 수 있는 형태의 모델이 사용된다⑵.

두 번째로, 상태와 상태간의 전이확률은 한 상태에 머 

무를 가능성과 지금의 상태에서 다른 상태로 전이할 확률 

로 나뉘어진다. 이러한 전이확률은 지속시간과 밀접한 관 

련이 있으며, 부적절한 모델링에 의한 성능저하가 상태 

내에서 심벌의 출력확률에 대한 부적절한 모델링에 비해 

서 매우 적은 경향을 나타낸다.

마지막으로, 상태에서 심벌의 출력확률은 임의의 시점 

에서 음성신호에 대옹되는 특징 파라미터가 해당 상태에 

서 출현할 확률을 나타내는 것으로, 입력 신호에 대한 인 

식모델의 유사도에 직접적으로 큰 영향을 미치는 요소이 

다. 음성인식 방법의 일종인 동적 정합법이 참조패턴과 

입력패턴간의 특징 파라미터간의 거리에 기반하여 정합 

도를 계산하는 방식이라면, 은닉 마르코프 모델은 입력 

패턴의 양자화된 코드워드가 해당상태에서 얼마만큼의 

빈도로 출현하는 가를 나타내는 확률값을 정합도로써 사 

용한다는 점올 제외하고는 동일하다. 따라서, 실제적으로 

정합과 관련된 은닉 마르코프 모델에서의 상태별 심벌의 

출력 확률값의 부적절한 추정은 인식율의 저하를 가져옴 

으로, 은닉 마르코프 모델의 성능을 향상시키기 위해서 

보다 견고한 상태별 출력확률의 추정이 중요하게 된다. 

본 논문에서는 이산형 은닉 마르코프 모델에서 상태별 

심벌의 출력확률을 추정하기 위한 방법으로, 상태 의존 

소스 양자화(SDSQ ： state-dependent source quantization) 
HMM 방법을 제안하고자 한다. 이 방법을 통해서 상태 

에서 출력 심벌의 출력분포가 기존의 학습식에 의해서 

얻어진 출력심벌의 분포에 비해 보다 분별력을 가지며, 

인식 성능면에서도 보다 향상된 결과를 나타내는 것을 

알 수 있었다.

본 논문의 구성은 다음과 같다. 1 장에서는 상태별 출 

력확률 추정의 중요성에 대해서 설명하고, 2장에서는 상 

태별 출력확률의 추정과 관련된 기존의 연구방법들과 이 

들이 갖는 문제점들에 대해서 기술하고자 한다. 3장에서 

는 본 연구에서 제안한 상태 의존 소스 양자화방법에 대 

해서 설명하고, 4장에서는 실험 및 결과에 대한 검토 내 

용에 대해서 기술하고, 마지막 5장에서 이장의 결론을 맺 

고자 한다.

n. 기존의 연구방법들과 문제점

이 절에서는 이산형 은닉 마르코프 모델에서 상태별 출 

력확률을 모델링하는 기존의 방법들에 대해서 설명하고 

자 한다. 상태별 출력확률에 영향을 미치는 요소들과 기 

존의 방법이 가지는 문제점들에 대해서 기술하고자 한다.

2.1 기존의 연구방법들

은닉 마르코프 모델에서 상태별 출력확률의 추정은 상 

태에서 출력확률을 어떻게 모델링하는가, 은닉 마르코프 

모델의 파라미터를 어떻게 학습하는가, 그리고 추정된 

인식 모델의 출력확률 분포간에 혼동율을 줄이기 위해서 

어떻게 변별력을 향상시킬 것인가에 따라 다양한 형태의 

모델링이 가능하게 된다. 이러한 은닉 마르코프 모델링 

과 관련된 주요 측면들을 나열하면 다음과 같다. 먼저, 은 

닉 마르코프 모델에서 상태별 출력확률을 모델링하는 방 

법에 대해서 알아보자. 은닉 마르코프 모델은 모델을 구 

성하는 상태를 어떻게 모델링하는 방법에 따라서 연속형 

HMM[8], 이산형 HMM[2], 그리고 반연속형 HMM[9]등 

으로 나뉜다. 이산형과 연속형의 구분은 상태를 표현하 

는 특징 벡터의 공간올 어떠 한 방식으로 표현하는가에 의 

존한다. 이산형 HMM의 경우는 상태를 나타내는 특징 벡 

터의 공간을 유한한 개수의 양자화된 공간으로 분할하 

고, 분할된 각각의 부공간(subspace)에 대해서 평균적인 

특징벡터를 계산하고 그러한 평균적인 특징벡터가 해당 

부공간을 대표하도록 한다. 이러한 부공간올 대표하는 

평균적 인 특징벡터를 유도하기 위해서 이산형 HMM에 

서는 벡터 양자화(VQ：vector quantization)과정[10, 11]이 

수행된다. 입력된 음성신호에 대한 인식 모델과의 정합 

도는 입력 음성신호에 대한 코드북을 적용하여 얻어진 

특징 파라미터의 코드워드 색인열이 대상 은닉 마르코프 

인식모델에서 출력될 확률의 형태로 표현되며, 최고의 
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출력확률을 갖는 인식모델이 최종적인 인식결과로써 인 

식되게 된다. 연속형 HMM은 앞서 설명한 이산형 HMM 

에서 상태에서의 출력확률의 추정을 위해서 연속함수를 

사용하여 추정한다는 점올 제외하고는 동일하다. 상태 

내에서 특징 파라미터의 공간을 연속 함수들의 형태로 

표현함으로써, 이산형 HMM에서와 같이 코드북을 이용 

한 특징 파라미터의 양자화에 따른 오류가 발생되지 않 

으므로 보다 견고한 상태 별 출력확률을 구하게 된다. 그 

러나, 연속형 HMM의 경우는 인식을 위해서 많은 계산 

시간을 요하며, 아울러 상태의 특징 파라미터 부공간을 

모델링하기 위해서 사용되는 자료가 불충분한 경우 부적 

절하게 추정된 모델 파라미터는 인식 성능을 크게 저하 

시키는 단점이 있다.

두 번째로, 은닉 마르코프 모델의 파라미터들의 학습 

방법에 따른 분류를 살펴보자. 은닉 마르코프 모델의 학 

습을 위해서 전향-후향(forward-backward) 학습방법|2］과 

Viterbi학습방법［13］이 일반적으로 사용된다. 이들 방법은 

모두 ML(maximum likelihood)방법의 일종으로, 인식모 

델의 파라미터를 학습을 위한 자료들에 대해서 최대의 

출력값을 갖도록 학습하는 방법이다. 성능 면에서 전향- 

후향방법이나 Viterbi방법이 실제적인 인식 실험에서 서 

로 유사한 성능을 나타내는 것으로 보고되고 있다［14］.
마지막으로, 인식모델간의 혼동율을 줄이기 위해서 다 

양한 변별력 학습방법들이 사용되고 있다. 앞서 설명한 

최대우도에 기반한 학습의 경우 인식 모델별로 학습자료 

를 분할하고, 해당 학습자료에.대해서 인식모델의 출력 

확률이 최대화되도록 학습하게 된다. 이 방법의 단점은 

임의의 한 인식모델의 학습에 사용된 자료에 대해서 다 

른 인식모델의 출력결과가 높게 나타날 수 있다는 점이 

다. 즉, 주어진 자료에 대웅되는 인식모델의 출력확률이 

다른 인식모델의 출력확률보다 낮게 나타남으로써, 오인 

식이 될 수 있는 가능성이 있다는 의미이다. 따라서, 혼동 

가능한 모델에서 해당 심벌의 출력확률올 낮춤으로써 인 

식율올 향상시키는 방법이 필요하다. 이러한 방법들로는 

오류보정 방법의 일종인 CT(corrective training)나 LVQ 
(learning vector quantization)에 기 반한 방법, 오류함수에 

기 반한 GPD(generalized probabilistic descent)나 MCE 
(minimum classification error)등의 방법들이 사용된다. 

이러한 과정을 통해서 분별력을 가진 모델의 상태별 출 

력 확률 분포는 최초의 학습 자료로부터 얻어진 출력 확 

률분포와는 다른 형태를 가지며, 실제적인 인식실험에서 

성능 향상을 가져오는 것으로 알려졌다.

본 연구에서는 이러한 다양한 방법들에 의해서 영향을 

받는 상태별 출력확률의 추정을 위해서, Viterbi 학습방법 

에 기반한 이산형 은닉 마르코프 모델의 상태별 출력확 

률을 추정하는 방법을 중심으로, 개선된 상태별 출력확 

률의 추정 방법인 상태의 존 소스 양자화(SDSQ: state-de- 
pendent source-quantization)방법올 제안하고, 이 방법을 

기존의 이산형 HMM의 학습식에 적용하고자 한다. 기존 

의 상태별 출력확률 추정과 관련된 문제점들에 대해서 아 

래 의 2.2절에서 기 술하고자 한다.

2.2 문제점들
은닉 마르코프 모델을 구성하는 두 개의 통계적인 프 

로세스 중에서 상태간 전이 프로세스보다는 상태별 심벌 

의 출력분포를 추정하는 프로세스가 인식율에 커다란 영 

향을 미친다. 즉, 은닉 마르코프 모델을 이용한 음성의 모 

델링에 있어서, 음성신호의 특성올 보다 잘 표현하는 것 

이 신호의 변화특성보다는 중요함을 나타낸다. 기존의 

방법들이 갖는 상태 모델링의 문제점들에 대해서 알아보 

도록 하자.

은닉 마르코프 모델을 구성하는 파라미터들을 견고히 

추정하는 것은 실제적인 인식성능과 밀접한 연관관계를 

가지고 있으며 매우 중요하다. 앞서 설명하였듯이, 추정 

될 은닉 마르코프 모델의 파라미터들 중에서 상태별 전 

이관계를 나타내는 확률보다는 임의의 시점에서 입력된 

특징 파라미터가 상태 내에서 출현할 확률의 추정이 인 

식율에 보다 영향을 미치게 된다. 임의의 시점에서 입력 

된 특징 벡터가 하나의 상태에서 출현할 가능성이 상태 

별 출력확률의 형태로 은닉 마르코프 모델에서 표현되기 

때문이다. 상태별 심벌의 출력확률 모델링하는 방법은 

학습방법에 따라 달라지게 된다. 일반적으로, 인식 단위 

별로 수집된 학습자료에 대해서 인식단위 모델의 해당 

학습자료에 대한 출력확률을 최대화하도록 학습하는 최 

대우도(maximum likelihood)의한 학습방법이 널리 사 

용되는데, 이 방법의 단점은 다른 모델의 학습올 위해서 

사용되는 학습자료에 대해서도 인식모델이 최고의 출력 

확률을 갖는다는 보장이 없다. 이 문제를 해결하기 위해 

서, 인식모델간의 분별력을 향상시키기 위한 다양한 방 

법들이 사용되고 있다.

본 연구에서는 최대우도에 기반한 인식방법 중에서 

Viterbi학습방법에 의해서 학습된 상태별 출력확률분포의 

방법의 문제점을 개선하여 보다 견고한 상태별 출력확률 

을 추정 하는 방법 을 제 안하고자 한다. 일반적으로 Viterbi 
방법에 의해서 학습된 출력확률의 분포는 상태단위로 모 

델링된다. 은닉 마르코프 모델에서 상태는 음성 신호 상 

에서 유사한 특성을 가지는 시간구간을 모델 링하는 단위 

로, 한 상태 내에서 신호의 변화특성은 다른 상태에서의 

신호변이보다는 작은 특성을 가지고 있다. 하나의 상태 

내에서의 신호의 변화특성을 기존의 방법의 경우는 상태 

단위로 모델링하는데, 이러한 방법에는 다음과 같은 두 

가지 문제점이 있다.

첫 번째로, 상태 내에서 출력확률이 해당 상태 내에서의 

코드워드의 빈도에 대한 정규화된 값으로 표시된다. 이 

러 한 경 우, 출력확률은 지속길이 가 긴 코드워드의 빈도 

에 의존하게 됨으로써, 여러 학습자료에서 빈도가 높은 

코드워드에 비해서 높은 확률을 가질 수 있게 된다. 실제 

적으로, 적은 빈도로 출현하면서 긴 지속길이를 갖으므 
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로써 높은 출력확률을 갖는 코드워드에 비해서 여러 학 

습자료에 걸쳐 나오는 높은 빈도의 코드워드가 보다 가 

중되어야하는 것이 바람직하다.

두 번째로, 하나의 상태를 대표하는 대표패턴이 있다 

고 가정하면, 그러한 대표패턴은 해당 상태에서의 코드 

워드 벡터들과 그들의 존재 가능성을 나타내는 확률의 

곱에 대한 합의 형태로 표시할 수 있다. 이러한 가정 하에 

서 상태에서의 코드워드 색인의 출력 확률분포는 하나의 

상태에 대웅되는 대표패턴을 표시하기 위해서 가 코드워 

드가 하나의 상태에서 존재할 가능성을 나타낸다고 할 

수 있다. 이러한 관계를 이용해서, 상태를 나타내는 학습 

자료상에서의 대표패턴들과 이에 대응되는 코드워드 색 

인의 분포들을 이용해서 보다 분별력을 갖는 상태별 코 

드워드의 출력 확률분포 추정 하는 것이 바람직 하다.

앞서 기술한 문제점들을 해결하기 위해서, 본 연구에 

서는 인식모델의 상태별로 수집된 자료에 대해서 상태를 

대표하는 평균적인 벡터를 구하고, 이들의 빈도와 각각 

의 대표벡터에 대웅되는 코드워드 색인의 분포특성을 이 

용해서 상태별 출력확률을 추정하는 상태 의존 소스 양 

자화 (SDSQ: state-dependent source-quantization) 방법 에 

기반한 상태별 출력확률의 추정 방법을 제안하고자 한다. 

상세 한 내용은 다음의 3장에서 기술하고자 한다.

m. 상태의존 소스 양자화 모델링

이 장에서는 본 연구에서 제안한 견고한 상태별 출력 

확률을 추정하기 위한 방법인 상태 의존 소스 양자화에 

따른 상태 별 출력 확률 추정 방법 올 기술하고, 아울러 이 러 

한 추정 방법을 기존의 HMM의 학습식에 적용한 SDSQ- 
DHMM의 유도과정에 대해서 설명하고자 한다.

3-1 상태 의존 소스(SDS : State Dependent Source)의 

정의

상태 의존 소스의 유도에 앞서서, 상태의존 소스에 대 

해서 정의하고자 한다. 본 논문에서 상태 의존 소스(SDS) 
란 상태수준의 평균 특징벡터와 그의 빈도, 그리고 대웅 

되는 코드워드의 분포를 말한다.

SDS = (평균 특징 벡터, 빈도, 코드워드의 분포)

이러한 정의는 하나의 상태에는 그 상태를 표시할 수 

있는 유일한 코드워드의 분포가 있고, 그러한 코드워드 

의 분포로써 대표되는 특징벡터가 있다는 사실에 기반한 

다. 상태별로 대표하는 특징벡터와 그에 대옹되는 코드 

워드의 분포를 실제적으로 추정할 수 없으므로, 학습 자 

료로부터 얻어진 상태의존 소스들의 선형결합형태로써 

추정 하고자 한다.

상태 의존 소스들을 얻기 위해서, 학습 자료는 우선 인 

식모델의 상태단위로 정렬된다. 이를 위해서 학습문장에 

대웅되는 triphone모델들을 접속하고, 이렇게 해서 만들 

어진 문장 단위모델에 학습 자료를 입력으로 해서 seg

mental K-means방법［12］을 적용하여 인식모델인 triphone 
모델의 상태별로 특징 파라미터의 코드워드 색인열올 정 

렬한다. Triphone모델의 상태별로 정렬된 코드워드 색인 

열과 특징 파라미터 열을 사용하여, 한 상태를 소스벡터 

와 그에 대웅되는 소스 분포형태로 표현하게 된다.

소스벡터(SV:source vector)는 상태에서 정렬된 특징 

파라미터들의 평균벡터로 정의되며, 이러한 평균벡터가 

상태의 특성을 대표한다고 가정하고 이 벡터를 상태의존 

소스벡터 (SDSV： state-dependent source vector)라고 부르 

며, 그 유도식은 아래의 식과 같다.

%，=帀W g ⑴

여기서, Z•는 상태 S로 정렬된 특징 벡터열들 가운데에 

서 z•번째 해당되는 특징 벡터열을 나타내며, M(t)는 상 

태 s에서의，번째 특징 벡터열에서 /번째 특징벡터를 표 

시하며, 7滇，)는 z•번째 특징 벡터열의 프레임 길이를, 그리 

고 招는 상태 "게서，번째 특징 벡터열에 대한 평균벡터 

로 SDSV를 나타낸다. 구해진 SDSV의 빈도를 추정하기 

위해서, SDSV는 해당 특징파라미터의 코드북올 이용해 

서 양자화되며, 대옹되는 코드워드의 빈도를 상태 s에서 

의 SDSV 빈도로써 사용한다. 하나의 SDSV에 대응되는 

코드워드의 색인을 구하는 식은 아래와 같다.

乙，, = /(瓦了)，rs,iGM (2)

여기서, 么.,은 상태 s에서，번째 특징 벡터열에 대웅되 

는 SDSV의 양자화된 코드워드 색인이며, R.)는 코드북 

사상함수(mapping function) 이다. 코드북 사상함수는 입 

력된 특징벡터와 해당 코드북내의 모든 코드워드들간의 

Euclidean거리를 계산해서, 그 중에서 가장 작은 거리를 

가진 코드워드의 색인값을 출력하게 된다. 이러한 SDSV 
에 대응되는 해당 코드북의 코드워드 색인을 구하는 것과 

마찬가지로, 상태 S에서，번째 특징 벡터열에 속하는 각각 

의 특징벡터에 대한 코드워드 사상함수는 아래와 같다.

Os, .(0 = /(兄二 W), os, ,(0 6A/ (3)

여기서,。，.血)는 특징벡터 須二。)의 양자화된 코드워드 

색인을 나타낸다. 상태별로 정렬된 특징 벡터열에 대한 

SDSV와 특징 벡터 에 대한 코드워드사상과는 그림 1과 같 

다.

다음으로, 각 상태별로 소스의존 코드워드 분포를 구 

하기 위해서, 구해진 특징 벡터열에 대웅되는 SDSV별로 

해당 특징 벡터열에 대웅되는 코드워드 색인열을 이용해 

서 SDSV별 코드워드의 빈도를 계산하고 누적한다. 조건 

부 확률 厶(孔/)은 상태 s에서 상태의존 소스벡터의 양자
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스 코드워드 项의 정규화된 빈도를 나타낸다. SDSQ에 의 

한 상태별 출력확률의 추정과정은 아래의 그림 2와 같다.

빈도导 
누저

그림 1. 상태 s에서 SDSV와 특징 파라미터들
distribution [N]

freq[1]

새로이 추정된 

흐력분포

그림 2. 상태의존 소스 모델링

화된 색인이 J•라고 가정하였을 경우, 특징 벡터의 양자화 

된 코드워드가 z•의 정규화된 빈도를 나타내며, 그 유도식 

은 아래 와 같다.

1 T 时
艮지■7)= 3~厂厂 £ £ 八知血),力, P i, jEM (4) 

M(丿)k=i i = \

H e •、卩，if /ls(Os>k(t))=J
/(。£ 山)，J)= (5)

(0, otherwise

여기서, N妇、)는 상태 s에서 상태의존 소스벡터 项의 빈 

도를 나타낸다. 함수 /(•)는 단위함수로써, 함수의 인수들 

이 서로 같은 경우에 1의 값을 출력하고 그렇지 않은 경 

우 0의 값을 출력한다. 이 함수값은 입력인수에 대해서 

상태의존 소스벡터에 대응되는 코드워드의 색인을 반환 

하는 함수인 么(•)에 의해서 결정된다.

각 상태에 대한 모든 특징 벡터열들에 대한 처리가 완 

료된 후, 한 상태에서의 최종적인 코드워드 출력 분포는 

소스벡터에 대응되는 코드워드 색인의 정규화된 빈도와 

소스 벡터별로 구해진 특징 벡터들에 대한 코드워드의 

분포들간의 선형 결합 형태로써 추정된다.

• C(.s) _

WO = L么(订j) x瓦侦) (6)
j

Fs(j) = K으 - , 1 M jY C(s) (7)

E N 야) 
A= I

여기서, C(s)는 상태 s에서 정의되는 유일한 상태의존 

소스들의 갯수를 나타내며,、⑴는 상태 s에서 추정된 /번 

째 코드워드의 출력확률을, 그리고, 瓦。)는 상태의존 소

3.2 상태의존 소스 양자화 이산형 은닉 마르코프 모델

이 절에서는 기존의 DHMM올 상태의존 소스 모델링 

으로 확장한 SDSQ-DHMM방법 을 중심으로 기술하고자 

한다. SDSQ-DHMM의 학습식의 유도과정은 다음과 같 

다. 모델 ”기 주어졌을 때, /\(X)는 입력 벡터열 X가 주어 

졌을 때의 출력확률을 나타내며, 月(。)은 입력 벡터열 X 
에 대한 양자화과정을 통해서 얻어진 관측 심벌열 0=5, 
02, Or이 주어졌을 때의 출력확률을 나타낸다. 특징 벡 

터열 X=M, 亦이 주어졌을 때, 은닉 마르코프 

모델 A에서의 출력 확률식은 아래와 같다.

R(X)= E &(X|S)•眾S)

b(ms)= n/= I

Fx(S) = Fx(&) fl Fx(s,|s,t)

1 = 2

(8)

⑼

(10)

여기서, S = Si, S2, s?■는 상태열을 나타내며, *는 시 

점 t에서의 상태를 의미한다. 상태열 S에서의 합은 모델 

내에서의 가능한 모든 상태열들의 합을 나타내는데, 코 

드워드 심벌의 집합 V가 상태와 한 모델내에서 독립이라 

고 가정하면, 임의의 시점 t에서의 상태 S,에서 입력 특징 

벡터의 출력확률의 아래와 같이 표현할 수 있다.

Pi(xTlsr)= L 血1时 (11)
o,er

이상의 수식은 반연속 HMM에서 사용되는 수식과 동 
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일한 형태를 취하고 있다. 더 나아가서, 특징벡터의 공간 

이 서로 분할되었다고 가정하면, 위의 수식은 아래와 같 

이 변경될 수 있다.

St) = PA PjJio； I St) (12)
0； = argmaxo,ev A(~X^\Ot) (13)

수식 (13)은 입력된 특징벡터 M의 양자화된 코드워드 

색인을 나타낸다. 여기서,는 특징파라미터의 코드북에 

서의 최적 코드워드 색인이다. 수식 (8), (9) 그리고 (10)을 

사용해서, 아래와 같은 관계가 이루어진다.

Pi(X) = Pl(X|O,)-Pl(O,) (14)

where,

/= I

Px(o,)= E 眾。*is)  •月(s)

수식 (14)에서, O- = 0；, oi, 은 입력 특징 벡터열 

에 대웅되는 최적 코드워드열을 나타낸다. 양자화된 코드 

워드열에 대한 모델 入에서의 특징 벡터열의 출력확률인 

PJXIO*) 이 현재의 모델 A•와 무관하므로, 코드워드열의 

생성확률인 月(。)만을 계산할 수 있게 된다. 이러한 수 

식이 이산형 HMM에서 출력확률을 계산하는 방법이다. 

SDSQ-DHMM을 유도하기 위해서, R(o；|s,)의 추정 시 

에 상태 의존적인 소스의 모델링이 포함되도록 기존의 

학습식을 확장하였다. 그 수식은 아래와 같다.

C(s)

Pi(0；|sJ= E s，B(g Is)] (15)
t= I

Bayesian규칙을 이용해서, 月(。；0)을 모든 서로 다른 

소스들에 대한 출력확률 跡混, &)과 소스벡터에 대응 

되는 코드워드 색인의 빈도와의 月(c』s»의 곱에 대한 합 

의 형태로 재정의할 수 있다. 수식 (15)를 SDSQ를 위한 

기호로 재 작성하면, 재정의된 수식은 다음과 같다.

C(s) _
&。；屈)=£ 改(。涓)•冗侦)] (16)

7=1

수식 (16)에서 알 수 있듯이, P血;氐, 甫와 月(시&)은 

艮시力로 대치되며, 瓦(，)은 식(13)에 의해서 유도된다. 

SDSQ-DHMM에서의 학습식은 기존의 상태별 출력확률 

을 위의 식 (16)에 의해서 추정된다는 점을 제외하고는 

기존의 Viterbi방법을 이용한 인식과정과 동일하다.

IV. 실험 및 결과

4.1 실험환경 및 음성 인식 시스템의 구성

본 연구에서는 제안된 방법들의 성능평가를 위해서 이 

산형 은닉 마르코프 모델에 기반한 연속 음성인식 시스 

그림 & Baseline 음성 인식 시 스템 의 구성도
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템을 구성하였으며, 그 개요도는 아래의 그림 3과 같다.

이산형 은닉 마르코프 모델에 기반하여 음성인식을 수 

행하기 위해서는 크게 세가지 과정이 필요하게 된다. 첫 

번째가 특징 파라미터들에 대한 양자화된 코드워드의 사 

상을 위해서 사용하는 코드북 생성과정이 있으며, 두 번 

째로 음성인식에 사용된 인식모델을 학습하고, 학습된 

인식모델들을 접속해서 단어모델로 구성하는 학습단계 

가 있다. 그리고 마지막으로 실험단계가 있는데, 실험단 

계에서는 생성된 코드북과 학습과정에서 얻어진 인식모 

델을 이용해서 실제적인 인식을 수행하게 된다.

첫 번째 과정인 코드북 생성은 이산형 HMM에 기반한 

음성 모델링을 위해서 반드시 필요한 단계로, 이산형 HMM 
을 구성하는 각 상태에서의 출력확률이 코드북을 구성하 

는 코드워드들의 이산형 확률 밀도 함수 형태로 표시 된 

다. 생성된 코드북으로부터 주어진 특징 벡터에 대응되는 

최적 코드워드의 색인(index)을 얻기 위해서 주어진 특징 

벡터와 코드워드 벡터간의 거리 계산을 위해 Euclidean 
거리 척도가 사용된다［15］. 본 연구에서는 특징 파라미터 

에 대한 코드북 생성을 위해서 일반적으로 사용되는 방 

법인 LBG방법［16］을 사용하였으며, 코드북의 생성을 위 

한 최대 반복횟수(epoch)는 100, 종료조건은 이전 단계에 

서 얻어진 코드북과 총 특징 벡터들간의 평균 거리값과 

현재 시점에서 얻는 평균 거리값과의 차이가 0.00001 이 

하일 경우에 종료하였다. 음성인식을 위한 특징 파라미 

터로써 14차 멜켑스트럼, 14차 차분 멜 켑스트럼, 에너지 

와 차분 에너지의 2차 특징 파라미터둥 총 세가지의 특징 

파라미터들을 사용하였으며, 벡터 양자화를 위한 코드북 

의 크기는 멜켑스트럼과 차분 멜켑스트럼의 경우는 256 
씩을 사용하였으며, 에너지와 차분 에너지를 병합한 특 

징 파라미터의 경우에는 128개를 각기 사용하였다.

두 번째 과정인 학습 과정에서는 인식에 사용될 인식 

단위모델을 학습하고, 학습이 완료된 인식모델을 접속하 

여 인식 어휘모델을 구성하게 된다. 인식단위로는 triphone 

모델을 기본 인식단위로 사용하였다【2, 17］, 인식단위 모 

델을 학습하기 위해서 segmental K-mean방법［12］을 사용 

하여 학습자료를 인식단위로 분할하였다. 인식단위별로 

학습이 완료되면, 음성인식을 위해 어휘사전(lexicon)을 

사용하여, 어휘별 인식모델을 생성하게 된다. 본 기본 시 

스템에서는 어휘사전에 들어있는 각 어휘의 발음표기를 

사용하여 기본 인식단위인 triphone모델을 접속해서 어 

휘모델올 구성하였다.

세 번째 과정인 실험단계는 학습된 인식모델을 이용해 

서 실제적인 인식을 수행하는 단계로 특징 파라미터별 

코드북과 실제적으로 인식할 단어형태의 어휘모델들, 그 

리고 인식대상 어휘간의 접속관계에 대해 제약을 위한 

언어모델을 사용하여 화자에 의해서 발성된 음성에 대해 

서 단어열 형태의 인식결과를 얻게 된다. 기본 인식 시스 

템을 위해서 언어모델로는 bigram이 사용되며, 화자의 

발성음에 대한 최적 단어열을 구하기 위해서 onepass DP 

(dynamic programming) 탐색 방법［18］을 사용하여 가장 큰 

출력확률을 가지는 경로를 구하고, 이로부터 최적 단어 

열을 얻으므로써 최종적인 문장인식이 완료되게 된다. 

인식 시스템의 성능평가를 위해 인식된 단어열과 인식할 

단어 열과의 정 합을 통해서 삽입 (insertion), 삭제(deletion), 
대치(substitution) 및 정인식된 단어의 빈도를 구하고, 그 

러 한 값들에 기 반하여 단어 정 확도(word accuracy)나 문 

장 인식 율(sentence accuracy)둥을 계 산하였다［19］.
본 논문에서는 제안된 방법들의 평가를 위해서 연속 발 

성된 문장 단위의 데이터를 사용하였으며, 90명의 화자에 

의해서 발성된 1074단어로 구성되어 있다. 무역상담에 관 

련된 회화체 의 문장들을 대상으로 수집된 초기 문장집합 

에 대해서 단어 조정, 문장의 발생 및 화자별 문장 배분둥의 

절차를 통해서 재정리된 문장들을 남성화자 100명이 평 

균적으로 98.3문장씩 발성하였으며, 녹음은 조용한 사무 

실 환경에서 Sennheiser HMD224X headset 마이크로폰 

을 사용하여 Ariel ProPort 656로 16KHz, 16bit선형 PCM 
으로 A/D변환하였다. 음성자료의 구성은 표 1과 같다.

표 1.음성자료의 구성

항 목 항목치 항 목 항목치

샘플링율 16 KHz 분석창이동길이 10 msec

샘플당 할당비트 16 bits 인식 어휘수 1074

pre-emphasis 1.0-0.97Z 시 단어당 평균 음소수 6.04

프레임 길이 20 msec 음소 모델수 224 triphone

본 연구에서는 이러한 데이타베이스 중에서 빈도수가 

높은 1074단어를 추출하고, 이러한 단어들로 구성된 학습 

문장과 실험문장을 대상으로 인식실험을 수행하였다. 음 

성인식을 위한 기본적인 인식단위로는 음소모델을 사용 

하며, 음소의 좌/우 문맥을 반영하기 위해서 triphone을 

사용하였다. 부적절한 triphone 모델링에 의한 성능저하를 

방지 하기 위해서, triphone 축소 규칙(reduction rule)［2이올 

이용하여 triphone 수를 224개로 줄여서 사용하였다. 본 

논문에서 사용된 음성 데이터베이스의 구성은 표 2와 같다.

표 2. 학습 및 실험자료의 구성

자료집 합 문장 수 화자 수 복 잡 도 (perplexity)

학습자료 2981 55 5.6

실험자료 1322 35 4.0

총 합 4203 90 6.2

4.2 상태 별 양자화 소스벡터의 빈도

아래의 그림 4는 상태별 소스 벡터의 빈도를 나타내는 

것으로, 세 개의 상태들로 이루어진 음소 모델에서 어느 

상태에서 소스벡터의 변이가 가장 큰지를 표시하고 있 

다. 그림에서 알수 있듯이, 음소모델의 처음상태가 다른 
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상태들 보다 가장 적은 빈도를 가지며, 가운데 상태에서 

소스벡터의 빈도가 가장 큰 특성을 갖는다. 이러한 결과 

로부터 음소모델에서 처음 상태가 마지막 상태보다 적은 

변이룰 가지며, 음소모델의 변별력적인 측면에서 가운데 

상태와 마지막 상태가 처음 상태보다 큰 변별력을 갖는 

것을 알 수 있다.

그림 4. 상태 별 양자화 소스벡터의 빈도비을

다음으로, 양자화된 소스벡터의 상태별 출현빈도를 살 

펴보도록 하자. 실험결과에 의하면, 휴지부를 나타내는 

음소군을 제외하고는 평균적으로 음소군 당 8.2번의 빈 

도로 하나의 양자화된 소스벡터가 출현하며, 빈도의 변 

기七 冒 !6.3회인 것으로 나타났다. 상태별로 평균한 양 

丁와된 소스벡터의 출현빈도는 아래의 그림 5와 같다.

그림 5. 양자화된 소스벡터별 평균갯수

위의 그림에서 알 수 있듯이, 차분 멜켑스트럼이 다른 

특징 파라미 터들에 비해서 가장 적은 빈도를 가지 며, 에너 

지와 차분 에너지를 병합한 특징 파라미터가 가장 큰 빈 

도를 갖는다. 그림 5에서 알 수 있둣이, 중간 상태와 마지 

막 상태에서 소스벡터의 평균 빈도 비율이 유사하므로, 

마지막 상태에서의 출력확률 추정이 중간상태나 처음 상 

태에 비해서 견고하게 추정 될 것으로 판단된다. 다음으로, 

제안된 SDSQ-DHMM의 성능 평가를 위한 실험결과에 

대해서 기술하기로 한다.

4.3 인식실험 및 성능평가

제안된 SDSQ-DHMM의 성능평가를 위해서, 이산형 

은닉 마르코프 모델에 기반한 Baseline 음성인식 시스템 

과 성능 비교를 수행하였다. 단순히 이산형 HMM에 기 

반한 음성 인식기의 경우, 인식을 위한 기본인식 단위인 

triphone모델이 부족한 학습자료에 의해서 적절하게 학습 

되지 않올 수 있으므로, 이러한 문제를 해결하기 위해서 

예비실험을 통해서 문맥독립 음소단위 인식모델을 구성 

하고, 그러 한 문맥독립음소모델과 triphone모델간의 선형 

결합을 통해서 Baseline 시스템에 사용될 음성 인식 모델 

을 생성하였다.

인식 실험을 위해서, 55명의 남성화자에 의해서 발성한 

2981문장으로 학습된 triphone 모델을 사용하여 단어 형 

태의 인식어휘모델을 구성하였으며, 문장 단위의 인식을 

위해서 학습문장으로부터 확률언어모델인 bigram을 구 

하였다. 이러한 triphone을 기본단위로 하는 인식어휘모 

델과 학습에서 얻어진 언어모델올 사용하여, 학습에 사 

용되지 않은 35명의 남성화자가 발성한 1322문장을 대상 

으로 인식 실험을 수행하였다. Baseline시스템과 제안된 

SDSQ-DHMM과의 인식실험 결과는 다음과 같다.

■ Baseline □ Baseline+SDSQ

(
次)읋0

등
클
&
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°
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그림 6. 인식성능의 비교

위의 실험결과에서 알 수 있듯이, 제안된 SDSQ-DHMM 
이 단어 인식율에서 2.7%의 성능향상을 보였으며, 문장 

인식을 면에서도 3.6%의 성능향상을 보였다. 이러한 성 

능향상은 상태에서의 출력확률이 기존의 방법에 비해서 

보다 변별력을 가지며, 상태를 대표하는 출력확률의 분 

포가 그렇지 않은 출력확률의 분포에 비해 보다 가중됨 

이 인식에 유효함을 나타낸다고 할 수 있다• 이와 아울러, 

시간적으로 긴 길이를 갖는 출력분포보다는 학습자료에 

자주 출현하는 코드워드의 빈도가 보다 가중되는 것이 

인식에 유효함을 나타낸다고 할 수 있다•

4.4 상태별 특징 파라미터의 출력분포의 특성비교

제안된 방법의 유효성을 살펴보기 위해서, Barline 인 
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식 시스템과 SDSQ-DHMM에서 학습된 출력 확률분포간 

의 비교를 수행하고자 한다. 이를 위해서, 각각 학습된 

triphone모델들에서의 특징 파라미터별 entropy를 구하 

고, 모든 모델들에 대한 평균적인 entropy값을 계산하였 

다. “엔트로피(Entropy)”란 통신이나 정보이론에서 사용 

되는 용어로, 통신채널상에서 평균적으로 요구하는 정보 

의 양(amount of information)-!- 나타낸다. 엔트로피 가 높 

다는 의미는 통신채널 상에서 전달되는 심벌이 매우 모 

호함을 나타내며, 엔트로피 값이 작다는 것은 통신채널 

상에서 사용되는 심벌들간에 서로 변별력이 크다는 것을 

의미한다. 출력심벌과 그에 해당되는 확률분포가 주어졌 

다는 가정 하에, 해당 심벌들에 대한 엔트로피는 다음과 

같이 정의한다.

M
E= - E P(k)-\og2p(k)

여기서, E는 엔트로피를 나타내며, M은 출력심벌의 개 

수를, 그리고 P(k)는 k번째 심벌의 출력확률을 나타낸다. 

엔트로피 값 E는 양의 실수값으로 가지 며, 정보량을 나타 

낸다. 이러한 엔트로피 값에 기반하여 Baseline 인식 시스 

템과 제안된 SDSQ-DHMM을 구성하는 인식모델간의 엔 

트로피 값을 계산하였으며, 그 결과는 아래의 그림과 같다.

그림 7. Baseline과 SDSQ-DHMM 인식모델에서의 출력분포의 

평균 엔트로피

그림 7에서 알 수 있듯이, 기존의 Baseline 인식 시스템 

의 경우 평균적으로 5.5의 엔트로피 값을 나타내며, 제안 

된 SDSQ-DHMM의 경 우는 4.9의 엔트로피 값을 나타내 

었다. 즉, 제안된 방법으로 학습한 모델의 출력확률분포 

가 Baseline 시스템에서 학습된 모델에서의 출력확률분포 

에 비해서 0.6정도 보다 분별력을 갖는 것을 의미한다. 가장 

모호한 경우가 6.7임을 감안하며, 제안된 SDSQ-DHMM 
은 Baseline 시스템에 비해서 약 50%정도 엔트로피 값을 

감소시킴을 알 수 있다. 이러한 독립적인 형태의 각 인식 

시스템간의 엔트로피 비교방법 이외에, Kullbak-Liebler 
에 의해서 제안된 두 출력분포간의 차이를 계산하는 방 

법에 따른 결과는 아래의 그림 8과 같다.

그림 8은 상태별 모델간의 출력분포의 차이를 나타내

states

그림 8. Kullback-Liebler 거리 척도에 의한 출력분포의 차

는 것으로, SDSQ-DHMM에 의해서 학습된 상태별 출력 

확률분포가 Baseline 시스템의 상태별 출력 확률분포와 

평균적으로 0.2의 차이를 나타냄을 표시한다. 상태별로 

유사한 차이특성을 나타냄을 알 수 있으며, 마지막 상태 

가 처음 상태보다 차이가 있음을 의미한다. Baseline에서 

의 상태별 출력확률에 비해 SDSQ-DHMM의 경우가 보 

다 분별력을 갖는 것을 알 수 있다’

V. 결 론

본 장에서는 이산형 은닉 마르코프 모델에서 상태별 

출력확률의 추정을 위한 방법으로, 상태의존 소스 양자 

화에 기 반한 상태별 출력 확률을 추정 하는 방법을 제안하 

였다. 제안된 방법은 상태에서 출력확률의 분포와 그에 

대응되는 특징 파라미터의 관계를 이용하여, 상태별 출 

력확률의 분포를 추정한다. 이를 위해서, 한 상태에서 그 

상태를 대표하는 표준패턴을 코드워드벡터들과 그들의 

출력 확률의 곱의 형 태로 표시 할 수 있다는 가정 하에, 상 

태를 대표할 수 있는 대표패턴의 추정을 실제적인 학습 

자료들로부터 상태를 대표하는 대표패턴들과 대표패턴 

각각의 빈도, 그리고 이들에 대응되는 코드워드의 분포 

로 표현하였으며, 대표 패턴 각각에 대응되는 코드워드 

의 분포와 그러한 분포의 상태 내에서의 정규화된 빈도 

를 이용해서 최종적인 상태별 출력확률의 추정을 수행한 

다. 실험결과, 제안된 상태 의존 소스 양자화 방법은 기존 

의 방법으로 추정된 출력 확률분포에 비해 상태에서의 

분포특성이 보다 강조된 특성을 가지며, 인식율 면에서 

기존의 Baseline시스템에 비해서 단어 인식율의 경우는 

2.7%의 향상을 보였으며, 문장 인식율 면에서는 3.6%의 

성 능향상을 나타냄 으로써 제 안된 방법 이 유효함을 알 수 

있었다.

향후 연구방향으로는 상태 가중을 위한 연구가 수행되 

어야 할 것으로 생각된다. 인식모델에서 상태의 유효성 

은 음성신호의 특성에 따라 달라지게 된다• 은닉 마르코 

프 모델에 기반한 음성인식의 경우, 모델은 상태들로 구 

성되며 그러한 모델을 구성하는 상태들이 인식에 있어서 
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동일한 기여를 하는 것은 아니다. 모델링 대상의 음성신 

호의 특성에 따라, 인식에 유효한 상태들이 있으며, 그러 

한 상태들이 그렇지 않은 상태들에 비해서 인식에 보다 

기여함으로 그들의 출력확률이 보다 가중되어야 한다. 

이러한 상태가중은 혼동 가능한 인식모델들간의 변별력 

올 향상시켜, 인식기의 인식율을 향상시킬 것으로 기대 

됨으로써, 인식 모델에서의 상태별 가중을 위한 연구가 

필요할 것으로 판단된다.
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