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요 약

본 논문에서는 기존의 PMC 알고리듬을 분별적으로 적응하는 방법을 제시하여 인식율의 향상을 이루었다• PMC의 분 

별적인 적응을 위하여 PMC의 변형인 modified PMC 방식을 채택하였고, 여기에서 각 HMM의 상태 및 mixture 에 따른 

고유한 결합지수를 분별적으로 학습하는 방법을 취하였다• 인식 실험결과 제안된 방식은 기존의 FMC보다 우수한 성능을 

보였을 뿐만 아니라 또 따른 모델 변환기법인 STAR 빙식에 비해서도 낮은 SNR인 경우와 적응데이터가 충분하지 않은 

경우에는 더 나은 결과를 나타냄을 알 수 있었다.

ABSTRACT

In this paper, we proposed a discriminative adaptation method for PMC algorithm and achieved improved speech 

recognition rate. For the adaptation, we adopted modified PMC(MPMC) which is a variant of PMC and discriminatively 

adapted the association factor for each mixture of the HMM in the MPMC. From the recognition experiments, the 

proposed method showed better recognition rate than the conventional PMC. 시so, compared with STAR algorithm which 

is another model parameter compensation method, the proposed method showed superior performance when the SNR is 

very low and the adaptation data is not sufficient.

I. 서 론

잡음에 강한 음성인식 기법에 관한 문제는 이 방면의 

많은 연구자들의 관심 사항이었으며 또한 훌륭한 결과들 

이 많이 발표되었다최근에 들어서는 인식모델변환 

방식이 잡음음성 인식에 효과적이라는 것이 알려졌다. 이 

방식은 입력음성 신호 자체를 변경시키는 대신에 인식기의 

모델 파라미터를 잡음의 특성에 따라서 변환 시켜줌으로서 

인식 성능의 향상을 시도한다. 모델파라미터 변환 방식중 

에서 가장 대표적인 방식은 Varga등에 의해서 제안된 

SND(speech and noise decomposition) 방식 [3]과 Gales 등 

에 의해서 제안된 PMC(parallel model combination) 방식 

[4] 을 들 수 있다. 두 방식 모두 잡음음성 (noisy speech) 

에 대한 확률 분포의 변이성을 잡음 (noise)모델과 원래 

음성 (clean speech)의 모델로부터 추정하며, 이때 잡음음 

성의 생성 원리에 대하여 적절한 가정을 두고 있다• 

PMC 방식은 SND 방식에 비해서 구현시 계산량이 적으 

며 그 성능도 우수하여 많은 응용 결과가 발표되고 있다. 

위의 두 방식외에도 STAR (STAtistical Reestimaion) 방 

식도 최근에 소개되어 우수한 성능을 나타내었다.[6]

본 논문에서는 위의 접근 방식중 PMC 방식에 근거를 둔 

분별적 인식 모델변환 기법을 제안하고자 한다. 분별적 

접근 방식은 음성인식 성능 향상을 위하여 ML 방식에 

비해서 비교적 최근에 많이 연구되고 관심을 끄는 인식 

기법의 하나이다. 이 방식은 HMM을 이용한 음성인식을 

위하여 기존에 많이 사용되던 ML 방식의 단점을 훌륭하 

게 보완해 주는데, 특히 음성에 대한 모델링이 부정확할 

수록 그리고 훈련 데이터의 양이 부족할수록 그 효과는 

크게된다. PMC 방식에서는 잡음음성 발생 과정에 대한 

모델링을 위해서 몇 가지의 가정을 사용하는데 이러한 

가정이 실제와 다소 차이가 날 것이므로 이를 보완하기 
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위해서는 분별적 접근이 효과적일 것으로 생각된다. 또한 

잡음음성에 대해서는 우리가 항상 충분한 양의 적응 데 

이터를 가지기 어려우므로 이러한 관점에서도 분별적 접 

근 방법을 PMC 방식에 적용하는 것은 유용할 것으로 생 

각된다. 이를 위해서 본 논문에서는 PMC 방식의 한 변 

형인 modified PMC (MPMC) 방식을 이용하였다[7]. 

MPMC 방식은 기존의 PMC 방식보다 HMM의 각 상태 

/mixture 성분의 잡음에 대한 변이성를 좀 더 이용하기 

위하여 제안되었으며 주로 ML 방식에 의해서 훈련되어 

진다. 그런데 이러한 훈련을 위해서는 많은 양의 잡음 음성 

데이터가 필요하므로 소량의 적응데이터를 이용한 잡음 

인식을 위해서는 MPMC의 분별적 훈련이 보다 효과적일 

것으로 생각된다.

본 논문의 구성은 2장에서 기존에 제안된 잡음음성 인 

식을 위한 모델파라미터 변환 방식중 대표적인 기법인 

PMC와 STAR 방식에 대하여 간략히 소개하고 3장에서 

는 PMC 방식에 근거한 분별적 인식 모델파라미터 변환 

방법에 대해서 제안하며 4장에서 그 실험 결과에 대해서 

비교 분석하고 5장에서 결론을 맺는다.

II. 모델파라미터 변환 방식

2.1. PMC 방식

PMC 방식에서는 잡음이 섞인 음성(noisy speech)모델 

을 만들기 위해서 원래의 깨끗한 음성(clean speech) 모델 

과 잡음(noise)에 대한 모델을 서로 결합하여 준다. 이 과 

정은 그림 1을 보면 잘 나타난다.

그림 1. PMC 과정의 개요도
Fig. 1. Block diagram of PMC process.

이를 위하여 잡음음성 (noisy speech)과 잡음의 결합을 

결정하는 고유 함수를 정하고 이를 mismatch 함수라고 

한다. Mismatch 함수에 의해 관측벡터를 표현하면 다음 

과 같다.

0<(r) = F(S：(r), M(r)) (1)

=log ( exp(S?(r)) + exp( M(r)))

여기서 S는 원래의 깨끗한 음성을, N은 잡음을, O는 

잡음음성을 각각 나타내며 I 은 위의 결합이 로그 주파 

수(log-spectral) 영역에서 이루어짐을 말하며 i 는 관측벡 

터의 i 번째 성분을 나타낸다. 원래의 음성 신호에 대한 

HMM (hidden Markov model)모델과 잡음의 HMM모델은 

두 개의 모델을 결합하기 전에' 미리 구하여진다. 이때, 

원래의 음성과 잡음은 각각 변수(평균벡터, 공분산 행렬)

，，汁｝와｛ 2广, 艺｝을 가진 연속밀£(continuousdensity) 

HMM에 의하여 각각 모델링이 된다고 가정되며 이때 특 

징 벡터는 cepstrum을 이용하였다. 두 모델을 식 (1)에 

근거하여 결합하기 위해서는 이러한 변수들을 로그 영역 

의 스펙트럼으로 먼저 변환 시켜주어야 한다. 켑스트럼과 

로그 스펙트럼 사이의 변환은 켑스트럼의 정의에 의하여 

쉽게 구해진다[5]. 그리고 로그 스펙트럼 영역으로 변환 

된 변수들은 다시 선형스펙트럼 영역으로 변환된 다음 

식 (1)에 근거하여 음성과 잡음의 변수들은 아래 식과 같 

이 선형영역에서 부가적으로 결합되어진다(모델 결합).

A = “ + Z (2)

2 = E + 普 (3)

｛“，肉 는 선형 스펙트럼 영역에서의 원래 깨끗한 음 

성에 대한 HMM 변수(파라미터)이며 ｛Z, 万｝는 잡음 성 

분에 관한 것이다. 이렇게 결합된 모델(｛^，公｝)은 잡음 

이 섞인 음성을 나타낸다고 할 수 있으나 이 영역은 선 

형 스펙트럼 영역이므로 다시 앞의 과정을 역으로 취하 

여 우리가 인식을 수행할 켑스트럼 영역으로 복귀하면 

PMC 과정이 완성된다.

2.2. STAR 알고리듬

STAR 알고리듬은 모델파라미터 변환 기법을 이용한 

또 다른 잡음음성 인식방식으로서 최근에 소개되었다[6]. 

STAR 알고리듬은 두 가지 단계로 이루어지는데, 먼저 

깨끗한 음성에 대한 HMM 모델이 최초의 음성인식시스 

템을 구성하기 위해서 구하여진다. 이것은 베이스라인 

(Baseline) 시스템을 얻는 과정이며 Baum-Welch 알고리 

듬을 이용하여 구한다. 두 번째 과정을 수행하기 위하여 

STAR 알고리듬에서는 잡음이 원래음성의 확률분포에 미 

치는 영향에 대한 가정을 한다. 이것을 식으로 표현하면 

다음과 같다.

P(S,)=备心、)(4)
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= "*  + r (5)

冗=Ek + R (6)

즉, 원래 깨끗한 음성이 식 ⑷와 같은 Gaussian 

mixture 분포를 가진다고 하면 잡음음성 분포의 평균벡터 

a*  는 원래음성의 평균벡터 p*  에서 조정 벡터 / 을 더해 

주고 (식 (5)), 잡음음성의 분산행렬 冗 는 원래음성의 분 

산행렬，空 에서 역시 조정행렬 R 을 더해주어 (식 (6)) 

얻어질 수 있다고 가정한다. 또한 위 식에서 r 과 R 은 

HMM에 대한 EM 알고리듬을 이용하여 쉽게 얻을 수 있다. 

STAR 알고리듬은 특히 스테레오 데이터가 있을 경우 다 

른 방식에 비해서 성능이 우수한 것으로 알려져 있다.

III. 분별적 훈련 기법을 이용한 잡음 음성 인식

3.1. Modified PMC 방식

[기에서 우리는 기존 PMC의 성능 향상을 위한 새로운 

방법을 제안하였다. 이 제안에서 우리는 기존의 PMC를 

수정하여 특히, SNR이 낮은 경우에 대하여 인식율을 향상 

시키고자 하였다. 기존의 PMC에서는 입력음성으로부터 

배경잡음의 HMM 모델파라미터 (평균 벡터와 분산 행렬) 

를 예측하고 이를 이용하여 원래음성의 HMM 모델파라 

미터를 변환시키게 된다. 이때 원래음성의 모델파라미터 

값에 일률적으로 예측된 잡음 모델파라미터 값을 더해준 

다. 그러나 모든 HMM의 모델파라미터 값들이 잡음의 

영향에 의해서 동일한 양만큼 변화하지는 않는다. 어떤 

gaussian mixture 성분의 모델파라미터 값은 예측하여 만 

들어진 잡음 모델로의 변화성이 크지만 다른 모델파라미 

터는 잡음모델로의 변화성이 작은 경우도 존재할 것이다. 

따라서 일률적 변환이 아닌 긱긱의 HMM gaussian mixture 

별로 모델파라미터의 변환을 수행하여 더욱 정확한 변환 

이 되도록 하였다. 이러한 방법을 modified PMC(MPMC) 

라고 하였다. MPMC는 다음과 같은 가정에 근거하였다. 

첫째, 한 음소(phoneme) 또는 음소 내부의 동일한 상태 

(state) 에 속하는 gaussian mixture 성분들은 잡음의 영향 

에 의해서 전체적으로는 비슷한 방향으로 변화하며, 둘 

째, 개개의 gaussian mixture 성분의 공분산 값은 종래의 

PMC의 결과와 동일하고 셋째, 개개의 gaussian mixture 

성분의 평균벡터 변화는 각 상태에 의하여 결정된다.

위의 가정에 의하여 우리는 다음과 같은 새로운 모델 

변수를 결정하였다.

bik =讯一 "*  ⑺

b2 = ~M 客(分 一 “*) =互｛知｝ (8)

여기서 / 와 “* 는 종래의 PMC에 의하여 변환된 

평균벡터와 원래 음성의 평균벡터이다. 따라서 缶*는  개별 

gaussian mixture 성분의 PMC에 의한 변화량을 나타낸다. 

상수 M은 한 상태 내의 gaussian mixture의 개수이며, 따 

라서 但는 어떤 상태에서의 개별적인 변화량의 평균을 

나타낸다. 이러한 두 개의 새로운 변수를 이용하여 최종 

적으로 각 gaussian mixture 성분의 평균 벡터의 변화량 

을 결정짓는 b 를 정의 할 수 있다. 여기서는 b 를 바이 

어스 벡터 (bias vector) 라 부른다.

bk = (1一扁曲 + Akb2 (9)

여기서 小는 缶应 와 勿가 바이어스 벡터 bk 를 만드는데 

있어서의 기여도를 나타내며 결합계수(association factor) 

라고 부른다. 따라서 벡터 M를 결정하는 문제는 小를 결 

정하는 문제로 귀결된다. 만약 兀卩가 영(zero) 이라면 바 

이어스 벡터의 값은 원래의 PMC에서 발생되는 평균벡터 

의 변화량과 같은 값이 된다.

앞의 연구에서 MPMC 방식을 EM 알고리듬과 steepest- 

descent 알고리듬을 이용하여 인식 테스트를 한 결과 인 

식율이 기존의 PMC 방법에 비하여 향상됨을 보았다[7]. 

본 논문에서는 이러한 긍정적 결과에 바탕을 두고 위의 

MPMC 모델을 분별적으로 훈련하는 방안에 대하여 연구 

하였다. 이에 대한 설명은 다음 절에서 하겠다.

3.2. 분별적인 MPMC 학습

본 절에서는 GPD[8]에 근거하여 MPMC 모델을 분별 

적으로 훈련하는 방식에 대하여 설명하겠다. 분별적 훈련 

방법에서의 목적함수는 일반적으로 인식수행 중 발생하는 

에러의 개수를 근사화 하도록 한다. 이를 위해서는 두 가지 

종류의 함수들이 정의되며 각각 분별함수 (discriminative 

function) 과 오인식 척도함수 (misclassification measure) 

라고 부른다. 먼저 분별함수에 대해서 소개하고자 한다. 

예를 들어, 고립단어 인식에서는 어떤 입력 음성이 주어지면, 

분별함수 gy가 각 단어 V 에 대하여 V~ 1, - • - , V 

까지 정해진다. 여기서 卩는 전체 어휘의 수이다. 〃반째 

단어에 대한 분별함수는 일반적으로 그 단어에 대한 log 

likelihood score로 정의된다. MPMC 모델을 채택한 경우 

는 아래와 같이 표시된다.

3氏. (10)

M이 /1 = (，務 〃知 习, bJ*,  法))]

务(O, Av) = log 1OP = A log lot

여기서 힝。k 는 연속분포 HMM의 확률밀도 함수에서의 

gaussian mixture weight를 나타내고, >1는 HMM의 전체 

모델 파라미터를 나타내며 여기서는 기존의 HMM에는 

없는 从 6& 板등이 나타난다.

M Ot\A = (摭, 但))은 MPMC 에 의하여 
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평균벡터가 원래의 Hk 에서 ‘讯 으로 적응 변환되고 

공분산 행렬이 원래의 인 Gaussian 분포를 나타낸다• 

이때 는 대각 행렬로 가정하면 직교열(diagonal 

element) (寸，彼 • • • <7分로도 나타낼 수 있으며 元 

는 다음과 같이 정해진다.

P*  = "*  + (1 —独+ 人的2 (11)

일반적으로 인식기는 입력음성 0 에 대하여 각각의 

단어에 대한 log likelihood g_를 구한 다음 务의 값이 

가장 큰 단어 c 를 인식 단어로 결정한다.

c= arg max „ g„( 0°,Av) , v= 1, • • - , V (12)

한편 오인식 척도함수는 인식기의 오인식의 정도를 나 

타내어 주도록 결정한다. c 번째 단어에 해당하는 입력 

음성이 주어질 때 오인식 척도함수는 다음과 같이 나타 

낼 수 있다.

丄
dc= -gc{Oc,A^+ 了 屋gKOLdi)'] * (ID

여기서 gc는 c 번째 단어에 대한 분별함수이다• 7는 

양의 실수이며 오인식 척도함수를 구하는데 있어서 다른 

후보 단어들의 기여 정도를 조절하는 파라미터이다. 만약 

〃값이 무한대가 되면 위의 (13)식은 아래와 같이 된다.

dc = -gc( Oc, Ac) + gE,AJ (12)

위식에서 는 비인식 단어중 가장 log likelihood 값 

이 큰 단어를 나타낸다. 위식에서 우리는 좀 더 명확하게 

오인식 척도 함수의 의미를 볼 수 있다. 즉 그 값이 양수 

이면 인식에러가 발생했음을 의미한다. 왜냐하면 c 는 

입력음성에 해당하는 단어를 뜻하기 때문이다. 위와 같이 

오인식 척도함수와 분별함수가 정의되면 최소의 인식에 

러를 위해서는 인식에러의 개수를 근사화 할 수 있는 목 

적 함수를 정의하는데 이것은 다음과 같다.

1
'W ~ 1 + exp (— / • <ic ) (15)

여기서 7는 목적 함수의 기울기를 제어하는 상수이다.

분별적 훈련에서는 모든 훈련 단어에 대해서 위의 목 

적함수를 구한 다음, 이들의 값이 최소가 되도록 HMM 

파라미터를 조정해주게 된다. 이를 위해서 GPD 알고리듬을 

이용하여 HMM 파라미터 값들을 아래와 같이 적응한다. 

여기서弓은 적응 변환에 있어서 강도를 조정하는 수 

열을 나타내며 n 은 반복횟수를 나타낸다. 본 논문에서 

는 위의 분별적 훈련을 모든 HMM 파라미터에 대하여 

적용 하지는 않는다. 우리가 관심을 가지는 것은 MPMC 

알고리듬의 결합계수 사 이므로 이 결합계수에 대해서만 

위의 분별적 알고리듬을 적용하고 최적화된 L 값을 구 

하도록 하였다.

식 (16)에 의한 파라미터 변환을 하기 위해서는 결합 

계수 扇에 대한 분별함수 g* (。，人*)  의 미분값을 구해 

야 하는데 이것은 아래 식과 같다.

。务(0.4“) 히 ogioP 
—dAr~

"NM시/1 = (小, “1, 由卩, 但))

1 O,| A = (/!*, (1/,, b i*, 如))

[(。《<，一"侦―b"— 61.站)),( "a —缶.,.疽]

(17)

위식에서 O«d , Kl.d . ^2,d , , 扌l.d 등은

각각 벡터 아 , 印, b2 , bn', St 에 대한 d번째 구 

성요소를 나타낸다.

본 논문에서 제안된 Al 에 대한 분별적 훈련과정을 블 

록도로 나타내면 아래와 같다.

MPMC 인식 

알고리듬에 이용

그림 2. MPMC에서 분별적 훈련을 이용한 A 값의 적용

Fig. 2. Flowchart of discriminative adaptation process of A 

values in MPMC.

A„ 一 qlRd〉n+l (16)
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위의 블록도는 크게 人 값을 분별적 훈련을 통해서 적 

응 시키는 과정과 이렇게 적응된 값을 이용하여 잡음 음 

성을 인식하는 과정으로 나누어진다. (1) 먼저, 잡음 음성 

데이타가 주어지면 Viterbi search를 하여 HMM의 상태 

분할(segmentation) 정보를 얻는다. 이때 사용하는 HMM 

은 원래의 음성(clean spwch)으로 훈련되었고 이것은 베 

이스라인(baseline) 인식기가 된다. (2) 앞에서 얻어진 분 

할 정보를 이용하여 MPMC 과정을 수행하고 그 결과로 

서 우리는 缶，如*  등의 바이어스 값을 얻는다. (3) 앞의 

MPMC의 결과로 인해 분별적 훈련을 위한 초기 모델이 

얻어지며 이를 이용하여 몇번의 반복적인 GPD 과정을 

수행함으로서 최적화된人 값을 얻게된다. 한편 위의 과정 

에서 얻어진人 는 인식과정에서는 테스트 음성에 대하여 

MPMC 방식을 적용함으로서 사용된다[7]. 다음장에서는 

위에서 제안된 방식에 의한 인식결과에 대해서 논의하겠다.

IV. 실험결과

4.1. 베이스라인 인식시스템의 구성과 데이터베이스

본 실험에서 사용된 기반인식기(baseline recognizer)는 

continuous HMM이며 32개의 대표적 PLU(phoneme like 

unit)을 기본 구성 단위로 하였다. 또한 각각의 HMM은 3개 

의 상태 (state)로 이루어져 있으며 이들은 단순한 left-right 

연결 형태로 결합되어있다. 인식데이터베이스는 75개의 

고립단어로 이루어져 있으며 이들 단어는 음향학적으로 

고르게 분포되도록 선정되었다. 전체 데이터베이스중 학 

습을 위하여 15명의 화자의 음성을 발췌하였으며 인식 

실험을 위해서는 학습에 참여하지 않은 5명을 택하였다. 

각 화자는 75개의 단어를 1회씩 조용한 사무실 환경에서 

발성하였고 이 음성데이터는 16kHz, 16bit로 A/D 변환되 

었다. 실제 환경에서 발생하는 잡음음성에 대한 실험을 

위하여 실제로 자동차내에서 발생하는 잡음을 녹음하여 

A/D 변환한 것을 사용하였다.

그리고 본 논문에서는 인식 성능이 비교적 우수하여 

많이 사용되고 있는 13차의 MFCC(mel-frequency cepstrum 

coefficients)을 특징벡터로서 이용하였다. 그리고 본 연구 

에서는 데이터베이스의 양이 충분하지 않은 관계로 공분 

산의 추정에서의 오차를 고려하여 HMM 파라미터중 평 

균벡터의 변환만을 고려하기로 한다.

4.2. 기본 인식 실험

본 절에서는 제안된 알고리듬을 적용하지 않은 기본인 

식기의 성능에 대해서 먼저 토의한다.

표 1. 기본인식기의 잡음음성에 대한 인식율

Ta 이 e 1. Recognition rate of baseline recognizer for noisy 
speech.

인식 환경 이 ean 30dB 20dB 10dB OdB

인식 율(%) 92.95 92.08 86.5 64.4 26.4

표 1 에서 우리는 기본인식기의 자동차 잡음 환경하에서 

의 신호대 잡음비 (SNR, signal to noise ratio(단위 : dB)) 

에 따른 인식 결과에 대하여 나타내었다.

기본인식기는 잡음의 영향을 받지 않은 원래의 깨끗한 

음성을 이용하여 학습하였고 잡음에 대한 영향을 고려하기 

위한 어떤 작업도 하지 않았다. 표 1에서 볼 수 있드시 

입력음성의 SNR이 20dB 이상인 경우는 인식율의 저하가 

그리 심하지는 않으나, SNR 이 10dB 인 경우는 잡음이 

없는 환경에 비하여 약 30% 정도의 인식율의 저하가 생 

기고 있고 SNR이 OdB 에서는 60% 정도의 인식율 저하 

가 생기는 등 매우 심각한 정도의 인식율의 저하를 가져 

옴을 알 수 있다. 따라서 자동차 환경하에서의 음성인식 

을 성공적으로 수행하기 위해서는 SNR이 매우 낮은 영 

역에서의 인식율을 향상시키는 방법을 반드시 강구해야 

한다는 것을 알 수 있다.

표 2에서 우리는 학습 환경과 인식 환경이 동일한 경 

우(동일한 SNR)의 인식율을 나타내어 보았다.

표 2. 학습과 인식 환경이 동일한 경우의 기본인식기의 인식율 

Table 2. Recontion rate of baseline recognizer when the test 
condition is the same as that of training.

인식환경 clean 30dB 20dB lOdB OdB

인식율(%) 92.95 93.5 92.2 90.8 83.2

이 경우에는 표 1 과 대비하여 인식성능이 월등히 좋아 

짐을 알 수 있다. 특히 OdB에서는 표 1어서는 60% 정도 

의 인식률 저하가 발생하였으나 표 2에서는 10%정도의 

인식율의 하락만 있다는 것을 알 수 있다. 이것은 인식 

실험을 하는 환경과 같은 환경에서 학습을 수행하는 경 

우에는 잡음의 영향이 미리 HMM 의 모델 파라미터 값에 

충분히 반영되었기 때문이라고 생각할 수 있다. 따라서 

이 결과는 잡음 인식에서의 인식률의 최대 한계치를 나타낸 

다고 생각된다. 그러나 이러한 인식기를 구성하기 위해서 

는 항상 변화하는 잡음환경에 대한 충분한 양의 음성 데 

이터베이스를 가지고 모델을 재학습하여야 하는 어려움 

이 있다. 그러므로 이러한 노력을 최소한으로 줄이면서 

인식시의 성능을 최대한으로 높이는 알고리듬에 대한 논 

의는 매우 중요하다 하겠다.

4.3. 제안된 알고리듬의 성능 분석

표 3에서는 본 논문에서 제안된 분별적 MPMC 훈련 

방식에 대한 결과를 기존의 PMC 및 EM 방식의 MPMC 

의 결과와 함께 나타내었다.

MPMC의 분별적 훈련과 EM 방식의 훈련을 위하여 

인식 실험에 포함되지 않은 1명의 화자로부터 발성된 75 

개의 적응 단어를 이용하였다. 표에서 볼 수 있드시 제안 

된 알고리듬이 기존의 PMC 방식에 비해서 모든 SNR 에 

대하여 우수한 결과를 보여 주고 있다. 특히 그 차이는 

OdB에서 가장 크게 나타나는 것으로 볼 수 있는데 이것 
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은 음성에 섞인 잡음의 강도가 강할수록 분별적 훈련에 

의한 효과가 크게 나타남을 알 수 있다. 또한, 예상한대 

로 MPMC를 EM 방식으로 훈련한 결과와 비교해도 제 

안된 알고리듬이 인식성능의 향상을 가져옴을 알 수 있 

다. 표 4에서 우리는 적응 단어 수를 5배로 대폭 늘려서 

375단어의 적응 데이터를 이용하여 MPMC를 분별 학습 

시킨 경우에 인식 결과를 기존의 PMC 와 EM 방식의 

MPMC의 결과와 함께 나타내었다.

표 3. 분별적 MPMC 적응방식과 기존의 PMC 및 EM방식의 

M^MC와의 성능비교(75단어의 적응데이터)

Table 3. Perfrmance comparison between discriminative 
adaptation method for MPMC, the conventional 
PMC and EM-MPMC method(75 adaptation 
words).

싀환경 
인식 방百 OdB lOdB 20dB 30dB

분별적 MPMC 80.9 87.4 90.7 92.5

PMC 79.4 86.9 90.3 92.2

EM 방식 MPMC 80.1 87.3 90.2 92.0

표 4. 분별적 MPMC 적응방식과 기존의 PMC 및 EM 방식의
MPMC와의 성능비교(375단어의 적응데이터)

Table 4. Perfrmance comparison between discriminative
adaptation method for MPMC, the conventional 
PMC and EM-MPMC method(375 adaptation 
words).

식환경 
인식 방成 OdB lOdB 20dB 30dB

분별적 MPMC 81.5 87.5 91.0 92.2

PMC 79.4 86.9 90.3 92.2

EM 방식 MPMC 79.4 87.5 90.7 92.2

이 결과에서 우리는 적응데이터가 많이 늘어 났지만 

MPMC의 인식율의 향상은 예상만큼 그리 크지 않음을 

알 수 있었고, 이번의 경우에서도 역시 SNR이 높은 경우 

보다는 낮은 경우에 분별훈련의 효과가 크다는 것을 알 

수 있었다. 이번 실험에서 우리는 분별적 훈련에서 적응 

데이터를 무조건 많이 늘릴 필요가 없다는 것을 알 수 

있었는데, 이것은 분별적 훈련에서는 ML 방식에서와는 

달리 자동차 잡음의 영향이 특징 벡터에 미치는 영향을 

비교적 적은 데이터로서 파악할 수 있다는 것을 말해준다. 

한편 EM 방식의 MPMC의 결과는 적응 데이터가 많이 

늘어 났는데도 불구하고 인식성능이 그리 많이 향상되지 

않았고 오히려 0DB 에서는 인식율이 PMC와 거의 동일한 

결과를 보였는데, 이것은 잡음이 심한 경우에는 ML 방식 

보다는 분별적 접근이 효과적임을 나타내어 주는 것이라 

생각된다.

지금까지 우리는 MPMC 알고리듬의 분별적 학습에 

의한 결과가 기존의 PMC 및 EM 방식의 MPMC에 비해 

서 우수하게 나타난다는 것을 알 수 있었다. 그리고 이러 

한 결과를 다른 방식의 모델파라미터 변환 기법인 STAR 

알고리듬과 비교하여 보았다. STAR 알고리듬은 스테레오 

(stereo) 음성데이터의 이용 여부에 따라서 stereo-STAR 와 

non-stereo-STAR로 나누어진다. stereo-STAR 알고리듬은 

두 개의 채널을 통해서 잡음음성과 원래의 깨끗한 음성을 

동시에 얻을 수 있다는 가정을 한다. 하지만 non-stereo- 

STAR 에서는 좀 더 실제 상황에 맞도록 잡음음성만 획득 

할 수 있다는 가정을 한다. Moreno는 STAR 알고리듬을 

제안하고 이를 기존의 여러 가지 방식의 잡음 음성 인식 

기법과 비교하였는데, stereo-STAR 알고리듬이 가장 인식 

율이 좋다는 결과를 얻었다[6]. 본 논문에서는 제안된 

MPMC 방식의 분별학습 결과와 함께 non-stereo-STAR 

및 stereo-STAR 알고리듬의 인식 결과를 비교 검토하였다. 

표 5에 나타난 실험 결과에서 우리는 75개의 적응 단어를 

사용하여 MPMC와 STAR 알고리듬에 적용하여 보았다.

표 5. 분별적 MPMC와 STAR 방식의 성능 비교(75단어의 적 

응데이 터)

Ta미e 5. Perfrmance comparison between MPMC and STAR 
algorithm(75 adaptation words).

서환경 
인식 방법^* 、、 OdB f10dB 20dB 30dB

분별적 MPMC 80.9 87.4 90.7 92.5

non-stereo-STAR 56.2 70.4 73.1 74.1

stereo-STAR 73.5 87.5 91.0 92.6

여기서 낮은 SNR (OdB, lOd阳)의 경우에는 MPMC의 

분별적 훈련 방법이 stereo-STAR 및 non-stereo-STAR 빙식 

모두에 비해서 우수한 인식 결과를 가져 옴을 알 수 있 

었다. 그러나 SNRo] 20dB 이상인 경우에서는 non-stereo- 

STAR의 경우는 여전히 인식 성능이 매우 저조하였으나 

stereo-STAR의 경우에는 MPMC 방식과 비슷한 인식 결과 

를 얻을 수 있었다. 이것은 stereo-STAR 알고리듬에서는 

동시에 잡음음성과 깨끗한 음성을 얻을 수 있고 이것을 

잡음 적응시 이용할 수 있다는 점이 인식 결과에 매우 

큰 영향을 나타냄을 말하는 것이고 또한 기존의 연구 결 

과에서 stereo-STAR 방식이 매우 우수한 인식율을 나타 

내었던 사실과 같은 맥락에서 이해 할 수 있겠다. 그러나 

낮은 SNR 영역에서는 MPMC 방식이 잡음 환경에서는 

더 효과적으로 대처하는 것으로 생각된다.

표 6. 분별적 MPMC와 STAR 방식의 성능 비교(375단어의 적
웅데이터)

Ta비e 6. Perfrmance comparison between MPMC and STAR 
algorithm(375 adaptation words).

안싄豊경 
인식 방법* OdB lOdB 20dB 30dB

분별적 MPMC 81.5 87.5 91.0 92.2

non-stereo- ST AR 75.2 84.4 87.6 88.3

stereo-STAR 79.3 88.3 91.6 92.8
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적응데이터의 양에 의한 효과를 알아 보기 위해서 우리는 

적응데이터의 양을 대폭 늘려 375개의 단어에 대하여 적응 

훈련을 한 후 그 결과를 표 6에 나타내었다.

적응데이터를 대폭 늘린 결과 stereo-STAR 와 non-stereo- 

STAR 알고리듬은 인식 성능이 크게 향상되었다. 특히, 

SNRo] 10dB 이상인 경우에 stereo-STAR 방식은 다소 

MPMC 방식에 비하여 우수한 인식 결과를 나타내었다. 

그러나 OdB 에서는 여전히 MPMC 방식이 더 나은 인식 

결과를 나타내었으며, 특히 stereo-STAR 방식은 OdB 근처 

에서는 75단어의 적응데이터를 사용한 MIRK* ）] 비해서도 

낮은 인식결과를 나타내어 분별적 MPMC 방식이 SNR이 

낮은 경우에 매우 효과적인 것을 다시 확인 할 수 있었다.

위의 실험에서 우리는 제안된 MPMC의 분별훈련 결과를 

비교하기 위하여 기존의 STAR 알고리듬과 비교하였는더〕, 

STAR 방식에 비해서 MPMC 방식은 적응데이터가 많지 

않은 경우에 매우 우수한 결과를 나타냄을 알 수 있었다. 

적응데이터가 대폭 증가할 경우에는 STAR 방식은 인식 

율의 큰 향상을 보였다. 그러나 non-stereo 방식은 여전히 

MPMC에 비해서 저조한 성능을 보임을 알 수 있었고, 

stereo-STAR 방식은 높은 SNR 영역에서는 MPMC에 비 

해서 다소 높은 인식 결과를 보여주었다. 그러나 OdB 부근 

에서는 MPMC에 비해서 인식율이 낮게 나타남을 알 수 

있었다.

V. 결 론

잡음에 강인한 음성인식 기법은 음성인식 제품의 상용화 

를 위하여 매우 중요하다. 최근에 이르러 여러 가지 방식 

들이 제시되고 있는데, 본 논문에서는 기존의 PMC 알고 

리듬을 분별적으로 적응하는 방법을 제시하고 인식율의 

향상을 이루었다. PMC 방식은 잡음음성 생성에 대한 어떤 

가정을 하게 되는데 이러한 가정이 SNR이 낮은 경우에 

잘 맞지 않아서 인식율의 저하를 가져 올 수 있다. 이러 

한 근거하에 본 논문에서는 PMC 방식에 GPD 알고리듬 

을 채용한 분별적 학습을 결합하여 비교적 소량의 적응 

데이터를 이용하여 PMC 알고리듬의 성능을 더욱 향상 

시킬 수 있었다. 이를 위하여 PMC 방식을 다소 변형한 

modified PMC 방식을 채용하였다. 또한 제안된 방식은 

MPMC를 기존의 ML 방식으로 훈련했을 때보다도 더 나은 

결과를 나타냄을 알 수 있었다. 이와 같은 인식 성능 향상 

결과를 좀 더 객관적으로 분석하기 위해서 잡음 환경에 

서 그 성능이 다른 방식에 비해 우수한 것으로 알려진 

STAR 알고리듬과 비교하였다. 적응데이터가 충분한 경 

우에는 STAR 알고리듬과 PMC의 분별적 학습방법은 그 

인식율에서 많은 차이가 없었다. 이때, SNR이 큰 경우에 

는 STAR 알고리듬이 보다 우수한 성능을 나타내었으나 

SNR이 낮은 경우에는 PMC의 분별적 학습방법이 나은 

결과를 보여 주었다. 그러나 적응데이터가 적은 경우에 

PMC의 분별적 학습방법은 STAR 알고리듬에 비해 모든 

SNR 영역에 대하여 나은 결과를 얻을 수 있었다.
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