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본 연구에서는 스펙트럼 분석과 신경망을 이용한 효과적인 음성/음악 분류 방법을 제안한다. 제안하는 방법은 스펙 

트럼을 분석하여 스펙트럴 피크 트랙에서 지속성 특징 파라미터인 MSDF (Maximum Spectral Duration Feature) 

를 주줄하고 기존의 특징 파라미터인 MFSC (Mel Frequency Spectral Coefficients)와 결합하여 음성/음악 분류기 

의 특징으로 사용한다. 그리고 신경망을 음성/음악 분류기로 사용하였으며, 제안하는 방법의 성능 평가를 위해 학습 

패턴 선별과 양, 신경망 구성에 따른 다양한 성능 평가를 수행하였다. 음성/음악 분류 결과 기존의 방법에 비해 성능 

향상과 학습 패턴의 선별과 모델 구성에 따른 안정성을 확인할 수 있었다. MSDF와 MFSC를 특징 파라미터로 사용 

하고 50초 이상의 학습 패턴을 사용할 때 음성에 대해서는 94.97%, 음악에 대해서는 92.38%의 분류율을 얻었으며, 

MFSC만 사용할 때보다 음성은 1.25%, 음악은 1.69%의 향상된 성능을 얻었다.

핵심용어: 음성/음악 분류, 스펙트럼 분석, 스펙트럴 피크 트랙, 화자 인덱싱

투고분야 음성처리분야 (2.4)

In this research, we propose an efficient Speech/Music discrimination method that uses spectrum analysis 
and neural network. The proposed me나lod extracts the duration feature parameter (MSDF) from a spectral 
peak track by analyzing the spectrum, and it was used as a feature for Speech/Music discriminator 
combined with the MFSC. The neural network was used as a Speech/Music discriminator, and we have 
performed various experiments to evaluate the proposed me나iod according to the training pattern selection, 
size and neural network architecture. From the results of Speech/Music discrimination, we found 
perfomiance improvement and stability according to the training pattern selection and model composition in 
comparison to previous method. The MSDF and MFSC are used as a feature parameter which is over 50 
seconds of training pattern, a discrimination rate of 94.97% for speech and 92.38% for music. Finally, we 
have achieved performance improvement 1.25% for speech and 1.69% for music compares to the use of 
MFSC.

Key words - Speech/Music discrimination, Spectrum analysis, Spectral peak track, Speaker indexing

ASK subject classification： Speech Signal Processing (2.4)

I. 시론

최근 멀티미디어 데이터의 인덱싱 (Indexing)과 검색 

(Retrieval), 이해 (Understanding) 그리고 이를 결합한 

내용 기반 분석의 연구가 활발하게 진행되고 있다 Q-4]. 

특히, 방송 뉴스와 영화 그리고 스포츠 중계를 대상으로
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다양한 연구가 진행되고 있으며, 연구의 접근 방법으로는 

오디오 또는 영상 처리에 기반을 둔 접근 방법과 두 가지 

접근 방법을 결합한 연구도 활발하게 진행되고 있다. 이 

러한 접근 방법들에 있어서 오디오 처리에 기반을 둔 대 

표적인 연구 분야로 화자 인덱싱 (Speaker Indexing) 이 

있다. 화자 인덱싱은 발성 화자의 수와 특성 등의 사전 

지식이 없는 상태에서 화자의 변화 구간을 찾고, 동일 화 

자 구간을 묶는 기술로 방송 뉴스, 토론, 드라마 등에 적 

용할 수 있다 [5], 화자 인덱싱을 효과적으로 수행하기 
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위해서는 전처리 과정으로 오디오 데이터가 음성인지 아 

니면 음악적 성향을 포함한 것인지의 분류가 필요하다. 

이러한 분류는 음성 구간에 대해서만 화자 변화 검출과 

클러스터링 (Clustering)을 수행하도록 하며, 더 나아가 

음악과 효과음 등의 분류로 구조적인 데이터 인덱싱이 가 

능하다

음성/음악 분류에 관한 연구는 크게 특징 파라미터 연 

구와 학습 모델에 관한 연구로 나눌 수 있다. 음성/음악 

분류에 사용되는 파라미터로는 HZCRR (High Zero- 

Crossing Rate Ratio)과 LSTER (Low Short-Time 

Energy Ratio) 그리고 멜-켑스트럼 (Mel-cepstrum)과 

스펙트럼 (Spectrum) 분석을 기반으로 하는 다양한 특징 

파라미터들이 있다 2 6-11], 그리고 대표적으로 사용되 

는 음성/음악 분류기로는 GMM (Gaussian Mixture 

Model)과 HMM (Hidden Markov Model), NN (Neural 

Network) 등이 있다 [12, 13], 현재까지 발표된 연구 결 

과들에 의하면 음성/음악 분류기의 성능은 학습 모델에 

의한 영향보다 사용되는 특징 파라미터의 종류와 특징간 

의 상호조합 그리고 학습 데이터의 양게 의한 영향이 큰 

것으로 알려져 있다 이러한 결과들은 음성/음악 분류에 

서 특징 파라미터의 선정이 중요하다는 것을 나타내며, 

이와 관련하여 다양한 특징 파라미터를 사용한 연구 결과 

에서도 음성/음악 분류에 좋은 성능을 보이는 몇 종류의 

특징 파라미터를 선별 했을 때 높은 결과를 보이고 있다 

[7, 8], 이러한 기존 연구 결과를 볼 때 효과적인 음성/음 

악 분류를 위한 특징 파라미터의 선별에 관한 연구가 필 

요하다.

음성/음악 분류기로 신경망을 사용하는 기존의 연구 

중에서 [13]의 방법은 스펙트럼을 분석하여 MFSC (Mel 

Frequency Spectral Coefficients)를 특징 파라미터로 

사용하는 방법이다. 이 방법은 적은양의 학습데이터를 

사용하고도 높은 성능을 갖으며, 특징 파라미터로는 멜­

쓰케일링 (Mel-scaling)된 주파수 채널별 MFSC를 구한 

후 정규화 과정을 거친 평균과 분산을 사용한다. 이렇게 

구한 특징 파라미터는 음성은 음악에 비해서 MFSC의 변 

화가 크다. 그러나 이 방법은 동일한 주파수 채널에서의 

변화가 크게 나타나는 음악이나, 변화가 적은 음성에 대 

해서는 오분류가 발생한다. 따라서 본 연구에서는 기존 

의 MFSC를 특징으로 사용하는 방법이 적은양의 학습데 

이터를 사용하고도 높은 성능을 갖는 장점을 이용하면 

서, 채널별 변화에 민감하게 반응하는 단점을 줄이고자 

한다.

본 연구에서 제안하는 방법은 음성/음악의 분류에 사 

용될 수 있는 다양한 특징 중, 스펙트럴 피크 트랙 

(Spectral Peak Track)에서 지속성을 추출하여 특징으로 

사용하고자 한다. 스펙트럴 피크 트랙은 [1, 4, 9]의 연구 

에도 기술된 바와 같이 음성이 음악의 경우보다 짧은 지 

속성을 가지며 피치 (pitch)가 존재하는 낮은 주파수 대 

역에 주로 나타난다. 그리고 음악의 경우 음성에 비해서 

피크의 지속성이 길다. 본 연구에서는 1kHz 이하의 구간 

에서 나타나는 스펙트럴 피크 트랙 중에서 모음의 내재적 

길이의 평균인 약 92ms의 지속성을 갖는 피크들을 주파 

수 채널별로 분석한다 그리고 분석된 주파수 채널별 지 

속성에서 최대의 지속성을 음성/음악 분류의 특징으로 사 

용한다. 이러한 최대 지속성 특징인 MSDF (Maximum 

Spectral Duration Feature)는 스펙트럴 피크가 일정 시 

간 지속하고 있지만 음성으로 오분류 되거나, 짧은 시간 

동안 스펙트럴 피크가 지속되고 있는 음성이 음악으로 오 

분류 되는 MFSC의 단점을 줄일 수 있다.

본 논문의 구성은 다음과 같다. 제 II장에서는 음성/음 

악 분류를 위한 스펙트럼 분석에 대해 기술하고, 제 m장 

에서는 제안하는 신경망 기반의 음성/음악 분류기를 기술 

한다. 그리고 제 IV장에서는 제안한 방법의 성능 평가를 

위한 실험 데이터 구성과 다각적인 실험에 의한 결과를 

분석 고찰한다. 마지막으로 제 V장에서는 결론과 향후 

연구 방향을 기술한다.

II. 음성/음악 분류를 위한 스펙트럼 분석

2.1. 스펙트럴 파크 트랙 분석

스펙트럴 피크 트랙은 동일한 주파수 채널에서 일정시 

간 지속성을 가지고 나타나며 이를 분석하면 지속성에 기 

반을 둔 음성/음악 분류뿐만 아니라 오디오 데이터의 배 

음구조도 알 수 있다 이러한 스펙트럴 피크 트랙은 음성 

의 경우 피치가 존재하는 저주파 대역에 주로 나타나며 

음악의 피크 트랙과 비교하여 짧은 지속성을 가지고 있 

다 본 연구에서는 이러한 스펙트럴 피크 트랙의 특성을 

이용하여 음성/음악을 분류할 수 있는 특징 파라미터를 

추출한다.

오디오 데이터에서 스펙트럴 피크 트랙을 추출하는 과 

정은 다음과 같다. 먼저 1초 길이의 오디오 세그먼트에 

대해 FFT (Fast Fourier Transform) 스펙트럼을 계산한 

다. 그리고 스펙트럼의 크기가 임계값 (0S) 보다 크면 대
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그림 1. 음성/음악에 대한 스펙트럴 피크 트랙 (a) 음성, (b) 음악

Fig. 1. Spectral peak tracks for Speech and Music (a) Speech, 

(b) Music.

응하는 스펙트럼의 값을 1 로 그렇지 않으면 0으로 설정한 

다. 식 ⑴에서 最蛆와 C备[k]는 각각 1초 길이의 세그먼 

트에서 刀번째 프레임의 女번째 bin에 대한 스펙트럼과 임 

계값에 의해 절단된 스펙트럼이다. 여기서 임계값은 세그 

먼트 내에서 최대값을 갖는 스펙트럼의 크기에 임계비율 

을 적용하여 피크 트랙이 적절히 추출될 수 있도록 결정 

한다. 그림 1을 살펴보면 음성의 경우에는 1kHz 이하의 

범위에 피크 트랙이 주로 나타나고, 음악은 음성에 비해 

서 넓은 범위에서 피크 트랙이 나타나며 음성보다 지속성 

이 길게 나타나는 것을 볼 수 있다

r.i _ [ L if\Xn[k]\2 > threshold^
L시 ~ [ 0, otherwise ⑴

2.2. 스펙트럼의 지속성 추출

화자가 발성하는 음성에서 모음의 길이는 화자의 신체 

적인 특성에 따른 요인과 발성 환경과 교육 수준 그리고 

발성 속도와 습관에 영향을 받는다. 본 연구에서 추출하 

는 지속성은 모음이 내재적인 길이를 가지고 있으며 발성 

시 길이가 변화하기는 하지만 일정 시간 지속되는 특성을 

이용하고자 한다. [14]의 연구를 살펴보면 우리말 모음의 

길이와 발화 속도에 따른 말소리의 길이 변화가 나타나있 

다. 가장 짧게 발음되는 모음 /_/의 길이는 약 70ms이 

고, 가장 길게 발음되는 모음 새 /와 사■/는 약 110ms이 

다 따라서 본 연구에서는 기존 연구 결과를 바탕으로 이 

들 모음의 중간 길이 인 92ms를 지속성 특징 추출을 위한 

피크 트랙의 지속 시간으로 한다.

스펙트럴 피크 트랙에서 지속성을 추출하는 과정은 

1kHz 이하의 각 주파수 bin에 대해서 이웃하는 프레임과 

의 지속성이 92ms인 히스토그램을 구한다. 이렇게 얻어진 

각 주파수 bin의 지속성에서 최대값을 세그먼트의 지속성 

특징으로 사용한다 다음의 식 ⑵는 각 주파수 bin에 대해 

지속성 히스토그램을 구하고 세그먼트내의 프레임수로 정 

규화 시킨 값이다. 식 ⑶의 MSDF는 분석 세그먼트의 최 

대 지속성으로 음성/음악 분류를 위한 특징으로 사용한다. 

식 ⑵에서 曜 세그먼트내의 전체 프레임수를 나타내고, 

식 ⑵와 식 ⑶에서 k는 주파수 bin을 나타낸다.

1 N— 1

SZ가秘 = 成二亍、｛《1[시 "찌서5 +』아 ⑵

MSDF= Mix (S班[서) (3)

그림 2의 (a)는 음성과 음악에 대해 제안하는 방법으로 

추출한 MSDF와 기존의 특징 파라미터 중에서 HZCRR과 

LSTER의 분포를 나타낸다. 그리고 그림 2의 (b)와 (c)는 

특징 파라미터들 간의 상호 관계를 나타낸다. 그림 2에서 

볼 수 있듯이 MSDF가 기존의 특징 파라미터와 비교하여 

음성/음악의 중첩된 영역이 적기 때문에 분류에 보다 효 

과적 이다. 그리고 MSDF는 음성은 0.7 보다 작은 쪽으로, 

음악은 0.7보다 큰 쪽으로 분포하고 있는 것을 알 수 있 

다. 또한 MSDF가 HZCRR이나 LSTER과 상호 결합한 관 

계에서도 HZCRR과 LSTER을 결합한 관계보다 중첩되는 

영역이 적어 음성/음악 분별력이 높은 것을 알 수 있다.

MSDF

0.2 I------------

■6쁱

HZCRR LSTER

----- Speech

------Music

■5

■6

0.5 

HZCRR

(b)

oL 

0

眨°

우

G ・ m시새"I 
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~
뜨
§
 

工
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그림 2. 음성/음악에 대한 특징 파라미터 분포

(a) MSDF, LSTER, HZCRR의 분포,

(b) 음성에 대한 특징들의 상호 관계,

(c) 음악에 대한 특징들의 상호 관계

Fig. 2. Distribution of feature parameter for Speech and Music

(a) Distribution of MSDF, LSTER and HZCRR,

(b) Correlation between features for Speech,

(c) Correlation between features for Music.
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III. 신경망을 이용한 음성/음악 분류

3.1. 신경망의 구성 및 학습

본 연구에서는 다양한 신경망 모델들 중에서 패턴 분류 

에 적합하며 뛰어난 일반화 능력을 가지고 있는 에러 역 

전파 (Error Back-propagation) 신경망을 음성/음악 분 

류기로 사용한다

신경망의 구성을 살펴보면, 신경망의 입력으로는 본 연 

구에서 제안한 1차원의 MSDF와 기존의 특징 파라미터인 

40차원의 MFSC로 전체 41차원의 특징이 사용된다. 이때 

MSDF와 MFSC는 모두 1초 길이의 세그먼트를 분석 단위 

로 하였으며, MFSC는 ［13］ 의 연구에 적용된 방법과 같이 

세그먼트 내의 각 프레임에 대해 FFT를 수행하고 멜-스 

케일링과 정규화 과정을 수행한 평균과 분산을 사용하였 

다 그리고 중간 뉴런의 개수 결정을 위한 다양한 방법이 

있으나, 5개에서 20개까지 5개씩 추가하였다. 출력 뉴런 

은 음성과 음악에 대응하는 것으로 2개로 구성하였으며, 

최대 출력을 갖는 뉴런을 분류 결과로 한다 그림 3은 음 

성/음악 분류를 위한 신경망의 구조를 나타낸다. 신경망 

의 학습에 영향을 미치는 다양한 학습 파라미터 중에서 

초기 연결강도는 T.0〜 1.0 범위에서 임의의 값으로 설정 

하였고, 각 층간의 연결강도는모멘텀 (momentum)을 적 

용하여 조절하였다. 그리고 학습률은 학습 단계별 에러의 

변화를 고려하여 적응적으로 변경하였다.

입력층 중간층 출력층

그림 3. 음성/음악 분류의 신경망 구조

Fig. 3. Neural Netw이k architecture h)r Speech/Music 

discrimination.

3.2. 분류 결과의 후처리

신경망에 의한 음성/음악 분류 결과는 이웃하는 세그 

먼트의 결과를 바탕으로 그림 4와 같은 후처리 과정을 적 

용하여 현재 세그먼트의 결과를 보정한다. 후처리는 n-1 

번째와 刀0번째 세그먼트의 결과가 음성일 때 刀번째의 

결과가 음악이면 力번째의 결과는 음성으로 보정한다. 이

후처리 후후처리 전

그림 4. 음성/음악 분류 결과의 후처리

Fig. 4. Post-processing for Speech/Music discrimination results.

와 같은 후처리는 음성이나 음악이 일정 시간 계속하여 

나타나고 있을 때 분류기에 의한 오분류를 줄일 수 있다

IV. 실험 및 결과

4.1. 실험 데이터의 구성

음성/음악 분류를 위한 실험으로는 ［기의 연구에서 사 

용된 데이터를 사용하였다. 이 데이터는 전체 245개의 

파일로 구성되어 있으며, 각 파일의 길이는 15초 이다. 

실험에 사용한 파일은 음성과 음악이 섞여있는 데이터와 

효과음 파일 64개를 제외한 181개 파일로 약 45분 분량 

이다.

학습 패턴의 선별과 양에 따른 음성/음악 분류기의 성 

능을 평가하기 위해 다음과 같은 학습 패턴 집합을 구성 

하였다. 먼저, 학습 패턴 집합의 기본이 되는 집합 A는 

［기의 연구에서 사용되지 않은 데이터로 25초의 방송 뉴 

스에서 앵커와 기자의 음성을 사용하였고, 음악에는 보컬 

이 포함된 가요와 팝을 사용하였다 그리고 기본 집합 A 

에 ［기의 연구에 사용된 데이터에서 임의적으로 5개의 파 

일씩 선택하여 추가적으로 새로운 5개의 학습 패턴 집합 

B〜F를 구성하였다. 추가적으로 구성한 집합들은 각 파일 

에서 25초에서 125초까지 25초씩 데이터를 추가하면서 

패턴의 양을 다르게 구성하였다. 따라서 실험에 사용하는 

학습 패턴 집합의 선별에 따른 종류는 6개 (A〜F) 이고, 

학습 패턴의 양에 따라서는 25초에서 125초까지 25초씩 

의 차이로 5종류를 구성하여 총 30개의 학습 패턴 집합을 

구성하였다. 그리고 음성/음악 분류 실험으로는 ［기의 데 

이터에서 학습 패턴 집합(A〜F)에 사용되지 않았던 파일 

에 대해 성능 평가를 수행하였다.

신경망의 입력은 1차원의 MSDF와 40차원의 MFSC로 

총 41차원이고, 중간 뉴런의 수에 의한 영향을 평가하기 

위하여 5개에서 20개까지 5개씩 중간 뉴런을 추가하면서 



211 한국음헝학회지 제26권 제5호 (2007)

실험하였다. 그리고 초기 연결 강도에 의한 영향을 분석 

하기 위해 구성한 학습 패턴 선별과 중간 뉴런수의 변화 

에 대해 각각 5회씩 연결 강도를 다르게 초기화 하였다.

4.2. 학습 패턴 선별에 따른 성능 평가

학습 패턴을 다르게 구성한 집합 a~f에 대해 음성/음 

악 분류기의 성능을 평가하였다. 그림 5는 학습 패턴의 

선별에 따른 음성/음악 결과를 나타낸다. 그림 5에 나타 

난 결과는 학습 패턴으로 집합 A는 25초를 사용하였고, 

나머지 집합 B~F는 25초씩 데이터를 추가하여 50초를 

사용한 경우의 결과이다. 학습 패턴의 양이 50초 일 때의 

실험 결과를 분석해보면 패턴 집합 E를 제외한 모든 경우 

에 대해 MFSC만 단독으로 사용했을 때보다 MSDF를 추 

가적으로 사용했을 때 성능 향상이 이루어졌다. 집합 B〜 

F에 대해 성능 변화를 살펴보면 음성에 대해 M頂SC만 사 

용했을 때 최대-최소 차이가 6.22%이고 MSDF를 함께 

사용한 경우 4.78%이다. 그리고 음악에 대해서는 MFSC 

의 경우 8.16%이고 MSDF를 함께 사용한 경우에는 

2.34%이다. 이러한 성능 향상은 MSDF가 MFSC만 사용 

할 때의 오분류를 줄일 수 있다는 것을 보여주며, 학습 

패턴 선별 과정에서 발생할 수 있는 문제를 줄일 수 있음 

을 알 수 있다. 또한 패턴 선별에 따른 성능 차이는 음성/ 

음악 분류에서 어떤 특징 파라미터를 사용할지의 결정도 

중요하지만, 학습 패턴의 선별 또한 중요함을 나타낸다.

그림 6은 음성/음악 분류 특징 파라미터로 MFSC만 사 

용한 경우와 MSDF를 추가적으로 사용했을 때 패턴 집합 

C의 분류 결과로 오분류된 패턴 분포를 나타낸다. 실험에 

서 MSDF를 추가함으로써 음성에 대해서는 지속성이 짧 

은 오분류 패턴을 줄일 수 있었고, 음악에 대해서는 1에 

가까운 지속성을 갖는 오분류 패턴을 줄일 수 있었다. 기 

존의 특징 파라미터인 HZCRR과 LSTER의 분포로 오분 

류 감소를 분석하면 음성과 음악 모두 분류가 어려운 영 

역들에 대해서 MSDF의 사용으로 오분류가 줄었음을 확 

(a) (b)

그림 5. 학습 패턴 선별에 대한 성능 (a) 음성, (b) 음악

Fig. 5. Performance for training pattern selection 

(a) Speech, (b) Music.

인할 수 있다. 실험에서 MSDF를 MFSC와 함께 사용함으 

로써 전체적인 성능 향상을 보였으나, 음성에 대해서는 1 

에 가까운 MSDF에서, 그리고 음악에 대해서는 0에 가까 

운 MSDF에 대해서 오분류 패턴이 증가한 경우도 발생하 

였다.

4.3. 학습 패턴의 앙에 따른 성능 평가

그림 7은 학습 패턴의 양에 따른 음성/음악 분류기의 

성능이다. 음성의 경우 학습 패턴의 양이 증가함에 따라 

75초까지는 성능도 같이 향상되었으나, 그 이상의 咧］ 

대해서는 많은 성능 변화가 나타나지 않았다. 그리고 음 

악의 경우에는 50초 이상의 데이터에 대해서 큰 성능 변 

화가 나타나지 않았으며, MSDF를 추가함으로써 음악이 

음성에 비해 더 높은 성능 향상이 이루어졌다. 음성/음악 

분류의 성능에 있어서 학습 패턴의 양과 관련한 결론으로 

MSDF와 MFSC를 모두 사용할 때 분류에 더욱 효과적이 

며, 학습 패턴의 양을 증가시켜도 MSDF를 추가했을 때 

보다 높은 결과가 나타나지 않음을 알 수 있다

MSDF
0 0.5

LSTER

01---------- ----------以
0 0.5 1

MSDF

o
웊，

0 0.5 1
F4SDF

备으

0.5 1

1i---------:--------- 1 1i--------- ；--------- 1 1

(d)

그림 6. MSDF 추가에 따른 성능 개선

(a) 음성 (MFSC), (b) 음성 (MSDF+MFSC)

(c) 음악 (MFSC), (d) 음악 (MSDF+MFSC)

Fig. 6. Performance improvement for MSDF addition

(a) Speech (MFSC), (b) Speech (MSDF+MFSC)

(c) Music (MFSC), (d) Music (MSDF+MFSC).
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그림 8은 각 패턴 집합에 대해 5개부터 20개까지 5개 

씩 중간 뉴런을 추가하면서, 5회씩 각기 다른 연결 강도 

로 초기화한 실험 결과로 최대 분류율과 최소 분류율의 

차이를 나타낸다. 그림 8은 최대-최소 분류율의 차이를 

나타내기 때문에 이 값의 차이가 적을수록 신경망의 구성 

이 음성/음악 분류 성능에 미치는 영향이 적다고 할 수 

있다. 집합 B〜F에 대해 MFSC만 사용하는 경우 최대-최 

소 차이는 음성은 2.05%, 음악은 3.04%이고 MSDF를 함 

께 사용하는 경우 음성은 1.17%, 음악은 0.53%이다. 이 

결과는 각 패턴 집합별로 迹SC만 사용하는 경우보다 

MSDF를 추가한 경우가 분류 성능도 안정적이고, 신경망 

구성에 따른 영향도 적음을 나타낸다.

(0 (d)

그림 7. 학습 패턴의 양에 따른 성능 변화 (a) 음성 (후처리 과정 전),

(b) 음성 (후처리 과정 후) (c) 음악 (후처리 과정 전),

(d) 음으f (후처리 과정 후)

Fig. 7. Performance variation for training pattern size

(a) Speech(without post-processing), (b) Speech

(with post-processing), (c) Music (without 

post-processing), (d) Music (with post-processing).

그리고 후처리 과정의 영향을 보면 MFSC만 사용한 경 

우 음성은 3.1%, 음악은 1.92%의 성능 향상이 있었고, 

MSDF를 함께 사용한 경우 음성은 2.24%, 음악은 1.97% 

의 성능 향상이 있었다. 이러한 성능 향상은 이웃하는 세 

그먼트가 동일한 음성이거나 음악임에도 불구하고 불명 

확한 결정 경계에 의해 MFSC만 사용했을 때 더 많은 오 

분류가 있었음을 나타낸다.

4.4. 신경망 구성에 따른 성능 평가

음성/음악 분류기의 성능은 특징 파라미터의 종류와 

학습 패턴의 선별에 영향을 받는다는 것을 확인하였다 

이번에는 신경망 모델의 구성에 따른 음성/음악 분류기의 

성능을 분석하고자 한다.

V. 결 론

본 연구에서는 멀티미디어 인덱싱의 전처리 단계로 사 

용할 수 있는 음성/음악 분류에 관한 연구를 수행하였다. 

음성/음악 분류를 위하여 적은 학습 데이터를 사용하면서 

도 높은 성능을 발휘하는 기존의 특징 파라미터에 스펙트 

럴 피크 트랙 분석을 기반으로 하는 새로운 특징 파라미 

터를 추가하여 성능을 향상시켰다. 다양한 실험 방법으로 

제안한 음성/음악 분류기의 성능을 평가한 결과 기존의 

연구에서도 밝혀진 바와 같이 특징 파라미터의 선별과 학 

습 패턴의 선별이 중요함을 확인할 수 있었다. 그러나 음 

성에 비해서 음악은 장르가 다양하고 범위가 넓기 때문에 

이에 대한 효과적인 학습 패턴의 선별이 필요하다.

따라서 향후 연구 방향으로는 본 연구에서 제안한 방법 

의 장점을 살리면서, 학습 패턴 선별을 어떻게 하는 것이 

음성/음악 분류기의 성능에 중요한 영향을 미치는지 연구 

할 계획이다

Training pattern set Training pattern set

(a) (b)

그림 8. 신경망 구성에 따른 성능 평가 (a) 음성, (b) 음악

Fig. 8. Performance evaluation for neural network 

architecture (a) Speech, (b) Music.
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