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요 약

공정 모니터링 기술은 공정 내에서 일어나는 예상치 못한 조업변화 및 이상을 조기에 감지하고 조업 이상에 영향을

끼친 근본 원인을 밝혀내어 제거해 줌으로써 공정의 안정적인 조업과 양질의 제품생산의 기반을 제공하여 준다. 데이터

에 기반한 통계적 공정 모니터링 방법은 양질의 공정 데이터만 주어진다면 통계적 처리를 접목하여 비교적 쉽게 모니터

링을 할 수 있고 공정의 데이터 분석에 이용할 수 있는 도구를 얻을 수 있다는 장점이 있다. 그러나 실제 공정에서는 비

선형성, non-Gaussianity, 다중 운전모드, 공정상태변화로 인해 기존의 다변량 통계적 방법을 이용한 공정 모니터링 기법

은 비효율적이거나, 공정 감시 성능의 저하, 종종 신뢰할 수 없는 결과를 야기한다. 이러한 경우 기존의 방법으로는 더

이상 공정을 정확히 감시할 수 없기 때문에 최근에 많은 새로운 방법들이 개발 되었다. 본 총설에서는 이러한 단점을 보

안하기 위해 최근 주목할 만한 연구결과인 공정 비선형성을 고려한 커널주성분분석(kernel principle component analysis)

모니터링 기법, 주성분분석 모델 조합을 이용한 다중모델(mixture model) 모니터링 기법, 공정 변화를 고려한 적응모델

(adaptive model) 모니터링 기법, 그리고 센서 이상진단과 보정의 이론과 응용결과에 대하여 소개한다.

Abstract − Process monitoring technology is able to detect the faults and the process changes which occur in a pro-

cess unpredictably, which makes it possible to find the reasons of the faults and get rid of them, resulting in a stable pro-

cess operation, high-quality product. Statistical process monitoring method based on data set has a main merit to be a

tool which can easily supervise a process with the statistics and can be used in the analysis of process data if a high qual-

ity of data is given. Because a real process has the inherent characteristics of nonlinearity, non-Gaussianity, multiple

operation modes, sensor faults and process changes, however, the conventional multivariate statistical process monitor-

ing method results in inefficient results, the degradation of the supervision performances, or often unreliable monitoring

results. Because the conventional methods are not easy to properly supervise the process due to their disadvantages, sev-

eral advanced monitoring methods are developed recently. This review introduces the theories and application results of

several remarkable monitoring methods, which are a nonlinear monitoring with kernel principle component analysis

(KPCA), an adaptive model for process change, a mixture model for multiple operation modes and a sensor fault detec-

tion and reconstruction, in order to tackle the weak points of the conventional methods. 

Key words: Adaptive Model, Fault Detection And Diagnosis, Gaussian Mixture Model, Kernel Principle Component Analy-

sis (KPCA), Process Monitoring, Nonlinear Model, Sensor Fault Detection and Validation, Statistical Mon-

itoring, Principal Component Analysis (PCA)
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1. 서 론

공정의 성능을 감시하는 기술로는 크게 3가지로 나눌 수 있는데

수식적 모델에 의한 방법, 지식-기반 접근 방법, 공정데이터에 기반

한 통계적 방법이 있다. 수식적 모델에 의한 방법은 정확한 세부 모

델들이 요구되고 변수들이 불확실하며 실시간으로 개선되어야 한다

는 단점이 있다. 지식-기반 접근 방법은 자세한 수식적인 모델을 필

요로 하지 않는다는 장점이 있으나 오랜 시간을 토대로 축적된 경

험이 있어야 하고 전문가나 조업자의 경험적 지식이 주관적일 가능

성이 많으며 데이터를 해석하기 위한 통계적인 기반이 부족하다는

단점이 있다. 이에 반하여 공정데이터에 기반한 통계적 방법은 양

질의 공정 데이터만 주어진다면 통계적 처리를 접목하여 비교적 쉽

게 모니터링을 할 수 있고 공정의 데이터 분석에 이용할 수 있는 도

구를 얻을 수 있다는 장점이 있다[1-4].

화학 공정은 그 특성상 수많은 단위 공정의 조합으로 이루어진

거대 장치 산업이며, 공정의 운전상에 있어서 유량, 온도, 압력, 농

도 및 조성 등의 수많은 공정 변수들은 변수간의 강한 선형적 또는

비선형적인 상관관계를 가지고 있다. 이러한 고차원적인 상관관계

를 분석하기 위하여 기존의 화학적 반응식을 기반으로 한 물질 및

에너지 수지를 이용하여 화학 공정 또는 단지를 모델링하고 모니터

링 한다는 것은 사실상 불가능하다. 한편 센서기술의 발달과 통신

기술의 발달로 인해 많은 공장에서 데이터 양의 증가가 운전자에게

더 많은 센서값을 제공하여왔다. 따라서 반응식 기반 모니터링의 제

를 해결하기 위해 각 공정 변수의 실시간 데이터를 이용하여 통계

적인 유의 구간을 설정하여 데이터의 이상 유무를 판단하고 진단하

는 통계 기반 공정 모니터링 시스템이 제안되었다. 초기의 통계 모

니터링 시스템은 각각의 공정 변수마다의 유의 구간을 설정하고 실

시간으로 측정되는 변수가 유의 구간을 벗어나게 되는 경우를 공정

이상이라고 판단하는 단변수 모니터링 시스템을 사용하였다. 반면

더 많은 데이타가 운전자들에게는 반드시 더 가치 있는 정보를 제

공해주진 않는다. 최근 이러한 공정 데이타를 이용하여 운전을 성

공적으로 수행하고 공정 생산성을 향상시키기 위해 통계학적 공정

모니터링 기술이 산업현장에서 많이 사용되고 또한 새로운 고급 모

니터링 기술이 요구되고 있다. 그러나 이러한 모니터링 시스템은 화

학 공정으로부터 측정되는 공정 변수 모두를 일일이 감시해야 한다

는 단점과 함께 공정 변수간의 상관관계를 고려하지 못하는 한계성

을 드러내면서 다변량 통계 분석을 통한 공정 모니터링 시스템의

개발이 활기를 띠게 되었다[1, 2].

이런 장점으로 인해 공정데이터에 기반한 통계적 방법이 많이 연

구되어 왔는데 그 중 전통적으로 Shewhart, CUSUM 및 EWMA 같

은 통계 공정 제어(statistical process control, SPC) 차트들이 공정

을 모니터하고 제품의 품질을 향상시키기 위해 사용되어 왔다[1].

그러나 이러한 단변량 제어 차트는 다변량 공정에 적용 했을 때 변

수간의 상관성을 전혀 고려하지 않기 때문에 비정상적인 상태를 잘

감지하지 못하는 단점을 가지고 있다[2]. Fig. 1은 2개 변수를 각각

모니터링 하는 단변량 모니터링의 단점을 설명하는 그림이다. 여기

서 두 변수(y
1
과 y

2
)는 각각 그림의 수평축(y

1
)과 수직축(y

2
)에 표시

되어 있고 모니터링 상한/하한 설정치가 표시되어 있다. 단변량 모

니터링 기법은 상한/하한을 가진 직사각형 모니터링 지역을 가지고

있고 실제로는 두 개의 변수가 연관이 되어서 그림의 타원형의 모니

터링 지역을 가지게 된다. 그러나 점⊗에 해당하는 운전은 실제 공

정에서는 비정상이나 어떤 단변량 차트도 효과적으로 비정상 운전

(⊗)을 탐지하지 못한다. 또한 점◊ 해당하는 운전은 실제로는 정상

이나 단변량 모니터링 차트에서는 변수들 사이의 관계 때문에 비정

상으로 탐지하게 된다. 이러한 문제는 변수의 수가 많아질수록 더

심해져서 각각의 변수를 동시에 고려하는 다변량 모니터링 기법이

필요하다는 것을 알 수 있다. 

이러한 단점을 해결 하기 위해 최근 들어 데이터 투영법을 이용한

다변량 통계 공정 모니터링(multivariate statistical process monitoring,

MSPM) 기법이 개발되었다. 공정데이터에 기반한 방법 중 다변량

통계적 기법에 의한 공정 모니터링 방법은 1990년 초에 John F.

MacGregor 교수에 의해 제시되어 그 동안 많은 연구가 진행되어 왔

다[2-15]. 그 중 대표적인 것이 주성분분석(principal component

analysis, PCA)인데 이는 변수간의 상관성이 큰 다차원 데이터로부

터 상관성이 없는 소수의 축을 뽑아내고 이 축에 데이터를 투영시

킴으로써 다차원의 데이터를 2차원이나 3차원 같은 저차원 데이터

로 해석할 수 있는 방법이다[5-7]. 주성분분석을 이용한 공정모니터

링 방법은 다른 방법들과 결합되어 발전되어 왔으며 여러 산업체에

적용되어 그 성능이 입증되었고[4-10] 국내에서도 현재 통계학적 공

정모니터링 기술에 대한 원천기술과 그 응용에 대한 많은 예가 보

고되고 있다[11-19]. 

2. 최신 공정 모니터링 이론과 응용

Venkatasubramanian 등[20-22]은 공정이상 탐지와 진단에 관한 연

구결과를 분류 및 소개하였다. Fig. 2는 지금까지 공정 이상 감시 및

진단 기술을 각 방법대로 정리한 결과이다. 공정이상진단은 크게 공

정의 기존 모델에 기반한 quantitative model-based method, 공정의

정성적인 정보를 기초로 하는 quantitative model-based method, 공

정의 상태를 나타내기 위해 공정 데이터의 통계학적 모델을 이용한

process history based- model로 나누어진다. 다시 quantitative model-

based method는 사용하는 모델링 방법에 따라 observers, parity

space, extended kalman filter로 분류되다. Quantitative model-based

Fig. 1. The problems with using univariate control charts per one

variable [2].
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method는 각각 인과관계모델(diagraphs, fault tree, qualitative

physics)과 abstraction hierarchy 방법(structural, functional abstraction)

으로 나누어진다. Process history based- model은 각각 qualitative

method(expert system, QTA)와 quantitative method인 통계학적 방

법(PCA/PLS, 통계학적 분류기)과 soft-computing(인공신경망, 퍼지)로

각각 분류될 수 있다. 본 총설에서는 process-history based-model에

대한 최근 10년간의 최신 연구 경향을 소개하고자 한다.

2-1. 주성분분석을 이용한 공정 모니터링 이론

주성분분석(principal component analysis)은 원래 데이터 압축과

정보추출을 목적으로 chemometrics 분야에서 개발된 것으로 고차원

의 데이터로부터 공분산을 최대화 하는 방향으로 하는 변수들이 조

합으로 된 주요 직교성분을 찾는 방법이다. Fig. 3(a)는 주성분분석

의 개념을 설명한 그림으로 3차원 상의 데이터를 주성분분석에 의

해 직교하는 2차원의 주성분으로 변환하여 데이터의 정보 손실은

최소화하면서 2차원 상에서 정보처리와 해석을 용이하게 한다.

MacGregor는 이러한 주성분분석에 기초하여 T2 chart 기반 통계모

니터링 방법을 개발하였다[2]. 이러한 다변량 통계분석은 여러 개의

변수들이 서로 높은 상관관계를 가지고 있을 경우, 효과적으로 이

를 다룰 수 있는 분석 방법이다. 따라서 다변량 통계분석을 이용할

경우 공정변수와 최종 품질변수를 함께 이용하여 공정을 보다 정확

하게 모니터링 할 수 있게 된다.

상관관계가 강한 공정데이터의 특성을 이용하여, 공정데이터의

정보 손실을 최소화하면서 공정데이터 차원을 줄이는 축소모델공간

을 찾고 이 공간으로 데이터를 투영시킴으로서 줄어든 변수를 가지

고 공정을 감시하게 된다. 즉, m개의 센서를 통해 얻은 n개의 샘플

로 이루어진 데이터 행렬 는 주성분분석에 의해 다음과

같이 모델 추정치와 잔차로 분해된다.

(1)

여기서, 는 스코어(score) 행렬, 는 로딩(loading)

행렬, 는 잔차(residual) 행렬을 나타내며, p는 축소모델

공간의 차원을 나타낸다. 새로운 공정측정치 x에 대하여 새로운 주

성분(principal component)은 이고 N(0, Λ)인 정규분포를

따르며, 잔차는 e = (I - PPT)x로 나타난다. 일반적으로 공정이상 감

지를 위하여 가중 스코어 제곱합 와 잔차 제곱합 Q = eTe

두 값을 관찰하게 된다. T2에 대하여 공정의 정상 상태에서 나타날

수 있는 100(1-α)%의 신뢰도를 갖는 통계적 상한치(upper limit)는 

(2)

로 표시되며, Q에 대한 100(1-α)%의 신뢰도를 갖는 통계적 상한

치(upper limit)는

(3)

로 표현된다. 여기서, 이며 Σii는 샘플 공분

X R
n m×∈

X TP
T

E+=

T R
n p×∈ P R

m p×∈

E R
n m×∈

t P
T
x=

T
2

t
TΛ 1–

t=

Tlim
2 p n 1–( )

n p–
------------------F p n 1;α–,( )=

Qlim θ1

c
α

2θ2ho

2

θ1

----------------------- 1
θ2ho ho 1–( )

θ1

2
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θj Σii( ) j

p 1+

m

∑  , j 1 2 3, ,= =

Fig. 2. Classification of diagnostic algorithms of process fault detec-

tion and diagnosis [33].

Fig. 3. (a) Decomposition of X into a process subspace and a noise subspace, (b) The geometrical interpretation of PCA with the concept of SPE

and T2 measures, respectively [3].
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산 행렬의 i번째 대각원소, ho = 1 - 2θ1θ3√3θ2

2 , c
α
는 n이 매우 큰 값

을 가질 경우 p값이 α일때의 t 값이다. 따라서, 새로운 공정 측정

값 x에 대하여, T
x

2 < T
lim

2 이고  Q
x

2 < Q
lim

2 이면 100(1-α)%의 신뢰수

준에서 현재의 공정이 정상상태라는 것을 확인할 수 있다. Fig. 3(b)

는 주성분분석에 기반하여 공정모니터링 차트를 이용한 공정진단

방법을 표현한 것이다. T2와 Q plot을 통해 둘 중 하나의 통계량이

한계선(control limit, UCL)을 넘을 경우는 공정 이상상태로 간주

되며, 이때 각각의 변수들이 T2나 SPE에 기여하는 정도를 기여도

분석(contribution plot)으로 나타냄으로써 어떤 변수들에 이상이 생

겼는지 쉽게 관찰할 수 있다. 따라서 기여도 분석을 통해 그 기여

도가 가장 큰 변수들을 선정하고 공정상황의 변화 추이를 살펴보

면서 이를 정상적인 상태와 비교하여 결론을 도출하는 과정을 거

치게 된다. 비록 기여도 분석이 공정 이상상태에 대한 정확한 결과

를 직접적으로 보여주지는 않지만 가능한 원인들에 대한 정보를 제

공하기 때문에 공정을 진단하는데 드는 시간과 노력을 크게 줄일

수 있는 장점을 가진다.

2-2. 비선형 주성분분석을 이용한 비선형 공정 모니터링

화학, 환경 및 생물공정의 공정의 가장 큰 특징이라고 할 수 있

는 것은 비선형성이 매우 강하다는 것이다. 이에 반해 기존에 연구

되어 왔던 모니터링 기술 중 하나인 주성분 분석은 데이터의 선형

성을 기반으로 한 방법이다. 따라서 비선형성을 확실히 제거하지 않

은 채 주성분분석을 그대로 사용하는 것은 공정데이터 내에 있는

정보를 제대로 뽑아내지 못하여 빠르고 정확한 이상감지를 하는데

제약을 주게 된다. 비선형성이 강한 데이터를 제대로 처리하기 위

해 Kramer[23]는 auto-associative 신경망을 기반으로 한 비선형 주

성분분석법을 개발하였다. 하지만 이 방법은 총 5개의 layer를 학습

하여야 하고 각 layer의 노드수를 결정하는데 어려움을 가지고 있다.

Dong과 McAvoy[24]는 principal curve와 신경망을 이용한 비선형

주성분분석법을 제안하였는데 이 방법 또한 비선형 최적화 문제를

풀어야 하고 신경망을 학습하기 전에 미리 주성분 수를 결정 해야

하는 단점을 가지고 있다. 그 이외에도 Hiden 등[25]이 유전알고리

즘을 이용한 방법을 제시하였으니 이들 방법 모두 신경망에 기반한

방법으로 학습하는데 시간이 걸리고 이상의 감지에는 좋은 성능을

보이나 이상의 원인을 진단하는 데는 수식적인 접근이 어려운 단점

을 가지고 있다. 

한편, 1998년 Scholkopf[26-27] 등이 새로운 커널주성분분석

(kernel principal component analysis, KPCA)이라는 비선형 주성분

분석법을 발표하였다. 이 방법은 커널 함수라는 무한 차수의 비선

형 함수를 이용하여 비선형데이터를 매핑시키는데 이 과정에 의해

비선형 데이터가 보다 선형 데이터를 이루게 된다. 선형화된 데이

터에 기존의 주성분분석을 적용함으로써 비선형성을 고려할 수 있

게 된다. 커널 함수로 매핑 시키고 주성분분석을 이용하여 데이터

차수를 떨어뜨리는 과정을 커널 함수를 미리 정의함으로써 아주 간

단하게 수식화 할 수 있게 된다(Fig. 4 참조). KPCA의 이러한 장점

을 이용하여 공정 모니터링, 분류, 이미지 분석등에 적용하여 좋은

결과를 보여주었다. 커널주성분분석은 커널 함수만 정의해주면 계

산절차가 매우 간단하고 주성분 개수를 미리 정해줄 필요없이 나중

에 선택할 수 있기 때문에 기존의 방법보다 많은 장점을 가지고 있다.

주성분분석이 일반적인 변수들의 선형 상관관계만을 얻는데 그

한계가 있다면, 커널주성분분석은 공정변수들의 비선형 관계를 모

사하기 위한 확장된 형태이다. n개 샘플로 구성된 공정데이터에 대

하여 우선 비선형 함수 를 통해 특성공간(feature space)으로 데이터

가 확장된다. 이 특성공간 상에서 데이터의 공분산 행렬은

(4)

으로 나타나고, 주성분분석과 같은 방법으로 주성분 행렬 V는 고

유치 문제

(5)

를 해결함으로서 얻어진다. 식 (5)를 통해 알 수 있듯이 모든 고유

벡터(eigenvector)는 확장공간으로 확장된 데이터의 가중합으로 나

타나게 된다. 즉, V = Σα
i
Φ(x

i
)가 된다. 식 (5)의 양변에 Φ(x

k
)를 곱

하게 되면,

(6)

과 같이 되고, n×n 커널 행렬을

(7)

로 정의하게 되면, 식 (5)는 다음의 특성치 문제를 해결하는 문제

로 간단히 나타난다.

(8)

여기서 α = [α1α2...αn]
T이고, 위의 문제를 풀면, 고유치-고유벡터

α = [α1α2...αn]
T를 얻게 된다. 이 값들을 λk(α

k · αk) = 1을 만족시키

기 위해 표준화된 값으로 스케일링한다. 또한, 선형 주성분분석과

마찬가지로 데이터 공간에서 평균을 0으로 맞추어주어야 하는데,

커널 주성분분석에서는 확장공간에서의 데이터의 값의 평균을 0으

로 맞추게 된다. 평균이 0으로 보정된 커널행렬은

(9)

을 이용하여 쉽게 구할 수 있다. 여기서 (ln)ii = 1/n이다. 한편, 새로

운 샘플 x에 대하여, 특성공간에서의 Φ(x)의 k번째 주성분은

(10)

이다.
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λ Φ xk V⋅( )( ) Φ xk( ) CV⋅=

Kij Φ xi( ) Φ xj( )⋅ k xi xj,( )= =

λα Kα=

K̂ K K K–n n Kn n+–=

tk V
k Φk⋅( ) αi

k
k xi x,( )

i 1=

k

∑= =

Fig. 4. Conceptual diagram of KPCA [27].



공정 모니터링 기술의 최근 연구 동향 237

Korean Chem. Eng. Res., Vol. 46, No. 2, April, 2008

센서, 조절기, 공정의 이상 유무를 판단하기 위하여 일반적인 주

성분분석에서는 데이터의 원래 공간상에서의 변동을 감시하는 반면,

커널 주성분분석에서는 데이터가 확장된 특성공간에서의 데이터의

변동을 추적하게 된다[28]. 주성분분석 모니터링 방법과 마찬가지로

두 가지 감시지표 T2와 Q 값을 이용하게 된다. 두 가지 감시지표는

각각

(11)

와

(12)

을 통해 구할 수 있으며, 감시지표의 정상공정에서의 상한치는 주

성분분석과 유사한 방법으로 구해진다[28-30]. Fig. 5에서 보는 바

와 같이 데이터의 분포가 비선형성을 나타낼 때 기존의 주성분분

석은 선형성을 나타내는 축을 뽑아내는 반면 커널주성분분석은 비

선형성을 효과적으로 고려하는 성능을 보여주고 있다.

2-2-1. 사례연구

제시한 커널 주성분분석의 성능을 검증하기 위하여 다음과 같은

간단한 2개의 입력과 2개의 출력을 갖는 2차 시스템을 고려하였다

[29]. 

(13)

여기서, y1과 y2는 출력, u1과 u2는 출력이며, k는 t=1-100 구간에

서 2이고 t=101-200 구간에서는 2.5로 증가한다. 두 종류의 입력은

모두 평균이 0이고 분산이 0.1인 정규분포를 통해 얻어진 랜덤변

수라 가정한다. 두 개의 입력과 출력이 공정 모니터링을 위해 사용

되었고, 처음 100개의 공정변수 샘플이 모델구성에 나머지 200개

의 샘플이 온라인 모니터링을 위해 사용되었다. 아래의 Fig. 6은 이

2차 공정의 모니터링 결과를 나타낸다. 앞서 언급한 바와 같이 모

델을 구성한 후 모델 안에서의 패턴의 움직임에 대한 이상 유무를

T2 통계량을 통해 확인하고, 모델로부터의 잔차의 움직임에 대한

이상 유무를 Q 통계량을 통해 확인하였다. Fig. 6(a)는 일반적인

주성분분석법을 사용했을 때의 결과이다. t=100 이후에도 Q 통

계량에서 간헐적으로 이상을 감지할 뿐 이상 감지율이 매우 떨

어지는 것을 확인할 수 있다. 반면, 커널주성분분석법을 사용하

였을 경우 잔차공간에서 공정의 이상을 매우 잘 감지함을 알수

있다(Fig. 6(b) 참조). 이 결과로부터 커널주성분분석을 이용한

공정 모니터링 방법이 비선형 공정에 잘 적용될 수 있음을 확인

하였다. 또한, 비선형 동적 공정을 모니터링하기 위해 동적 커널

주성분분석을 제안하였다. 다음과 같은 다변량 비선형 동적 공정

시스템을 고려하자[29-30].

(14)

여기서 u, y, x는 각각 입력, 출력, 상태변수이고 v는 평균 0, 분산

0.5의 정규분포를 가지는 랜덤 출력 노이즈 항이다. 시스템 행렬 A

와 B는 각각

T
Φ

2
t
TΛ 1–

t=

Q
Φ

e
T
e Φ x( )T 1 VV

T
–( )Φ x( ) trace K x x,( )( ) t

T
i–= = =

y1 t( ) u1 t( ) u2 t( )+( )2=

y2 t( ) u1 t( ) ku2 t( )+( )2=

x t 1+( ) Ax x( )Bf u t( )( )=

y t( ) x t( ) v t( )+=

Fig. 5. Motivational example of KPCA (Left Column: linear PCA,

Right Column: KPCA) [26].

Fig. 6. Monitoring results using (a) PCA, (b) Kernel PCA [28].
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(15)

이다. 시스템 입력 u는 다음과 같은 관계를 가지고 생성된다. 

(16)

여기서 w는 평균 0, 분산 5의 정규분포를 가지는 랜덤 입력노이즈

이다. 비선형 함수 f는 이다. 

전체 모사 시간은 560이고 t=501-560에서 공정이상이 발생한다.

즉, 이 기간에 시스템 행렬의 2 1 원소가 -0.5로 바뀐다. 총 100번

의 반복을 통해 평균적인 타입 I과 II 에러를 구한 결과를 Table 1

에 나타내었다. 여기서 타입 I 에러는 실제 정상인데 이상으로 판단

한 경우를 의미하고, 타입 II 에러는 실제 이상인데 정상으로 판단

한 경우를 의미한다. Table 1에서 보는 바와 같이 동적 커널주성분

분석 모니터링 기법이 두 종류의 에러에서 모두 다른 모니터링 기

법들(주성분분석, 동적주성분분석, 커널주성분분석)보다 가장 낮은

값을 가져서 동특성을 가진 비선형 공정의 경우 훨씬 좋은 모니터

링 성능을 보임을 확인할 수 있다.

2-3. 다중모델(multiple model)을 이용한 공정감시

주성분분석(PCA: principal component analysis)과 같은 다변량

통계적 방법을 이용한 공정감시기법은 비선형 공정(nonlinear

process)에 적용되었을 때 종종 비효율적이거나 신뢰할 수 없는 결

과를 야기한다. 게다가 PCA 모델은 비선형 공정을 모사하기 위하

여 더 많은 주성분을 모델에 포함하기 때문에 Hotelling’s T2 통계

치(statistic)에서 거짓경보(false alarm)가 발생할 확률이 높아지게 된

다. 비선형 공정의 효율적인 감시를 위해서 비선형 PCA가 제안되

었다. 이 분석법은 선형 대신 비선형 함수를 이용하여 공정을 좀더

정확히 모사함으로써 공정감시의 신뢰성을 높인다. 

다른 접근 방식으로서 전체적으로 비선형성을 보이는 공정을 부

분적으로 나누어 각각의 국소 패턴을 선형모델로 모사하는 방법이

있다. 이러한 방법은 공정감시의 관점에서 기존의 선형 PCA 기반

의 감시 통계치(monitoring statistic)를 그대로 적용할 수 있는 장점

이 있다. 또한, 비선형 공정의 모사에만 국한되는 것이 아니라 동적

공정(dynamic process)이나 공정상태의 변화 등으로 인해 공정데이

터의 패턴이 정상분포를 따르지 않는 경우에도 유용하게 사용될 수

있다. 전체적으로 복잡한 패턴을 보이는 데이터를 몇 개의 단순한

패턴으로 나누어 각각의 단순 패턴을 국소 모델로 모사하게 된다.

위에서 언급한 다중모델을 이용한 접근방식으로서 Whiteley[31]

은 동적 공정으로부터 얻어진 데이터의 분포를 추정하는데 적응 군

집(adaptive clustering) 알고리듬 형태의 하나인 adaptive resonance

theory(ART) 네트워크를 이용하였다. Chen과 Liu[32]은 heuristic

smoothing clustering을 이용하여 데이터의 패턴을 가장 적절히 모

사하는 군집의 개수를 정한 후 각 군집을 PCA를 이용하여 공정을

감시하였다. Choi[33] 등은 가우시안 조합 모델(Gaussian Mixture

model)을 이용한 공정 이상 감지 및 진단 방법을 제시하였다. 여기

서는 앞서 언급한 Chen과 Liu가 제시한 방법과 달리 데이터의 패

턴을 군집화하고 모사하는 단계가 expectation-maximization(EM) 알

고리듬을 이용하여 동시에 자동적으로 이루어졌다. 또한 최근에

Choi[34] 등은 최대가능도 주성분분석 모델(maximum likelihood

PCA)의 조합을 이용하여 복잡한 공정을 감시하고 진단하는데 확률

모델이 기존의 PCA 모델의 조합보다 더욱 정확한 정보를 제시함을

보였다. 이 장에서는 마지막 최대가능도 주성분분석 모델 조합에 대

하여 좀더 자세히 살펴보기로 한다.

2-3-1. 최대가능도 주성분분석 모델의 조합

K개의 국소 모델을 가진 조합 모델의 확률분포(statistical distribution)

는 다음과 같이 나타난다[33, 35, 36].

(17)

여기서 와 은 각각 측정 벡터와 스코어(score) 벡

터이다. 스코어 벡터가 표준정규분포(standard normal distribution),

즉 N(0, I)을 따른다는 가정하에 각 국소모델의 확률분포는 다음과

같이 표현된다.

= (18)

모델구성을 위하여 측정치 벡터 를 이용하여

모델 계수 를 구해야 한다. 여기서 αk는 각 국소

모델의 상대적인 가중치를 나타내며 Σkαk=1을 만족한다. 또한,

은 각각 k번째 국소 주성분분석 모델의 로딩

(loading) 행렬, 평균 벡터, 노이즈의 분산을 의미한다. 모든 모델 계

수들이 모두 상수(constant)이고 어떠한 전제 정보(prior knowledge)

도 없다는 가정 하에서 모델 계수는 가능도 함수를 최대로 하는 값

들로 결정이 된다. 결정해야 하는 계수가 많아지고 가능도 함수의

비선형성이 증가할수록 이 최적화 문제는 더더욱 복잡해지며 해를

얻는데 오랜 시간이 소요된다. 이럴 경우 EM 알고리듬이 최적화 문

제를 푸는 효율적인 방법이 될 수 있다[34].

EM 알고리듬의 가장 큰 장점은 모델 계수를 결정하는데 있어서

복잡한 최적화 문제를 간단한 반복 알고리듬으로 변환시켜 최적해

를 결정하는 것이다. 불완전 데이터(incomplete data)로부터 데이터

분포를 결정하는 모델 계수의 최대 가능도 측정치를 구하는 것이

일반적인 EM 알고리듬의 문제 형태이다. 로그가능도(log-likelihood)

를 최대화하는 대신에 EM 알고리듬에서는 기대 완전데이터 로그

가능도(expected complete data log-likelihood)를 최대화한다. 이를

통해서 계산되는 로그가능도는 반복 과정을 통하여 계속 그 값이

단조 증가하는 바람직한 성질을 가지게 된다. 

EM 알고리듬은 크게 E-단계와 M-단계로 나누어진다. E-단계에

서는 전제 측정치 샘플과 전 M-단계에서 얻어진 모델 계수를 이용

하여 은닉변수(hidden variable)들(여기서는 스코어 벡터를 일컬음)의

확률 분포를 얻는다. M-단계에서는 기대 완전데이터 로그가능도를

최대가 되도록 모델 계수들이 새로운 값으로 갱신된다. 여기서 모

델 계수라 함은 각 국소 PCA 모델의 평균과 분산, 로딩행렬, 그리

A
0.118 0.191– 0

0.847 0.264 0.9

0.214 0.11– 0

= B
0.05 0.1

0.05 0.05

0 0.05

=

u t( ) 0.811 0.226–

0.477 0.415
u t 1–( )+ 0.193 0.689

0.320– 0.749–
w t 1–( )=

u1

2
t( )u2

2
t( )[ ]

T

p x( ) αkp x k( )
k 1=

K

∑ p∫ x t k,( )p t k( )αkdt
k 1=

K

∑= =

x ℜm∈ x ℜ
pk∈

p x t k,( ) Pkt μk σk

2
I,+( )

D x1 x2 ... xN, , ,{ }=

Θ θk αk,{ }
k 1:K=

=

θk Pk μk σk

2
, ,{ }=

Table 1. Type I and Type II error using four monitoring methods

Type I error Type II error

PCA 5.8 72.3

Dynamic PCA 5.2 61.5

Kernel PCA 17.4 55.2

Dynamic kernel PCA 5.1 53.2



공정 모니터링 기술의 최근 연구 동향 239

Korean Chem. Eng. Res., Vol. 46, No. 2, April, 2008

고 국소모델의 상대가중치를 모두 일컫는다.

앞서 언급한 바와 같이 PCA 모델 조합의 모델 계수들은 EM 알

고리듬에 의해 가능도를 최대로 하는 값으로 수렴하게 된다. 모델

계수 학습과정에서 우리는 모델의 구조가 이미 결정되어 있다는 가

정에서 출발하였다. 이번에는 모델의 구조를 결정하는 문제에 대해

생각해본다.

공정감시를 위한 PCA 모델 조합을 만들기 위하여 국소 모델의

개수와 국소 모델의 주성분의 개수를 정해야 한다. 그러나 최적해

를 찾기 위하여 모든 가능한 해를 탐색하는 방법은 오랜 학습 시간

을 필요로 한다. M개의 측정변수와 K개의 가능한 국소 모델이 존

재할 경우 m(mK-1)/(m-1)개의 해가 존재한다. 따라서 통상적으로 사

용되는 cross-validation 방법[37]은 이 경우에 적용될 경우 매우 시

간이 오래 걸리고 비효율적이다. 학습시간을 줄이고 탐색구간을 줄

이기 위하여 종종 모델의 구조에 제약을 준다. 예컨대 Tipping과

Bishop[35]은 모든 국소 모델이 같은 수의 주성분 개수를 가진다고

가정하였다. 그러나 일반적으로 모든 국소 모델은 서로 다른 데이

터 분포를 추정하는 것이므로 같은 주성분 개수를 가질 가능성은

적다. 기존의 방법들이 각 모델의 주성분 개수를 가정하고 최적의

노이즈 분산(variance of noise)을 추정하는 방식이었다면, Meincke

와 Ritter[36]가 제시한 방법은 노이즈 분산을 점차적으로 줄여가면

서 최적의 주성분 개수를 추정하는 방식으로 각 국소 모델들이 자

연적으로 서로 다른 주성분 개수를 가지게 된다. 한편, 제시된 방법

에서 국소 모델의 수는 기존의 방법들에서 미리 주어진 값으로 가

정하였다. 그러므로 국소 모델의 주성분 개수와 모델 계수들은 국

소 모델의 개수와 연관을 갖지 않는다. 그러나 국소 모델의 구조와

계수들은 서로 연관을 가지고 있으므로 최대가능성을 가지는 모델

을 구성한다는 관점에서 구조와 계수들을 동시에 고려하여 모델을

결정하는 것이 바람직하다. Choi 등[34]은 국소 모델의 개수를 결정

하기 위해 아래와 같은 목적함수를 이용하였다.

(19)

위 식은 Xu[38]가 제안한 베이시안 음양시스템(bayesian ying-yang

system)의 복잡도 측정(complexity measure)의 한 형태이다. 목적함

수 J(k)는 모델 계수들에 관한 함수이므로 국소 모델의 개수 k에 대

하여 모델 계수들이 결정된 후에 J(k) 값을 구하게 된다. 종종 국소

모델의 개수는 과추정(overestimation)되기도 하는데 이는 학습 샘

플의 개수가 불충분하여 모델 계수가 부정확하게 추정되었을 때 일

어난다. 따라서 이러한 경우 J(k)의 값이 감소하여 수렴하는 시점의

k를 국소 모델의 개수로 정하게 되면 과추정을 피할 수 있다.

2-3-2. 주성분분석 모델 조합을 이용한 공정감시

정상 공정에서 얻어진 데이터를 이용하여 최대가능도 주성분분석

조합 모델이 얻어진 후, 두 종류의 감시 통계치(monitoring statistics)가

공정에서 발생하는 다양한 이상을 감지하는데 이용된다. Hotelling’s

T2 통계치는 모델축소공간(model subspace) 내부에서의 샘플과 평

균의 mahalanobis 거리를 나타내며, 예측에러제곱(squared prediction

error) 통계치는 모델축소공간으로부터 샘플까지의 euclidean 거리를

나타낸다. 일반적인 PCA는 달리 최대가능도 PCA에서는 스코어 벡

터가 확률밀도함수의 형태, 즉 p(t|k, x)로 나타나게 된다. 따라서 다

음과 같이 대표값으로 평균값을 취한다. 

(20)

여기서 H
k
= σI + Pk

T Pk이다. 의 평균과 공분산은 각각 0과

Pk

T Gk

-1 Pk으로 표현된다. 또한 xk의 추정치는 으로 나

타낼 수 있다. 여기서 이다. 결론적으로 를 이

용하게 되면 k번째 국소 모델의 Hotelling’s T2 통계치는 다음과 같

이 주어진다[34].

(21)

여기서 이다. 한편, 국소 모델의 잔차공간(residual

space)에서의 예측에러제곱 통계치는 다음과 같이 나타난다.

 (22)

국소 PCA 모델의 수가 증가함에 따라 관리도의 개수도 증가하

게 되어 여러 개의 차트를 감시해야 하는 어려움이 따른다. 그러나

실제로는 현재 샘플이 속해있는 국소 모델에 관한 모니터링 차트만

을 감시하면 되므로 우리는 군집에 대한 후확률(posterior probability)

을 먼저 관찰함 으로서 현재 샘플이 어떠한 국소 모델에 속해 있는

지를 확인한다. 그 후 해당하는 국소 모델에 해당하는 관리도만을

확인함 으로서 현재 공정의 상태를 판단하게 된다. 

2-3-3. 적용사례

2-3-3-1. 비선형 공정

주성분분석 조합의 비선형 공정으로의 적용가능성을 확인해보기

위하여 Dong과 McAvoy[24]의 논문에서 사용되었던 데이터를 재현

하였고, 이 데이터를 기반으로 PCA, 주곡선(principal curve) 비선형

PCA, 그리고 PCA 조합모델의 성능을 비교하였다. 세 가지 변수를

가진 다음과 같은 시스템을 고려하였다. 

(23)

측정변수의 측정에러를 고려하기 위하여 N(0,0.12)의 확률분포를

따르는 가우시안 노이즈를 첨가하였다. 정상 공정데이터는 200개

의 샘플로 이루어져 있고, 테스트를 위한 데이터는 두부분으로 구

성되어 있다. 처음 200개의 샘플(1-200)은 정상공정과 동일한 상

태에서 얻어졌고 나중 200개의 샘플(201-400)에서는 세번째 변수

가 x3 = -1t3 + 3t2대신에 x3 = -1.1t3+3.2t2 식으로부터 얻어졌다. 세

가지 종류의 주성분분석 방법에 기반한 이상 감지 결과를 다음의

Table 2에 요약하였다.

거짓경보비율(false alarm rate)은 샘플의 T2 통계치 나 예측잔차
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Table 2. Comparisons of three monitoring performances using the

multiple model

Confidence

 limits

False alarm rate 

(%)

Missed alarm rate 

(%)

Linear PCA 0.022 1.5 98.5

Nonlinear PCA 0.01

0.05

1

5

74

68

Multiple PCA 0.022 5 47.5
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제곱 통계치가 일반 정상 상태에서 관리상한(UCL: upper control

limit)을 넘어선 개수의 비율을 나타낸다. 한편, 감지실패비율(missed

alarm rate)은 샘플의 통계치가 비정상 상태에서 관리상한을 넘어가

지 않은 비율을 나타낸다. 따라서 두 비율이 작을수록 감지 모델의

성능이 뛰어나다고 판단할 수 있다. 모든 방법들이 허용 가능한 거

짓경보비율을 보여준 반면 PCA 조합 모델의 감지실패비율이 다른

두 가지 방법들에 비해 가장 적은 값을 보여주었다[34]. 

공정의 정상 상태와 비정상 상태에서 얻어진 데이터의 비선형 패

턴이 매우 유사하기 때문에 선형 PCA에 기반한 관리도는 거의 이

상을 감지하지 못한다. 반면, PCA 조합에 기반한 예측에러제곱 통

계치의 관리도는 이상을 뚜렷하게 감지하였다. 여기서 비선형 패턴

은 총 6개의 국소 모델로 구성된 PCA 조합 모델로 추정되었다. 이

적용 사례에서는 제안한 방법이 비선형 공정을 감시하는데 있어서

차후 분석이 까다롭고 어려운 비선형 PCA 방법을 대신할 수 있는

하나의 훌륭한 대안이 될 수 있음을 보여주었다.

2-3-3-2. 동적 공정 모니터링

동적 공정에서의 입력 패턴이 사인파(sinusoidal) 신호처럼 비가

우시안(non-Gaussian) 일 경우 정상(steady state) 공정 상태에서 얻

어진 샘플 또한 비가우시안 형태를 보이게 된다. 이번 적용 사례에

서는 다음의 공정[39]을 고려하였다.

(24)

여기서 u(t), y(t), x(t)는 각각 입력, 출력, 상태(state) 벡터이고,

v(t), o(t), p(t)는 입력, 출력, 공정 노이즈를 의미한다. 시스템 행렬

A, B, C, D는 다음과 같이 주어진다. 

(25)

여기서 공정 입력은 u(t) = [10sin(t) 10sin(2t) 10sin(3t) 10sin(4t)]T

으로 나타난다. 모든 노이즈는 N(0,1)의 정규분포를 따른다고 가정

한다. 모델 구성을 위한 샘플 및 테스트 샘플은 각각 200개로 구성

된다. 모델 구성을 위한 공정 데이터는 정상 공정으로부터 얻어졌

다. 테스트 공정에서는 시간에 따라 센서 이상의 값이 선형적으로

증가하는 형태의 센서 이상(sensor fault)이 t=100에서 두 번째 센서

에 나타난다. 센서 이상의 형태는 의 수식

으로 표현된다. 여기서 s는 0.1부터 0.8 사이에서 변한다. 서로 다른

s 값에 대하여 100번의 반복 실험(monte carlo simulation)이 이루어

졌고 평균런길이(ARL: average run length)가 비교 지표로서 사용

되었다. 여기서 런 길이는 공정에 이상이 발생한 후 관리도에 의해

공정이상이 판명될 때까지 걸리는 시간이라 정의한다. 통례적으로

관리도에서 신호가 최소한 연속적으로 3회 이상 관리상한을 넘어설

경우 공정에 이상이 있다고 판단한다[40].

PCA, 동적 PCA, 그리고 PCA 조합에 의해 얻어진 모니터링 결

과가 Table 3에 주어져있다. PCA 조합 모델은 가장 적은 감지실패

비율과 가장 적은 평균런길이를 모든 경우의 센서이상에 대해 보

여주고 있다. 특히 PCA 조합의 성능의 우수성은 천천히 표류하

는 센서이상에 대해서 잘 나타난다. s=0.1 일 경우의 센서 이상에

대하여 PCA와 동적 PCA는 100개의 반복 실험 중 각각 19개와

2개의 실험에 대해 센서이상을 감지하는데 실패하였다. 반면 PCA

조합모델 기반의 예측에러제곱 통계치의 관리도는 100번의 모든

경우에 대해서 센서이상을 감지하였다. 게다가 센서표류속도가 작

아질수록 PCA 조합 모델과 다른 모델간의 감지 속도의 차이는

더욱 커졌다[42].

x t 1+( ) Ax t( ) B u t( ) v t( )–[ ] p t( )+ +=

y t( ) Cx t( ) D u t( ) v t( )–[ ] o t( )+ +=

A   0.67   0.67

0.67–   0.67
   B 0.4236–   0.1253   1.1465–    1.1892

1.6656–   0.2877   1.1909   0.0376–
= =

C

  0.3273   0.5883–

  0.1746     2.1832

0.1867–   0.1364–

  0.7258     0.1139

 D

  1.0668     0.2944  0.6918– 1.4410–

  0.0593  1.3362–   0.8580   0.5711

0.0956–   0.7143   1.2540   0.3999–

0.8323–  1.6236 1.5937–   0.6900

= =

ũ2 t( ) u2 t( ) s t 100–( )+=

Table 3. Monitoring results of sensor faults in dynamic process

Sensor fault size
False alarm rate

(%)
Missed alarm rate (%)

Empirical average run lengtha

T2 SPE Overall

s = 0.8

PCA 1.2 9.6 39.4 11.3 11.3

Dynamic PCA 2.5 8.5 32.0 9.9 9.9

Multiple PCA 2.1 7.3 39.7 9.9 9.9

s = 0.5

PCA 1.5 15.7 62.4 17.4 17.4

Dynamic PCA 2.1 13.5 41.1 14.3 14.3

Multiple PCA 3.0 9.3 47.6 11.4 11.4

s = 0.3

PCA 1.4 73.4 – 28.2 28.2

Dynamic PCA 2.56 21.9 76.2 23.0 23.0

Multiple PCA 2.27 14.4 72.5 16.8 16.8

s = 0.1

PCA 1.8 73.3 NDb 69.7 [81] 69.7 [81]

Dynamic PCA 2.4 65.4 NDb 60.9 [98] 60.9 [98]

Multiple PCA 2.85 34.1 77 [31] 37.1 37.1

aThe number in square brackets ([âââ]) represents the number of simulations out of 100 realizations in which fault detection using the T2- or Q-statistic was

successful.
bND indicates that the fault is not detected by the monitoring chart in any of 100 realizations.
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2-4. 적응모델(adaptive model)을 이용한 공정감시

최근 10여 년간 PCA나 부분최소자승법(PLS: partial least squares)

등의 다변량 통계적 투영방법(multivariate statistical projection

method)과 공정관리도를 이용한 다변량 통계적 공정관리(MSPC:

multivariate statistical process control)는 실시간 연속 및 회분식 공

정감시에 널리 사용되어 왔다. 일반적 MSPC에서는 공정변수들이

서로 독립적이고(independent), 동일한 분포를 가지며(identically

distributed), 선형 상관관계(linear correlation)를 가진다고 가정한다.

그러나 이러한 가정은 종종 비선형, 동적, 비정상(nonstationary), 시

변(time-varying) 공정을 다루게 될경우 성립하지 않게 되며, 따라서

이로 인한 공정감시 성능의 저하 및 신뢰성 상실 등을 야기한다. 예

컨대, 설정점(set-point)의 변화라든지 장치의 노후, 촉매의 활성 저

하와 같은 현상은 공정의 상태가 시간이 흐름에 따라 변하는 경우

에 해당한다. 이러한 경우에는 기존에 구하였던 통계모델이 더 이

상 공정을 정확히 모사할 수 없기 때문에 새로 모델을 갱신해야만

한다. 즉, 고정된 하나의 모델을 사용하는 것이 아니라 모델을 시간

에 따라 갱신하는 적응모델을 필요로 하게 된다.

Wold[41]는 PCA와 PLS 모델을 갱신하기 위하여 지수가중치이

동(exponentially weighted moving) 개념을 사용하였다. 즉, 공정의

변화에 따른 모델의 교환을 위해서 가장 최근에 얻어진 특정 크기

의 샘플 군집을 이용하여 모델을 다시 만드는 방식이다. 그러나 이

방법은 새로운 샘플을 얻고 모델을 구성할 때마다 과거의 모든 데

이터를 사용하기 때문에 모델링 시간이 오래 걸리는 단점이 있다.

Dayal과 MacGregor[42]는 PLS 커널(kernel) 알고리듬을 이용한 반

복 지수가중치(recursive exponentially weighted) PLS를 제안하였다.

여기서 공분산 행렬은 새로운 샘플이 얻어질 때마다 실시간으로 반

복 갱신된다. Qin[43]은 샘플방식(sample-wise)과 블록방식(block-

wise)의 반복적 PLS 알고리듬을 제시하였다. 연속적 갱신을 위하여

공분산 행렬이 아니라 로딩행렬 및 입출력 스코어벡터의 회귀계수

(regression coefficient)만을 이용하는 방식을 제시함으로써 모델 갱

신 시간을 단축 시켰다. 또한, Li[44] 등은 시변공정을 감시하기 위

한 반복 PCA의 두가지 효율적인 갱신 알고리듬을 제안하였다. 한

편 최 등[45]은 평균과 분산을 새롭게 정의하고 PCA 모델을 갱신

하기 위하여 평균, 분산 및 공분산을 갱신하기 위한 샘플방식과 블

록방식의 알고리듬을 제안하였다. 그리고 갱신된 모델을 이용하여

공정을 감시하는 적응 공정감시 기법을 보여주었다. 특히, 공정의

정상적인 변화가 아닌 이상치(outlier)로 인해 모델을 갱신하게 되는

위험을 막기 위하여 강건(robust) 모델 갱신 기법을 제시하였다.

2.4.1. 적응모델을 이용한 공정감시

공정감시를 위한 적응 PCA 모델의 갱신은 일반적으로 다음과 같

은 순서를 따른다. 

(1) 평균 및 공분산 행렬의 갱신

(2) 상관행렬(correlation matrix)의 갱신

(3) 로딩(loading) 행렬의 계산: 새로 계산하거나 혹은 전단계의

로딩행렬과 새로운 샘플(블록)을 이용하여 갱신

(4) Hotelling’s T2 통계치 및 예측에러제곱 통계치의 관리상한 계산

(5) 현재 샘플에 해당하는 두가지 통계치의 계산을 통한 공정이

상 발생 유무 확인

일반적으로 평균이나 분산을 갱신하기 위하여 최근 데이터일수록

더 큰 가중치를 주고 과거 데이터일수록 가중치를 적게 주는 가중

합(weighted sum)을 사용하게 된다. 예컨대, 가중 평균의 경우 다음

과 같은 식으로 계산되어진다[45, 46]. 

(26)

여기서 m은 가중평균이고 x는 측정치벡터를 나타낸다. α는 평균

을 계산하는데 있어서 얼마나 빠르게 과거 샘플들의 영향을 감소시

킬 것인지를 결정하는 망각상수(forgetting factor)이다. 가중 분산의

경우도 유사한 방식으로 계산 되어 진다. 평균과 분산의 계산 과정

에서 망각상수는 같은 값을 가질 필요는 없다. 

망각상수의 값이 1일 경우 계산 되어지는 평균과 분산은 각각 모

든 데이터를 이용하였을 때의 가능도(likelihood)를 최대로 하는 통

계치가 된다. 망각상수의 값이 1보다 적을 경우 과거에 얻어진 샘

플들은 모델에서 임의로 데이터를 제거하지 않아도 자동적으로 가

중치가 적용되어 그 영향이 사라지게 된다. 망각상수의 값이 1에 가

까워질수록 현재 모델에 영향을 주는 과거 데이터의 개수는 증가한

다. 즉, 현재 시점에서 모델의 갱신에 과거 데이터의 영향이 점점 더

커지게 된다. 현재까지 대부분의 적응모델은 경험적 고정상수를 망

각계수로 사용하였다. 따라서 공정변화의 속도에 관계없이 항상 일

정한 속도로 모델의 갱신하게 되어있었다. 그러나 모델의 정확도를

유지하기 위하여 망각계수의 최적값은 공정변화의 속도에 따라 적

절하게 변해야 한다. 설정점의 변화와 같이 공정이 빠르게 변하는

경우 갱신속도가 빨라야 하고, 반면 변화속도가 느려서 필수적인 공

정정보가 오랜 시간 유지될 경우 갱신속도는 느려야 한다. 또한, 공

정이 충분히 흔들리지 않을 경우 샘플이 충분한 공정정보를 가지지

않기 때문에 망각계수의 값이 커야 공분산행렬이 부정확하게 계산

되어지는 것을 방지할 수 있다[42]. 일반적으로 공정변화가 일정한

속도를 가지고 일어나지는 않으므로 따라서 망각계수의 값은 공정

감시의 목적에 따라서 다르게 설정되어야 한다.

공정의 변화에 따라 모델 갱신 속도를 다르게 하기 위하여 망각

계수를 고정시키는 것이 아니라 공정의 상태에 따라 조절하는 기법

이 제시되기도 하였다. Dayal과 MacGregor[42]는 적응 PLS 알고리

듬에서 망각계수를 조절하기 위하여 Fortescue 등[47]이 제안한 갱

신식을 이용하였다. Lane[48] 등은 같은 갱신식을 반복 PCA에 적

용되기도 하였다. 최근에 Choi[45] 등은 반복 PCA에 적용하기 위

하여 망각계수 조절을 위한 경험적 수식을 제안하였다. 제안된 수

식은 두가지 측면에 종전의 갱신식과 차이가 있다. 첫째, 샘플 평균

과 공분산행렬을 갱신하기 위해 각각 다른 변동망각계수를 사용하

였다. 둘째, 종전의 방법들이 공정감시 통계치의 변화에 따라 망각

계수의 값을 변화시켰다면, 제안된 방법은 평균 및 공분산행렬의 변

화에 직접적으로 영향을 받아 그 값이 설정되는 방식이다. 

한편 적응모델에서 고려해야 할 또 하나의 중요한 요소는 이상치

(outlier)의 처리 문제이다. 이상치는 정상상태의 공정에서 일시적인

센서의 고장이나 기록상의 문제 등으로 비정상적인 수치로 기록된

샘플을 의미한다. 적응 모델에서 이상치 처리는 크게 두가지로 생

각해 볼 수 있다. 첫째, 이상치를 무시하고 다음 샘플 혹은 블록이

고려될 시점까지 모델을 갱신하지 않고 종전의 모델을 사용할 수

있다. 한편, 강건한 계수 추정(robust parameter estimation) 방법을

도입하여 모델을 갱신하는데 이상치의 영향을 최소화하는 방안을

고려해 볼 수 있다. 일반적으로 평균 및 분산의 강건추정을 위해 사

용되는 방법은 Huber[49]에 의해 제안된 M-추정자(estimator)이다.

mt

xt αxt 1– Λαt 1–
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------------------------------------------------ 1 α–( )x̃t≈ αmt 1–+=
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대부분의 강건추정방법들은 이미 이상치를 포함한 데이터를 이용하

여 신뢰성 있는 모델을 확인하는데 사용된다. 따라서, 이상치의 존

재가 미리 알려져 있지 않으므로 모델링과 이상치 확인의 두 단계

가 강건모델이 구성될 때까지 반복적으로 실행된다. 그러나, 적응모

델링의 경우에는 신뢰할만한 PCA 모델이 이미 전 단계에서 구축이

되었기 때문에 새로운 샘플이 얻어졌을 때 관리도를 확인함으로써

이상 여부를 확인 가능하다. 샘플이 이상치로 판명나게 되면 샘플

의 값이 강건추정치로 대체되어 모델을 갱신하는데 사용된다. 

이상치는 관리도에서 공정이상의 경우와 마찬가지로 경보신호를

유발한다. 그러므로 현재 모델은 이상치 뿐만 아니라 공정이상이 발

생할 경우에도 모델을 갱신할 위험이 있다. 따라서 공정이상과 이

상치를 구분하는 일이 매우 중요하다. 이상치는 일시적으로 발생하

는 반면 공정이상은 특정 기간 동안 계속 지속되는 경향이 있다. 이

러한 상이성을 이용하여 관리도에서 연속적으로(예를 들어 다섯 개

의 연속 통계치) 경보신호를 보이게 되면 공정에 이상이 생긴 것으

로 판명하고 모델 갱신을 멈추게 된다. 그렇지 않을 경우 모델은 계

속해서 현재 샘플의 강건추정치를 이용하여 갱신된다. 

2-4-2. 적용사례

공정이 적응모델에 기반한 공정감시를 위해 비등온 연속교반탱크

반응기(CSTR: continuous stirred tank reactor)를 고려해본다. 반응

물 A는 용매와 혼합되어 반응기로 유입되어 생산물 B로 전환된다.

출력온도와 출력반응물농도는 각각 냉각수유량과 입력반응물유량

을 조절함으로써 제어된다. 모든 입력과 왜란(disturbance)은 1차

autoregressive(AR) 모델 혹은 사인파 신호에 의해 형성된다. 또한, 측

정노이즈를 모사하기 위하여 모든 측정값에 가우시안 노이즈를 더

하였다. 공정에 대한 더 자세한 설명과 모델계수 및 모사조건에 대

한 설명은 최[45] 등을 참고한다.

위 연속 교반 탱크 반응기 모델을 이용하여 반응속도의 점진적

감소를 모사하였다. 공정은 500분 동안 실행되었고, 반응속도의 변

화는 301분 되는 시점에서 시작되었다. 총 9개의 공정변수들이 매

분마다 측정되었다. 100분에서 300분 사이에 얻어진 샘플은 초기

PCA 모델을 만드는데 사용되었고 301분 후부터는 샘플이 측정될

때마다 실시간으로 모델을 갱신하였다. 

반응속도의 감소는 출력반응물농도를 일정하게 유지하기 위하여

입력반응물유량의 감소를 야기하고 출력온도를 일정하게 유지하기

위하여 냉각수유량 또한 감소하게 된다. 

Fig. 7은 일반적 정적(static) PCA, 적응 PCA 모델, 이상치 보정

을 고려한 강건적응 PCA 모델의 공정감시 결과를 보여준다. 정적

PCA 모델은 Fig. 7(a)와 (d)에서 보는 바와 같이 공정의 변화가 일

어나자마자 유효하지 않게 된다. 반면에 Fig. 7(b)와 (e)에서처럼 적

응 PCA 모델에서 Hotelling’s T2와 예측에러제곱 통계치는 반복적

으로 갱신되어 적응모델 기반의 공정감시는 지속적으로 유효하게

된다. 그러나 측정치에러에 의한 수개의 이상치가 존재한다. 이상치

의 존재는 모델 갱신의 신뢰성을 저하시키기 때문에 이를 완화시키

기 위하여 앞서 언급한 강건 적응 방법을 적용하였을 때 관리도에

서 거짓경보비율이 현저하게 줄어든 것을 확인할 수 있다(Fig. 7(c)

와 (f) 참고).

2-5. 센서 이상 진단과 보정

화학 공정의 운전상에서 발생하는 비정상의 원인으로는 작동기

(actuator)나 센서, 입출력 신호의 외란 등 여러 가지가 있다. 공정

모니터링 시스템에서는 공정의 이상을 빠르게 감지하는 것도 중요

한 문제이지만 이러한 이상이 어디서 발생하는지 판단하는 과정 또

한 중요한 문제이다. 산업체 공정에서 센서 오작동은 각 공정(화학,

생물, 환경) 특유의 복잡성 때문에 여러 가지 원인이 있을 수 있다.

이런 원인들로 나타나는 센서 오작동의 형태를 구분해 보면 크게

Fig. 8 같이 4가지의 형태로 나눌 수 있다[39, 50-54].

-측정치 편중화 형태(bias type): 측정 장치의 순간적인 왜곡으로

인해 생기는 형태의 센서 오작동으로써 측정장치로부터 수집되는

데이터가 순간적으로 실제 공정변수보다 일정하게 보다 높거나 낮

은 값으로 측정되는 것을 말한다. 이 센서 오작동의 형태는 Fig. 8

의 (a)에 도식화 되어있다.

-측정치 표류화 형태(drifting type): Fig. 8(b)에서 보여주는 형태

의 센서 오작동으로써, 주로 측정장치의 노후화가 주원인인 센서 오

작동의 형태이며, 시간이 지날수록 측정되는 데이터가 실제 공정변

수와는 많은 차이를 나타낸다. 

-측정장치의 정확도가 저하되는 형태(precision degraded type):

측정장치가 정확한 공정변수를 측정하지 못하는 형태의 오작동으로

Fig. 7. Monitoring results using static PCA, adaptive PCA and robust

adaptive PCA [45].

Fig. 8. Sensor faults (a) bias type, (b) drifting type, (c) precision degraded

type, (d) completely failed type [50].
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써 이물질로 인해 센서가 제대로 측정을 하지 못하는 경우가 이 경

우에 속한다. Fig. 8(c)에서 이러한 형태의 오작동을 보여주고 있다. 

-측정장치가 완전파손으로 형태(completely failed type): 어떤 외

내부적인 요인으로 측정장치가 완전히 파손되어 더 이상의 측정이

불가능한 상태에 이르렀을 때 나타나는 형태의 오작동으로 Fig. 8(d)

에서 보여주는 형태의 오작동이 이에 해당한다.

2-5-1. 센서 이상 진단 

다변량 데이터 분석법에 기반한 센서 보정과 이상 진단 시스템의

일반적인 접근방법은 수치적 통계 방법 중의 하나인 EM(expectation-

maximization)의 연산 과정 중 expectation step의 개념을 도입하여

측정 장치의 감지시스템을 구축할 수 있다[54]. 이 접근 방법은 알

고리즘상 실시간상에 발생되는 미측정변수를 추정하기 위해 제안된

방법을 응용한 것이다. 미측정치의 추정방법은 크게 두 가지로 나

눌 수 있는데 하나는 미측정값을 다른 측정된 값을 기반으로 하여

조건부 기대치로 추정하는 방법과 구성된 모델에서 벗어나는 정도

를 최소화하는 추정치로 미측정값을 예측할 수 있다. 특히 다변량

통계 기법 중 일반적으로 많이 사용되고 있는 주성분분석과 부분최

소자승법를 이용한 예측치의 추정 방법에 대한 연구는 Nelson[55]

등에 의해 제안되었다. 제안한 방법으로 추정한 예측치와 실시간 공

정으로부터 측정되는 실측치와의 차이에 대한 통계적인 유의수준을

설정하거나 센서의 오작동여부를 판단하는 지표를 제안하여 실시간

상에서의 센서 진단이나 센서 이상 보정이 가능한 방법들이 제안되

었다. 이러한 접근법은 최초 PLS를 이용하여 Wise와 Ricker[56]에

의해 제안이 되었고, 이후 PCA를 이용하여 측정 장치의 오작동을

판단하는 방법이 Dunia[50]에 의해 제안되었다. 이러한 연구들을 기

반으로 실제 공정에 적합한 방법들을 모색하여 동특성을 가진 공정

의 센서이상 진단에 적용한 방법들이 제안되었다[57-61]. 

본 총설에서는 센서 유효지수(sensor validation index, SVI)를 이

용하여 센서 오작동을 감지하는 방법을 소개하고자 한다. 센서 유

효지수는 공정의 변수를 순차적으로 재건(reconstruction)함으로써

실시간으로 측정된 값과 재건된 값의 공정감지지수를 비율을 비교

하여 오작동하고 있는 센서를 찾아내는 방법이다[39,50].공정감지

시스템에서와 마찬가지로 센서 유효지수를 이용한 공정 이상 확인

시스템 또한 공정데이터의 특성에 따라 설계방법이 달라진다. 센서

유효지수를 계산하기 위해 우선적으로 행하여져야 할 것이 공정변

수의 재건과정이다. 공정변수의 재건방법은 예측오차의 최소화방법

(minimization of the SPE), 측정값의 회귀법(known data regression),

조건부평균치를 사용하는 방법(conditional mean replacement) 등이

있다[55, 57].

2-5-1-1. 예측오차 최소화를 이용한 공정변수재건법

정변수의 재건이란 측정된 특정공정변수를 다른 측정된 변수들을

이용하여 다시 계산하는 것을 말한다. 계산하는 과정에서 예측오차를

최소화하는 방법으로 변수를 재건하는 방법이 예측오차 최소화를

이용한 공정변수재건법이다. 재건될 공정변수와 이를 제외한 나머

지 공정변수와의 관계를 다음과 같이 표현할 수 있다[55].

(27)

여기서 Zo는 재건할 공정변수를 의미하고, Z*는 재건할 공정변수

를 제외한 나머지 공정변수들을 의미한다. Po는 재건할 공정변수,

Zo와 연관된 로딩행렬의 요소들을 모은 행렬을 나타내고, P*는 Z*

와 연관되는 로딩행렬의 요소들을 모은 행렬을 나타낸다. SPE를

최소화하는 Zo를 구하기 위해 식 (27)을 Zo 대해 미분하여 0가 되

는 값을 구해보면 SPE를 최소화하는 Zo값을 다음과 같은 관계식

으로 구할 수 있다[55].

(28)

재건된 공정변수를 이용하면 이상이 생긴 센서의 위치를 파악할

수 있는 실마리를 제공해준다.

2-5-1-2. 재건된 공정변수를 이용한 센서오작동 확인시스템

식 (28)에서 공정변수의 재건에 필요한 Po와 P*는 공정 모니터링

시스템의 구축과정에서 구해지는 행렬들이다. 각 공정변수를 순차

적으로 재건하게 되면 공정변수의 수만큼의 재건행렬(reconstruction

matrix)을 식 (28)을 이용하여 구할 수 있다. k번째 공정변수를 재건

하는 재건행렬을 라고 하고, 실시간으로 측정되어진 데이터벡터

중 k번째 공정변수만을 제외한 데이터벡터를 zk, 재건된 공정변수를

, 그리고 k번째 공정변수가 재건된 데이터벡터를 라고 하자.

퍼뮤테이션(permutation)을 사용하여 재건되는 값을 데이터벡터의

첫 번째 자리에 위치시키면 실시간으로 측정되어지는 데이터벡터의

재건벡터는 다음과 같이 표현할 수 있다[57].

(29)

재건된 데이터벡터 를 이용하여 새로운 SPE 값을 구할 수 있

는데, 재건된 SPE 값을 라고 정의하도록 한다. 만약 i번째 공

정변수의 센서의 오작동이 생겼다고 한다면 i번째 공정변수가 재건

될 때는 센서 오작동의 영향이 사라지게 되고 i번째를 제외한 나머

지 공정변수들은 센서 오작동의 영향을 받아 정상상태에서 벗어나

는 다른 값으로 재건될 것이다. 이를 이용하여 센서 오작동을 확인

할 수 있는 센서 유효지수를 다음과 같이 정의 할 수 있다[50]. 

(30)

센서 오작동으로 인한 공정의 이상이 발생한다면 식 (30)의 분모

값은 정상적인 센서값인 경우보다 크게 증가하게 될 것이다. 재건

된 공정변수가 오작동된 센서로부터 측정된 값이라며 나머지 정상

적으로 측정된 값에 의해 값은 정상적인 운전하의 값처럼 작은 값

을 가질 것이다. 하지만 오작동된 센서로부터 측정된 공정변수를 제

외한 나머지 공정변수들은 오작동되고 있는 센서의 영향을 그대로

받고 있을 뿐 아니라 그 영향력이 공정변수 재건에도 이용되고 있

으므로 값이 큰 값을 가질 것이다. 따라서 센서의 오작동이 일어나

고 있는 부분의 센서유효지수의 값을 다른 센서 유효지수의 값보다

상대적으로 작은 값을 가지게 되고 이를 이용하여 센서 오작동을

확인 할 수 있게 된다. 

2-5-2. 적용 사례

2-5-2-1. 단순 센서 이상 진단

센서 이상 감지 및 보정 시스템의 성능을 알아보기 위해 사용된

환경공정시스템은 5개의 반응기와 1개의 침전조로 이루어진 폐수

처리공정을 모델링한 것으로 폭기조는 활성슬러지공정(activated

sludge model No.1, ASM1)과 침전조는 takacs의 이중침전속도 모
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델을 사용하였다. 폐수처리공정모사를 통해 2주간의 정상운전데이

터를 수집한 뒤 이를 이용하여 센서 이상 감지 및 이상 진단 시스

템을 테스트 하였다. 폐수처리공정은 주기적인 효과(일일 변동, 일

주일 변동)가 강하게 나타나는 공정이므로 동적 특성을 가지는 주

성분분석법을 이용하여 수집한 정상운전 데이터를 분석하였다. 또

한 센서 오작동으로 인한 하나의 공정이상 시나리오를 설정하여, 구

축된 공정 모니터링 시스템의 성능을 평가하였다. 센서 오작동으로

인한 센서 이상 데이터는 Fig. 9(a)에서 보여주고 있다[57, 60]. Fig.

9(a)에서 실선은 정상적으로 운전되었을 때 측정된 공정변수를 나타

내고 점선은 센서의 정확도가 250 샘플 이후에 급격히 저하되어 잘

못 측정되고 있는 상태를 보여주고 있다. Fig. 9(a)는 Fig. 9(a)에서

나타나고 있는 공정의 이상을 주성분분석법과 이를 기반으로 한 공

정 이상 확인법을 적용한 결과를 보여주고 있다. Fig. 9(b)의 위쪽

그림은 잔차공간의 모니터링 지수, SPE가 폐수처리공정에서 발생

한 센서 이상을 잘 감지하고 있음을 확인할 수 있다. Fig. 9(b)의 아

래쪽 그림은 각 공정변수의 실시간 측정치를 바탕으로 센서 유효지

수를 구한 그림이다. 실선으로 나타난 센서 유효지수값은 정상적으

로 측정되어지고 있는 공정변수를 나타내고, 점선으로 표현되는 값

은 이상이 발생한 센서로부터 얻어지는 공정변수 값을 의미한다. 그

림에서 보듯이 센서 유효지수가 오작동하고 있는 센서의 위치를 잘

파악하고 있음을 알 수 있다. 센서 이상감지 및 확인시스템의 구축

은 데이터의 특성, 즉 정적이나 동적이냐 비선형이냐의 판단을 통

해 구축해야만 Fig. 9에서처럼 좋은 성능을 보일 수 있다. 만약 이

러한 판단을 기반으로 하지 않고 모니터링 시스템을 구축하게 된다

면, 구축된 시스템이 공정감시자에게 잘못된 정보를 제공할 수 있다. 

2-5-2-2. 다중 센서 이상 진단

실제 화학 및 환경 공정에서 하나 이상의 센서 이상이 일어나는

경우가 있기 때문에 이때 센서이상 진단의 성능을 테스트 하기 위

해 다중센서이상의 경우를 모사하였다. 실제적인 적용을 위해 실험

실 규모(10리터)의 SHARON(high activity ammonia removal over

nitrite) 반응기의 센서 이상을 진단하였다[53]. Sharon 반응기는 혐

기조의 상등액, 매립장의 침출수나 축산폐수 같은 고농도 질소를 포

함하는 하폐수처리에 적합한 공정이다[62]. 센서 이상 진단에 사용

된 데이터는 정상상태에서 운전된 Sharon 반응기의 다음과 같은 10

개 변수를 사용하였다: (1) 수력학적 체류시간, (2) 유입 암모니아

농도, (3) 유입 bicarbonate:ammonium ratio, (4) 용존산소농도, (5)

pH, (6-7) 산염기의 적정량, (8-10) 암모니아, 아질산, 질산염 유출

농도. 특별히 논 총설에서는 sharon 반응은 3가지 암모니아관련 유

Fig. 9. Sensor fault detection and identification result, (a) faulty sensor

in an ammonia influent sensor, (b) sensor validation index[57].

Fig. 10. (Left) Sensor fault detection and identification of multiple faults, the precision degradation of NH
4
 and NO

2
 sensors (a) SPE plot, (b) FSR,

(c) I
FSR

, (d) CVI, (Right) Sensor reconstruction of the precision degradation (a) NH
4
, (b)NO

2 
[53].
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출 변수인 ammonium nitrogen(NH4-N), nitrite(NO2-N), nitrate (NO3-

N)의 센서이상에 관심을 두었다. 왜냐하면 3가지 변수들은 반응 기

작상 양론적으로 반응하여 서로 redundancy가 존재하기 때문이다. 센

서 이상은 시간 tf=50에서 NH
4
와 NO

2
 센서에 precision degradation을

인위적으로 도입하였다. Fig. 10의 좌측은 센서 이상진단 및 보정을

위한 SPE와 filtered structural residual(FSR) 값을 그리고 우측 그림

은 측정의 정확도가 떨어진 NH
4
와 NO

2
의 센서값을 변수복원을 통

한 복원한 센서 값을 나타낸다. Fig. 10에서 보듯이 정상적으로 측

정하고 있는 센서(실선)와 오작동되는 센서(점선)가 명확하게 구분

되고 있고 센서 이상이 일어난 위치 2, 3번째 센서의 감지 역시 성

공적으로 이루어 지고 있음을 보여 주고 있다. IFSR은 세번째 센서

(NO3-N)의 이상 진단을 감지할 수 있고 더 나아가 센서들의 redun-

dancy를 이용하여 원래 값과 복원할 수 있음을 보여주고 있다. 이

결과로부터 공정의 센서가 비이상적으로 작동시 변수 복원을 통한

공정의 이상 감지가 기존의 제안된 방법보다 센서 이상 확인 성능

이 보다 좋음을 확인 할 수 있다. 통계학적 센서 이상 진단 접근법

이 여러 가지의 센서 이상에 대해서 탁월한 센서 이상 감지 성능을

보이고 있음을 이전 연구를 통해 알 수 있다[53].

3. 결 언

본 총설에서는 공정 모니터링기술의 최신 기술들인 커널주성분분

석기반 비선형 모니터링, 주성분분석 모델 조합을 이용한 다중모델

모니터링, 공정 변화를 고려한 적응모델 모니터링, 그리고 센서 이

상 진단과 보정에 대하여 소개하였다. 이러한 최신 기술을 바탕으

로 현실적인 모니터링 방법이 제시되어 진다면 기존 주성분분석의

통계학적 기술에 기반하여 발전되어왔던 모니터링 기법들을 모두

대체할 수 있기 때문에 산업체의 응용으로 효과적으로 이어질 수

있어서 연구의 파생효과는 막대하다고 볼 수 있다. 본 연구실에서

현재 연구가 진행 중인 품질예측을 정확히 하고 공정이상 변수를

효과적으로 찾는 방법을 바탕으로 공정 모니터링 정보의 제어와 최

적화로의 적용 기술이 가미된다면 모니터링, 제어 그리고 최적화의

통합기술이 개발되어서 공정 산업계의 기술을 근본적으로 체계화할

수 있는 계기가 될 것이다. 소개한 방법들은 화학 산업 뿐 만 아니

라 회분 공정까지 적용 가능하고 더 나아가 환경 및 에너지 산업,

반도체를 비롯한 여타 산업에도 그 활용범위가 커질 것이라 기대된

다. 궁극적으로 최근 대부분의 산업체에서 관심을 쏟고 있는 6시그

마 운동과 병행되어 불량품이 거의 없는 제품을 생산할 수 있는 하

나의 방안이 될 것이다.
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