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요     약

실제 운용 환경에서 자동문서분류시스템의 성공을 해서 충분하지 못한 학습문서의 문제와 특징 공간들에 한 사 지식이 없는 상황을 

해결하는 것이 건이다. 이런 맥락에서 많은 자동문서분류 시스템의 구축을 해 나이  베이즈 문서분류 알고리즘을 사용한다. 이는 기존 학

습된 분류모델과 특징 공간을 진 으로 갱신함으로써 분류모델을 향상시키는 것이 매우 용이하기 때문이다. 본 논문에서는 특징 가 치를 이

용하여 문서분류기의 성능을 향상시키는 기법을 제안한다. 기본 아이디어는 문서분류 모델의 인자로서 특징들의 분포뿐만 아니라 각 특징들의 

요도를 반 하는 것이다. 속성 선택을 미리 수행하여 학습모델을 만드는 것이 아니라, 속성 요도를 나이  베이즈 학습 모델에 포함시킴으

로써 보다 정확한 모델을 생성할 수 있다. 한 동  환경에서 진 인 특징 가 치 부여를 해 기존의 특징 갱신 기법을 확장한 알고리즘도 

제안한다. 본 논문에서 제안된 기법을 평가하기 해서 Reuters-21578과 20Newsgroup 문서집합 이용한 실험을 실시하여, 제안된 기법이 통

인 나이  베이즈 분류기의 성능을 크게 향상시킴을 증명한다.

키워드 : 문서분류, 나이  베이즈 분류기, 특징 가 치, 특징 선택, χ2
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ABSTRACT

In the real-world operational environment, most of text classification systems have the problems of insufficient training documents and 

no prior knowledge of feature space. In this regard, Naïve Bayes is known to be an appropriate algorithm of operational text classification 

since the classification model can be evolved easily by incrementally updating its pre-learned classification model and feature space. This 

paper proposes the improving technique of Naïve Bayes classifier through feature weighting strategy. The basic idea is that parameter 

estimation of Naïve Bayes considers the degree of feature importance as well as feature distribution. We can develop a more accurate 

classification model by incorporating feature weights into Naive Bayes learning algorithm, not performing a learning process with a 

reduced feature set. In addition, we have extended a conventional feature update algorithm for incremental feature weighting in a dynamic 

operational environment. To evaluate the proposed method, we perform the experiments using the various document collections, and show 

that the traditional Naïve Bayes classifier can be significantly improved by the proposed technique.

Keywords : Text classification, Naïve Bayes classifier, feature weighting, feature selection, -statistics

1. 서  론1)

최근 들어 블로그(blog), 자 도서 (digital library), 뉴

스 등과 같은 인터넷 환경에서의 온라인 문서들이 꾸 히 

증가함에 따라 자동문서분류(automated text classification)

에 한 심이 학계뿐만 아니라 산업계에도 차 확 되고 
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있다. 자동문서분류란 학습문서 집합을 미리 확보하고 있지 

않은 상태에서 지속 으로 유입되는 문서만을 사용해서 그 

문서들을 자동으로 분류하는 것을 의미한다. 이 기술은 인

터넷 환경에서 다양한 응용분야를 갖는데, 웹페이지의 계층

 분류, 스팸 메일의 분류 는 사용자의 기호에 따른 뉴

스기사의 분류 등을 그 로 들 수 있다. 한 최근에는 인

터넷 게시  등에서 특정 제품에 한 소비자의 상품평과 

같은 주  의견들에 한 여론을 단하는 분야에도 자동

문서분류 기법을 용하려는 시도가 이루어지고 있다[1][2].

최근의 문서분류 기법은 주로 기계학습(machine learning) 

기술을 사용한다. 이 방식에서는 카테고리(category)의 특징

을 설명하는 분류모델(classification model)이 미리 비되
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어야 하는데, 학습문서집합으로부터 각 카테고리의 특징을 

학습하는 귀납  로세스(inductive process)를 거쳐 자동

으로 문서를 분류할 수 있는 모델을 생성하게 된다. 일반

인 문서분류를 한 기계학습 방법으로는 나이  베이즈

(Naïve Bayes)[3], K-nearest neighbor[4], Support Vector 

Machine(SVM)[5] 등이 있다. 

일반 인 기계학습에 기반을 둔 문서분류 알고리즘에서는 

분류성능에 향을 미치는 다음의 문제들을 해결해야한다. 

우선 분류모델을 수립하기 해서는 양질의 학습문서를 

정 개수 이상 확보해야한다. 그러나 실 으로 만족스러운 

양과 질을 모두 갖춘 학습문서를 확보하는 것은 쉽지 않은 

문제이다. 오히려 실제 환경에서는 완 한 형태의 학습문서

가 한순간에 확보되기 보다는, 데이타 스트림(data stream)

과 같이 연속 인 형태로 학습문서들이 제공된다. 따라서 

이러한 환경에서는 새로운 학습문서들이 제공될 때마다 

재의 분류모델을 지속 으로 갱신하는 방법이 필요하다. 

에서 나열한 기계학습 방법 에서 나이  베이즈 알고리즘

은 이러한 지속  분류모델의 갱신이 가능한 기법이다. 한 

이 알고리즘은 모델 인자(parameter)의 구성이 간단하면서

도 복잡한 모델 구성을 가지는 다른 기법들과 견주어 성능

이 뒤지지 않아 많은 문서분류 시스템에서 채택되고 있다.

두 번째는 각 카테고리를 표 하기 한 특징(feature)을 

선택하는 문제이다. 특징 선택(feature selection)은 '차원의 

주(curse of dimensionality)'라고 불리는 문제를 해결하기 

한 방법으로 제시되었다. 차원의 주란 문서의 수가 증

가할수록 특징이라고 불리는 단어(word) - 는 용어(term) 

- 의 수가 지수 으로 증가하는 문제를 말하며, 특징 선택

이란 이러한 특징들 에서 카테고리를 가장 잘 표 할 수 

있는 일부 특징을 추출하는 과정을 말한다. 일반 으로 문

서들은 단어들의 다 집합(multi-set 는 bag)으로 부터 추

출된 특징들로 표 되며, 모든 문서에 한 특징들로 구성

된 특징 공간(feature space)은 결국 수많은 단어들이 모인 

어휘(vocabulary)를 구성하게 된다. 따라서 문서분류의 성능

을 향상시키기 해서는 특징 선택을 통해서 특징 공간을 

이고 왜곡된 특징들을 삭제하는 과정이 필수 이다. 이를 

해 [6]에서는 -통계량(Chi-Square statistics), mutual 

information, information gain, document frequency와 같이 

특징을 선택하기 한 다양한 기법들을 비교 분석한 결과를 

제시하 다, 반면에 [5]에서는 분류모델을 수립하기 해서

는 문서상에 존재하는 모든 특징들이 사용되어야한다는 주

장을 하기도 했으나 이는 성능 문제로 인해 큰 주목을 받지

는 못하고 있다.

특징 선택(feature selection)의 문제는 학습문서가 시간에 

따라 연속 으로 제공되는 실제 환경에서는 매우 비효율

이라는 이다. 이러한 환경에서의 특징 공간은 미리 주어

진 사  정보도 존재하지 않으며 시간에 따라 수시로 변화

한다. 따라서 새로운 학습문서가 재의 문서집합에 새롭게 

유입될 때마다 문서분류기는 기존 구성된 분류모델을 재구

성하지 않고, 새롭게 생성된 특징 집합을 이용하여 분류모

델을 진 으로 개선해나가는 것이 바람직하다. 를 들어 

나이  베이즈 문서분류기에서도 새로운 학습문서의 유입에 

따라 단어들에 한 통계량을 매번 재계산하여 모델 인자를 

수정하게 된다. 이때 기존의 방법에서는 각 카테고리에 

한 단순한 특징 선택만으로 모델을 설정하 으나, 각 특징

에 한 해당 카테고리에서 차지하는 비 에 따라 가 치를 

부여하여 모델을 설정할 경우 더욱 높은 분류성능을 기 할 

수 있다. 다시 말해서, 학습과정의 결과로 도출되는 분류모

델이 이미 확정된 특징 집합으로 결정되는 것이 아니라, 학

습 알고리즘의 원리를 활용하여 각 특징들의 비 을 학습모

델의 인자에 반 함으로써 보다 개선된 분류모델을 생성될 

수 있는 것이다. 

본 논문은 기존의 특징 선택 과정을 나이  베이즈 학습 

알고리즘에 결합하는 방안에 한 연구이며, 이는 특징 가

치를 나이  베이즈 모델의 인자로 활용했다는데 그 의의

가 있다. 특징 가 치란 각 카테고리를 가장 잘 표 하는 

표 인 특징들에 가 치를 부여하는 값을 의미한다. 가

치가 부여된 특징들은 기존의 분류모델과 결합하여 문서분

류기의 성능을 크게 높일 수 있다. 본 논문에서는 우선 학

습문서가 진 으로 추가되는 환경에서 -통계량에 기반

을 둔 특징 가 치 기법을 활용하여 분류모델을 동 으로 

진화시키기 한 알고리즘을 제안한다. 한 특징 가 치를 

부여하기 해서 [7]에서 제안한 특징 갱신(feature update) 

기법을 확장한 알고리즘도 제시한다. 제안된 알고리즘의 우

수성을 평가하기 해서 Reuters-21578과 20Newsgroups 문

서 집합을 이용한 실험을 실시하 다. 실험은 다양한 인자

의 변화에 따라 특징 가 치를 용한 알고리즘과 그 지 

않은 기존의 알고리즘에 한 문서분류의 정확도를 비교하

여 본 논문에서 제안한 알고리즘의 우수성을 증명하 다.

본 논문의 구성은 다음과 같다. 우선 2장에서는 문서분류

에 가장 많이 이용되는 나이  베이즈 분류모델에 해 살

펴보고, 3장에서는 특징 가 치를 용하여 나이  베이즈 

분류모델의 인자들을 진 으로 진화시키는 알고리즘을 제

안한다. 4장에서는 실험 결과를 제시하고 마지막으로 5장에

서는 결론과 향후 연구 과제를 제시한다.

2. 나이  베이즈 문서분류 기법

나이  베이즈 학습기법은 단순하면서도 정확한 추정능력

을 발휘한다고 알려져 있어 많은 문서분류 로젝트에서 채

택되어 왔다[3]. 한 특징 공간이 동 으로 변화하는 환경

에서 나이  베이즈 학습기법은 SVM이나 결정 트리

(decision tree)와 같은 복잡한 기계학습 기법에 비해 매우 

합한 분류모델이 되고 있다. 따라서 나이  베이즈 분류

기의 성능을 향상하기 한 연구는 자동문서분류 분야에서 

매우 요한 의미를 갖는다고 할 수 있다.

나이  베이즈 문서분류기에서는 소속될 카테고리가 미리 

정해진 학습문서 집합으로 부터 분류모델에 한 인자들을 

추정하게 된다. 추정된 분류 모델 는 다음과 같은 두개
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의 인자로 구성된다.

  = {

} (1)

여기서 는 카테고리 에 속하는 문서집합에서 임의로 

추출된 단어가 w일 확률값을 나타내고, 는 체문서집합

에서 임의 추출한 문서가 카테고리 에 속할 사 확률값

(prior probability)을 나타낸다. 각 인자들은 MAP 가설

(Maximum A Posteriori hypothesis)에 따라 가장 큰 사후

확률값(posterior probability)으로 추정된다.1)

나이  베이즈 알고리즘에 의한 문서분류는 주어진 문서

를 분류하기 해 베이즈(Bayes) 정리에 의해 아래 식과 같

이 주어진 문서에 한 카테고리의 사후확률값을 추정함으

로써 이루어진다.

 


(2)

여기서 는 체문서집합에서 임의로 추출한 문서

가 카테고리 에 속할 사 확률값, 는 카테고리 

에 속하는 문서집합에서 임의로 추출된 문서가 일 확률값, 

 는 체문서집합에서 임의 추출한 문서가 일 확률

값을 의미한다. 이 식을 이용하여 문서 는 체 카테고리 

집합 C 에서 사후확률값으로 ∈  인 카
테고리 로 할당된다.2) 여기서 문서 의 각 단어들은 한

번이상 나타날 수 있으며 출 하는 단어들의 빈도도 요한 

요소가 되므로 는 단어들의 다  집합인 

    로 표 된다. 한 나이  베이즈 분류기

는 문서에 출 하는 단어들은 서로 간에 향력이 없이 독

립 이며, 단어가 출 하는 문서내의 치와는 계없다는 

단순한 가정에 기반을 두고 있다. 이러한 가정 하에 분류함

수는 다음과 같이 표 될 수 있다.


 ∈  

 ∈∙






(3)

이 함수를 생성하기 해서 우선 의 계산은 카테

고리가 정해진 학습문서 집합   에서 에 존재하는 문

서들의 수를 카운트함으로써 쉽게 얻을 수 있다. 즉, 

 ∈ 라고 할 때 는 다음의 수식으로 계
산된다.

1) MAP 추정은 주어진 학습문서 D에 해서 가능한 모델   최 의 확률
을 갖는 모델 을 추정하는 것이다. 

즉, ≡ ∈     ∈
  ∙   

  

∈      ∙    
2) ∈  는   값이 최 가 되는 를 의미한다.





 

 

 

(4)

이제 의 값을 추정하는 문제만 남게 되는데, 

 를 카테고리 에서 단어 가 출 하는 빈도수

라 하고 V를 체 학습문서의 어휘 집합이라 할 때, 

의 MAP 추정값은 ∈  
  

와 같다. 그런데 이 식

은 특정 카테고리에 존재하는 않는 단어에 해서는 0값을 

가지게 되어 체 식의 값을 0이 되게 할 수 있다. 체 어

휘들 에서 특정 카테고리에 존재하는 않는 단어가 다수 

존재할 수 있기 때문에 이를 보정해 주어야 한다. 이를 

해 일반 으로 Laplace smoothing[3]이 사용되는데, 이는 모

든 단어의 사  출 횟수가 모두 같음을 의미한다. Laplace 

smoothing을 의 식에 용하면 다음의 수식을 얻는다.

 
 ∈ 

 
(5)

수식 (4)와 (5)에서 보는 바와 같이 나이  베이즈 분류

기에서의 학습과정에서는 TF에서 수집된 것 이외에는 더 

이상의 다른 통계정보를 필요로 하지 않을 뿐만 아니라, 다

른 기계학습 방법과는 달리 추가 인 복잡한 과정도 요구되

지 않는다. 

지 까지 설명한 나이  베이즈 학습기법은 문서분류 시

스템의 에서 다음과 같은 장 을 갖는다. 첫째, 나이  

베이즈 분류기는 주어진 학습문서 집합을 한 번의 스캔만으

로 인자들을 결정할 수 있으므로 학습과정의 속도가 다른 

기법에 비해 매우 빠르다. 둘째, 주어진 카테고리 집합에 

한 모델 인자를 진 으로 개선하는 것이 매우 간단하다. 

이는 재학습이 매우 간단하게 수행될 수 있음을 의미하는데 

수식 (4)와 (5)에서 보는 바와 같이 학습문서가 추가될 경우 

새롭게 와 
을 추정하기만 하면 된다. 이러한 특징은 

문서의 집합이 동 으로 진화하는 경우에 매우 유리하다. 

이러한 을 고려하여 [7]에서는 나이  베이즈 학습 모델을 

기반으로 진  특징 갱신 알고리즘을 제안하 으며, 본 

논문에서는 학습문서가 동 으로 추가되는 환경에서 특징 

가 치에 필요한 특징들의 순 결정을 해 이 알고리즘의 

확장된 형태를 제안한다. 마지막으로 나이  베이즈 문서분

류기는 문서상에 나타나는 특징들에 한 요한 정보를 비

교  쉽게 수용할 수 있다. 를 들어 학습 과정에서 새로

운 뉴스나 기고문의 타이틀에 출 하는 용어들은 당한 비

값을 곱하여 그 용어의 요도를 반 할 수 있으며, 

HTML 형식의 반구조 (semi-structured) 자문서에 포함

되어 있는 태그(tag) 정보의 요도도 같은 방식으로 처리할 

수 있다. 본 논문에서는 이 같은 장 을 최 로 활용하기 

해 각 문서에 나타나는 특징들에 해서 카테고리간의 상
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 요도에 따라 인 인 가 치를 부여함으로써 문서

분류기의 성능을 향상시키는 방법을 고안하 으며, 3장에서 

이 방법에 해 구체 으로 논한다.

3. 특징 가 치를 이용한 문서분류 기법

3.1 -통계량을 이용한 특징 가 치

카테고리의 성격을 규정짓는 방법에 있어서 단순히 주요 

단어들의 빈도수만을 카운트하여 결정하기 보다는 특징들에 

한 가 치를 부여하는 많은 방법들이 제안되어 왔다. 

를 들어 치에 따른 가 치 기법에서는 각 용어들이 문서 

내에 치에 곳에 따라 가 치가 다르게 부여된다[8]. 구체

인 로 타이틀이나, 머리 , 혹은 문서 앞부분에 치한 

문장들에 포함된 용어들에는 더 많은 가 치를 부여할 수 

있다. [9]에서는 타이틀이나 타이틀에 들어있는 단어 에서 

최소한 3개 이상을 포함한 문장으로 부터 주요 특징들을 추

출한다. 그러나 이와 같은 휴리스틱(heuristic)들은 매우 직

이고 다소 임의 인 방법이므로 일반화하여 용하기에

는 부족한 면이 있다. 

문서분류기의 성능을 높이기 해서는 각 카테고리의 주

제를 명확히 담고 있는 주요한 특징들로 표 되어야한다. 

따라서 각 카테고리를 한 학습문서를 명확히 차별화 할 

수 있는 주요 특징들에 보다 높은 가 치를 부여하는 것이 

요구된다. 물론 뉴스 기사와 같이 주요 특징들이 문서의 타

이틀에 포함되는 경우도 많다. 그러나 이메일이나 뉴스그룹

(newsgroup)등에서는 그 지 못한 경우가 자주 발생한다. 

를 들어 20Newsgroups에 있는 “I have a question"과 같

은 타이틀은 문서의 주제를 결정하는데 아무런 도움을 주지 

못한다. 

-통계량에 기반을 둔 특징 선택

본 논문에서 제안하는 특징 가 치 기법은 -통계량에 

기반을 둔다. -통계량은 문서분류에 한 연구에서 일정 

개수의 최 의 특징을 추출하는 데 폭넓게 응용되고 있다

[6]. -통계량에서는 모든 특징에 해 문서의 주제를 표

하는 정도를 평가하여 가장 합한 특징들을 선택하게 된

다. 주어진 단어 w와 카테고리 c에 해서 -통계량 

 는 w와 c의 련성 정도를 평가하는 것으로, 이 값

이 작으면 서로 독립 이라는 것을 의미하며 반 로 크면 

상호 련성이 크다는 것을 의미한다[6][10]. 단어 w와 카테

고리 c에 한 2원 분할표(2-way contingency table)를 구

성한 후 -통계량  는 다음과 같이 계산된다.

× ×  × 

××  × (6)

여기서  는 w가 포함되는 문서 에 카테고리 c

에 해당에는 문서의 빈도수를 나타내고,  은 카테

고리 c에 포함된 문서 에 w를 포함하지 않는 문서의 빈도수

를 나타낸다. 역으로,  는 c에 포함되지 않으면서 w

를 포함한 문서의 빈도수를 나타내며, 마지막으로  

는 c에도 포함되지 않고 w도 갖고 있지 않는 문서의 수를 

나타낸다. N은 총 문서의 수를 나타낸다. 이 식에 의해서 c

와 w가 서로 독립 이면  는 0의 값을 갖게 되며, 반

로 w가 카테고리 c의 주제를 반 하는 단어이면  

값은 증가될 것이다. 따라서 각 단어들의   값은 해당 카

테고리에서 각 단어들의 주제표  정도를 나타내는 수단으

로 사용되며, 각 카테고리 c에 해서   값이 가장 높은 

단어 집합을 c를 표하는 특징들로 선택하게 된다.

특징 가 치

  값을 이용한 특징 선택은 각 카테고리의 성격을 규정

짓는 특징을 선별하는 좋은 방법을 알려져 있으며 많은 문

서분류기에서 채택되어왔다. 특히 각 카테고리의 특징을 더

욱 부각시키기 해 선택된 특징들 에 더욱 요한 특징

들에 가 치를 부여하는 방식도 사용되고 있다. 그러나 지

까지의 가 치 부여 기법은 단순히 주요 특징들에 두 배 

는 세 배의 일정량의 가 치를 부여하는 단순한 휴리스틱

을 사용하 다. 그러나 이러한 임의 인 방법으로는 만족스

러운 분류성능을 기 하기는 힘들다. 그 이유는 가 치 부

여에 있어서 해당 특징이 주어진 카테고리에서 차지하는 비

만을 고려하 고 그 특징이 다른 카테고리들에 미치는 

향까지는 고려하지 않아 카테고리간의 차별성이 뚜렷하지 

못한 경우가 많기 때문이다. 따라서 각 특징에 해 해당 

카테고리뿐만 아니라 그 특징이 다른 카테고리에 미치는 

향까지 고려해서 가 치를 결정하는 것이 각 카테고리간의 

성격을 명확히 구분 짓는데 더욱 효율 이다.

앞서 언 한 바와 같이 나이  베이즈 문서분류기는 각 카

테고리 에 분포하는 단어 w의 분포( 는 확률)  

을 추정함으로써 이루어진다. 따라서 단어 가 특정 클래스 

의 성격을 규정짓는 주제단어라면  을 다른 카테

고리 의 보다 항상 큰 값을 갖는 것이 가장 이상

이라 할 수 있다. 따라서  이 보다 항상 

큰 값을 갖도록 가 치를 둠으로써, 다른 카테고리와는 확

연히 구별되는 차별화된 카테고리의 주제를 표 할 수 있게 

된다. 본 논문에서는 이와 같이 기존의 나이  베이즈 문서

분류기가 갖는 단순성  효율성을 유지하면서 문서분류기

의 성능을 향상시킬 수 있는 방안을 제안한다.

3.2 특징 가 치를 이용한 나이  베이즈 분류 모델의 개선

방안

단순한 형태의 특징 선택 기법에 의해서 해당 카테고리에

서의 특징들로 선택된 단어들은 각각의 요도와 계없이 

동일하게 취 된다. 따라서 앞서 설명한 바와 같이 각 특징

의 요도에 따라 가 치를 부여하게 되면 나이  베이즈 분

류기 모델의 인자들을 보다 정확하게 추정할 수 있게 된다. 
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그러나 기본 인 나이  베이즈 문서분류기에는 특징들의 

요도를 고려하는 인자가 없이 각 특징들의 TF 정보로 확

률을 계산하게 된다. 따라서 각 특징의 TF 값을 조정함으로

써 가 치를 부여할 수 있게 된다.

(그림 1)은 본 논문에서 제안하는 특징 가 치를 용한 

나이  베이즈 분류기의 학습 알고리즘을 보여 다. 이 알

고리즘은 기의 나이  베이즈 분류모델과 각 카테고리의 

어휘를 이용하여, 특징 가 치 기법을 용한 개선된 분류

모델을 생성하게 된다. 이 알고리즘은 우선 각 카테고리 

에 포함된 문서로 부터 추출된 어휘 집합  로부터 상

의   값을 갖는 특징들의 집합인 

 를 구성한다. 

다음 단계에서는 앞에서 선택된 각 특징이 가 아닌 다른 

카테고리에 존재하는 문서들에도 발견되는지 확인한다. 만

약 카테고리 에서 선택된 단어 w가 다른 카테고리에서도 

나타난다면, 카테고리 에 한 단어 w의 확률  을 

모든 다른 카테고리에 한 그것보다 높게 설정한다. 즉, 

 ≫∀≠이 만족되어야 한다. 이는 

   값을 인 으로 높여  필요가 있음을 의미한

다. 알고리즘 작성을 해 이 식을 다시 작성하면 다음과 

같다. 

  ≠  (7)

여기서, 는 가 치를 한 확률편차(PDW: Probability 

Difference for Weighting)라고 부르며 가 치의 정도를 결

정하는 인자로, 보통 이 값은 실험을 통하여 분류성능을 높이

는 최 의 값으로 결정된다. 식(7)에서  을 조정하는 

것은, 결국 련 TF값을 조정하는 문제가 된다.  

의 증가량을 라고 한다면, 식(5)와 식(7)을 이용하여 그 값

을 계산해보자. 식(5)에서 값은 
   

 
 ∊ 

   

이므로, 조정된    값은 
        

      
 이

다(여기서,   는 
∊

   를 의미함). 조정

된    값을 식(7)에 입하면 값이 다음과 같이 

계산된다.

 
 ≠                   

   ≠      
(8)

α는 정수이어야 하기 때문에 우변보다 큰 정수를 취하며, 

그 값을  과  에 더해주면 된다. 

(Lines 9~14 참조).

지 까지는 

 의 단어가 다른 카테고리 의 

에는 존재하지만 요 단어로는 선택되지 않아 

 에는 

존재하지 않는 경우의 가 치 부여 기법을 제시하 다. 그

러나 그 이외에 경우에 한 처리 방법도 고려되어야 하는

데, 첫째는 카테고리의 주제단어 집합 

  의 특정 단어

가 다른 카테고리 의  에도 공통 으로 포함되는 

경우이며, 둘째는 

  의 특정 단어가 다른 카테고리에 

 존재하지 않는 경우이다. 

우선 가장 이상 인 형태는 각 카테고리의 주제 단어들이 

서로 겹치지 않는 것이다. 하지만 첫째 경우와 같이 선택된 

특징이 겹칠 경우에는 어떠한 가 치도 부과하지 않는다. 

그 이유는 같은 특징을 갖는 제3의 문서에 해서 이 특징

만으로는 분류될 카테고리를 결정하기 어려울 뿐만 아니라, 

일방 으로 한 카테고리에만 가 치를 부과하면 자칫 잘못

된 모델이 생성될 가능성이 높기 때문이다. 두 번째 경우는 

카테고리 의 주제 단어 w가 다른 카테고리의 문서들에는 

나타나지 않는 경우로 이때는 카테고리의 차별성을 높이기 

해서  을 충분히 높은 값으로 설정할 필요가 있

다. 따라서 (그림 1)의 Line 16에서 보는 바와 같이 

  를 해당 카테고리의 최  TF값으로 설정한다.

Algorithm: Feature_Weighting

입력: 기존 나이브 베이즈 모델   = {

}

어휘 V

카테고리 c의 어휘 V(c)

카테고리 집합 C
출력: 개선된 나이브 베이즈 모델 

BEGIN

1    각각의 단어 w와 카테고리 c에 해서   를 계산

2    For each ∈ {
3



  ← 집합V에서 가장 높은 값을 갖는 

M개의 단어를 선택

4    }

5    For each ∈ {
6   ← 

∈
 

7
For each ∈  { /* 각각의 주제 

단어에 해서*/

8        if (∈ ( ≠) ) continue
9        if (∈ ( ≠)) then {
10             = ≠  

11                   
     

12            

13            

14         }

15         else

16               ← ∈    
17  } /* The end of for each */

18 } /* The end of for each */

END

(그림 1) 특징가 치를 이용한 나이  베이즈 분류모델 개선알

고리즘
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3.3 진  특징 가 치를 한 특징 갱신 기법

(그림 1)의 알고리즘은 기존의 나이  베이즈 분류모델과 

어휘 집합에 해서 모델을 개선하는 과정을 보여줬다. 앞

서 언 한 바와 같이 부분의 자동문서분류 시스템에서는 

진 으로 새로운 학습문서들이 추가되는 환경을 가정한

다. 따라서 새롭게 문서들이 추가될 경우 기존의 어휘에 없

는 새로운 단어들이 추가하기도 하고 기존 카테고리들의 단

어들에 한 통계량도 변하게 된다. 결국 이러한 갱신된 정

보는 (그림 1)에서 -통계량을 재계산하는 입력인자로 사

용되며 최종 으로 특징 가 치를 이용한 진 인 분류모

델의 개선이 가능해진다. 

(그림 2)는 새로운 학습문서가 추가될 때 각 카테고리에 

한 통계량을 갱신하는 알고리즘을 보여 다. 이 알고리즘

에서 보는 바와 같이 카테고리 c에 새로운 학습문서 가 

추가될 때, 우선 으로 의 각 단어 가 기존의 어휘에 

없는 새로운 단어라면 이러한 단어들을 어휘 에 추가한다. 

다음으로 이러한 단어에 해서 수식 (6)의 각 DF 값들을 

기화하는데, 우선  와  는 알고리즘 후

반부의 계산을 해 0으로 기화 된다. 그리고  

는 c이외의 카테고리에서 가 존재하는 문서의 수를 의미

하는데, 는 기존에 존재하지 않았던 새로운 단어이므로 이 

값은 0으로 설정된다. 마지막으로  는 c이외의 카

테고리에서 가 존재하지 않는 문서의 수를 나타내므로 같

은 이유로 이 값은 가 된다. 여기서 는 c를 제

외한 카테고리에 존재하는 총 문서의 수를 의미한다.

다음 단계로 의 각 단어 w에 해서 TF 통계량과 수

식 (6)의 각 DF 값 에서 카테고리 c와 련된 통계량을 

재계산한다. 나이  베이즈 문서분류기에서는 단순히 모델

인자인 을 추정하면 되므로, 각 카테고리에 한 

TF 통계량만을 수정함으로써 모델인자의 개선이 가능하게 

된다. 따라서 와 을 각각 문서 와 

카테고리 c에 나타나는 단어 의 출  빈도수라 할 때, (그

림 2)의 line 10의 수식과 같이 새로운 문서 에 존재하

는 각 단어에 해서 의 값을 만큼 증

가시킨다. 

다음으로 특징들의 우선순 를 정하기 해서 -통계량

의 계산을 한 인자들을 수정해야하는데, (그림 2)의 Line 

11 과 Line 14에서 보는 바와 같이 수식 (6)의   , 

   값들을 수정하게 된다. 즉, 의 각 단어 가 

에 나타나면  을 1 증가시키고, 그 지 않으면 

 을 1만큼 증가시킨다. 하지만 새로운 문서 는 

카테고리 c에 추가된 것으로 나머지 카테고리들에는 변화가 

없으므로  와  는 수정이 필요없다.

이와 같이 (그림 2)의 특징갱신 알고리즘은 학습문서의 

추가에 따라 DF와 TF를 진 으로 리한다. 정리하면 

기 학습문서 집합에 한 나이  베이즈 모델은 (그림 1)

의 특징 가 치 알고리즘을 이용하여 설정하고, 이후에 추

가되는 학습문서에 해서는 (그림 2)의 특징갱신 알고리즘

Algorithm: Feature_Update

입력: 새 문서 <>

어휘  V

카테고리 c의 어휘  V(c)

카테고리 집합  C

출력: 갱신된 TF와 DF 통계량

 BEGIN

1   For each ∈  {
2 if (∉) then { 

3     ← ∪

4   ← 0         ← 0

5   ← 0         ← 

6 }

7 }

8   For each ∈ {
9  if (∈ ) then {
10   ←     

11   ←  

12       }

13      else

14   ←  +1

15 }

 END

(그림 2) 특징 갱신 알고리즘

을 이용하여 DF와 TF를 진 으로 리하게 된다. 이

게 수정된 DF와 TF는 다시 (그림 1)의 특징 가 치 알고

리즘을 반복 으로 용하여 나이  베이즈 분류모델을 

진 으로 개선하게 된다. 이와 같이 각 단어와 카테고리에 

한 통계량만으로 분류모델의 갱신이 이루어지므로 기존 

이미 학습된 문서를 재학습할 필요가 없는 장 을 갖게 된다.

4. 성능 분석

4.1 실험 환경

본 논문에서는 제안한 알고리즘의 성능을 평가하기 해

서 Reuters-21578과 20Newsgroups을 이용한 실험을 실시하

다. Reuters-21578과 20Newsgroups는 문서분류의 성능의 

평가하기 해 일반 으로 많이 사용되는 문서집합이다.3) 

Reuters-21578는 135개의 카테고리로 묶여진 21578개의 뉴

스 기사들로 구성되어 있으며, 20Newsgroups는 20개의 카

테고리를 갖는 19,997개의 유즈넷(Usenet) 기사로 구성되어 

있다. 이 두 문서집합은  다른 성격을 갖는다. Reuters- 

21578는 상 으로 작은 크기의 문서(평균 861 bytes)들로 

구성되어 있으며 카테고리 간에 문서들의 분포가 균형 잡히

3) http://kdd.ics.uci.edu/summary.data.application.html
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지 못하고 특정 카테고리들에 집 되는 경향을 모인다. 이러

한 이유로 이 문서집합은 문서분류의 성능문석에 합하지 못

하다는 평가를 받기도 한다. 따라서 본 논문에서는 이러한 불

균형 문제를 해소하기 해서 20개 이하의 문서들로 구성된 카

테고리는 실험 상에서 제외하여 53개의 카테고리에 총 9,133

개의 문서에 해서 실험을 실시하 다. 반면에 20Newsgroups

는 상 으로 큰 용량의 문서(평균 1,892 bytes)로 구성되

어 있으며, 카테고리 간에 문서들이 비교  균형 있게 분포

되어 있다. 특별한 언 이 없을 경우 각 문서집합에 해서 

기본 으로 80%는 학습을 해 사용하 고 나머지 20%는 

분류성능을 평가하는데 사용하 다. 분류기의 성능은 각 문

서가 자신에게 속할 카테고리에 얼마나 정확하게 분류되는

가를 기 으로 평가하 으며, 본 논문에서 제안한 특징 가

치 기법이 기존 나이  베이즈 문서분류기의 성능을 얼마

만큼 향상시키는가에 을 두고 진행하 다.

4.2 실험 결과

(그림 3)과 (그림 4)는 각각 Reuters-21578과 20News-

groups 문서집합에서 PDW의 변화에 따른 분류 정확도의 

변화를 보여주고 있다. 실험은 10회를 반복하여 실시하 으

며 각 그래 의 데이타 값은 반복된 실험 결과에 한 평균

값을 보여 다. 우선 Reuters-21578을 이용한 실험 결과를 

보면, 문서수가 매우 은 카테고리를 실험 상에서 제외했

음에도 불구하고 기존의 통 인 문서분류기에서는 문서들

의 불균형된 분포로 인해 분류 성능이 매우 낮은 것을 볼 

수 있다. 하지만 본 논문에서 제안한 방법은 PDW의 값에 

거의 비례하여 분류 정확도가 높아지고 있다. 특히 PDW가 

0.02에서 0.03의 구간에서는 PDW의 값에 따른 변화가 있지

만 비교  좋은 성능을 보여주고 있다. PDW가 0에 가까우

면 특징 가 치가 거의 부여되지 않으므로 기존 방법에 비

해 큰 성능 향상을 기 하기 어렵고, 반 로 무 클 경우 

일부 특징만으로 체 분류 모델의 성능이 좌지우지될 수 

있어 오히려 역효과가 날 가능성이 높다. 한 PDW가 무 

크면 가 치 부과 과정에 지나치게 많은 시간이 소요되는 

것도 고려해야한다.

다음으로 (그림 4)의 20Newsgroups에 한 실험 결과를 
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(그림 3) PDW의 변화에 한 분류 정확도 (Reuters-21578)

보면 반 인 분류 성능이 Reuters-21578보다 좋은 것을 알 

수 있다. 그 이유는 앞서 설명한 바와 같이 학습문서들이 비

교  균형 있게 분포되어 있기 때문이다. 단, 특징 가 치를 

부여하여 얻을 수 있는 성능 향상의 정도는 Reuters-21578

에 비해 그 효과가 미미하지만 PDW에 변화에 큰 향 없

이 반 으로 고르게 향상되는 것을 알 수 있다.

다음으로 (그림 5)와 (그림 6)은 학습문서 집합의 비율에 

따라 기존의 문서분류기와 특징 가 치를 부여한 분류기의 

성능을 보여 다. 이 실험에서는 PDW의 값을 0.02로 고정

하 는데 그 이유는 두 문서 집합 모두에서 이 값에서 가장 

우수한 분류 성능을 보 기 때문이다. 이 그림에서 보는 바

와 같이 Reuters-21578와 20Newsgroups에 모두에서 학습문

서의 비율이 높아질수록 문서분류기의 성능이 체로 일정

하게 향상되는 것을 알 수 있다. 한 특징 가 치를 용

한 방법이 기존의 방법에 비한 성능향상도 비교  균일한 

정도로 증가되는 것을 알 수 있다. 다만 Reuters-21578의 

경우 학습문서 집합의 비율이 높아질수록 특징 가 치를 

용한 방법의 성능 향상 정도가 20Newsgroups에 비해 더 두

드러지게 나타나고 있다. 이러한 결과는 학습문서의 비율과 

함께 특징 집합의 규모가 커지면서 특징 집합의 분포를 더 

정확하게 측할 수 있기 때문이다. 이는 실제 온라인 환경

의 문서집합이 Reuters-21578 문서집합과 유사한 패턴을 보

인다는 에서 고무 인 결과라고 할 수 있다.
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(그림 4) PDW의 변화에 한 분류 정확도 (20Newsgroups)
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(그림 5) 학습문서 비율에 따른 분류 정확도 (Reuters-21578)
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20 Newsgroup (PDW = 0.020)
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(그림 6) 학습문서 비율에 따른 분류 정확도 (20Newsgroups))

5. 결  론

본 논문에서는 진 인 특징 가 치 기법을 이용하여 

통 인 나이  베이즈 문서분류기의 성능을 향상하기 해 

방법을 제안하 다. 기존의 통 인 나이  베이즈 문서분

류 방식은 단어들의 분포만을 고려하여 분류모델의 인자를 

추정하며 특징들의 요성 정도는 고려하지 않았다. 본 논

문에서는 -통계량을 이용하여 각 카테고리의 주제가 되

는 특징들을 선별한 후, 이 특징들에 해 다른 카테고리와

는 분명한 차별을 가질 수 있도록 가 치를 부과하는 기법

을 고안하 다. Reuters-21578, 20Newsgroups 문서집합에 

한 실험을 통해, 제안 기법이 상당한 효과가 있음을 보

으며, 특히 학습문서 비율이 증가함에 따라 그 효과가 커짐

을 알 수 있었다. 향후, 이러한 성능 향상에 한 이론  근

거를 연구할 것이며, 한 나이  베이즈 문서분류기의 특

징 공간이 동 으로 변하는 환경에서의 특징을 진 으로 

갱신하는 알고리즘을 개발할 계획이다.
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