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요  약

바둑에 있어 사활문제는 컴퓨터 바둑을 구 하기 해 반드시 극복해야 하는 기본 인 문제

이다. 사활문제와 같은 국부 인 바둑 문제를 해결하기 하여 고려해야 될 요한 사항은 게

임 트리의 엄청난 분기수와 그 깊이를 어떻게 처리하느냐이다. 본 논문에서 수행된 실험의 기

본 착상은 둘러싸인 돌들을 죽이기 해 인식된 첫 수들을 찾아내는 인간의 습성을 모방한 것

이다. 바둑에 있어, 유사한 사활문제(패턴)들은 자주 유사한 해들을 갖는다. 유사한 패턴을 분류

하기 하여 코호넨 신경망(KNN)을 기반으로 한 군집화를 수행하 으며, 실험 결과는 고무

이며 사활문제를 풀기 해 신경망으로 통제 학습을 사용하는 패턴 일치와 경쟁할 수 있음을 

알아냈다.

ABSTRACT

In the game of Go, the life-and-death problem is a fundamental problem to be 

definitely overcome when implementing a computer Go program. To solve local Go 

problems such as life-and-death problems, an important consideration is how to tackle 

the game tree's huge branching factor and its depth. The basic idea of the experiment 

conducted in this article is that we modelled the human behavior to get the recognized 

first moves to kill the surrounded group. In the game of Go, similar life-and-death 

problems(patterns) often have similar solutions. To categorize similar patterns, we 

implemented Kohonen Neural Network(KNN) based clustering and found that the 

experimental result is promising and thus can compete with a pattern matching method, 

that uses supervised learning with a neural network, for solving life-and-death problems.
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1. 서  론

 컴퓨터 바둑을 구축함에 있어 사활문제는 

반드시 극복해야 할 당면 문제인 것이다. 많은 컴

퓨터 바둑이 포석, 반 의 투에서 상당히 강함

에도 불구하고 사활문제에 해서는 아직까지도 상

당한 진 을 보지 못하고 있다. 사활문제에 있어 

둘러싸인 돌들의 삶을 해 수비자가 두 집을 확

보하기 한 두 가지 방책으로는 (1) 돌들의 근간

을 넓히거나, (2) 소 에 착수를 하는 방법이 

있다. 반면에 공격자가 둘러싸인 돌들을 공격하는 

두 가지 방법으로는 (1) 돌들의 근간을 좁히거나, 

(2) 소 에 착수를 하는 방법이 된다. 부분의 

바둑 기사는 수  내에 직 으로 자신들이 기

억해 왔던 패턴들과 비교하여 소인 후보 착 들

을 선정한 후, 이에 한 모든 일련의 수순을 검토

한 후 최종 첫 수를 둔다. [그림 1]은 흑백 간의 

경계가 분명치 않은 사활의 한 와 흑이 백을 잡

기 한 올바른 수순을 보여주고 있다.

(가)

   

(나)

[그림 1] (가) 사활문제와 (나) 흑의 올바른 수순

상업용 컴퓨터 바둑들은 사활문제를 처리하는 

알고리즘이 공개되어 있지 않으며, 그들의 부분

은 선택  목  지향 탐색(selective goal-oriented 

searching)인 략  탐색(strategic searching)을 

사용하곤 한다.[1] 사활문제를 처리하는 가장 간단

한 방법은 게임 트리를 이용하는 방법이 된다. 즉, 

모든 단말 노드(terminal node)를 만날 때까지 가

능한 모든 착수를 생성한 후에, 휴리스틱 평가 함

수(heuristic evaluation function)를 용하여 최

의 수를 결정하는 것이다. 이러한 맹목  탐색

(brute-force searching)은 엄청난 메모리와 계산 

시간을 요하기 때문에 실제 용할 수가 없다. 

게임 트리를 이용하여 사활문제와 같은 국부

인 바둑 문제를 풀기 해서 가장 요하게 고려

되어야 하는 사항은 게임 트리의 분기 수

(branching factor)와 그 깊이(depth)를 어떻게 하

면 일 수 있느냐는 것이다. 를 들어, 첫 수로 

11개의 착수가 가능하고 깊이가 10인 경우에 가지

치기(pruning)를 하지 않는다면 (≈2.6×)

개 정도의 노드가 생성되어야 한다. 게임 트리가 

클 경우에는 이러한 맹목  탐색을 이용하여 사활

문제를 풀 수가 없다. 

Sasaki[2]는 사활문제를 풀기 한 첫 수를 구

해내기 하여 신경망을 이용한 통제 학습을 구

했으며, 그가 구 한 신경망은 첫 수를 선택하는 

데에 있어 로 1단 정도의 실력을 보 다. 즉, 그

는 사활문제를 푸는 데에 있어서 고 인 탐색법

이 아니라 신경망을 이용한 통제 학습법을 제안하

으나, 제한된 첫 수들을 갖고 최 의 수순을 찾

아내는 탐색 방법에 해서는 언 이 없었다. 

자는 사활문제에 있어 착수 가능한 첫 수의 

개수와 일련의 수순을 찾아내기 해 소요되는 계

산 시간과의 연 성을 측정하기 하여, 몇 개의 

사활문제에 해 알 베타() 가지치기

(pruning)로 된 음부호 탐색(Negamax searching)

을 용해 보았다. [표 1]은 기에 착수 가능한 

수가 9 는 10개가 있는 경우에 노드의 수와 계

산 시간이 격하게 증가됨을 보여주고 있다.  

[표 1] 게임 트리에서의 노드 수와 계산 시간 

착수 가능
첫 수(개)

계산
시간
( )

노드 수(개)

생성 방문 잔여

5 ≪ 218 215 3

6 2 1,266 1,261 5

7 14 10,123 10,116 7

8 74 51,944 51,937 7

9 1,189 × × 8

10 10,350 × × 9
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[표 1]에 있는 생성 노드 수는 게임 트리 내에 

생성된 체 노드의 수를 말하며, 방문 노드 수는 

최 의 수순을 찾기 해 가지치기된 노드를 포함

하여 방문한 노드의 수를 말하며, 잔여 노드 수는 

사활문제에 한 최 의 수순을 나타내는 노드의 

개수가 된다.

단히 간단한 사활문제는 착수 가능한 첫 수의 

개수가 10개보다 으나, 부분의 사활문제는 착

수 가능한 첫 수의 개수가 10개 보다 크기 때문에 

최 의 수순을 찾아내기 해서는 엄청난 계산 시

간을 요구하게 된다. 더군다나 부분의 사활문제

에 있어서 흑백간의 경계가 모호하기 때문에 둘러

싸인 돌들에 한 공격과 수비에 있어 최 의 수

순을 찾아낸다는 보장도 없다.

본 논문에서는 탐색 방법에 한 연구보다는 게

임 트리내의 분기수를 일 수 있는 방법에 

을 맞추었다. 즉, 사활문제를 한 후보 첫 수들을 

선택하기 하여 패턴 군집화를 용하 다.

2. 패턴 군집화

바둑에 있어, 유사한 사활문제(패턴)는 둘러싸인 

돌들을 죽이기 해 유사한 첫 수들을 자주 갖는

다. 입력 패턴을 분류하여 유사한 패턴을 군집화하

면서 그에 한 첫 수들을 하나의 집합으로 형성

한 후, 이를 군집화된 패턴들을 푸는 해로 사용할 

수가 있다.

패턴을 분류하는 방법으로는 패턴 분류(pattern 

classification)와 패턴 군집화(pattern clustering)

가 있다. 일반 으로 패턴 분류가 유사한 패턴을 

분류하는데 사용된다. 패턴 분류와 패턴 군집화는 

다음과 같은 차이가 있다. 패턴 분류는 새로운 입

력 패턴을 이미 정해놓은 군에 등록하는 반면에, 

패턴 군집화는 정해 놓은 군이 없는 상태에서 새

로운 입력 패턴들을 서로 다른 군으로 분류하는데 

사용된다. 패턴 분류의 약 은 새로운 입력 패턴이 

이미 정해 놓은 군의 일원이 될 수 없는 경우가 

발생될 수도 있는 반면에, 패턴 군집화는 새로운 

패턴이 기존 군에 편입이 안 되는 경우에는 신규

로 새로운 군을 생성한다. 본 논문에서는 아무런 

기존의 군이 없는 계로 패턴 군집화를 사용했다. 

유사한 패턴들은 패턴 군집화를 통해 각 패턴으로

부터 추출된 첫 수들의 집합을 갖는 군으로 편입

이 된다. 패턴 군집화를 용하는 근본 인 이유는 

군내에 있는 첫 수들이 둘러싸인 바둑돌들을 죽이

기 한 첫 후보 착 으로 사용하기 함이다. 즉, 

게임 트리의 최  분기 수를 히 일 수 있다

는 것이다.

패턴 군집화를 하여 통제 학습(supervised 

learning)이나 비통제 학습(unsupervised learning)

이 사용될 수 있다.  코호넨 자기조직화 지도(Kohonen 

self organization map)가 바람직한 군집화 방법

[3]이기 때문에, 본 논문에서는 비통제 학습으로서 

코호넨 신경망(Kohonen Neural Network: KNN)

을 구축했다. 

2.1 변환된 원시 데이터

주성분 분석(Principal Component Analysis: 

PCA)은 데이터 집합 내에 있는 주성분(Principal 

Component: PC)을 결정하기 한 다변량

(multivariate) 기술이며, 많은 분야에서 사용되는 

통계학  도구이다. PCA를 사용하게 되면 상 이 

있는 변수(correlated variable)의 데이터 집합이 

상 이 없는 변수(uncorrelated variable)의 새로운 

데이터 집합으로 변환이 되기 때문에, 원시 데이터

의 차원을 일 수 있다. 다차원 데이터 집합에서, 

PCA는 군집화에 앞서 요한 정보를 잃어버림이 

없이 원시 데이터 집합의 차원을 이는데 가끔씩 

사용이 된다. 주성분들은 서로 연 이 없고 첫 몇 

개의 주성분들이 가장 큰 변량을 갖고 있기 때문

에, 첫 몇 개 주성분들이 군집화 방법을 해 사용

된다.

원시 데이터를 하여 [4]로 부터 588개의 사활

문제를 추출하여 이를 입력 패턴으로 사용하 으

며, 각 패턴은 242개의 속성(attribute)을 갖는다. 

부분의 사활문제는 바둑 의 4분의 1(즉, 11×11 
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행렬)로서 나타낼 수 있기 때문에, 흑백의 착  여

부를 고려하여 242(=2×11×11)개의 속성을 갖도록 

하 다. 입력된 패턴 집합을 이용하여 588개의 패

턴 벡터들을 생성시켰으며, 각 벡터는 121개의 속

성을 갖는 2개의 집합으로 되어있다. 그래서 실험

을 한 최종 입력 행렬은 588개의 행과 242개의 

열을 갖는다. MatLab을 이용하여 부분의 계산이 

이루어졌다. 

원시 데이터들을 다음과 같은 두 단계로 군집화

시켰다. 첫 번째 단계는 PCA를 용하여 가능한 

한 체 변도(variation)를 유지하면서, 입력 패턴 

벡터들을  차원의 벡터(즉, 변환 벡터)로 변환하

는 몇 개의 고유벡터를 유도해내는 것이고, 두 번

째 단계는 변환 데이터에 해 군집화를 용하는 

것이다.

한 개의 패턴 는 다음과 같은 242개의 요소로 

된 행벡터로 표 된다.

     ⋯⋯  (1)

여기서 는 바둑  의 번째 행과 

번째 열에 흑(백)돌의 착  여부를 나타낸다. 만약 

돌이 있는 경우에는 1이 되고, 없는 경우에는 0이 

된다. 

평균 벡터 는 588개의 모든 입력 패턴에 한 

행벡터의 평균을 내어 다음과 같이 구해진다. 

            




  



                (2) 

각 패턴에 한 평균 벡터 와의 차인 

는 242×242개의 공분산(covariance)인 를 구하

는데 사용된다.                

         





         (3)

여기서 행렬 
는 행렬 의 치 

행렬(transpose matrix)이다. 

다음으로 직교 고유벡터(orthogonal eigen 

vector)인   ⋯와 공분산 행렬 의 

고유치인 는 다음과 같이 계산한다.

         ≥      (4)

고유벡터(eigen vector)는 그들의 치

(significance)에 따라 순서 배열된 직교 기반 집합

(orthogonal basis set)이다. 첫 번째 PC들은 고유

치 를 작게 함으로서 내림차순으로 정돈된 공분

산 행렬의 고유벡터들이다. 첫 번째 개의 고유벡

터는 입력 패턴 내에 있는 부분의 분산(variance)

을 안고 있다. 차원을 이기 해, 원시 차원을 

차원 공간으로≪   일 수 있는 PC의 수를 

제한할 필요가 있다. 첫 몇 개의 PC들을 구하기 

해 자주 사용되는 비공식 인 주먹구구식(rule of 

thumb)의 방법이 있다. 그림 2의 에 있는 곡선을 

이루는 들은 242개의 PC들을 보여주고 있다. 

[그림 2] 고유치(eigen value)들과 누적된 비율 

한편 에 있는 곡선을 이루는 들은 고유벡터

의 수를 잘라낼 수 있는 척도로 쓰이는 체 변도

(total variation)의  비율 을 보여주고 있다. 

       



  






  




   ⋯     (5)

여기서  는 체 고유벡터의 수가 되며, 

은 선택된 PC들의 개수가 된다.



제9권 제1호 2009년 2월 ❙109

― Candidate First Moves for Solving Life-and-Death Problems in the Game of Go, using Kohonen Neural Network―

첫 몇 개의 PC들을 선택하기 하여 첫 번째 

PC들을 잘라내는 한 가지 방법은 체 변도의 

 비율을 사용하는 것이다. 만약 의 값이 임계

치(즉, 80%-90%)보다 큰 경우, 첫 번째 개의 

PC들은 많은 정보를 잃지 않고 원시 개의 속성을 

치할 수 있다.[5] 다른 방법은 체 변이성

(variability)의 
 % 보다 작은 모든 PC들을 

없애버리는 방법이다.[6] 여기서 는 주성분의 

체 개수, 즉   가 된다.  다른 방법은 연속

되는 고유치들 사이에 한 격차가 없을 때까지 

첫 번째 개의 PC들을 취하는 것이다. 그림 2를 

살펴보면 한 격차를 보이는 50개의 고유벡터

들이 원시 데이터 집합의 변량 부분(85.3%)을 

차지하고 있음을 알 수 있다.       

시각 으로 이해를 돕기 하여, 그림 2에서 보

듯이 원시 데이터 집합의 변도 12.3%를 유지하고 

있는 첫 두 개의 PC 공간 내에 [그림 3]과 같이 

변환된 데이터 집합을 그려 보았다. 

[그림 3] 첫 두 개의 PC 공간 내에 있는 변환된 입력 

패턴 집합

첫 두 개의 PC(즉, PC 1과 PC 2)로 2차원 상

에서 그림을 그린 이유는 주어진 개(dissection)

로 군집을 확정짓는 것보다는, 그 개가 수 할 

수 있는지를 단순히 살펴보는 것이다. 군집화에 앞

서 선택된 고유벡터의 수가 군집화의 정확성을 결

정짓기 때문에, 본 논문에서는 242개의 모든 고유

벡터를 사용하 다.

2.2 패턴 군집화

군집화는 데이터를 분류하기 한 사  작업이

며, 내부 으로 강한 유사성을 갖는 입력 데이터들

을 군집화하는데 목 이 있다.[7] 군집화는 데이터 

마이닝(data mining), 기계 학습(machine learning), 

컴퓨터 비 (computer vision)  여타 공학에서 

요한 분야로 강조되어 왔다. 일반 으로 군집화 

방법은 계층 군집화(hierarchical clustering)  비

계층 군집화(non-hierarchical clustering)로 구분

이 된다.[8] 비계층 군집화의 한 가 최근  이웃 

알고리즘(nearest neighbour algorithm)이 되며, 

이는 각 요소(instance) 간의 유사성을 측정을 한 

후 유사한 요소들을 동일한 군에 편입시키는 것이

다. 서로 다른 군집화 방법은 군집 결과가 아주 다

를 수가 있으며, 더군다나 어떤 특정 데이터 집합

에 잘 작동하는 군집화 알고리즘이 다른 데이터 

집합에는 형편없는 결과를 낳을 수도 있다.[9,10] 

본 실험에서는 비 통제 학습으로 KNN 기반 군집

화를 수행했다. 

2.3 KNN 기반 군집화

본 논문에서는 비통제 학습으로 자기조직화 지도

(self-organizing maps: SOM)의 개념을 기반으로 

하고 2차원 뉴론 배열 내에 다차원 표 의 상기

하학(topology)을 갖는 KNN을 사용했다.[11,12]

KNN의 기본 개념은 [그림 4]에서 보듯이 입력 

벡터에 가장 근 한 활성화 출력 계층(active 

output layer)내에 있는 뉴론(neuron)인 승리 뉴론

(winning neuron)을 선택하는 것이다. 
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[그림 4] KNN의 2차원 계층 예. 망(network)은 입력 

계층(input layer)에서 각 패턴 당 4개의 속성을, 출력 

계층(output layer)에서 9(=3×3)개의 뉴론을 갖고 

있다. 입력 계층에 있는 4개의 모든 뉴론은 가중치 

평면(weights' plane)을 통해 출력 계층 내의 9개의 

모든 뉴론에 연결되어 있다.

그러고 나서 승리 뉴론의 가 치(weight)와 이

웃 뉴론의 가 치는 승리 뉴론으로 부터 거리에 

반비례하여 갱신이 된다. 승리 뉴론을 선택하는 방

법은 두 가지가 있는데, 첫 번째가 실험에서 사용

한 유클리드 거리 계량(Euclidean distance 

metric)이고, 나머지 하나는 벡터 곱 계량(vector 

dot product metric)이 된다.

차원 입력 벡터를 나타내는 1차원 입력 계층

과 ×개의 출력 뉴론을 포함하는 2차원 출력 계

층을 고려해 보자. 출력 계층에 있는 각 뉴론은 가

치 평면에 개의 가 치 벡터와 연결되어 있다. 

출력 계층에 있는 승리 뉴론 는 다음과 같은 유

클리드 거리 계산에 의거 선택이 된다.

            

  ⋯×

  ⋯×



  






   (6)  

여기서 는 입력 계층 내에 있는 모든 뉴론과 

가 치 평면 내에 있는 련 가 치와의 유클리드 

거리를 나타낸다. 는 입력 패턴 내에 있는 번째 

속성값이 되며, 는 입력 계층에 있는 번째 뉴

론과 출력 계층 내의 번째를 연결하는 가 치가 

된다.

[그림 4]는 4개의 속성으로 된 1차원 입력 벡터

와 출력 계층 내에 2차원 배열(3×3)의 출력 뉴론으

로 구성된 아주 간단한 KNN의 구조를 보여주고 

있다.

승리 뉴론인 를 선택한 후에, 그와 연 된 가

치인 는 입력 벡터 에 가까운 값으로 갱신

이 되며, 승리 뉴론에 한 이웃 뉴론의 가 치인 

  역시 갱신이 된다. 이러한 보정(correction)은 

다음과 같은 규칙에 의거 승리 뉴론으로 부터 거

리에 따라 감소되어 진다.[13]




∙∙ 
  (7)  

가 치 보정(alteration)의 정도를 결정짓는 인자

는 학습률 와 시간 에 따른 승리 뉴론의 이

웃 함수인 가 된다. 이웃 함수 는 시간 

에 따른 승리 뉴론 와  출력 계층 내의 재 뉴

론인 와의 상 거리(topological distance)를 나

타낸다. 다음과 같은 커  기반 가우스 함수

(kernel-based Gaussian function)가 자주 이웃 

함수로 사용된다. 

 





       (8)  

여기서 와 는 승리 뉴론 의 행과 열을 나

타내며, 는 출력 계층 내에 재 응되는 

뉴론의 행과 열이 된다. 는 시간 에 따른 커

 폭을 나타낸다. 

[그림 5]는 이웃 함수의 정도가 승리 뉴론 와 

재 뉴론   사이의 거리에 해 종속되어 단조 

감소하고 있는 커 기반 가우스 함수를 보여주고 

있다. 
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[그림 5] 가우스함수 (  ,  , 

 )

학습률 와 커  폭 는 학습되어지는 동

안 시간 에 한 축소 함수(shrinking function)

들이다.[14] 본 실험에서는 다음과 같이 학습률 

를 정의했다.

        ∙  

           (9)

여기서 는 기 학습률이고, 는 최  회

수(epoch)이며, 는 재 회 수를 말한다. 실험을 

해 은 0.5, 는 1,000으로 고정했다.

커  폭 인자 는 시간 에 해 상학 으

로 종속되는 척도 함수(scaling function)이다. 이 

실험에서는 커  폭 를 다음과 같이 설정하 다.

     ∙  

 




 




 



∙  

 

 (10)

                                       

여기서 은 출력 계층 내 지도의 지름에 종속

되는 기 커  폭이 되며, 와 는 각각 출력 계

층 내 지도의 행과 열의 폭이 된다. 실험에서는 

을 



로 설정하 다. 즉,    이 된다.

KNN을 용하기 하여, 입력 계층과 출력 계

층을 갖는 2계층 신경망을 구축하 다. 입력 계층

에서 흑과 백을 표 하는 121개의 속성을 갖는 두 

개의 집합을 제공하 다. 출력 계층을 해 900 

(=30×30 격자) 뉴론을 구축하여, 최악의 경우에 각 

입력 패턴이 서로 다른 각각의 군에 편입될 수 있

도록 충분히 설정하 다. Kohonen은 신경망을 훈

련시키기 에 표 화(normalization)하기를 권하

기 때문에[15], 모든 입력 벡터에 해 다음과 같

이 표 화를 하 다. 

         ′ 






 







               (11)

여기서 는 입력 패턴을 가리키며, 






 







는 

표 화인자(normalized factor)로 불리우며, ′는 

표 화된 입력 패턴을 가리킨다. 

KNN을 훈련하는 계산 차는 다음과 같다.

(1) 588개의 원시 패턴을 500개의 훈련용 패턴

(training patterns: 실제 훈련된 패턴 수는 

흑과 백의 색상을 바꾸어 용하 기 때문에 

1,000개가 된다)이며, 교차 유효성(cross 

validation)을 수행하기 하여 88개의 유효

성 패턴(validation patterns)으로 분리하 다. 

(2) 1,000개의 훈련용 입력 패턴이 교차 유효성

을 하여 표 화되었다.

(3) -0.01부터 +0.01지의 사이의 값에서 무작 로 

기 가 치를 부여하 으며, 학습률 은 

0.5로 기 커  폭 는 



로 기화

하 다.

(4) 가 치 행렬(weight matrix)에 과다 향

(over influencing)을 받는 것을 피하기 

해, 각 회 수에 훈련용 입력용 패턴을 무작

로 순차화시켜 훈련시켰다.

(5) 훈련용 입력 패턴과 련 가 치를 유클리

드 거리 척도를 이용하여 계산한 후에, 승리 

뉴론을 선택했다.

(6) 다음으로 승리 뉴론과 이웃 뉴론에 한 가
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치를 갱신했다.

(7) 훈련을 계속할지 여부를 결정하기 해, 

기 정지 방법(early stopping method)을 사

용하 으며, 훈련 시 수렴률(convergence 

rate)을 확인하면서 신경망을 일반화시켰다.

훈련용 패턴 집합의 과도 합(overfitting)을 피

하기 해 교차 유효성을 이용한 조기 정지 방법

으로 KNN을 훈련  일반화시켰다. 조기 정지 방

법의 기본 개념은 훈련용 데이터로 훈련 에 신경

망에 유효 에러(validation error)가 하게 증가

할 경우 훈련을 멈추는 것이다. 망을 훈련시키기 

한 회 수는 1,000번으로 제한을 두었으며, 정지 계

수(stopping parameter)는 1.2로 정했고, 훈련용 띠

(training strip)의 길이인 임계치 는 5로 정했다.

[그림 6]은 훈련용 패턴과 유효성 패턴에 해 

시간에 따른 제곱평균 오차(root-mean-square 

error: RMSE)  생성된 군의 개수를 보여주고 

있다. 

[그림 6] 훈련 회수 1,000회전 및  가 적용된 

조기 정지 방법으로 훈련된 훈련용 패턴과 유

효성 패턴의 RMSE. 검은 점은 시간 회전에 

따른 생성된 군의 수.

망에 정지 계수를 용한 후에, 훈련은 190회  

만에 끝났다. 유효성 패턴에 해서는 RMSE가 

0.055에 수렴하는 것을 알 수 있으며, 반면에 훈련

용 패턴에 한 RMSE는 30회 에서 증가하는 것

을 볼 수가 있으며, 그 때 군집화된 군의 수는 200

에서 300개 범 가 되었다. 190회 을 끝낸 후, 

1,000개의 훈련용 패턴은 219개의 서로 다른 군에 

군집화가 되었다. 

88개의 유효성 패턴을 시험용 패턴(test pattern)

으로 재사용 하 으며, 사활문제를 풀기 한 첫 

수에 한 집합을 얻기 해 패턴 분류를 하 다. 

88개의 시험용 패턴 에서, 78개(88.7%)의 패턴들

은 이미 생성된 219개의 서로 다른 군에 분류가 

되었고, 10개(11.3%)의 패턴은 훈련용 패턴이 속한 

군에 편입이 안 된 미분류 상태가 되었다. 미분류

가 된 시험용 패턴이 생긴 주요 원인은 역 크기

(domain size)가 다소 크기 때문이다. 

다음으로, 패턴 분류된 78개의 패턴들이 사활문

제를 푸는 해, 즉 첫 수를 각 군에 어느 정도 정확

하게 장하고 있는지를 확인하 다. 78개 시험용 

패턴에 한 올바른 첫 수들을 보유하고 있는 정

확도는 표 2에서 보듯이 62.8%가 되었다. 표 2에

서 보듯이 이 결과를 Sasaki에 의해 수행된 실험 

결과와 비교를 하 다.

[표 2] Sasaki에 의해 수행된 신경망으로 된 통제 

학습과  KNN으로 된 비통제 학습과의 성능 비교 

망 형태
역 망

(Back-propagat
ion network)

코호넨 신경망
(KNN)

도메인 규모 9×9 11×11

학습 형태 통제 비통제

용 방법론 패턴 일치 패턴 군집

훈련용 패턴 수 2,000 1,000

시험용 

패턴 수
1,000

88 (미분류 10개 

포함)

올바른 

첫 수를 

뽑아내는 

정확도

34.9% (첫 번째 

답만 용) 는 

65.0% (첫 5개의 

답을 용한 경우)

분류된 78개 패

턴에 해 62.8% 

(군 내의 첫 수

들의 집합 용) 

Sasaki는 2,000개의 패턴을 통제된 신경망으로 

훈련시켰으며, 훈련된 신경망을 이용하여 1,000개
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의 시험용 패턴에 한 첫 수들을 추출해냈다. 표 

2에 있는 34.9%의 정확도는 출력 계층 내에 있는 

가장 큰 값 하나를 용한 경우가 되고, 65.0%는 

가장 큰 값 5개를 용한 경우이다. 

[표 2]는 사활문제를 풀기 한 첫 수를 선택함

에 있어 KNN 기반 군집화가 고무 인 방법임을 

보여주고 있으며, 본 실험을 통해 다음과 같은 사

실을 발견했다. 

- 만약 훈련용 패턴으로 상당한 정도의 개수가  

망에서 훈련이 된다면 비통제 학습으로서의 

KNN은 상당히 높은 률로 올바른 첫 수

들을 발견한다는 사실과,

- KNN으로 된 패턴 분류(pattern classification)

가 신경망으로 된 통제학습인 패턴 일치

(pattern matching)와 경쟁할 수 있음을 확인

했다. 

[그림 7]은 KNN 기반 군집화에 의해 생성된 어

느 한 군의 군집화된 패턴들의 유사성을 보여주고 

있다. 실제로 군집화된 패턴들 간의 선명한 유사성

을 찾아볼 수가 없다. 동일한 군에 군집화가 되지 

말아야 할 패턴들이 다소 있기 때문에, 사활문제를 

풀기 한 첫 수를 구하는데 있어 KNN 기반 군

집화 하나로만 문제를 푸는 것인 한계가 있음을 

알 수 있다.

3. 결  론

게임 트리를 이용하여 사활문제와 같은 국부

인 문제를 풀기 해 요한 고려 사항은 어떻게 

게임 트리에서의 엄청난 기 분기수와 깊이를 처

리하느냐 하는 것이다. 이러한 문제를 처리하기 

해서는 휴리스틱(heuristic) 방법을 용해야 한다. 

유사한 패턴은 사활문제에서 유사한 첫 수를 갖

고 있기 때문에, 패턴 군집화( 는 패턴 분류)는 

사활문제를 풀기 한 첫 수들을 얻어내는 유용한 

방법이다. 이 게 얻어진 첫 수들은 게임 트리를 

이용해 사활문제를 푸는 데에 있어 기 분기수를 

이는데 상당한 기여를 하게 된다. 실험의 목 은 

패턴 군집화가 실제의 컴퓨터 바둑에서 어느 정도 

용될 수 있는가를 확인하는 것이다. 

[그림 7] 25×25 출력 뉴론으로된 KNN에 의해 

군집화된 어느 한 군내의 패턴들

자는 원시 데이터(사활문제)의 차원을 이기 

해 PCA를 용해 보았으나, 사활문제는 비교  

작은 차원( : 11×11)이기 때문에 굳이 PCA를 

용하지 않아도 됨을 확인하 다. 그러나 모든 고유

벡터를 갖고 PCA에 생성된 변환 데이터는 원시 

데이터를 군집화하는데 유용하다는 사실 역시 발견

했다. 마지막으로 (비 통제 학습의 하나인) 코호넨 

신경망을 사용한 패턴 군집화의 성능은 매우 고무

이며, (신경망으로 된 통제 학습을 사용하는) 패

턴 일치와 경쟁할 수 있음도 확인되었다.
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