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Although optimization by sequentially refining metamodels is known to be computationally very efficient, the 
metamodel that can be used for this purpose is limited to Kriging method due to the difficulties related with sample 
points selections. The present study suggests a novel method for sequentially refining metamodels using Pareto 
Frontiers, which can be used independent of the type of metamodels. It is shown from the examples that the present 
method yields more accurate metamodels compared with full-factorial optimization and also guarantees global 
optimum irrespective of the initial conditions. Finally, in order to prove the generality of the present method, it is 
applied to a 2D transonic airfoil optimization problem, and the successful design results are obtained.
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1. 서  론

컴퓨터 성능의 발달과 다양한 수치기법의 발 으로 산유

체역학(Computational Fluid Dynamics)은 공력 해석 분야에서 

필수 인 해석 도구로서 자리 잡고 있다. 그러나 문제에 따라

서는 하나의 계산 이스에 해서 몇 시간에서 몇 주에 이

르는 높은 계산 비용이 요구되어 목 함수에 해 다수의 반

복 평가가 이루어져야 하는 최 화 분야에는 용에 많은 제

약이 따르는 것이 사실이다. 따라서 설계 과정에서 요구되는 

계산 비용을 이는 것이 공력 최  설계에 있어 요한 

심사항이라 할 수 있다. 이에 하나의 안으로서 상 으로 

계산 비용이 게 드는 메타모델(Meta-model)을 이용한 최

화 방법이 폭넓게 사용되고 있다. 메타모델은 목  모델이 되

는 복잡한 모델의 입-출력 계를 상 으로 작고 단순한 형

태로 재구축시킨 것으로서 함수 평가에 소요되는 시간을 상

당한 수 으로 일 수 있다는 장 을 가지고 있다.

메타 모델을 구성하는 방법에는 일반 으로 완 계승법

(full factorial) 등을 이용하여 기 실험 (initial experimental 
points)을 충분히 선택하여 모델을 구성하는 방법과 선택  표

본추출(selective sampling) 등으로 불리는 설계 매 단계마다 모

델을 정 화(refine)하는 기법이 있다.
어떤 경우든 메타 모델의 정확도를 높이기 한 가장 좋은 

방법은 완 계승법(full factorial) 등을 이용하여 기 실험  

을 충분히 선택하여 모델을 구성하는 것이다. 그러나 이 경우 

설계 변수의 수가 증가할수록 설계 공간을 모사하기 한 실

험 의 수가 기하 수 으로 증가함으로 매우 낮은 정확도의 

해석 코드를 이용하지 않는다면 실제 문제에는 사실상 용

이 어렵게 된다. 따라서 최근에는 매 단계마다 메타모델을 정

화(refine)하는 기법이 큰 심을 모으고 있다.
통 인 메타모델 구성방법은 일회성 근방법(one-shot 

approach) 인데 반해 선택  표본 추출은 모델 갱신을 통하여 

심 지 에 해 모델을 보다 정교하게 구축할 수 있어 양

질의 모델을 만들기 한 실험 의 개수가 일회성 근방법

에 비해 작다는 장 이 있다. 하지만 이런 선택  표본 추출 

방법을 사용하기 해서는 모델 갱신의 시기, 갱신 표본 선택

의 기 , 치, 개수 등에 한 사  정의를 필요로 한다. 
선택  표본 추출을 이용한 표 인 방법인 크리깅

(Kriging)[1-2]기법의 경우 설계 변수마다 분산값이 계산되기 
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때문에 모델의 정확도를 통계 으로 추정 가능하다. 표 으

로 크리깅 모델을 사용한 Expected Improvement(EI)[3-4]에서는 

미지 설계 에서의 모델 측값과 불확실성을 동시에 고려하

여 갱신 표본을 선택하게 된다. 따라서 앞서 언 한 ‘언제, 어

떤 기 으로, 어디서, 얼마나’ 갱신 표본을 선택할 것인가에 

한 정량 인 기 이 모델 자체 으로 제공된다. 다른 메타 

모델의 경우 갱신 표본에 한 정량 인 값을 구할 수 없기 

때문에 선택  표본 추출 기법을 사용하더라도 사 에 이에 

한 정의가 필요하다. 이러한 문제로 인해 선택  표본 추출 

기법은 크리깅과 결합하여 연구된 것이 부분이다.
하지만 메타모델의 구축은 문제 의존성이 강하여 문제마다 

한 메타모델이 다르다. 한 근사 성능에 한 평가 역시 

다양한 메타모델에 한 비교 연구[5-9]들이 있지만 결과 자

체가 연구자의 문분야와 실험구성에 따라 다르기 때문에 

특정 모델이 타 모델에 비해 성능상에 우 에 있다고 할 수 

없다. 선택  표본 추출 방법을 용함에 있어 크리깅 기법이 

여러 장 을 가지고 있지만 보다 일반 으로 용될 수 있는 

선택  표본 추출 기법이 필요하다고 할 수 있다.
본 논문에서는 신경망 메타모델 기법, 역 최 화 기법인 

유  알고리듬과 토 론티어를 이용한 최 화 기법을 

제시하고자 한다. 유사한 방법으로 최근 헬리콥터 다분야 최

화(MDO) 용을 염두에 두고 메타 모델과 몬테-카를로

(Monte-Carlo) 시뮬 이션 기법을 결합하여 토 론티어를 

갱신하는 방법이 K. Collins[10] 등에 의해서 제안된 바 있으

나, 이 논문에서는 메타모델의 갱신이 어떻게 이루어지는지에 

한 기법 자체가 명확하지 않은 문제가 있었다. 본 논문에서

는 갱신 표본에 한 정량  정보가 없는 일반 인 메타모델 

해 선택  표본 추출 기법을 용할 수 있도록 그 기 을 

제시하고 이를 두개의 해석 함수를 이용한 실제 최 화 과정

을 통해 검증하고자 하 다. 한 이 기법이 메타모델의 기 

상태가 조악하더라도 최 값을 찾아갈 수 있는가에 해서도 

동일한 해석 함수를 통해 보이고자 하 다. 최종 으로 일반

인 2차원 익형 최 화 문제에 이 기법을 용하여 최 화

를 실시, 일반 인 문제에 용될 수 있는지에 해 검해 

보았다.

2. 해석 방법

2.1 인공신경망 (Artificial Neural Network)
인공신경망은 3종류의 층(입력/은닉/출력)으로 구성되고 각 

층에는 뉴런(neuron)이라고 불리는 단  정보 처리체로 구성

되어 있다. 각 층은 다수의 뉴런들을 가지고 있고 이 각각의 

뉴런은 인 층의 모든 뉴런들과 상호 연결되어 망(network)을 

이루고 있다(Fig. 1). 각 뉴런들 간의 연결은 모두 동일하지만 

각각 다른 가 치(weight value)를 가지고 있어 이 가 치의 

조정을 통하여 다양한 입/출력의 조합이 가능하다.
인공신경망은 이 가 치를 조정하는 방법(흔히 학습

(learning)이라고 하는 과정)에 따라서 다양한 형태로 나뉘는데 

본 논문에서 사용하는 방법은 역 (back propagation)라는 가

장 리 쓰이는 형태의 인공 신경망이다. 역 는 주어진 입

력에 해 사용자가 원하는 출력값과 실제 출력값 ( 재 가

치 값에서 주어진 입력에 한 출력값) 의 차이를 역  

(back propagation) 하여 가 치 값을 조정하는 방법이다. 일단, 
학습 과정에 의해서 가 치 값이 정해지면 분류(classification), 
패턴인식(pattern recognition), 진단(diagnosis) 등 다양한 분야에 

사용될 수 있다[11].
표 인 역 (back propagation) 알고리듬은 오차를 나타

내는 에 지 함수를 최  기울기(steepest descent gradient) 방

식으로 최소화하는 것으로 다음과 같은 식으로 정의된다.

  

  

  

 
 
  



  


(1)

여기서 는 q번째 입력 조합의 요구 출력(desired output)

을 나타내고,   는 망(network)의 실제 출력을 나타낸

다. 최  기울기(steepest descent gradient) 방식을 사용한 망의 

각층에서의 가 치 학습 규칙은 다음과 같이 주어진다.
여기서 s는 망의 각층을 나타내고,    는 학습률 

변수(learning rate parameter)를 나타낸다.
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(2)

본 논문에서는 지역 최소값에 빠지는 것을 피하기 해 

simulated annealing을 사용하 고, 빠른 수렴을 해 Nguyen 
and Widrow's weight initialization algorithm과 search-then- 
converge method(학습이 진행됨에 따라 학습률을 바꾸는 략)
를 사용하 다. 모델의 정확도 측정은 회귀분석(regression 

analysis)를 통해  값을 구해 실시하 다.

2.2 토 업데이트 알고리듬

2.2.1 알고리듬의 진행 차

본 연구에서는 인공신경망(ANN)을 메타모델로 하여 역 

최 화 기법인 유  알고리듬과 토 론티어를 사용한 

선택  표본 추출 최 화(selective sampling optimization) 방법

을 제시하고자 한다(이하 토 업데이트 알고리듬). 최 화 

차는 아래와 같다(Fig. 2).
1) 실험 계획법(DOE, Design of Experiments)으로 기 표본 

개체 생성.
2) 표본 (Sample Points)를 산유체역학 등의 고정  해석  

도구를 통해 해석.

3) 주어진 표본 으로 메타모델 생성

4) 메타모델을 사용하여 최 화 실시

5) 최 화 결과에 해 토 론티어를 생성하고   

토 론티어로부터 갱신 표본  선택

6) 토 론티어가 수렴할 때까지 2에서 5의 과정 반   

복

본 연구에서는 실험 계획법으로 라틴 하이퍼큐  샘 링

(LHS)[12]를 사용했다. LHS는 계층  표본 추출 (stratified 
sampling) 방법으로 표본 개수 에 해서 각 매개변수의 

범 를 동일한 확률을 가지는  구간으로 나 고 각각의 

변수에 한 표본이 동일한 확률을 가지는 각 구간에 하나씩 

치할 수 있도록 하는 방법으로 임의 표본 추출 (random 
sampling)에 비해 균일한 표본 추출이 가능한 방법이다. 일반

으로 설계 공간을 모사하기 한 한 표본수는 매개변

수 N개에 해 10N개이다.
메타 모델로 사용된 인공신경망은 패턴 인식, 다  속성을 

가진 자료 분류, 근사 함수 작성 등 통계, 공학 등의 넓은 분

야의 다양한 문제 분석에 쓰이고 있는 기법으로 특히 다차원 

문제나 높은 비선형성을 가진 문제에 해 뛰어난 성능을 보

여주는 메타 모델링 기법이다. 하지만 이를 선택  표본 추출

(selective sampling) 기법에 용하기 해서는 모델 갱신의 시

기, 갱신 표본 선택의 기 과 치, 갱신 표본의 개수 등에 
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Fig. 3 Comparison between Kriging optimization and Pareto update

한 사  정의를 필요로 한다[11].
선택  표본 추출의 표 인 방법인 크리깅(Kriging) 기법

의 경우 갱신 표본에 한 정량  기 을 모델 자체 으로 

제공한다. 재의 메타 모델에서의 측값과 분산을 통해 계

산된 불확실성이 높은 지 에 한 정보를 조합하여 갱신 표

본 선택시 모델 향상 가능성이 가장 높은 지 을 정량 으로 

계산할 수 있다. 이러한 이  때문에 모델 갱신을 통한 최

화 기법의 부분이 크리깅 모델을 이용한 것이다.
하지만 인공신경망과 같은 여타 메타모델의 경우 갱신 표

본에 한 선택 기 을 모델 자체 으로 제공하지 않아 선택

 표본 추출 기법의 여러 장 에도 불구하고 이를 용하기 

쉽지 않는 것이 실이다. 이와 같은 문제를 해결하기 해 

본 연구에서는 토 론티어(pareto frontier)를 모델 갱신의 

기 으로 하여 일반 인 메타모델에 선택  표본 추출 최

화 기법을 용할 수 있도록 하 다.
여기서 토 론티어는 다목  최 화 문제

(multi-objective optimization problem)에서 해를 정의하기 해 

나온 개념으로 아래와 같이 정의되는 토 옵티멈들의 집

합이다.
“유용 설계 공간 S상에서  x*가 토 옵티멈이기 한 

조건은 다른 목 값의 변화 없이 최소 하나 이상의 목 값을 

향상 시킬 수 있는 다른  x가 없을 때 x*를 토 옵티멈

이라고 한다[13].”
즉, 토 론티어는 다목  최 화 문제에 있어 다른 

목 값의 희생 없이 얻을 수 있는 최 값들의 집합이 된다. 
토 론티어에서의 갱신 표본 선택은 하나의 표본으로 

다수의 목  함수에 한 메타모델을 동시에 정 화(refine) 
할 수 있고 메타모델의 특성에 상 없이 용할 수 있다는 

에서 효율 인 선택이라고 생각된다. 여기에 역 최 화 

기법인 유  알고리듬의 합을 통해 제시하고 있는 기법이 

역 최 값을 보장할 수 있도록 하 다.
선택  표본 추출 최 화 기법은 여러 가지 장 에도 불구

하고 갱신 표본 선택의 문제로 인해 그 사용이 크리깅 모델

에 한정된다는 단 이 있었다. 이상에서 제시한 토 업데
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Fig. 4 Multiple-regression func. & bird func.

이트 알고리듬은 최 값들의 집합인 토 론티어를 이용

하여 ‘2.2.2’ 과 3장에서 설명하게 될 최 화 수렴 여부 

단과 모델 갱신의 기 으로 함으로써 선택  표본 추출 최

화 기법의 장 을 그 로 지니면서도 모든 메타모델에 용

할 수 있도록 하 다. 한 토 론티어를 구하는 것이 

다목  최 화의 해를 구하는 기본 인 과정이므로 기존 

차에서 부수 인 노력을 필요로 하지 않고 최 화의 각 과정

이 독립 이므로 각 계산 과정의 체가 쉽고 차가 단순하

여 과정의 이행이 쉽다는 장 도 가지고 있다. 다음 장에서는 

토 론티어를 이용하여 어떻게 최 화 과정의 수렴여부

를 단할 것인지에 해 설명하도록 하겠다.

2.2.2 수렴에 한 정

토 론티어의 수렴 여부는 토 론티어를 형성하

는 들에 한 오차(error)값과 이상 (utopia point)의 변화 여

부를 평가해 단하 다. 이상 (utopia point)은 다른 목 함

수에 한 고려없이 하나의 목 함수가 가질 수 있는 최 값

이 목 공간(criterion space, 각 축이 목 함수로 이루어진 공

간)에서 이루는 으로 실제 유용 설계 은 아니지만 토 

론티어의 끝 들이 이루는 으로서 이 의 변화를 조사

하여 토 론티어의 수렴 여부를 단하 다.

이 이 몇차례의 반복계산(iteration) 과정에서 변화가 없

다면 토 론티어가 설계 공간상의 특정 부분에 수렴했

다고 단했다. 한 토 론티어의 끝 인 이상 의 변

화만으로 토 론티어가 수렴했다고 단하기에는 부족

함이 있으므로 반복계산(iteration) 과정에서의 측값과 실제

값을 지속 으로 비교하여 오차가 크지 않은지 여부도 확인

하 다. 측값과 실제값의 차이가 크지 않고 이상 이 수차

례 반복계산 과정에서 변하지 않는다면 토 론티어가 

특정 설계 공간상으로 수렴했다고 단하여 최 화 과정을 

종결했다.

2.3 유  알고리듬 (Genetic Algorithm)
유  알고리듬(이하 GAs)[14]는 자연 선택설(natural 

selection)을 기본으로 한다. GAs 임의로 생성된 기세  

(initial generation) 디자인 집단(set)으로부터 다음 세 (next 
generation)의 새로운 디자인 집단을 임의로 생성하게 된다. 각

각의 디자인 개체들에는 생존값(fitness value), 흔히 목 함수 

값이 지정되고 있는데, 각 세 의 인구수(population)는 고정된 

상태에서 각 디자인 개체들의 생존값이 기존 디자인 개체들

과 비교하여 좋을 경우 선택하고 나쁠 경우 버리는 형식으로 

체 인 과정이 진행, 체 인 생존값을 높이는 방향으로 

나가게 된다.
GAs는 함수의 도함수(derivative)를 사용하지 않고 목 함수 

자체의 값만을 사용하므로 알고리듬 자체가 모든 종류의 문

제-차분, 연속, 미분불가능 등에 용할 수 있고 충분한 세

(generation)와 인구수(population)로 실시할 경우 역 최 값

(Global Optimum)을 보장할 수 있다. 체 인 GAs의 차는 

다음과 같다.

1. 기 인구수 생성

2. 생존값 평가

3. 생존값에 따른 모개체(parents) 선택

4. 교배(crossover)와 변이(mutation)
5. 수렴 여부를 확인하고 수렴하지 않았을 경우 2번 과정

으로 돌아감.

3. 토 업데이트 방법의 검증

본 연구를 통해 구성된 알고리듬의 유효성을 검증하기 

하여 아래 두개의 함수를 목  함수로 하여 최 화를 실시하

다(Fig 4).

․Objective Function 1 : Multiple-regression function
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Analytic
Global

Sampling
(LHS)

Pareto
Update
(1/10)

Utopia
Point

0.100
-2.718

0.100
-2.629

0.100
-2.716

Error(MSE) × 0.4030 0.1365

Update 횟수 × × 15

Sample 수 × 152ea 152ea

Table 1 Difference between full-factorial optimization and Pareto 
Update optimization
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․Objective Function 2 : Bird function

min   cos sin
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두 함수 모두 비선형성이 매우 큰 함수로 Bird Function은 

새의 형태를, Multi-Regression Function은 동의 형태를 하고 

있다. 특히 Bird Function은 다수의 국부 최소, 최 를 가지고 

있어 비선형성이 매우 강한 함수이다. 따라서 두 함수의 정확

한 토 론티어를 잡아내기 해서는 상당한 정 도를 

필요로 한다. 유  알고리듬이 역 최 값을 보장할 수 있도

록 인구수와 세 수를 512, 100으로 충분히 여유를 두고 설정

하 고 최 화는 다음 세가지 경우에 해 실시하 다. 
1) 완  계승법을 통한 최 화와 토 업데이트 방법의  

차이

2) 메타 모델의 기 상태에 따른 차이

3) 갱신 표본의 수에 따른 차이

첫 번째 제에서는 본 논문에서 제시하고 있는 토 업

데이트 방법이 역 표본 추출을 통한 방법과 결과값에서 실

제 인 차이가 있는지 확인해 보았다. 토 업데이트 방법

이 수렴할 때까지 사용된 표본과 동일한 수의 표본을 역표

본추출방법(본 논문에서는 LHS를 사용하 음)을 이용하여 메

타 모델을 작성하고 이를 유  알고리듬으로 최 화 하 을 

때 두 방법에 어느 정도의 차이가 있는지를 비교해 보았다. 

두 번째 제에서는 메타모델의 기 상태가 매우 조악하여 

설계 공간의 특징을 제 로 잡아내지 못하고 있더라도 

토 업데이트 방법으로 모델을 갱신해 나갈 경우 최종 으로 

역 최 값에 이를 수 있는지를 살펴보았다. 설계자는 새롭

게 하는 설계 문제에 있어 설계 공간을 묘사하는데 어느 

정도의 실험 이 필요한지 알 수 없다. 따라서 기 메타모델

이 하게 형성되지 못할 수 있기 때문에 이러한 경우에도 

본 논문에서 제시하고 있는 알고리듬이 최 값을 보장할 수 

있는지를 확인해 보았다. 세 번째 제에서는 한 해를 얻

기 한 갱신 표본의 수를 알아보기 한 실험으로 1/2, 1/3, 
1/5, 1/10 으로 갱신 표본수를 여나가면서 토 론티어

의 수렴도를 확인하여 한 갱신 표본의 수를 확인하고자 

하 다

각 제에 하여 메타모델은 회귀분석(Regression Analysis)
를 통해 모델의 정확도가 0.95 이상인 경우에 학습 과정을 종

료하고 최 화에 사용했으며 오차(error)값의 계산은 평균 제

곱 오차(MSE, Mean Squared Error)를 사용했다.

3.1 완  계승법과 토 업데이트 방법의 비교

갱신 표본수를 토 론티어를 형성하는 설계 의 1/10
으로 하여 최 화를 실시하 다. 기 표본의 수는 50개로 하

고 갱신을 한 표본들은 목 함수 2번을 순차 정렬하여 

그  1/10을 순서 로 뽑아 갱신하 다. 최종 수렴 정은 

앞서 2-2-2 장에서와 같이 이상 (Utopia Point)과 오차(error)를 

지속 으로 확인하여 단하 다. Fig. 5에서와 같이 12번째 

반복계산(iteration)부터 15번째 반복계산까지 이상 의 변화가 
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Analytic
Pareto
Update
Case1

Pareto
Upda5te

Case2
Initial

Sample × 50 5

Update
개수 × 10% 10%

Utopia
Point

0.100
-2.718

0.100
-2.716

0.100
-2.718

Error(MSE) × 0.1366 0.1086
Update 

횟수 × 15 31

Sample 수 × 152ea 341ea

Table 2 Convergence for various initial model conditions

Analytic
Pareto
Update
(1/10)

Pareto
Update

(1/5)

Pareto
Update

(1/3)

Pareto
Update

(1/2)
Utopia
Point

0.100
-2.718

0.100
-2.716

0.100
-2.716

0.100
-2.708

0.100
-2.718

Error
(MSE) × 0.1365 0.1244 0.1002 0.1138

Update 
횟수 × 15 11 18 17

Sample 수 × 152ea 181ea 361ea 533ea

Table 3 Convergence for various number of update samples

없고 오차값 역시 수렴했다고 단됨으로 15회차에서 과정을 

종료하 다. 최종 결과를 Table 1과 Fig. 6에 나타내었다. 
Table을 보면 역 최  기법(Global sampling, LHS)에 비해 

토 업데이트(Pareto update) 방법이 낮은 오차(Error) 값과 

해석 함수를 통해 구한 이상  값과 근 한 값을 가짐을 알 

수 있다. Fig. 6에서는 두 case의 최종 토 론티어를 도

시하 다. 굵은 선이 실제 해석함수를 이용한 토 론티

어를, 들은 각 case의 최종 최 화 결과값을 나타낸다. 그림

에서 볼 수 있듯이 역 표본 추출(여기서는 LHS를 사용) 기

법에 비해 토 업데이트 기법을 사용한 경우 보다 정확하

게 토 면을 측하고 있음을 알 수 있다.

3.2 메타 모델의 기 상태에 따른 비교

메타 모델의 기 상태가 조악하더라도 최종 으로 역 

최 값을 찾아갈 수 있는지 여부에 한 실험으로 최  메타 

모델을 한 표본수를 5개로 하여 메타모델을 작성, 최 화를 

실시하 다. 갱신 표본의 수는 앞서와 마찬가지로 1/10으로 

하 고 결과는 Table 2에 정리하 다. Table에서 case1이 기 

표본 50개를 사용, case2가 기 표본 5개를 사용한 경우이다. 
갱신 표본 개수는 토 론티어를 형성하는 표본의 10%를 

사용하 다. 최종 수렴까지의 갱신 회수와 표본수는 case1의 

경우 15회, 152개, case2의 경우 31회, 341개로 약 2배의 차이

를 보이고 있다. 기 모델의 정확도에 따라 수렴성에 큰 

향을 미치는 것을 알 수 있다. 그러나 두 case 모두 최종 수

렴 결과가 해석함수를 통한 최 화 결과와 근 한 값을 얻을 

수 있었고 오차 수 도 낮은 값을 유지하고 있어 본 논문에

서 제시하고 있는 방법이 기 모델의 질에 계없이 역 

최 값을 찾아갈 수 있음을 알 수 있었다.

3.3 갱신 표본 수에 따른 차이 비교

한 갱신 표본수를 알아보기 한 제로 기 표본수

는 50개로 하 고 갱신 표본을 선택하는 방법 역시 앞서와 

마찬가지로 목 함수 2번에 해 순차 정렬한 후 각각의 경

우에 맞게 선택하 다. 앞서의 1/10 경우를 포함하여 1/5, 1/3, 
1/2의 총 4가지 경우에 하여 실험을 실시하 으며 결과는 

Table 3와 같다. 1/10, 1/5, 1/3, 1/2 case에 해 표본수가 

152ea, 181ea, 361ea, 533ea로 토 업데이트 방법의 수렴을 

한 표본의 수가 갱신 표본수가 작을수록 어듬을 알 수 

있다. 반복계산 횟수의 경우 1/5 case에서 11회, 1/10에서 15회

로 더 늘어났지만 체 으로 볼 때 갱신 표본의 수가 많은 

경우(1/3, 1/2 의 경우 18회, 17회의   모델 갱신이 이루어짐) 
더 많은 반복계산이 필요한 것으로 보인다. 토 론티어

를 형성하는 설계 이 설계 공간상의 특정 지역에 한정되어 

있으므로 무 많은 표본을 갱신 표본으로 잡는 것은 효율

이지 못한 것으로 보인다. 하지만 최 화 문제와 근사모델의 

구성은 문제에 따라 많은 차이를 보이므로 이 결과값이 

이라고 할 수 없다. 단지 결과를 통해 모델의 갱신에 많은 

실험 을 필요로 하는 것은 아니라는 을 확인했다고 할 수 

있다.
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Fig. 7 PARSEC airfoil parameters

         
Lower
bound 0.001 -0.01 -15 0.5 0.4 0.04 -0.8 0.25 -0.08 0.2

Upper
bound 0.015 0.01 -1 10 0.55 0.1 0.2 0.45 -0.04 1.0

Table 4 Parameter range of search region

3.4 결과 요약

해석 함수(analytic function)를 이용한 세가지 제를 통해 

메타모델을 통한 최 화 기법의 효율성을 확인할 수 있었고, 
크리깅 이외의 메타모델, 즉 갱신 표본에 한 정량 인 정보

를 가지고 있지 않는 모델에 선택  표본 추출 방법을 용

함에 있어 발생할 수 있는 문제에 한 답을 찾고자 하 다. 
한 본 논문에서 제시하고 있는 방법이 역 최 을 보장할 

수 있는지에 해서도 알아보았다.
각 제에서의 모든 최 화 case에 해 메타 모델을 사용

하지 않았을 경우의 1%이내의 실험  평가만으로 최 값을 

찾을 수 있었다. 100세 , 512개의 인구수로 유  알고리듬을 

통한 최 화를 실시할 경우 총 51,200ea의 실험 에 한 평

가를 필요로 한다. 그러나 메타모델을 사용한 본 논문에서는 

최소 152ea에서 최  533ea의 실험  평가만으로 최 값을 찾

아내어 메타 모델을 사용한 최 화의 효율성을 확인할 수 있

었다.
한, 첫 번째 제(3-1-1)를 통해 토 론티어가 다목

 최 화 문제에 있어 갱신 표본을 선택하는 한 기 이 

될 수 있음을 확인할 수 있었고, 세 번째 제(3-1-3)를 통해 

모델 갱신에 있어 많은 수의 표본 을 필요로 하지는 않는다

는 것을 확인할 수 있었다. 두 번째 제에서는 본 논문에서 

제시하고 있는 토 업데이트 방법이 역 최 을 보장할 

수 있음을 확인할 수 있었다.
다음 장에서는 토 업데이트 방법을 2차원 천음속 익형

(2D transonic airfoil) 문제에 용하여 이 방법이 실제 문제에

서도 사용될 수 있는지에 해서 알아보고자 한다.

4. 2차원 익형 최 설계

본 논문에서 제시하고 있는 방법을 2차원 천음속 역 익

형 설계에 용하여 앞서 제시하 던 방법이 실제 문제에도 

용될 수 있는지 알아보고자 하 다. 설계 문제는 아래와 같

다.

Minimise : 

Maximize : 

Subject to : ≅ 

유동 조건은 ∞=0.73, 받음각(Angle of Attack)은 2.7로 

하 다. 천음속 역의 표 인 익형인 RAE2822를 기  비

교 상으로 하여 이와 근 한 단면  조건을 유지한 상태에

서 와 을 각각 최소화, 최 화 하여 RAE2822보다 향상

된 양항비(L/D)를 가지는 익형을 구하 다.

4.1 설계 문제 정의

익형의 형상 정의는 PARSEC[15] 을 이용하 다. PARSEC
은 익형 형상을 조 하는 매개변수를 가능한 작게 유지하면

서도 다양한 형태의 익형을 표 할 수 있도록 만들어진 방법

으로 익형 표 에 사용되는 매개변수는 Fig. 7 과 같다.
매개변수 범 는 매개변수가 비교 기 이 되는 RAE2822를 

표 할 수 있고, 익형이 꼬이는 상이 없도록 설정하 다.  
본 논문에서는 끝이 뾰족한 형태의 익형만 고려하여 

는 0으로 두었다. 매개변수 범 는 Table 4와 같다.
면  제약 조건은 벌칙 함수(penalty function) 형태로 설정

하 다. 기  면 에서 벗어난 차이만큼을 각 목 함수에 보

정함으로서 기  면 에서 벗어나는 표본 들을 최 화 과정

에서 자연스럽게 걸러낼 수 있도록 하 다.

4.2 최 화 결과

기 표본은 70개로 하 고 유  알고리듬은 인구수 512, 
세 수 70으로 설정하여 최 화를 실시하 다. 총 23회 메타

모델 갱신과 총 표본수 222개를 사용하여 수렴된 결과를 얻

을 수 있었다.
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Fig. 8 Designed airfoil pressure distribution

CL CD L / D Area

RAE2822 0.7798 0.01623 48.05 0.0777

Design 0.8201 0.01358 60.39 0.0772

Table 5 Comparison of aerodynamic performance
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Fig. 9 Geometry of the designed airfoil
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Fig. 10 Pressure contour

토 론티어(Pareto frontier)를 구성하는 값들  가장 

높은 양항비를 가지는 형상과 RAE2822의 공력 성능 비교 데

이터를 Table 5에 나타내었다. 최 화를 통해 얻은 형상은 

RAE2822와 동일한 면  조건을 유지하고 있고, 양력은 증가

하고 항력은 어들어 보다 향상된 양항비를 보여주고 있다. 
최 화를 통한 형상과 압력 분포, 압력계수 등고선(contour)는 

Fig. 8-10에 나타내었다. Fig. 8의 자료를 보면 RAE2822의 

익형 상부에서의 보여졌던 충격 의 크기가 어들고 발생 

시기가 지연되었으며 하부에서 RAE2822에 비해 보다 높은 

압력 상태를 유지하여 체 으로 양력이 증가했음을 알 수 

있다. 익형 형상은 RAE2822에 비해 상, 하부의 최  두께는 

감소하 고 상부에서의 최  두께 지 이 뒤로 후퇴한 것을 

볼 수 있다.

5. 결  론

본 연구에서는 인공신경망과 유  알고리듬, 토 론

티어를 이용한 새로운 선택  표본 추출 최 화 기법을 제시

하 다. 기존의 선택  표본 추출 최 화와 련된 연구들은 

갱신 표본 선택의 용이성으로 인해 크리깅 모델과 결합하여 

연구된 것이 부분이다. 크리깅 자체가 뛰어난 메타모델 기
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법이지만 기존 연구는 크리깅 모델의 특성 자체에 기반을 두

고 있기 때문에 타 메타모델 기법을 용할 수 없다는 분명

한 한계를 가지고 있다. 본 연구에서는 크리깅 이외에 다른 

메타모델에서도 일반 으로 쓰일 수 있는 모델 갱신을 통한

최 화 기법을 제시하고 이를 해석 함수를 통한 세 개의 

제와 이차원 천음속 익형 문제를 통해 검증하 다.
해석 함수를 이용한 세 개의 제를 통해 첫째, 동일한 표

본 개수를 사용한 완  계승법을 이용한 최 화에 비해 해의 

집합인 토 면을 더 정확하게 측하고 있으며 둘째, 갱신 

효율 하는 있지만 기 메타모델의 상태가 조악하더라도 

최종 으로 역 최 값을 찾아가고 있음을 확인할 수 있었

다. 한 셋째, 갱신 표본의 수에 따른 수렴성의 차이 비교에

서 해의 수렴에 많은 표본수를 필요로 하지 않는다는 을 

확인할 수 있었다. 마지막으로 설계 공간의 비선형성이 높은 

이차원 천음속 익형 문제를 통하여 기본 비교 상이 되는 

RAE2822에비해 향상된 양항비를 가지는 익형을 구함으로써 

본 연구에서 제시된 기법이 실제 문제에서도 용될 수 있음

을 확인할 수 있었다.
본 연구에서는 두개의 목 함수를 가지는 문제에 해서만 

연구가 이루어 졌는데 향후, 하나의 목 함수를 가지는 경우, 
는 세 개 이상의 목 함수를 가지는 경우에 해서 어떤식

으로 표본을 선택할 것인가에 한 연구가 추가 으로 이루

어져야 할 것으로 생각된다. 한 크리깅 모델을 사용한 최

화 기법과의 비교 연구를 통해 제시하고 있는 기법이 기존의 

선택  표본 추출 최 화 기법과 어떤 차이를 보이고 있는지

에 해 추가 으로 연구를 수행할 정이다.
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