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요  약 

본 논문은 연결강도를 조정할 때 결정 경계선 근처에 있는 데이터를 더 반 하는 학습법칙을 제안하 다. 이 학습법칙은 

outlier가 결정 경계선에 미치는 향을 여 더 나은 결정 경계선을 형성하도록 한다. 제안하는 학습법칙을 

IAFC(Integrated Adaptive Fuzzy Clustering) 신경회로망의 구조에 용하 다. IAFC 신경회로망은 배운 것을 유지하는 

안정성이 있으면서, 새로운 것을 배울 수 있는 안정성이 있다. 이 퍼지 신경회로망의 성능과 LVQ(Learning Vector 

Quantization) 신경회로망  오류역  신경회로망의 성능과 비교하 다. 실험결과 제안하는 퍼지 신경회로망의 성능이 

우수함을 보여주었다.

키워드 : 선택  학습률, 결정 경계선, 학습 법칙, 퍼지 신경회로망

A bstract

This paper presents a learning rule that weights more on data near decision boundary. This learning rule generates 

better decision boundary by reducing the effect of outliers on the decision boundary. The proposed learning rule is 

integrated into IAFC neural network. IAFC neural network is stable to maintain previous learning results and is 

plastic to learn new data. The performance of the proposed fuzzy neural network is compared with performances of 

LVQ neural network and backpropagation neural network. The results show that the performance of the proposed 

fuzzy neural network is better than those of LVQ neural network and backpropagation neural network.

1. 서  론

신경회로망은 뇌가 동작하는 원리를 모방하는 것으로, 학

습을 통하여 연결강도를 조 하여 성능을 개선한다. 신경회

로망에서 연결강도를 조 하는 과정은 학습법칙에 의하여 

제어되며, 이 학습법칙은 신경회로망의 성능에 요한 역할

을 한다. 학습법칙은 인간이 경험을 통하여 학습하는 원리

를 모방하는 것으로 연결강도를 신경회로망의 성능을 개선

하는 방향으로 조 한다. 학습법칙에서 학습률은 연결강도

의 변화량을 조 하고, 연결강도의 수렴뿐만 아니라 연결강

도가 한 값을 가질 수 있느냐에 요한 역할을 한다. 

학습률에 따라 연결강도가 조 되는 양이 다르기 때문에 학

습률이 학습과정에서 연결강도가 어떠한 값을 가지느냐에 

요한 향을 미친다. 따라서, 학습이 진행되는 동안 학습

률을 어떻게 조정하느냐가 학습법칙의 요한 요소가 된다. 

신경회로망에서 연결강도의 값은 결정 경계선(Decision 

Boundary)를 결정하고, 형성된 결정 경계선이 얼마나 잘 

형성 되었는 지가 신경회로망의 성능을 좌우한다. 본 논문

에서는 학습률을 조 할 때, 단순히 연결강도의 수렴을 

하여 조 하기 보다는 연결강도의 수렴을 보장하면서 out-

lier가 결정경계선에 미치는 향을 여서 한 결정 경

계선이 형성되도록 학습률을 조 하는 학습법칙을 제안한

다. 제안한 학습법칙은 결정 경계선 근처에 있는 입력 벡터

는 결정 경계선에서 멀리 떨어져 있는 입력 벡터에 비해서 

한 결정 경계선에 한 정보를 더 많이 가지고 있기 때

문에, 결정 경계선 근처에 있는 입력 벡터에 해서 더 큰 

학습률을 주는 것이다. 

학습법칙은 무감독 학습(Unsupervised Learning), 감독 

학습(Supervised Learning), 강화 학습(Reinforcement 

Learning)으로 나뉜다 [1]. 감독 학습은 입력 벡터와 함께 

원하는 출력을 신경회로망에 제공하여 원하는 출력과 실제 

출력의 차이를 여 가는 방향으로 연결강도를 조정한다. 

LVQ는 학습률을 임의의 작은 값으로 기화한 후 시간이 

지나감에 따라서 감소시킨다. 학습률을 어떤 값으로 기화

했느냐에 따라서 일부 클래스가 선정되지 않는 문제 이 있

다.  한편으로는, 퍼지 소속도를 활용하여 클래스의 표값
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을 좀 더 세 하게 조정하고자 하는 연구가 이루어져 왔다 

[2-9]. 퍼지 소속도는 입력 벡터가 특정 클래스에 소속되어 

있는 정도를 나타낸다. 클래스의 표값을 조 할 때 입력

벡터가 반 되는 정도를 그 입력 벡터가 특정 클래스에 소

속되어 있는 정도를 활용하여 조 하는 것이다. 기존의 학

습법칙에서 학습률은 연결강도를 수렴시키는 데 주안 을 

두고 있으나, 퍼지 소속도를 활용하는 방법들은 입력 벡터

가 특정 클래스에 소속되어 있는 정도를 반 하 다. 

Chung과 Lee는 LVQ에 퍼지 소속도를 도입한 Fuzzy LVQ 

(FLVQ)를 제안하 다 [2, 3]. 이 FLVQ는 목표 소속도와 

실제 소속도의 차이를 입력 벡터와 클래스의 표값의 차이

와 곱한 것만큼 클래스의 표값을 조정하 다. 이 FLVQ

의 문제는 실제 상황에서 목표 소속도를 얻기가 쉽지 않다

는 것이다. Karayiannis도 LVQ를 퍼지화한 FLVQ를 제안

하 다[4, 5]. Kim은 분류가 맞느냐 는 틀리느냐에 따라

서 다른 학습률을 사용하는 FLVQ를 제안하 다 [6]. Kim

은 한 분류가 맞을 때 입력 벡터와 클래스들의 표값들 

간의 상 인 치를 고려하는 FLVQ를 제안하 다 [7-9].

본 논문에서는 퍼지 소속도와 함께 결정 경계선으로부터 

입력 벡터가 얼마나 멀리 떨어져 있는 가를 고려하는 학습

법칙을 제안한다. 결정 경계선 근처에 있는 데이터는 out-

lier에 비해서 한 결정 경계선에 한 정보를 더 가지고 

있다. outlier가 하나의 클래스에 치우쳐 있을 때는 비록 치

우쳐 있는 클래스에 배정하는 것은 맞으나, 클래스의 표

값을 조정할 때 많이 반 을 하면 결정 경계선이 한 값

을 가지지 못하게 된다. outlier가 많이 반 되는 것을 방지

하기 하여 퍼지 소속도외에 입력 벡터가 결정 경계선에서 

얼마나 멀리 떨어져 있는 가를 고려한다. 클래스의 표값

을 조정할 때 입력 벡터가 결정 경계선 근처에 있으면 큰 

가 치를 주고, 입력 벡터가 결정 경계선에서 멀리 떨어져 

있으면 작은 가 치를 다. 3개 이상의 클래스들이 형성되

어 있으면, 승자와 제2의 승자 사이에 형성된 결정 경계선

으로부터 입력 벡터가 얼마나 떨어져 있느냐를 고려한다. 

이는 능동  학습(Active Learning)에서 모호한 지역에 있

는 데이터를 요시 하는 것과 유사하다. 능동  학습에서

는 모호한 지역에 있는 데이터를 요시 하여 그 지역에 있

는 데이터의 클래스 정보를 제공하여 성능을 개선하는 반면

에 본 논문에서는 모호한 지역에 있는 데이터를 요시 하

는 방법은 클래스의 표값을 조정할 때 모호한 지역에 있

는 데이터의 반 도를 높이는 것이다 [10, 11]. 

제안하는 학습법칙을 IAFC 신경회로망의 구조에 용하

다 [6, 12-14]. 학습을 하는 도 에 새로운 데이터가 입력

되면 기존의 신경회로망들은 존하는 클래스  하나의 클

래스에 배정해야 하지만, IAFC 신경회로망은 새로운 데이

터가 존하는 클래스의 표값과 충분히 유사하지 않으면 

존하는 클래스에 배정하지 않고 새로운 클래스를 형성하

는 이 다르다. 이는 기존의 신경회로망들에서 데이터가 

존하는 클래스들의 표값들과 충분히 유사하지 않더라

도 존재하는 클래스들  하나의 클래스에 배정해야 하는 

방법 때문에 outlier에 의해서 발생하는 클래스의 표값의 

악화를 방지할 수 있는 장 이 된다. 기존의 신경회로망은 

기에 원하는 클래스의 개수를 정하고, 이에 따라서 클래

스들의 표값들을 임의의 작은 수들로 기화 해야 한다. 

선정한 기 값에 따라서 성능의 변화가 있고, 코호넨의 자

기 조직화 특징 지도 [15]의 경우에는 기값에 따라서 원

하는 개수의 클래스가 형성되지 않는 Underutilization 문제

가 있다. 이에 비해, IAFC 신경회로망은 ART-1 신경회로

망 [16]과 유사하게 클래스의 개수를 기화하지 않고, 동

으로 증가시킨다. 즉, 데이터가 존재하는 클래스들의 표값

들과 충분히 유사하지 않으면, 새로운 클래스를 형성함으로

써 클래스의 개수를 동 으로 증가시킨다. 따라서, IAFC 신

경회로망은 클래스의 표값을 기화 할 필요가 없다. 첫

번째 입력되는 데이터를 첫번째 클래스의 표값으로 사용

하고, 다음부터 입력되는 데이터 부터는 존재하는 클래스의 

표값과 비교하여 충분히 유사하면 그 클래스에 배정하고, 

그 클래스의 표값을 조 한다. 만약 존재하는 클래스의 

표값과 입력된 데이터가 충분히 유사하지 않으면, 새로운 

클래스를 형성하고 입력된 데이터를 새로운 클래스의 표

값으로 한다. 그림 1은 IAFC 신경회로망의 구조이다. 

그림 1. IAFC 신경회로망의 구조 [14]

Fig. 1. The structure of IAFC neural network

새로운 학습법칙을 IAFC 신경회로망의 구조에 용하여, 

클래스의 표값을 조 할 때 입력 벡터가 있는 치에 따

라서 입력 벡터의 반 도를 조 하는 신경회로망을 본 논문

에서 제안한다. 승자를 유클리디안 거리를 사용하여 결정한 

후, vigilance 테스트를 하여 선정된 클래스의 표값이 입

력 벡터와 충분히 같으면 입력 벡터를 선정된 클래스에 배

정하고 클래스의 표값을 조 한다. 이때 충분히 같은 지

는 vigilance parameter에 의해서 결정된다. 충분히 같지 

않으면 새로운 클래스를 형성하고 입력 벡터를 새로운 클래

스의 표값으로 한다. 클래스의 표값을 조정할 때, LVQ

와 유사하게 분류가 맞으면 선정된 클래스의 표값을 입력 

벡터쪽으로 보내고, 분류가 틀리면 선정된 클래스의 표값

을 입력 벡터쪽으로부터 멀리 보낸다. 분류가 맞았을 때 입

력 벡터가 결정 경계선으로 부터 얼마나 떨어져 있냐를 반

하여 클래스의 표값을 조정한다. 입력 벡터가 결정 경

계선에서 멀리 떨어져 있는 경우는 입력 벡터가 결정 경계

선 근처에 있는 경우에 비하여 작은 학습률을 가진다. 이 

신경회로망은 감독학습을 사용하기 때문에, 분류가 제 로 

되었다면 결정 경계선 근처에 있는 입력 벡터는 한 결

정 경계선에 한 많은 정보를 가지고 있다. 따라서, 입력 

벡터가 결정 경계선 근처에 있는 경우에 더 큰 학습률을 갖

도록 함으로써 결정 경계선 근처에 있는 입력 벡터의 클래

스의 표값에 한 반 도를 높이는 것이다. 결정 경계선

에서 멀리 떨어져 있는 입력 벡터에 해서는 작은 학습률

을 사용함으로써 outlier가 결정 경계선에 미치는 향을 

이도록 하 다. 분류가 틀렸을 때는, 입력 벡터가 틀린 클래
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스에 소속되어 있는 정도를 반 하여 클래스의 표값을 조

정한다.

2. 퍼지 신경회로망 [17]

입력 벡터가 퍼지 신경회로망에 가해진 후, 출력 뉴런들 

간의 경쟁은 winner-take-all 식으로 일어난다. 입력 벡터

와의 유클리디안 거리가 제일 작은 연결강도를 가진 출력 

뉴런이 경쟁에서 승리한다. 즉 I번째 출력 뉴런,

min ( ) ,ii
I t= −x v (1)

이 경쟁에서 승리한다. 여기서 x 는 입력 벡터이고, ( )i tv
는 i번째 출력 뉴런의 연결강도이다. 

출력 뉴런들 에서 승자를 결정한 후에 퍼지 신경회로망

은 다음의 vigilance 기 에 의해 vigilance 테스트를 한다 :

( ) ,Iu
Ie t T− − ≤x v (2)

여기서 T는 vigilance parameter이다. 퍼지 소속도 u I는 

다음과 같이 정의된다.

1
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1
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(3)

여기서 n은 존재하는 committed 출력 뉴런의 개수이고, 

m∈[1,∞]는 weight exponent이며 실험 으로 2로 놓

는다.

만약 승자가 vigilance 테스트를 만족하면 퍼지 신경회로

망은 승자의 연결강도를 다음의 학습법칙을 사용하여 조

한다 :

,I
I I I

I
I I I

i i

1 u(t+1) = (t) + ( (t))
t

if is classified correctly,
u(t+1) = (t) ( (t))
t

if is classified incorrectly,

(t+1) = (t) for  i  I,

middlede α− ⋅−
⋅ −

− ⋅ −

≠

xv v x v

x

v v x v

x

v v

(4)

여기서 는 반복횟수이고, 는 입력 벡터가 승자의 표값

과 제2승자의 표값의 평균값에서 멀어질수록 가 치가 

감소하는 정도를 조 하는 상수이고, 은 입력 벡터

와 승자의 표값과 제2승자의 표값의 평균값과의 유클

리디안 거리이다. 식(4)에서  
･ 은 입력 벡터가 결

정 경계선에서 멀어질수록 가 치를 작게 주기 한 것이

다. 식 (4)는 본 논문에서 제안하는 새로운 학습법칙으로 퍼

지 신경회로망의 구조가 감독 학습법칙을 사용하는 것과 능

동  학습에서 모호한 지역에 있는 입력 벡터들을 요시 

한다는 것에 주안 을 두고 있다. 즉, 감독 학습을 사용하기 

때문에 입력 벡터가 어떤 클래스에 속해야 하는 지 정확히

알고 모호한 지역에 있는 입력 벡터는 요도가 높다는 것

을 활용하는 것이다. 따라서, 결정 경계선 근처에 존재하는 

입력 벡터는 한 결정 경계선에 한 정보를 많이 가지

고 있다. 이에 비해 결정 경계선에서 멀리 떨어진 입력 벡

터는 한 결정 경계선에 한 정보가 다. 이를 활용하

여 결정 경계선 근처에 있는 입력 벡터의 반 도를 결정 경

계선에서 멀리 떨어진 입력 벡터의 반 도에 비해 크게 하

는 것이다. 입력 벡터가 결정 경계선 근처에 있으면, 

이 작고 
･ 은 크다. 반면에, 입력 벡터가 결

정 경계선에서 멀리 떨어져 있으면,  이 크고 


･ 은 작다.

3. 실험  결과

제안한 퍼지 신경회로망의 성능과 LVQ 알고리즘과 오류 

역  신경회로망의 성능을 비교하기 해서 클러스터링 

알고리즘의 성능을 비교하는데 많이 쓰이는 Iris 데이터를 

사용하 다. Iris 데이터는 150개의 4차원 데이터로 구성되

어 있다. 이 데이터는 3개의 클래스를 가지고 있고, 각 클래

스는 50개의 데이터를 가지고 있다. 150개의 데이터  임

의로 75개의 데이터를 선정해 훈련 데이터로 사용했는데, 

각 클래스로부터 25개의 데이터를 사용하 다. 나머지 75개

의 데이터는 테스트 데이터로 사용하 다.

반복 학습을 하는 에 재의 연결강도와 이 의 연결

강도의 차이인 ( ) ( 1)t t− −v v 이 0.01보다 작으면 연결강도

들이 실험 으로 수렴한 것으로 보고, 제안하는 퍼지 신경

회로망의 훈련을 끝내도록 하 다. 훈련을 끝낸 후 테스트 

데이터를 사용하여 제안하는 퍼지 신경회로망을 테스트 하

다. 그림 2와 같이  제안하는 퍼지 신경회로망은 4개의 

오류를 발생시켰으며, 오류역  신경회로망은 5개의 오류

를 발생시켰고, LVQ 신경회로망은 7개의 오류를 발생시켰

다.

1 2 3

1 18 7

2 25

3 25

(a) LVQ 신경회로망

(a) LVQ neural network
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1 2 3

1 20 5

2 25

3 25

(b) 오류역  신경회로망

(b) Backpropagation neural network

1 2 3

1 23 2

2 2 23

3 25

  (c) 제안하는 퍼지 신경회로망

(c) Proposed fuzzy neural network

그림 2. Iris 데이터를 사용한 결과 비교

Fig. 2. Comparison of results using Iris data

그림 3은 T가 2.5일 때 학습시 에 따른 반복 횟수에 

한 오류의 개수를 나타낸다. 그림 3에서 알 수 있는 바와 같

이 실험 으로 수렴하는데 필요한 반복횟수가 다른 신경회

로망들에 비하여 아주 다. T가 2.5이고 가 0.2일 때 테

스트 데이터에 한 오류의 개수는 2개이고, T가 2.5이고 
가 0.3일 때 테스트 데이터에 한 오류의 개수는 2개이다.
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(a) When   is 0.2.
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그림 3. T가 2.5일 때 훈련시 에 따른 반복 횟수에 한 

오류의 개수

Fig. 3. Number of errors versus number of iterations 

during training when T is 2.5.

4. 결 론

입력 벡터가 결정경계선에서 부터 떨어져 있는 정도에 

따라서 학습률을 정하는 학습법칙을 제안하 고, 제안하는 

학습법칙을 IAFC 신경회로망에 용하 다. 제안하는 퍼지 

신경회로망의 성능을 비교하기 해서 Iris 데이터를 사용

하여 LVQ 신경회로망과 오류역  신경회로망의 성능들

과 비교하 다. 실험을 한 결과 제안하는 퍼지 신경회로망

이 LVQ 신경회로망과 오류역  알고리즘에 비하여 은 

수의 오류를 내서 성능의 우수함을 보여 주었다. 한 제안

하는 퍼지 신경회로망은 실험 으로 수렴하는데 필요한 반

복 횟수가 었다.
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