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Abstract

The purpose of this study is to claim the validity of tuning the architecture of neural network models for multi-class

classification. A neural network model for multi-class classification is basically constructed by building a series of neural

network models for binary classification. Building a neural network model, we are required to set the values of parameters

such as number of hidden nodes and weight decay parameter in advance, which draws special attention as the performance

of the model can be quite different by the values of the parameters. For better performance of the model, it is absolutely

necessary to have a prior process of tuning the parameters every time the neural network model is built. Nonetheless, pre-

vious studies have not mentioned the necessity of the tuning process or proved its validity. In this study, we claim that

we should tune the parameters every time we build the neural network model for multi-class classification. Through empirical

analysis using wine data, we show that the performance of the model with the tuned parameters is superior to those of

untuned models.
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1. 서 론

인공신경망이 처음 개발되었을 당시에는 생물

학적 신경의 작용 원리를 설명하기 위한 목적을

가지고 있었지만, 그 이후 지금까지 다양한 분야에

서 가장 뛰어난 성과를 보이는 분류 기법 중의 하

나로 자리매김하고 있다[4]. 특히, 다집단 분류 기

법으로서의 인공신경망은 분류정확도에 있어 기

존의 기법들에 비해 높은 성과를 보이는 장점 외

에도[16, 19], 전통적인 통계기법들이 가지는 정규

성, 선형성 등의 가정을 필요로 하지 않기 때문에

적용 범위가 넓다는 장점을 가진다[6]. 비록, 인공

신경망 모형에 대한 몇 가지 한계점, 예를 들어,

모형이 산출하는 결과에 대한 설명력이 부족하여

예측결과의 원인을 설명하기 어렵다는 점, 소량의

데이터를 가지고는 모형의 학습이 어렵다는 점,

기존 데이터에 과적합하여 새로운 데이터에 대한

예측력이 낮아지는 문제 등이 지적되었지만[2,

15], 이러한 한계점을 극복하기 위한 연구에 힘입

어 여전히 학계 및 실무에서 많이 활용되고 있는

기법이다.

본 연구는 인공신경망 모형의 한계점을 극복하

기 위한 연구의 일환으로, 다집단 분류를 위한 인

공신경망 모형 구축 시 모형의 몇 가지 요소를

튜닝함으로써 모형의 복잡성을 통제하는 기법을

제시하고자 한다. 이를 통해, 인공신경망 모형이

가지는 과적합 문제를 방지하고 그 성과를 극대

화할 수 있는 방안을 제시한다는 점에서 본 연구

의 기여점을 찾을 수 있다.

본 연구는 다음과 같이 구성된다. 제 2장에서는

인공신경망의 일반 모형과 분리 모형의 개념, 인

공신경망 아키텍처 튜닝의 의미를 소개한다. 제 3

장에서는 본 연구에서 제시하는 아키텍처 튜닝

기법의 실증분석을 위한 실험 디자인을 기술한다.

제 4장에서는 실증분석의 과정과 그 결과를 보여

준다. 그리고 마지막 제 5장에서는 본 연구를 요

약하고 본 연구의 한계점 및 향후 연구방향을 제

시한다.

2. 이론적 배경

2.1 인공신경망의 일반 모형과 분리 모형

인공신경망 모형을 이용한 다집단 분류 방법에

는 일반 모형을 이용한 방식과 분리 모형을 이용한

방식이 보고되고 있다[1, 18]. 전자의 방식은 [그림

1]에서 보는 바와 같이 입력층과 출력층, 그리고

출력층과 은닉층 사이에 연결된 가중치가 단 한 번

설정되는 방식이다. 이 경우에는 출력층의 모든 노

드에 대하여 전체적인 오차의 합을 최소화하는 방

향으로 가중치가 설정되기 때문에 이로 인한 정보

의 손실이 발생할 수 있다.

[그림 1] 인공신경망 일반 모형

이에 반해 [그림 2]는 출력층의 노드가 여러 개

인 일반 모형이 출력층 노드마다 분리되어 1개의

출력 노드만 가지는 여러 개의 모형으로 이루어

진 분리 모형을 나타내고 있다. 이러한 분리 모형

을 이용한 분류 방식은 근본적으로 훈련용 데이

터를 이용하여 이집단 분류 인공신경망 모형을

집단의 수만큼 구축한 후 검증용 데이터에 적용

함으로써 집단을 분류하는 방식이라고 할 수 있

다. 다만, 모형 구축 및 적용에 있어 다집단 데이

터(multi-classified data)를 어떠한 방식으로 이

집단 데이터(binary classified data)로 보고 분류

해 나가느냐에 따라 OPP 방법(ordinal pairwise

partitioning method), 이진분류 방법(binary classi-
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[그림 2] 인공신경망 분리 모형

fication method), 단순분류 방법(simple classi-

fication method)과 같은 방법으로 나누어진다.

OPP 방법은 집단의 서열에 따라 가장 높은 등

급의 집단 또는 가장 낮은 등급의 집단부터 반대

등급의 집단까지 차례대로 분류해나가는 방식이다.

이진분류 방법은 중간 등급을 기준으로 분류하는

방식으로, 예를 들어, 집단이 1등급부터 5등급까지

있을 때, 1, 2, 3등급과 4, 5등급 사이, 또는 1, 2등

급과 3, 4, 5등급 사이를 분류하는 것과 같이 중간

등급에서부터 나누어 모형을 구축하고 적용하는 방

법이다. 단순분류 방법은 자료의 서열적 특성을 이

용하지 않고 각 집단을 1로 하고 나머지 집단을 0

으로 하는 분리 모형을 집단의 수만큼 구축하여 훈

련용 데이터에 적용시키고, 그 결과 각 개체에 대

한 산출변수 값이 가장 큰 산출변수 값에 대응하는

집단으로 분류하는 방식이다. 김다윗 외[1]는 인공

신경망의 일반 모형과 함께 여러 가지 분리 모형의

성과를 비교하였는데, 검증용 데이터에 대하여 전

향적 OPP 방법(70.2%)과 단순분류 방법(69.6%)이

가장 높은 성과를 보이는 것으로 보고하였다. 그런

데 세 가지 용도의 데이터(훈련용, 테스트용, 검증용)

에 대한 분류정확도를 보면 단순분류 방법(72.8%,

67.7%, 69.6%)이 전향적 OPP 방법(86.7%, 83.2%,

70.2%)보다 변동성이 낮아 일관성이 더 높다고 할

수 있다. 이러한 선행 연구결과에 따라 본 연구에

서는 인공신경망 분리 모형의 구축 및 적용을 위해

단순분류 방법을 이용한다.

인공신경망의 분리 모형이 일반 모형에 비해 더

높은 성과를 보이는 이유는 다음과 같이 요약할 수

있다. 첫째, 분리된 인공신경망 모형은 각 출력 노드

별로 입력층과 은닉층 사이에 유일한 가중치를 가지

게 되므로 일반 모형에서 공유되는 가중치에 의한

정보의 손실을 줄여 학습을 보다 정밀하게 할 수 있

다. 둘째, 인공신경망을 분리시키면 출력 노드에서

발생하는 출력값과 목표값 사이의 오차를 줄여주어

인공신경망 모형의 판별력을 향상시키게 된다.
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2.2 복잡성 통제를 위한 인공신경망 모형의

아키텍처 튜닝

인공신경망 모형을 수리적으로 표현하면 식 (1)

과 같다.

 
  




⋅

  




 (1)

여기서, 은 번째 개체에 대한 번째 출력값이

다    ⋯     ⋯ . 은 번째 개체에

대한 번째 변수값이다. 
은 번째 입력변수에서

번째 은닉노드로 가는 경로의 가중치이고, 
은

번째 은닉노드에서 번째 출력노드로 가는 경로

의 가중치이다. ,  , , 는 각각 출력노드 수, 개

체 수, 입력변수 수, 은닉노드 수를 가리킨다. 함수

⋅와 ⋅는 각각 은닉노드와 출력노드에서의

변환함수를 가리킨다.

은닉노드와 출력노드의 변환함수로는 선형 함수,

sigmoid 함수, hyperbolic tangent 함수 등이 이

용될 수 있다[5]. 본 연구에서는 은닉노드와 출력노

드의 변환함수로서 sigmoid 함수를 이용하였다.

sigmoid 함수의 수리적 표현은 식 (2)와 같다.

  


(2)

식 (1)에서 가중치 
와 

는 최소자승법, 즉

잔차에 대한 제곱합(residual sum of squares :

RSS)을 최소화하는 값으로서 추정된다. RSS에 대

한 수리적 표현은 식 (3)과 같다.

  
  




  







(3)

만일 식 (3)이 이진분류 모형에 대한 식이라면

은 1이 된다. 이 경우, RSS에 대하여 가중치 상

쇠 모수(weight decay parameter)라고 하는 경로

가중치에 대한 일종의 페널티를 부여함으로써 모형

의 복잡성 정도를 통제할 수 있다. 이에 대한 모형

은 식 (4)와 같다.

min
  



 




 (4)

여기서, 는 가중치 감쇠 모수인데 일반적으로 1

보다 작은 양의 상수로 설정된다. 이 값은 인공신

경망 모형의 경로 가중치에 대해 유의하지 않은 가

중치를 0에 가깝게 만들어줌으로써 경로의 수를 줄

여주는 효과를 가져오는데, 의 값이 크면 클수록

모형의 복잡성을 통제하는 정도가 크게 나타나게

된다. 인공신경망 모형에 있어 가중치 감쇠 모수의

도입 타당성은 가중치 상쇠 모수를 적용한 모형이

그렇지 않은 모형에 비해 통계적으로 유의하게 높

은 성과를 보인다고 보고한 여러 실증 연구[3, 9,

12, 13, 14]를 통해 지지되고 있다.

인공신경망 모형의 복잡성 정도는 모형의 일반

화 문제와 연결되어 있다[11]. 모형이 복잡할수록

주어진 데이터에 모형이 적합하는 정도는 커지지

만, 새로운 데이터에 대해 모형이 적합하는 정도는

낮아지게 된다. 다시 말해, 모형이 복잡하면 복잡할

수록 모형의 과적합 문제(overfitting problem), 즉

훈련용 데이터에 대해서는 분류정확도가 높지만 검

증용 데이터에 대해서는 예측력이 낮아지는 문제가

발생할 가능성이 높아진다. 반면에 모형이 지나치

게 단순하게 되면 과적합 문제가 발생할 가능성은

낮아지지만, 주어진 데이터에 대해 모형이 충분히

적합하지 않게 됨으로써 새로운 데이터에 대해서도

예측력이 떨어지는 결과로 이어지게 된다. 따라서

인공신경망 모형의 구축에 있어서 모형의 복잡성

정도를 적절히 통제하는 것은 모형의 예측력을 높

이기 위한 매우 중요한 과제라고 할 수 있다.

인공신경망 모형의 복잡성을 통제하는 방법으로

는 앞에서 언급한 가중치 상쇠 모수의 크기 설정을

이용한 방법 외에도 투입변수의 선택[20], 은닉층

수의 설정, 각 은닉층의 은닉노드 수 설정 등을 통

한 방법이 있다. 이 중, 은닉층 수에 대해서는 많은

선행 연구에서 은닉층 수가 1개인 모형과 2개인 모

형의 성과는 서로 의미 있는 차이를 나타내지 않는

다고 보고되고 있다[8, 10, 17]. 따라서 본 연구에
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서도 은닉층 수는 1개로 설정하여 연구를 진행하였

다. 다음으로 투입변수의 선택 문제는 4.2절에서

구체적으로 다룰 것이다. 나머지 은닉노드 수와 가

중치 감쇠 모수 설정 문제에 대해 본 연구에서는

제 3장에서 기술하는 세 가지 방법을 통해 설정한

후 그 성과를 비교하고자 한다.

3. 실험 디자인

다집단 분류를 위한 인공신경망 모형의 경우, 일

반 모형이든 분리 모형이든 상관없이 모형의 복잡

성을 통제하기 위해 투입변수, 은닉노드 수, 가중치

감쇠 모수 등의 요소를 설정하는 것은 모형 구축에

앞서 우선적으로 이루어져야 한다. 그럼에도 불구

하고 다집단 분류를 위한 인공신경망 모형에 대한

선행 연구에서는 이러한 튜닝 과정에 대한 구체적

인 설명이 없는 경우가 대부분이다. 투입변수의 선

택에 대해서는 비교적 자세히 다루고 있지만, 은닉

노드 수나 가중치 감쇠 모수를 결정하는 문제에 대

해서는 결정 과정에 대한 구체적인 설명이 없이 결

과만 간단히 언급하는 경우가 대부분이다.

이에 본 연구에서는 투입변수를 통제한 상태에

서 은닉노드의 수와 가중치 감쇠 모수를 결정하는

방법을 다음과 같이 세 가지 실험 디자인을 통해

수행하고 그 성과를 비교하고자 한다. 세 가지 실

험 디자인을 설명하면 다음과 같다.

∙Design 1(일반 모형에 대해 [은닉노드 수, 가중

치 감쇠 모수] 1개 세트 적용) : 인공신경망 일반

모형일 경우에는 구축되는 모형의 수가 1개이므

로 적용시키는 [은닉노드 수, 가중치 감쇠 모수]

세트 자체도 1개일 수밖에 없다. 이 경우, 격자탐

색법을 이용하여 테스트용 데이터에 대해 가장

높은 성과를 보이는 세트를 구하여 모형을 구축

하도록 한다. 즉, 훈련용 데이터를 이용하여 일반

모형 구축 시 테스트용 데이터에 대하여 가장 성

과가 우수하게 나타나는 [은닉노드 수, 가중치

감쇠 모수] 세트를 이용하여 일반 모형을 구축한

후, 이를 검증용 데이터에 적용하여 분류 성과를

확인한다.

∙Design 2(분리 모형 각각에 대하여 상이한 [은

닉노드 수, 가중치 감쇠 모수] 세트 적용) : 인공

신경망 분리 모형의 경우에는 이원 분류 모형이

집단의 수만큼 구축된다. 이 경우에 각 이원 분

류 모형에 대해 격자탐색법을 이용하여 테스트용

데이터 기준으로 가장 높은 성과를 나타내는 [은

닉노드 수, 가중치 감쇠 모수] 세트를 구하여 이

를 적용하여 모형을 구축한다. 그 후, 검증용 데

이터에 모형을 적용하여 분류 성과를 확인한다.

∙Design 3(분리 모형 각각에 대하여 동일한 [은

닉노드 수, 가중치 감쇠 모수] 세트 적용) : Design

2의 성과와 비교하기 위해 임의의 동일한 [은닉

노드 수, 가중치 감쇠 모수] 세트를 이용하여 모

든 이원 분류 모형을 구축한 후, 검증용 데이터

에 모형을 적용하여 분류 성과를 확인한다.

4. 실증 분석

본 연구에서 제시하는 방법의 타당성을 실증적

으로 검증하기 위해 와인 등급 데이터를 이용하여

제안한 모형의 성과를 분석하였다. 와인의 등급 예

측은 다음과 같은 점에서 실무적 의의를 가진다.

우리나라가 칠레, 미국, EU 등의 국가와 자유무

역협정을 체결하면서 국내로 수입되는 와인의 규모

는 [그림 3]에서 보는 바와 같이 해마다 빠른 속도로

증가하고 있는 추세이다. 이처럼 와인 소비가 증가

하는 시장 상황에서 와인 등급을 적절히 예측할 수

있는 기법이 제공되면 우선, 국내 소비자들에게 양

질의 와인을 적정 가격에 공급할 수 있는 가능성을

높일 수 있다. 즉, 본 연구의 모형을 적용하여 와인

의 등급을 평가하게 되면 평가 등급과 실제 등급의

차이를 알 수 있게 되어, 평가 등급에 비해 실제 등

급이 현저히 낮은 경우에는 가격을 조정하는 식으로

소비자에게 적정 가격으로 와인을 공급하도록 유도

할 수 있을 것이다. 여기서, 평가의 주체는 와인 수
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변수 변수정의

투입변수

X1 고정산(fixed acidity)

X2 휘발성산(volatile acidity)

X3 구연산(citric acid)

X4 잔당(residual sugar)

X5 염화물(chlorides)

X6 free sulfur dioxide

X7 total sulfur dioxide

X8 밀도(density)

X9 산도(pH)

X10 황산(sulphates)

X11 알코올(alcohol)

산출변수 X12 등급(0점～10점)

<표 1> 변수의 정의

등급
전체

3 4 5 6 7 8 9

레드 와인 10 53 681 638 199 18 0 1599

화이트 와인 20 163 1457 2198 880 175 5 4898

<표 2> 와인 등급별 데이터 수

입업자나 유통업자가 될 수도 있고, 와인 유통을 감

독하는 식약청이나 소비자 단체일 수도 있다.

자료원 : 관세청 홈페이지 ‘무역통계조회’에서 자료 수집

후 작성.

[그림 3] 국내 와인 수입액 추이

또한 적정 와인 등급의 예측 필요성은 수입 와인

과 경쟁하는 국내 와인 제조사에게도 관련 정보를 제

공할 수 있다는 측면에서 제기할 수 있다. 즉, 본 연

구의 모형을 적용하여 와인 등급의 평가에 있어 중요

한 요소가 무엇인지 식별하고, 고급 와인에 대하여

각 요소의 수준을 알아냄으로써 국내 와인 제조사가

수입 와인과 경쟁할 수 있는 고급와인을 생산해 내는

데 도움을 주는 정보로 이를 활용할 수 있을 것이다.

4.1 데이터 정리

본 연구에서 사용한 데이터는 Cortez et al.[7]에

서 처음 만들어져 분석에 이용된 데이터이다. 이

데이터는 레드 와인 1599종과 화이트 와인 4898종

을 대상으로 화학 실험 조사를 통해 얻어진 11개

항목의 수치와 함께 와인 전문가들이 이들 와인에

매긴 등급을 포함하고 있다.

<표 1>에서 X1부터 X11은 화학 실험 조사를

통해 구한 수치를 나타내고, X12은 3명의 와인 전

문가들에게 와인의 등급을 0점(최악)에서 10점(최상)

사이에서 평가하도록 하여 나온 값들의 중앙값을

나타낸다. 여기서, 전문가 평가의 평균을 쓰지 않고

중앙값을 이용한 이유는 평균에 비해 중앙값이 분

산이 낮은 이점 외에도 평균은 정수로 떨어지지 않

을 수 있지만 중앙값은 자료의 수가 3개일 경우 정

수로 나타나기 때문에 집단 분류를 위한 본 연구의

용도에 부합하는 자료의 형태가 되기 때문이다.

<표 2>는 와인 전문가들이 매긴 등급에 해당하

는 레드 와인과 화이트 와인의 분포를 나타낸다.

레드 와인과 화이트 와인 모두 6등급에 해당하는

와인이 가장 높은 빈도를 보이고 6등급에서 멀어질

수록 빈도가 낮아지는 것을 확인할 수가 있다. 그

런데 이 데이터를 분석에 그대로 이용하면 문제가

발생할 수 있다. 부연하자면, 주어진 데이터는 훈련

용, 테스트용, 검증용 데이터로 나뉘어져 훈련용 데

이터는 모형 구축을 위해, 테스트용 데이터는 모형
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의 복잡성 통제를 위한 모수 설정을 위해, 검증용

데이터는 구축된 모형의 성과를 측정하기 위해 이

용된다. 따라서 각 등급의 데이터는 세 가지 용도

의 데이터셋에 미리 정한 비율로 배분이 될 것인

데, 문제는 3, 4, 8, 9등급의 경우 주어진 데이터의

수가 너무 적어서 모형을 구축하고 검증하기가 어

렵다는 것이다.

등급
전체

4 5 6 7

레드 와인 63 681 638 217 1599

화이트 와인 183 1457 2198 1060 4898

<표 3> 변환된 와인 등급별 데이터 수

따라서 분석의 편의를 위해 본 연구에서는 <표

3>과 같이 3등급과 4등급을 4등급으로 합치고, 7

등급, 8등급, 9등급을 7등급으로 합쳐서 결국, 전체

등급이 4, 5, 6, 7등급의 네 개 등급으로 이루어지

도록 조정하였다. 그런 다음, 단순무작위 추출법을

이용하여 <표 4>와 같이 훈련용, 테스트용, 검증

용 데이터의 비율이 6 : 2 : 2의 비율이 되도록 전

체 데이터를 나누었다.

<표 4> 용도별 데이터 수

레드 와인 화이트 와인

훈련용

4 36 104

5 409 873

6 384 1320

7 130 642

소계 959 2939

테스트용

4 16 46

5 131 291

6 131 443

7 42 200

소계 320 980

검증용

4 11 33

5 141 293

6 123 435

7 45 218

소계 320 979

4.2 투입변수의 선정

본 연구에서는 인공신경망 모형의 투입변수를

선정하기 위해 우선, 상관분석, 요인분석 등의 통계

기법을 이용하고, 최종적으로는 변수의 의미상 중

요하다고 판단되는 변수를 선정하였다. 이 과정을

구체적으로 기술하면 다음과 같다.

우선, 와인 등급 변수 X12와 투입변수들 간의 스피

어만 순위상관계수를 구하였다. <표 5>에서 보면

유의수준 5%에서 유의하지 않은 변수, 다시 말해

와인 등급과 선형 관계를 나타낸다고 보기 어려운

변수는 레드 와인의 경우 X4와 X9이었고, 화이트

와인의 경우에는 X3과 X6이었다. 따라서 이들 변

수는 투입변수 대상에서 제외하였다.

<표 5> 와인 등급과 투입변수 간 순위상관계수

레드 와인 화이트 와인

X1 .114
**

-.084
**

X2 -.381** -.197**

X3 .213** .018

X4 0.032 -.082**

X5 -.190** -.314**

X6 -.057* .024

X7 -.197** -.197**

X8 -.177** -.348**

X9 -0.044 .109**

X10 .377
**

.033
*

X11 .479** .440**

*유의수준 0.05에서 유의함.
**유의수준 0.01에서 유의함.

다음으로, 요인분석을 통해 11개의 투입변수들을

몇 개의 유사한 변수 집단으로 그룹화 하였다. <표

6>은 베리맥스 회전을 통해 얻어진 회전행렬이다.

<표 6>에서 레드 와인과 화이트 와인 모두 4개

의 성분이 추출되었고, 각 투입변수는 추출된 4개

의 성분의 선형결합으로 표현이 가능하다. 이때, 각

투입변수를 표현하는 성분 계수 중에 절대값이 가

장 높은 계수가 무엇인지를 보면 각 투입변수가 속

하는 변수 집단이 무엇인지 알 수가 있다. 예를 들
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와인 종류 변수
성분

1 2 3 4

레드

X1 .912 -.127 .072 .025

X8 .776 .105 -.437 .013

X3 .745 .038 .444 .230

X9 -.732 .011 -.016 -.254

X6 -.139 .880 .034 .066

X7 -.023 .876 -.109 .095

X4 .345 .460 -.032 -.247

X11 -.234 -.113 .778 -.134

X2 -.333 -.020 -.718 -.127

X5 .134 .001 -.273 .801

X10 .153 .062 .270 .758

화이트

X8 .890 .221 -.136 .062

X4 .802 .151 -.081 -.221

X7 .766 -.091 .140 .187

X11 -.741 -.165 .194 -.197

X6 .628 -.199 .422 .044

X1 .075 .794 .070 .013

X9 -.074 -.739 .103 .230

X3 .065 .547 .376 .379

X2 .032 -.101 -.699 -.085

X10 .019 -.169 .188 .669

X5 .240 .153 -.477 .603

<표 6> 요인분석 결과 : 회전행렬

어, 레드 와인에서 X1, X8, X3, X9은 성분 1의 계

수 절대값이 나머지 성분들의 계수 절대값에 비해

크게 나타났으므로, 이들 변수들은 비슷한 특성을

공유하고 있는 것으로 판단할 수 있다. 이와 같은

방식으로 11개의 투입변수를 4개의 집단으로 나누

고, 앞서 언급한 스피어만 순위상관분석 결과 유의

하지 않은 변수로 판단된 변수를 제외하고 나면,

레드 와인의 경우에는 X1, X3, X8을 한 집단, X6,

X7을 한 집단, X2, X11을 한 집단, X5, X10을 한

집단으로 묶을 수 있고, 화이트 와인의 경우에는

X4, X7, X8, X11을 한 집단, X1, X9를 한 집단,

X2를 한 집단, X5, X10을 한 집단으로 묶을 수가

있다.

마지막으로, 각 투입변수 집단에서 화학적으로

중요하게 판단되는 변수 1개씩을 선정하였다. 구

체적으로, <표 6>에서 레드 와인의 성분 1과 화

이트 와인의 성분 2, 그리고 레드 와인의 성분 2

와 화이트 와인의 성분 1는 각각 비슷한 성분으로

볼 수 있다. 또한 레드 와인의 성분 3, 4와 화이트

와인의 성분 3, 4도 각각 비슷한 성분으로 판단할

수 있다. 그런데 유사한 성분으로 판단된 레드 와

인의 성분 1과 화이트 와인의 성분 2에 모두 포함

된 변수는 X1이고, 레드 와인의 성분 2와 화이트

와인의 성분 1에 모두 포함된 변수는 X7이다. 또

한 레드 와인 성분 3과 화이트 와인 성분 3에 모두

포함된 변수는 X2이고, 레드 와인 성분 4와 화이
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트 와인 성분 4에 모두 포함된 변수는 X5와 X10

이다. 여기서 Cortez et al.[7]은 X5(염화물)를 11

개 투입변수 중에서 가장 상대적 중요도가 낮은

변수로 보고하고 있다. 이에 본 연구에서는 각 성

분을 대표할 수 있는 변수로서 레드 와인과 화이

트 와인 모두에 대하여 X1(고정산), X2(휘발성산),

X7(total sulfur dioxide), X10(황산)을 투입변수로

선정하였다.

4.3 분석결과의 논의

인공신경망 모형의 구축을 위한 3가지 실험 디

자인에 대하여 공통적으로 설정한 몇 가지 요소를

정리하면 다음과 같다.

우선, 투입변수로는 X1, X2, X7, X10 4개의 변수

를 이용하였다. 은닉층의 수는 1개로 하였고, 따라서

본 연구에 이용한 인공신경망 모형은 투입층(input

layer), 은닉층(hidden layer), 출력층(output layer)

의 3개 층으로 이루어졌다. 은닉층과 출력층에서

변환함수로는 sigmoid 함수를 이용하였다.

다음으로 3가지 실험 디자인에 대하여 상이하게

설정한 요소는 다음과 같다. 먼저, Design 1은 일

반 모형의 경우로서 동일한 경로 가중치가 출력층

의 모든 노드에 적용된다. 또한 1개 세트의 [은닉

노드 수, 가중치 감쇠 모수]를 이용하여 모형을 구

축한다. 여기서, 적용되는 [은닉노드 수, 가중치 감

쇠 모수] 세트를 결정하기 위해 격자탐색법이 이

용되었다. 즉,       을 은닉노드 수의

대안으로 하고,                

을 가중치 감쇠 모수의 대안으로 하여, 주어진 [은

닉노드 수, 가중치 감쇠 모수] 세트 중에서 테스트

용 데이터에 대하여 가장 오분류율이 낮게 나타나

게 하는 세트를 최적 세트로 도출한다.

Design 2는 분리 모형으로서 여러 개의 이집단

분류 모형으로 이루어져 있고, 각 이집단 분류 모

형에 대하여 구해지는 경로 가중치는 물론이고 적

용되는 [은닉노드 수, 가중치 감쇠 모수] 세트도

서로 다르게 나타나게 된다. 여기서 각 이집단 분

류 모형에 적용되는 [은닉노드 수, 가중치 감쇠 모

수] 세트를 결정하는 방법은 Design 1에서와 같이

격자탐색법을 이용하였다. 구체적인 방법은 앞서

기술한 바와 같다.

Design 3 역시 분리 모형이지만, Design 2와 차

이점은 분리 모형 안에 있는 모든 이집단 분류 모

형에 대해 임의의 동일한 [은닉노드 수, 가중치 감

쇠 모수] 세트를 적용한다는 것이다. 본 연구에서

는 은닉노드 수를 7로 하고, 가중치 감쇠 모수를

0.1로 하여 적용하였다.

이와 같은 설정 하에 각 [은닉노드 수, 가중치

감쇠 모수] 세트를 적용한 모형의 테스트용 데이

터에 대한 오분류율을 구하여 정리하면 <표 7>과

같다.

<표 7>에 보는 바와 같이 [은닉노드 수, 가중치

감쇠 모수] 세트가 변화함에 따라 인공신경망 모

형의 성과는 달라지는 것을 확인할 수 있다. 이는

최적 [은닉노드 수, 가중치 감쇠 모수] 세트를 탐

색하고 구하는 것이 타당성을 가짐을 의미한다.

<표 7>에서 오분류율을 최소로 하는 [은닉노드

수, 가중치 감쇠 모수] 세트를 구하면, 이것이 바

로 최적 [은닉노드 수, 가중치 감쇠 모수] 세트가

된다. 이와 같이 도출한 Design 1 및 Design 2의

최적 [은닉노드 수, 가중치 감쇠 모수] 세트와 본

연구에서 임의로 설정한 Design 3의 [은닉노드

수, 가중치 감쇠 모수] 세트를 요약하면 <표 8>과

같다.

<표 8>에서 보는 바와 같이, Design 2에 대하

여 레드 와인과 화이트 와인 모두 4개의 서로 다

른 집단을 분리할 때 가장 성과를 크게 하는 [은

닉노드 수, 가중치 감쇠 모수] 세트는 서로 상이하

게 나타남을 알 수 있다. 즉, 인공신경망 분리 모

형의 경우, 분리하고자 하는 집단에 따라 적용해

야 하는 최적의 [은닉노드 수, 가중치 감쇠 모수]

세트는 서로 동일하지 않다는 것이다. 따라서 인

공신경망의 분리 모형을 구축할 때에는 각 집단에

적합한 아키텍처를 튜닝하는 과정이 성과의 극대

화를 위해 필요함을 알 수 있다.



가중치 감쇠 모수
은닉노드 수 2-7 2-6 2-5 2-4 2-3 2-2 2-1 2-0

레드

와인

Design 1

2
1

0.450 0.466 0.469 0.459 0.463 0.459 0.466 0.450

22 0.453 0.453 0.441 0.472 0.450 0.441 0.463 0.456

2
3

0.450 0.453 0.441 0.434 0.434 0.453 0.459 0.463

24 0.428 0.434 0.441 0.434 0.434 0.447 0.447 0.456

2
5

0.450 0.441 0.425 0.450 0.438 0.447 0.450 0.444

26 0.434 0.425 0.422 0.441 0.431 0.438 0.453 0.441

Design 2

4등급

2
1

0.041 0.041 0.041 0.041 0.041 0.041 0.041 0.041

22 0.041 0.041 0.041 0.041 0.041 0.041 0.044 0.041

2
3

0.044 0.041 0.041 0.047 0.041 0.066 0.041 0.041

24 0.047 0.044 0.041 0.050 0.056 0.050 0.063 0.038

2
5

0.044 0.044 0.053 0.041 0.041 0.050 0.056 0.053

26 0.050 0.047 0.044 0.050 0.050 0.047 0.044 0.059

5등급

2
1

0.284 0.284 0.406 0.281 0.356 0.375 0.284 0.300

22 0.278 0.294 0.322 0.288 0.344 0.306 0.284 0.344

2
3

0.284 0.334 0.353 0.288 0.284 0.294 0.278 0.266

24 0.328 0.309 0.309 0.369 0.319 0.306 0.372 0.278

2
5

0.272 0.306 0.294 0.275 0.291 0.297 0.278 0.319

26 0.281 0.288 0.294 0.306 0.319 0.244 0.272 0.313

6등급

2
1

0.422 0.422 0.422 0.422 0.422 0.422 0.422 0.422

22 0.397 0.422 0.422 0.422 0.422 0.422 0.453 0.425

2
3

0.419 0.422 0.422 0.409 0.434 0.419 0.400 0.419

24 0.441 0.403 0.416 0.378 0.397 0.388 0.397 0.388

2
5

0.409 0.419 0.388 0.444 0.428 0.450 0.406 0.416

26 0.406 0.409 0.425 0.409 0.409 0.406 0.431 0.419

7등급

21 0.131 0.131 0.131 0.131 0.131 0.131 0.131 0.131

22 0.141 0.131 0.131 0.131 0.131 0.131 0.128 0.131

23 0.122 0.131 0.144 0.144 0.134 0.138 0.134 0.131

24 0.125 0.144 0.141 0.134 0.156 0.131 0.134 0.125

25 0.138 0.134 0.134 0.128 0.128 0.138 0.134 0.134

26 0.128 0.131 0.131 0.122 0.125 0.138 0.122 0.119

화이트

와인

Design 1

21 0.542 0.540 0.539 0.540 0.535 0.539 0.538 0.547

22 0.519 0.540 0.541 0.527 0.530 0.536 0.537 0.533

23 0.539 0.535 0.536 0.547 0.538 0.538 0.535 0.532

24 0.536 0.537 0.548 0.533 0.538 0.547 0.533 0.539

25 0.547 0.528 0.546 0.539 0.531 0.543 0.538 0.532

26 0.533 0.534 0.539 0.539 0.545 0.534 0.541 0.543

Design 2

4등급

21 0.046 0.046 0.046 0.046 0.046 0.046 0.046 0.046

22 0.046 0.046 0.046 0.046 0.046 0.046 0.046 0.046

23 0.046 0.046 0.045 0.046 0.046 0.046 0.045 0.046

24 0.046 0.046 0.045 0.046 0.046 0.044 0.046 0.044

25 0.051 0.044 0.045 0.045 0.045 0.049 0.045 0.046

26 0.045 0.045 0.044 0.047 0.046 0.047 0.046 0.048

5등급

21 0.288 0.288 0.288 0.288 0.288 0.288 0.288 0.288

22 0.288 0.288 0.288 0.288 0.288 0.288 0.288 0.288

23 0.288 0.293 0.291 0.288 0.289 0.288 0.288 0.288

24 0.287 0.288 0.298 0.288 0.296 0.289 0.289 0.293

25 0.299 0.273 0.293 0.285 0.287 0.279 0.293 0.279

26 0.292 0.291 0.293 0.291 0.295 0.285 0.294 0.296

6등급

21 0.440 0.440 0.440 0.440 0.440 0.442 0.440 0.440

22 0.440 0.442 0.442 0.442 0.440 0.441 0.440 0.440

23 0.442 0.430 0.441 0.440 0.448 0.437 0.439 0.440

24 0.450 0.442 0.442 0.440 0.444 0.431 0.436 0.440

25 0.441 0.436 0.442 0.444 0.439 0.442 0.438 0.444

26 0.434 0.441 0.438 0.456 0.436 0.438 0.441 0.453

7등급

21 0.227 0.227 0.227 0.227 0.227 0.227 0.227 0.227

22 0.227 0.227 0.227 0.227 0.227 0.227 0.227 0.227

23 0.227 0.227 0.227 0.230 0.227 0.226 0.227 0.227

24 0.227 0.226 0.223 0.227 0.227 0.227 0.229 0.227

25 0.227 0.227 0.227 0.227 0.226 0.224 0.232 0.234

26 0.227 0.226 0.232 0.230 0.226 0.228 0.224 0.227

<표 7> [은닉노드 수, 가중치 감쇠 모수] 세트에 대한 오분류율
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레드 와인 화이트 와인

은닉노드 수 가중치 감쇠 모수 은닉노드 수 가중치 감쇠 모수

Design 1 2
6

2
-5

2
2

2
-7

Design 2

집단 4 24 2-0 24 2-0

집단 5 2
6

2
-2

2
5

2
-6

집단 6 24 2-4 23 2-6

집단 7 26 2-0 24 2-5

Design 3 7 0.1 7 0.1

<표 8> 실험 디자인별 최적[은닉노드 수, 가중치 감쇠 모수]

<표 9> 실험 디자인별 와인 등급 예측

데이터
실제등급

예측등급
4 5 6 7

레드
와인

Design 1

4 0 0 0 0

5 8 92 44 4

6 3 44 70 27

7 0 5 9 14

Design 2

4 0 1 0 0

5 8 96 46 9

6 3 41 70 24

7 0 3 7 12

Design 3

4 0 0 0 0

5 8 95 46 6

6 3 43 69 28

7 0 3 8 11

화이트
와인

Design 1

4 2 5 1 0

5 13 114 80 17

6 16 165 330 184

7 2 9 24 17

Design 2

4 3 5 1 0

5 13 114 72 19

6 16 171 343 187

7 1 3 19 12

Design 3

4 1 3 1 0

5 7 25 9 8

6 24 261 404 193

7 1 4 21 17

<표 9>는 <표 8>의 최적 [은닉노드 수, 가중치

감쇠 모수] 세트를 이용하여 실험을 진행한 결과이

다. 실험 디자인별로 인공신경망 모형을 구축하고,

검증용 자료에 대하여 레드 와인과 화이트 와인의

등급을 예측한 결과를 요약한 것이다. 여기서 특징

적인 점을 찾아보면, 먼저 실제 4등급과 7등급 와

인에 대하여 3가지 실험 디자인 모두가 중간 등급,

다시 말해 5등급이나 6등급으로 예측하려는 경향

이 있음을 알 수 있다. 다음으로, 전체 오분류율은

중간 등급인 5등급과 6등급에서 얼마나 정확하게

예측이 이루어지느냐에 따라 결정된다는 것을 알

수 있다. 레드 와인의 경우 Design 2가 5등급을 정

확하게 예측한 빈도가 Design 1과 3에 비해 높게

나타났다. 화이트 와인의 경우에는 Design 1과 2

가 Design 3에 비해 5등급을 정확히 예측한 빈도

가 훨씬 높게 나타났고, 6등급에 대해서는 Design

2가 Design 1에 비해 정확히 예측한 빈도가 비교

적 높게 나타났다.
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데이터셋
레드 와인 화이트 와인

Design 1 Design 2 Design 3 Design 1 Design 2 Design 3

1 0.466 0.459 0.466 0.513 0.512 0.525

2 0.466 0.447 0.459 0.510 0.494 0.525

3 0.438 0.406 0.409 0.564 0.527 0.564

4 0.484 0.444 0.447 0.539 0.524 0.521

5 0.491 0.481 0.494 0.540 0.517 0.522

6 0.459 0.456 0.466 0.517 0.510 0.514

7 0.438 0.416 0.428 0.518 0.501 0.501

8 0.481 0.45 0.447 0.538 0.512 0.558

9 0.425 0.416 0.425 0.518 0.494 0.512

10 0.475 0.441 0.456 0.517 0.514 0.537

평균 0.462 0.442 0.450 0.527 0.510 0.528

표준편차 0.022 0.023 0.024 0.017 0.011 0.020

<표 11> 실험 디자인별 반복측정 오분류율

이상의 결과를 통해 각각의 경우에 대한 오분류

율을 계산하면 <표 10>과 같다. <표 10>을 보면,

오분류율은 최소 44.4%에서 최대 54.3%까지 나타

나고 있는데, 이 결과를 보고 오분류율이 너무 높은

수준이 아닌가라는 의문이 제기될 수도 있다. 그러

나 이진 분류가 아닌 4개 등급에 대한 분류에 있어

분류 정확도는 25% 이상이면 의미가 있는 것으로

볼 수 있다. 더구나, ±1등급의 허용오차를 적용하게

되면 Design 2의 경우, 오분류율은 레드 와인은

4.69%, 화이트 와인은 4.09%까지 낮아진다.

<표 10> 실험 디자인별 오분류율

레드 와인 화이트 화인

Design 1 0.450 0.527

Design 2 0.444 0.518

Design 3 0.453 0.543

<표 10>의 결과를 보면, Design 2가 Design 1

이나 3에 비해 오분류율이 낮게 나타남을 알 수 있

다. 즉, 오분류율을 기준으로 볼 때, Design 2는

Design 1이나 3에 비해 높은 성과를 보이고 있다.

그러나 이러한 결과는 하나의 데이터셋에 대해 분

석한 결과이므로 일반화하기에는 무리가 있다. 따

라서 무작위표본추출법을 이용해서 데이터를 6 : 2 :

2의 비율로 훈련용, 테스트용, 검증용 데이터로 나

누는 과정을 10번 반복하여 동일한 실험을 수행하

였다. <표 11>은 그 결과를 정리한 것이다.

<표 11>에 보듯이 10개의 서로 다른 데이터셋

에 대하여 3개의 실험 디자인에 의해 구축된 인공

신경망 모형의 성과를 비교해 보면, 레드 와인과

화이트 와인 모두 Design 2가 Design 1이나 3에

비해 낮은 오분류율 평균을 나타내는 것을 확인할

수 있다.

마지막으로, 이러한 실험 디자인에 따른 오분류

율 평균 차이가 통계적으로 유의한지를 검정하기

위해 쌍대 t-검정을 수행하였다. <표 12>에서 보

는 것처럼, 쌍대 t-검정 결과, Design 2에 의해 구

축된 인공신경망 모형의 성과가 Design 1이나 3에

의해 구축된 모형의 성과에 비해 통계적으로 유의

하게 우수하다는 결론을 얻을 수 있었다.

요약하면, 다집단 분류를 위한 인공신경망 모형

구축에 있어서 일반 모형보다는 분리 모형의 성과

가 우수하고, 분리 모형 구축에 있어서도 은닉노드

수와 가중치 감쇠 모수를 튜닝한 모형이 튜닝하지

않은 모형보다 성과가 더 우수함을 실험을 통해 확

인할 수 있었다.
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대응차이

t-값 자유도
유의확률

(양쪽)평균
표준
편차

평균의
표준오차

차이의 95% 신뢰구간

하한 상한

레드
와인

Design 1-2 0.021 0.013 0.004 0.011 0.030 5.004 9 .001

Design 3-2 0.008 0.006 0.002 0.004 0.012 4.569 9 .001

화이트
와인

Design 1-2 0.017 0.011 0.004 0.009 0.025 4.785 9 .001

Design 3-2 0.017 0.017 0.005 0.006 0.029 3.308 9 .009

<표 12> 오분류율 평균 차이에 대한 쌍대 t-검정 결과

5. 결 론

본 연구는 다집단 분류를 위한 인공신경망 모형

의 아키텍처 튜닝 기법을 제시하고, 그 타당성을

확인하기 위해 세 가지 실험 디자인을 설계하고 실

증분석을 통해 모형의 성과를 비교하였다. 본 연구

에서 제시하는 기법은 인공신경망 모형 중에서도

분리 모형을 대상으로 격자탐색법을 이용하여 최적

의 은닉노드 수와 가중치 감쇠 모수를 결정하는 방

법이다. 이 기법과 함께 다른 두 가지 방법에 의해

구축된 인공신경망 모형의 성과를 비교한 결과, 본

연구에서 제시하는 기법을 이용하여 구축한 인공신

경망 모형이 다른 방법에 비해 통계적으로 유의하

게 우수한 분류 성과를 보이는 것을 확인하였다.

이러한 결과를 통해 다집단 분류를 위한 인공신경

망 모형을 구축할 때, 본 연구에서 제시하는 아키

텍처 튜닝 기법을 적용하게 되면 그렇지 않은 경우

에 비해 향상된 분류 성과를 얻을 수 있을 것으로

기대한다.

이러한 기여에도 불구하고 본 연구는 몇 가지 점

에서 한계를 가진다. 첫째, 본 연구는 인공신경망의

분리 모형을 적용하는 방법이 OPP 방법, 이진분류

방법, 단순분류 방법 등으로 다양하게 있지만 그 중

에서 단순분류 방법만을 이용하였다. 본 연구의 목

적이 모형의 아키텍처 튜닝의 당위성을 주장하는데

있다고 할 때, 기존 연구에서 가장 성과가 높다고

보고된 단순분류 방법만을 이용해도 충분하다고 판

단하여 연구를 진행하였지만, 향후 연구에서는 다

양한 적용 방법에 대해서도 본 연구에서 제시한 튜

닝 기법이 효과적인지 확인할 필요가 있을 것이다.

둘째, 본 연구에서 은닉노드 수와 가중치 감쇠

모수를 튜닝하는 기법으로 격자탐색법을 이용하였

는데, 격자탐색법은 전역적 탐색(global search)

접근법이 아닌 지역적 탐색(local search) 접근법

이라는 한계를 가진다. 향후 연구에서는 전역적 탐

색을 할 수 있는 방법, 예를 들어, 분석 시간은 많

이 소요되겠지만 유전 알고리듬 같은 기법을 전역

적 해를 도출하는데 활용할 수 있을 것이다.
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