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요 약

유비쿼터스컴퓨팅이생활의일부가되어가면서정보의양도급속도로늘어나고있으며, 이로인해많은데이터

속에서정보를찾아내는기술이부각되고있다. 고객기반의협력적필터링을이용한고객선호도예측방법에서는

아이템에대한 사용자의선호도를기반으로이웃 선정방법을사용하므로아이템에 대한속성을반영하지못할 뿐

만아니라희박성문제를해결하지못하고있다. 그리고비슷한선호도를가진일부아이템의정보를바탕으로하기

때문에아이템의속성은무시하는경향이있다. 본논문에서는전자상거래추천에서구매패턴예측을위한고객특

성기반 SOM학습을이용한군집방법을제안한다. 제안방법은고객의속성정보기반의유사한속성의데이터끼

리의클러스터링을통해보다빠른시간내에고객성향에맞는추천이가능한구매패턴의추출이가능하다. 성능

평가를 위해 현업에서사용하는인터넷화장품 아이템쇼핑몰의데이터를기반으로 데이터셋을구성하여기존 시

스템과 비교 실험을 통해 성능을 평가하여 효용성과 타당성을 입증하였다.

▸Keywords :세분화 기법, SOM, 추천시스템

Abstract

Due to the advent of ubiquitous computing environment, it is becoming a part of our common

life style. And tremendous information is cumulated rapidly. In these trends, it is becoming a very

important technology to find out exact information in a large data to present users. Collaborative

filtering is the method based on other users' preferences, can not only reflect exact attributes of
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user but also still has the problem of sparsity and scalability, though it has been practically used

to improve these defects. In this paper, we propose clustering method by user’s features based on

SOM for predicting purchase pattern in u-Commerce. it is necessary for us to make the cluster

with similarity by user’s features to be able to reflect attributes of the customer information in

order to find the items with same propensity in the cluster rapidly. The proposed makes the task

of clustering to apply the variable of featured vector for the user's information and RFM factors

based on purchase history data. To verify improved performance of proposing system, we make

experiments with dataset collected in a cosmetic internet shopping mall.

▸Keywords : Segmentation Method, SOM(Self-Organizing Map), Recommendation System

I. 서 론

유비쿼터스 상거래 추천시스템은 신속하고 편리함이 제공

되어야하고동적인환경에서실시간성과민첩성이요구된다.

전자상거래에서 구매 촉진을 증진시키는 마케팅 전략으로 데

이터마이닝에서 추출한 지식을 적극 활용하는 방법으로 먼저

고객의특성을분석하여고객분류작업을수행하면효율적인

추천방법을 제공할 수 있다. 신경망의 SOM을 이용한 학습

알고리즘을 이용하여 우수 고객군과 불량고객군 등이 분류가

가능하고이고객군의전략적포지셔닝결과를통하여마켓팅

프로모션의 대상이 되는 타켓 고객군의 추출이 가능하다. 인

터넷쇼핑몰의추천시스템에서아이템의연관성과속성반영

을 위해 세분화 기법을 이용한 데이터 마이닝을 적용한 연구

[1-3]가 활발히 진행되고 왔다. 본 논문은 이러한 연구의 계

속적연구의결과로전자상거래추천에서기존의추천시스템

의문제점을해결하고구매가능성이높은아이템을추천하기

위하여고객의구매특성에의한군집분석이가능하고신속하

고효과적인추천을위한구매패턴예측을위해서 SOM기반

고객 특성에 의한 군집 분석을 제안한다. 본 논문의 구성은

다음과 같다. 제 Ⅱ장은 관련 연구를 다루었으며 제 III 장에

서는 제안 추천시스템 설명하며 제 Ⅳ장에서는 실험 및 성능

평가를 실행하며 마지막으로, 제 Ⅴ장에서는 본 논문의 결론

과 향후 연구에 대하여 기술한다.

Ⅱ. 관련연구

2.1 세분화 기법(Segmentation Method)

세분화 기법의 RFM(Recency, Frequency, and

Monetary)은세가지요소로구성되어진다. 첫째, 최근성은

최근에 구매한 고객이 앞으로 구매할 가능성이 높다는 판단

하에 최근 구매일이 가까울수록 높은 점수를 부여한다. 둘째,

빈도성은 일정 기간 동안의 거래 빈도에 따라 고객을 세분화

하는 것으로, 빈도가 높은 고객일수록 앞으로 구매할 가능성

이높다는판단하에거래빈도가높을수록높은점수를부여

한다. 셋째, 총구매액은일정기간동안의아이템구입에사용

한총구매금액에따라고객을세분화하는것으로, 총구매금

액이 높은 고객이 앞으로 구매할 가능성이 높다는 판단 하에

총구매금액이높을수록높은점수를부여한다[2,3]. 고객데

이터는 RFM을 이용하여 세분화가 가능하다. 정5등급

(Exact Quintile) 방법은 각 변수 별로순서대로 정렬한 다

음 순서대로 정확히 20%씩 5개의 그룹으로 나누어 등급을

부여 한다. 각 요소마다 5개의 세분화 세그먼트로 나누져서

전체고객은결국 5 × 5 × 5 = 125 개의세그먼트로고객을

분류하게 된다[4]. 상위 10% 에 해당하면 5점, 그 다음

20%에해당하면 4점, 40%에해당하면 3점, 20%해당하면

2점 하위 10%에 해당하면 1점을 주는 방식을 사용할 수 있

다. RFM Matrix에서 보여주듯이 데이터베이스의 고객정보

는우량고객을결정하기위해정렬되는데 5등급으로나눌때

‘555’ 셀은가장이상적인고객집단이된다. RFM은가치있
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는고객을추출해내어이를기준으로고객을분류할수있는

매우간단하면서도유용하게사용될수있는방법으로알려져

있다. 고객의진정한가치를평가함에있어해당기업의여건

이나 고객에 대한 그 기업의 시각에 따라 R, F, M의 중요성

은달라질수도있다. RFM은구매가능성이높은고객을선

정하기 위한 데이터 분석 방법 중의 하나이다.

2.2 SOM(Self-Organizing Map)

SOM은 신경회로망(Neural Network)의 일종으로 신경

회로망의 중요한 특징 중에 하나는 환경으로부터 학습을 하

고, 학습을 통한수행능력을가지고있다. SOM은외부의피

드백이나 지도가 없이 스스로 학습하여 입력자료에서 의미있

는 패턴이나 특징을 발견하는 시스템이다[5]. SOM은 입력

벡터를 훈련집합에서 match 되도록 가중치가 조정되는 인공

신경세포 (Neuron) 격자에 기초한 자율학습

(Unsupervised Learning)의 한 방법이다. SOM의 학습은

경쟁학습을기초로한다. 경쟁학습은출력뉴런이활성화되기

위하여서로경쟁한후어떤시점에서단지하나의출력뉴런

만을활성화시키는것을의미한다[6]. 경쟁하여이긴출력뉴

런을 승자 획득 뉴런이라고 한다. 즉, 개체 벡터에 가장 가까

운 중량 벡터를 찾아 개체 벡터 방향으로 이동시키는 과정을

반복하는 데, 이 과정에서 가장 가까운 중량 벡터의 주변 중

량벡터도함께개체벡터방향으로이동시킨다. 여기서가장

가까운중량벡터를모든중량벡터와의경쟁에서승리하였다

는 의미에서 ‘승자(winner)’ 라고 부른다. 학습의 반복은 모

든중량벡터값의변화가거의소멸하거나미리지정된최대

한계에 도달할 때까지 계속 진행되며, 이러한 학습과정을 통

해얻은최종적인중량벡터는개체공간상에서개체들이지니

는 위상적 지도(topological map)를 반영하게 된다. 그림1

은 n차원의 입력 데이터를 표현하는 n개의 입력 노드들과 k

개의 분류영역(decision region)을 표현하기 위한 k개의 출

력 노드로 구성되어 있다. 모든 입력 노드들은 모든 출력 노

드들과 연결되어 있고 연결 가중치(weight)를 갖는다.

그림 1. 연결가중치행렬 그림 2. 최상일치단위

Fig 1, Matrix of linked
weight

Fig 2. Best Matching Unit

입력노드 i와 출력노드 j를 연결하는 weight   들의

행렬을보여준다. i번째행은입력노드 i로부터출력노드로나

가는연결가중치를나타내며, j번째열은각입력노드로부터

출력노드 j로들어오는연결가중치를나타낸다. 여기서 j번째

열로나타내어지는벡터는 j번째 Fan-in weight vector라고

하며 입력 벡터와의 거리 계산에 사용된다[7]. SOM은 학습

단계에서 피드백(feedback)과정이 없어 구조적으로 상당히

학습수행이 빨라 실시간 학습처리가 가능한 모델이어서 대량

의 구매 데이터를 훈련데이터로 학습할 필요없이 자기조직화

가 가능하다. 또한 연속적인 학습이 가능하여 추가적으로 입

력되는 구매 데이터에 대한 클러스터링이 가능하다. 다음은

SOM 수행 절차 알고리즘을 나타낸 것이다[8].

Step 1. K 개의출력노드를위상공간내에배치한다.

Step 2. 학습률⍺(t) 을 초기화한다. 학습률은 0 과 1 사이의값을
가지며, 시간이지남에따라감소한다.

Step 3. 새로운 x(t) 입터력벡를입력노드에제시한다

Step 4. 입력벡터와모든출력노드들과의거리를계산하여최소거리를

가지는승자노드 (t)를 찾는다. 이때거리는 Euclidian

거리로계산한다.

|x(t) - (t)| = min |x(t) - (t)|

Step 5. 승자노드와이웃한출력노드들의가중치를갱신한다.

Step 6. 이웃노드의가중치를갱신하기위해서이웃

함수(Neighborhood Function)를 사용한다. ⍺(t)는
학습률, 이웃함수  로Gaussain 함수를사용하여

이웃노드를계산한다.

        

   exp 






Step 7. 2 번으로가서반복한다.

표 1. SOM수행절차알고리즘
Table 1. Proceduaral algorithm for SOM

Ⅲ. 고객 특성기반 SOM 학습을 통한

군집을 이용한 추천시스템

이 장에서는 별도의 고객 프로파일을 생성하지 않고 고객

데이터와 구매이력데이터를 이용하여 SOM기반 고객 특성에

의한 이웃고객 군집 생성을 위한 학습 알고리즘을 기술한다.

3.1 고객 특성에 의한 학습을 위한 적용

전자상거래 추천에서 구매 패턴 예측을 위한 고객 특성에

의한 이웃고객 군집을 위해서 고객 특성 분류기는 Kohonen

map을 이용하여 고객 특성을 적절한 클러스터로 분류한다.
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Bit

No.
age

gen

der
occupation type region hobby

0 1~9 F 학생 아토피 서울 경기관람

1 10~19 M 공무원 여드름 인천 독서

2 20~29 전문직 지성 경기 등산

3 30~39
서비스판매

직
복합성 충남 미술감상

4 40~49 생산직 민감성 전남 바둑

5 50~59 의료인 건성 경북 운동

6 60~69 교육 경남 사진

7 70~79 농어민 제주 수집

8 80~89 군경 대구 여행

9 90~99 종교인 부산
영화.

음악

10 언론인 광주 요리

11 무직 울산 없음

표 2. 고객특성값의종류
Table 2. Kinds of customer features

Procedureal Algorithm for customer learning based on

SOM

Input : Set of N dimension vector, X

Output : Subset of input data (M subsets)

Begin

Randomly initialize  = (      )

for each node

for (t=0; unless a stopping condition is reached; Increase

t)

for (for all input data)

for (i=0 to M)

Compute  = || - 

||

endfor

Find the winner j=i such that   is minimum

for over all i

Update the winner j (and its neighbors)

endfor

endfor

End:

표 3. 고객특성기반 SOM학습절차알고리즘
Table 3. Procedural algorithm of SOM learning based

on customer feature

표 4. SOM에의한고객데이터패턴클러스터링결과
Table 4. The SOM Result of Customer Data

Pattern by SOM

고객특성분류기는학습에이전트내에운영되며고객정보의

고객 특성은 Kohonen map의 입력 유닛에 제시되는 데, 그

고객정보는 고객 특성 값들에 기반하여 이웃고객을 클러스터

링 할 수 있다. Kohonen map에 제시되는 데이터 형식은

bit 패턴으로 구성된다. 이 각 bit는 특정고객 특성에 포함되

는 하나의 특성 값과 연결된다.

원래 Kohonen map의 출력 유닛은 이 차원 평면상에 표

현하기 위한 것이다. 그러나 전자상거래 추천에서는 그러한

패턴 모양을 추출하는 것이 목적이 아니기 때문에 출력 유닛

의 구조를 일 차원으로 구현한다. 일 차원 구조를 갖게 되면

계산 양이 줄어 들기 때문에 실용적인 시스템 구성이 가능하

다. 추천 시스템을구성하는고객특성에의한학습에이전트

는 고객 특성 분류 기능과 고객 특성 학습 기능을 모두 포함

한다. 학습 에이전트의 학습기능은 Kohonen map 신경망에

의해구현된다. 이 신경망은입력데이터를적절한패턴클러

스터로분류하고그입력을계속해서학습해나감으로써빈도

수가 높은 입력 데이터를 추출한다.

3.2 고객 특성기반 SOM학습 알고리즘

본 논문에서는 인터넷 쇼핑몰에서 설계된 고객의 특성 변

수(나이, 성별, 직업, 지역 등)로 기술되는 고객 정보를 기반

으로구매이력정보를조인하여전자상거래추천에서구매패

턴 예측을 위하여 전처리(pre-processing) 과정을 통하여

고객특성 정보와 RFM을 이용하여 고객점수를 생성하여 구

매 이력 정보를 고객 등급별로 클러스터링하여 활용한다. 우

선고객정보를고객특성별로클러스터링하고구매이력정보

와 조인하여 이웃고객을 클러스터링 하여 추천에 활용한다.

다음 표 3.은 Pseudo code로 작성된 고객 특성기반 SOM

학습 절차 알고리즘이다[8].

SOM은 학습단계에서 피드백(feedback)과정이 없어 구

조적으로 상당히 학습수행이 빨라 실시간 학습처리가 가능한

모델이어서 대량의 구매 데이터를 훈련데이터로 학습할 필요

없이자기조직화가가능하다. 또한연속적인학습이가능하여

추가적으로입력되는구매데이터에대한군집화가가능하다.

표 4는이논문에서 SOM알고리즘에의한고객데이터군집
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Lev

el

Output avg_factor avg_score

k-me

ans
SOM

k-me

ans
SOM

k-me

ans
SOM

1 18 52 3.6 4.69 96.31 96.22

2 12 24 3.58 4.11 81.67 82

3 8 20 3.07 3.71 73.6 73.5

4 69 138 3.25 3.39 63.65 63.71

5 110 238 2.81 2.92 54.45 54.69

6 170 286 2.51 2.53 45.26 44.8

7 42 58 2.37 2.02 33.03 32.86

8 12 16 2.17 1.64 27.75 27.67

9 0 0 0 0 0 0

표 5. SOM에의한고객구매데이터패턴클러스터링결과
Table 5. The SOM Result of Customer Purchase Pattern

결과를나타낸것이다. SOM알고리즘을이용하여, 고객들을

9개의 세그먼트로 나누었다. 각 세그먼트는 RFM 분석에 의

해 분류된 것으로, 9개의 각각의 세그먼트에 대해서 전략을

세워서로그인사용자에게고객성향에맞는각고객군을기반

으로 추천 전략을 세울 수가 있다[9].

3.3 SOM기반 고객 구매 패턴 분석

전자상거래 추천에서 구매 패턴 예측을 위하여 전처리

(pre-processing) 과정을 통하여 고객 데이터와 구매 이력

데이터를기반으로고객구매패턴분석에서고객특성정보와

RFM factors를 이용하여 고객점수를 생성하고 고객 등급별

로클러스터링하여활용한다. 다음은전체데이터를대상으로

SOM을 이용한 분석결과와 k-means를 이용한 분석 결과를

비교한결과이다. 고객을등급화하기위해서RFM factors를

적용하여고객이구매한아이템에대한정보를기반으로분석

데이터를생성하였다. 전자상거래에구매가발생한구매이력

데이터를중심으로고객을세분화하였으며각RFM factors

별 최근성(R), 빈도성(F), 총구매액(M)을 정5등급(Exact

Quintile) 방법을이용하였으며고객등급은 10점단위로나

누어 활용한다. SOM을 이용하여, 구매 데이터를 기준으로

고객을 분석한 결과 고객 점수 20점 이하는 구매가 발생하지

않아고객들을 9개의세그먼트로나누어졌다. 각세그먼트는

RFM의 값에 의해 분류된 것으로, 9개의 각각의 세그먼트에

대해서전략을세워서각고객군에대한추천전략을세울수

가있다. 다음표 5는SOM에의한고객구매데이터패턴클

러스터링 결과를 나타낸 것이다. Level의 구성은 고객점수단

위로 Level1(score >= 90), Level2(score >= 80 and

score < 90), Level3(score >= 70 and score <

80),...Level9(score < 10)로 구성된다. 고객 패턴 분석 결

과는 SOM의분석결과가 k-means 분석 결과보다더욱세

분화된 결과가 도출됨을 알 수 있다.

그림 3. 고객수준별출력건수
비교

그림 4. 고객수준별평균요소값
비교

Fig 3. The result of
Output Count by each
level of customer

Fig 4. The graph of
average factors for RFM by
each level of customer

Ⅳ. 실험 및 성능 평가

4.1 실험 환경

구현 및 실험 환경은 윈도우 운영체체하에서 해당 평가하

기 위해서 다음과 같은 웹서버 환경을 사용하였다.

Web Server: Apache HTTP Server Version 2.2.8 /

WAP 2.0 , j2sdk 1.7.0_11 as Java environement,

server-side: JSP/PHP 5.2.12, JQuery,

client-script:XML/XHTML4.0/HTML5.0/CSS3/JAVA

SCRIPT, C#.net framework 2.0,

jakarta-tomcat5.0.28-http://jakarta.apache.org

4.2 실험 데이터 구성

고객 구매 패턴 예측을 위한 SOM기반 고객 특성에 의한

클러스터링을이용한개인화추천시스템은윈도우 XP환경에

서인터넷화장품쇼핑몰을위한데이터베이스가구축되었다.

시스템에대한평가를위한실험데이터의구성은쇼핑몰을이

용해본경험이있는고객 319명의고객정보와 , 그리고현재

화장품을 전문적으로 판매하는 인터넷 화장품 쇼핑몰인 P사

의아이템분류에서사용하는화장품아이템 580개를대상으

로그들의추천 1600건의구매데이터를이용하여 2009년 2

월 부터 2010 2월까지의 12개월간의 과거의 구매 데이터를

학습 셋으로 사용하였고, 2010년 3월 부터 2010년 5월까지

3개월간의 테스트 셋으로 사용하였다[3].
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4.3 분석 및 성능 평가

추천시스템의 전체적인 성능 평가는 예측 값과 실제 값의

차이를 표시하여 정확성 측면에서 성능을 평가하기 위한

MAE방식을사용하였다. MAE는예측의정확성을판단하는

데 가장 많이 쓰이는 방법이다. 본 논문에서는 MAE에 대한

실험을 SOM적용 시스템과 k-means 적용시스템을 실험하

였다. 우선 첫 번째, 실험으로 MAE에 의해 예측의 성능을

평가하였다. 추천시스템의예측값의정확성을평가하기위해

MAE(Mean Absolute Error)를 사용하였고식3과같이산

출하였다[10].

MAE =



  



   식 1

N은총예측회수를나타내고, ε는예측값과실제값의

오차를 나타내며 i는 각 예측 단계를 나타낸다. 표 6은 식 1

을 이용하여 예측값의 정확성 평가를 수행한 결과이다.

P_count
Proposal

(SOM)

previous(K

CA)
Existing

MAE

50 0.23 0.47 0.65

100 0.13 0.23 0.32

300 0.04 0.07 0.08

500 0.03 0.05 0.06

표 6. 제안및기존시스템의MAE에의한성능평가
Table 6. The result for table of MAE by comparing

proposal system with existing system

그림 5. 제안및기존시스템의MAE에의한성능평가
Fig. 5. The result for the graph of MAE by comparing

proposal system with existing system

다음은두번째, MAE 실험으로고객점수등급별MAE에

대한 실험이다. 성능평가는 출력 건수를 고려하여 고객 등급

별을 정5등급(Exact Quintile) 방법을 적용하여 전체적인

성능을 평가 할수 있는 척도로 사용하였다.

  

Lev

el
SOM_Output

K_means_

Output

SOM_MA

E

k-means_

MAE

1 52 18 0.0025 0.00056

2 24 12 0.00292 0.00333

3 158 77 0.00215 0.00273

4 524 280 0.00099 0.00443

5 74 54 0.00149 0.00093

표 7. 고객수준별MAE 성능비교표
Table 7. The result of MAE by each level by comparing
proposal system(SOM) with previous system(k-means)

그림 6. 고객수준별MAE 성능비교도
Fig 6. The result of MAE by each level by comparing
proposal system(SOM) with previous system(k-means)

첫 번째, 성능평가 결과는 SOM을 적용한 제안시스템이

k-means를 적용한 이전 시스템보다 좋은 MAE를 나타내어

제안시스템의 성능이 향상되었음을 알 수 있었으며 두 번째,

성능평가 결과는 Level1과 Level5를 제외하고는 Level2와

건수가많은 Level3, Level 4에서는 SOM을 적용한제안시

스템이 k-means를적용한이전시스템보다좋은MAE를나

타내어 성능이 향상된 결과를 나타내었다. 기존 시스템은 대

규모 데이터베이스의 거래 데이터처리로 인한 추천 아이템을

위한선호도계산작업등에많은시간이소요되었다. 제안시

스템은 전자상거래 추천에서 구매 패턴 예측을 위한 SOM기

반 고객 특성에 의한 군집 분석을 이용한 개인화된 추천시스

템으로성능평가에서 k-means를적용한시스템보다성능이

향상되었다. 전처리작업으로 SOM기반고객특성에의한군

집분석을통한추천기법을적용함으로써효율적으로성능을

향상시킬수있었으며유비쿼터스상거래에서요구되는민첩

성과 실시간성을 확보할 수 있었다.

V. 결론 및 향후 과제

대규모 거래가 이루어지는 유비쿼터스 상거래 환경하에서

는 민첩성과 즉시성이 확보되어야 하고 고객이 원하는 구매

성향을 반영한 추천 아이템을 제공하기 위해서 고객 구매 패
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턴을 예측하기위한고객특성에의한군집이필요하였다. 기

존의 협력적 필터링을 이용한 고객 선호도 예측 방법에서는

비슷한성향을가지는일부사용자정보에근거하여추천함으

로써나머지사용자정보를무시하는경향이있었다. 또한희

박성과 확장성에 문제가 있었다. 이 논문에서는 이러한 문제

점을 해결하기 위해서 사용자 평가 자료를 생성하지 않는 묵

시적인 방법을 이용하여 구매 가능성이 높은 아이템을 찾기

위해서전처리과정을통하여고객속성분석이가능한 RFM

기법을 이용하여 고객점수를 등급화 하였으며 SOM기반 고

객 특성에 의한 군집을 생성하여 개인화 추천시스템에 고객

구매패턴예측을위해적용하여실험한결과구매예측을위

한 구매 패턴 출력 건수도 평균 2배 더 출력됨을 알 수 있었

다. SOM을 이용한 추천시스템의 경우 k-means 알고리즘

(KCA)을 이용한이전의추천시스템보다전체적으로성능이

우수하였고 실시간성이 요구되는 유비쿼터스 상거래에서 구

매패턴예측을위한추천의성능을향상되었음을확인할수

있었다. 유비쿼터스상거래가증가되는시점에시간과장소에

제약을받지않는모바일웹앱을이용한추천시스템에서이전

보다 향상된 추천시스템으로 개선할 수 있었다. 향후 연구로

는 순차 패턴 마이닝을 이용한 개선된 추천방법에 관한 연구

가 필요하다.
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