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1. 서  론

단일 영상 초해상도(SISR. Single Image Super-

Resolution) 기술은 저해상도 영상(Low resolution

image)에 필터 기반의 연산을 적용하여 좋은 화질의 

높은 해상도의 영상(Super resolution image)을 출력

하는 기술을 의미한다[1]. SISR은 의료 영상[2], 보안 

영상[3], TV[4]등 고해상도 영상이 필요한 분야에 적

용되는 기술로 기존부터 많은 연구들이 진행 되어 

왔다. 기존 SISR의 방법으로는 Bicubic 보간법과 같

이 픽셀 단위의 주변 유사도를 활용하는 방법, 에러

를 예측함으로써 보간법을 개선한 자가 열화 보상 

기법[18], 패치의 부분적인 공간을 보간하는 주변 데

이터 내재화(Neighbor embedding)[5] 그리고 사전 

기반(dictionary based) 방법[6]등이 있으며 최근 기

계학습을 이용한 랜덤 포레스트(Random Forests)

[7]를 사용한 방법도 있다.

기존 방법들의 공통된 문제점들은 단일 영상 초해

상도 영상처리 출력 영상에 블러 현상이 있으며, 특

히 고주파수 영역의 픽셀 값의 오류가 발생하여 시각
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적인 결점이 존재하는 경우가 많다[8]. C. Dong은 컨

볼루션 뉴럴 네트워크(CNN. Convolutional Neural

Network)를 단일 영상 초해상도영상처리에 처음으

로 적용한 SRCNN(Super-Resolution Convolutional

Neural Network) [9]을 제안하여, 기존의 방법들 대

비 월등히 높은 화질의 고해상도 영상(ISR)을 얻을 

수 있음을 제시하였다. SRCNN은 컨볼루션 뉴럴 네

트워크를 기존 방법들 보다 높은 고화질 영상을 출력

하나, 저해상도 영상을 Bicubic 보간법을 통해 고해

상도 영상으로 변환하는 전처리 과정이 필요하다. 이

러한 전처리 과정은 컨볼루션 뉴럴 네트워크 이외에

도 추가로 연산을 요구한다. 더불어 전처리과정 결과

인 고해상도 영상에 대해서 컨볼루션 뉴럴 네트워크 

연산을 수행하므로 컨볼루션 뉴럴 네트워크의 연산

량 또한 영상의 면적에 비례하여 증가한다. 이러한 

SRCNN의 연산량을 줄이기 위해 FSRCNN(Fast

Super-Resolution Convolutional Neural Network)

[10], ESPCN(Efficient Sub-pixel Convolutional

Neural network)[2]과 같은 방법이 제안되었다.

FSRCNN과 ESPCN은 SRCNN의 컨볼루션 뉴럴 네

트워크의 마지막 레이어를 디컨볼루션 레이어로 변

경함으로써, 저해상도 영상을 컨볼루션 뉴럴 네트워

크에 입력하여 고해상도 영상을 출력한다. 이 방법으

로 컨볼루션 뉴럴 네트워크 전체 연산량을 감소하여 

동작 시간을 향상 시켰으며, 고해상도 출력 영상의 

화질 저하 또한 최소화 하였다. FSRCNN, ESPCN은 

기존의 SRCNN의 구조를 기반으로 제안되었으며,

SRCNN의 구조를 벗어난 단일 영상 초해상도 영상

처리용 컨볼루션 뉴럴 네트워크인 VDSR(Very

Deep convolutional networks for Super-Resolution)

[11]이 제안되었다. VDSR 네트워크 구조는 Oxford

대학교의 Visual Geometry Group에서 제안한 영상 

인식용 컨볼루션 뉴럴 네트워크인 VGG(Visual

Geometry Group) [12] 구조를 기반으로 하여, 3x3

필터 크기의 20개 연속된 컨볼루션 레이어로 구성 

된다. 기존 SRCNN이 3개의 레이어를 사용하는 데에 

반해, VDSR은 20개의 레이어를 사용하기 때문에 논

문의 저자가 그 특징을 표현하기 위해 “Very Deep”

이란 용어를 사용하였다. VDSR은 기존 SRCNN과 

달리 잔차 신호를 학습함으로써, 영상의 화질이 매우 

향상되었다. 또한, 잔차 신호는 0에 가까운 값이 많기 

때문에 처리 속도가 빨라졌다. 그러나, VDSR은 20개

의 연속된 고해상도 영상 크기의 컨볼루션 레이어를 

통과하는 구조로 여전히 실시간 동작에는 한계가 있

다. 따라서, 본 논문은 VDSR의 연산량을 줄이기 위

해, ESPCN 방법이 SRCNN에 적용한 디컨볼루션 레

이어를 적용하는 방법과 개선된 실험 결과를 제시하

고자 한다.

본 논문은 단일 영상 초해상도용 CNN 구조인 

VDSR에 ESPCN에 적용된 디컨볼루션 레이어를 적

용한 단일 영상 초해상도용 CNN구조를 제안한다.

디컨볼루션 레이어를 적용함으로 VDSR은 저해상

도 영상을 Bicubic 보간법으로 전처리과정을 거쳐 고

해상도 크기의 영상을 사용하나 제안하는 CNN구조

는 저해상도 영상을 전처리과정 없이 단일 영상 초해

상도 연산을 수행한다. 제안하는 CNN구조는 디컨볼

루션 레이어의 적용으로 VDSR과 비교하여 영상 확

대 비율 x2 기준으로 연산량을 4배 감소 하였다. 이 

연산량 감소는 제안하는 CNN 구조가 VDSR과 비교

하여 테스트 연산을 4.46배 빠르게 동작하게 하며 평

균 PSNR(Peak Signal-to-Noise Ratio)이 31.22 dB

로 VDSR과 비교하여 PSNR저하가 0.1dB보다 작아 

효율적인 단일 영상 초해상도용 CNN 구조임을 보인

다.

본 논문은 총 다섯 개의 장으로 이루어지며 2장부

터의 구성은 다음과 같다. 2장에서는 컨볼루션 뉴럴 

네트워크 기반 super resolution 관련 연구인 SRCNN,

FSRCNN, ESPCN 그리고 VDSR과 같이 본 연구의 

기초가 되는 알고리즘들에 대해 설명한다. 3장에서

는 기존의 VDSR 네트워크 구조에 디컨볼루션 네트

워크를 적용한 방법 및 제안하는 네트워크를 학습하

기 위한 방법을 기술한다. 4장에서는 실험 결과 및 

고찰을 통해 제안한 네트워크 구조의 우수성을 실험 

결과를 토대로 증명하며, 5장에서 본 논문의 결론을 

기술한다.

2. 컨볼루션 뉴럴 네트워크 기반 super reso-

lution 관련 연구

본 장은 기존의 단일 영상 초해상도 영상처리용 

컨볼루션 뉴럴 네트워크인 SRCNN 및 FSRCNN,

ESPCN, VDSR 대해 설명한다. SRCNN은 3 개의 

레이어로 구성 된다. 첫 번째 레이어는 패치 추출 및 

표현(Patch extraction and representation)을 수행하
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며, 두 번째 레이어는 비선형 연결(Non-linear map-

ping), 마지막 레이어는 재건(reconstruction)을 수행

한다. SRCNN은 컨볼루션 뉴럴 네트워크의 입력 영

상으로 저해상도의 영상(Low resolution image, ILR)

을 Bicubic 보간법을 이용하여 확대한 영상(High

resolution image, IHR)을 사용한다. 따라서 컨볼루션 

뉴럴 네트워크 연산 이전 preprocessing 연산 과정이 

필요하며 고해상도 영상의 크기만큼 컨볼루션 뉴럴 

네트워크의 연산을 수행하므로 연산량 및 메모리 사

용량이 크다. 많은 연산량 및 메모리 사용량을 해결

하기 위해 FSRCNN과 ESPCN 컨볼루션 뉴럴 네트

워크 구조가 제안되었다. FSRCNN은 SRCNN의 두 

번째 레이어인 비선형 연결 레이어를 4개의 작은 컨

볼루션 레이어들로 나누었으며, SRCNN의 마지막 

레이어인 재건 컨볼루션 레이어를 디컨볼루션 레이

어로 바꾸었다. Table 1에서 보이는 것처럼, FSRCNN

은 SRCNN 대비 파라미터 개수를 4.59배 줄이고, 입

력 영상 메모리 사용량을 영상 확대 비율의 제곱만큼

(1/scale factor(=s)2)로 감소시켰다. ESPCN은 SRCNN

의 구조를 유지한 채 마지막 재건 레이어만 디컨볼루

션 레이어로 교체하여 SRCNN 대비 파라미터 개수

를 2.53배 줄이고, 입력 영상 메모리 사용량을 1/s2로 

감소시켰다. 동일한 신호라면 컨볼루션 뉴럴 네트워

크의 파라미터 개수는 연산량과 비례하기 때문에, 파

라미터 개수의 감소는 연산량의 감소를 의미한다.

VDSR은 VGG 컨볼루션 뉴럴 네트워크 구조를 단

일 영상 초해상도 영상 처리에 적용하였다. VDSR은 

기존 컨볼루션 네트워크 방법들의 단점인 작은 콘텍

스트 크기로 인한 출력 영상 화질의 한계에 주목하였

다. VDSR은 3 × 3 크기의 컨볼루션 필터만으로 구성 

하였으며 20개의 레이어를 사용한다. VDSR구조는 

41x41의 큰 콘텍스트 윈도우를 사용하고(SRCNN,

FSRCNN, ESPCN의 각각 콘텍스트 윈도우 크기는 

17×17과 21×21, 9×9이다.), 잔차 신호를 학습하여, 기

존의 컨볼루션 뉴럴 네트워크 기반의 단일 영상 초해

상도 영상 처리 방법들의 화질 성능을 뛰어넘는 결과

를 보인다. VDSR은 잔차 신호를 대상으로 하기 때

문에, 대부분의 신호가 0에 가까워서, SRCNN,

FSRCNN, ESPCN에 비해 파라미터의 수가 많아도,

처리 속도가 향상 되었다. 그러나, VDSR은 20개의 

연속된 고해상도 영상 크기의 컨볼루션 레이어의 구

조이기 때문에 실시간 처리를 위해서는 연산량 감소

가 필요하다. 본 논문은 VDSR의 동작 시간 향상을 

위해 SRCNN의 동작 시간을 향상시킨 ESPCN의 디

컨볼루션 레이어를 적용하여 컨볼루션 네트워크 전

체 연산량을 감소하는 방법을 제안하고자 한다.

3. 제안한 컨볼루션 뉴럴 네트워크 기반 super 

resolution 방법

3.1 제안한 컨볼루션 뉴럴 네트워크 구조

본 논문은 컨볼루션 뉴럴 네트워크 기반으로 su-

per resolution 영상(ISR, Super resolution image)을 

출력하는 방법을 제안한다. 제안하는 방법은 기존의 

VDSR구조를 기반으로 super resolution 화질을 유

지하면서 연산량 및 입력 영상 메모리 사용량이 모두 

1/s2만큼 감소한 컨볼루션 네트워크 구조를 제안한

다. FSRCNN과 ESPCN은 기존의 컨볼루션 네트워

크의 연산량을 줄이기 위한 방법으로 파라미터의 수

를 줄이는 방법을 사용했다. 그러나, VDSR 구조는 

컨볼루션 필터의 최소 단위인 3×3 크기의 필터를 사

용하므로 필터 크기를 줄이는 방법은 불가능하므로,

Table 1. Comparison of the structure and the number of parameters of CNNs for SISR. The convolution layer is 

represented by CONV(R, M, N), and R, M, and N denote the size of convolution filter, the number of filters, 

and the number of channels of input data, respectively 

SRCNN-Ex FSRCNN ESPCN VDSR

First part Conv(9, 64, 1) Conv(5, 56, 1) Conv(5, 64, 1) Conv(3, 64, 1)

Mid part Conv(5, 32, 64)
Conv(1, 12, 56),
4*Conv(3, 12, 12),
Conv(1, 56, 12)

Conv(3, 32, 64) 18*Conv(3, 64, 64)

Last part Conv(5, 1, 32) DeConv(9, 1, 56) Conv(3, s2, 32) Conv(3, 1, 64)

Parameters 57,184 12,464 21,184 (s=2) 664,704

Input image IHR ILR ILR IHR
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디컨볼루션 레이어를 적용하여 저해상도 영상(ILR)

을 입력받아 고해상도 영상(ISR)을 출력하여 실제 연

산량 및 입력 영상 메모리 크기를 감소시켰다. Fig.

1은 제안한 super resolution 컨볼루션 뉴럴 네트워

크의 구조를 보인다.

제안하는 CNN 구조는 CONV1부터 CONV19 까

지 기존의 VDSR과 동일하며 마지막 컨볼루션 레이

어인 CONV20는 디컨볼루션 레이어로 여러 개의 출

력 채널을 생성한다. CONV20의 필터 개수(M)는 

super resolution 영상의 영상 확대 비율의 제곱(=s2)

이다. 입력 영상과 CONV20 출력 결과 각 채널 데이

터를 더하는 방법으로 고해상도 super resolution 영

상을 출력한다. 제안하는 CNN 구조의 활성화 함수

(Activation function)은 Rectified Linear Unit(ReLU)

를 사용한다.

3.2 컨볼루션 뉴럴 네트워크의 연산량 및 메모리 감소 

기법

기존의 CNN 구조인 VDSR은 Bicubic 보간법으로 

전처리 과정을 거쳐 컨볼루션 뉴럴 네트워크에 고해

상도 크기의 영상(IHR)을 입력하여 화질을 개선한 고

해상도 영상을 출력한다. 반면 제안하는 컨볼루션 뉴

럴 네트워크 구조는 전처리 과정 없이 저해상도(ILR)

의 영상을 입력하여 고해상도의 super resolution 영

상(ISR)을 출력한다. 고해상도 크기의 영상(IHR)을 컨

볼루션 네트워크에 입력하는 기존의 방법들은 전처

리의 추가 연산 및 컨볼루션 레이어마다 고해상도의 

영상에 대해서 연산을 수행해야 한다. 제안하는 컨볼

루션 네트워크 구조는 기존 CNN 구조의 전처리 연

산의 제거와 네트워크 내 연산량 및 메모리 사용을 

감소하기 위해 마지막 컨볼루션 레이어인 CONV20

을 디컨볼루션 레이어[8] 로 사용하였다. Fig. 2는 디

컨볼루션 레이어를 적용하여 저해상도 영상으로부

터 고해상도 super resolution 영상을 생성하는 방법

을 보인다.

제안하는 컨볼루션 뉴럴 네트워크는 저해상도 입

력 영상 ILR과 CONV20 연산 결과 출력되는 s2 개 

체널의 잔차 신호를 더하여 고해상도 영상 ISR을 출

력한다. ISR을 생성하기 위해 CONV20 결과 각 채널

의 잔차 신호는 입력 영상과 픽셀 단위로 더한 데이

터를 시계방향으로 배치한다. 식 (1)은 ISR을 생성하

기 위해 디컨볼루션 레이어 결과 r2개의 채널으로 이

루어진 tensor()를 ISR에 배치하는 방법(   ,

Pixel Location in Super Resolution)을 보인다[8].

       · mod mod   (1)

Fig. 1. Proposed CNN for super resolution. The CONV20 operates as a deconvolution layer(gray coloured layer).

Fig. 2. Example of  deconvolution layer(s=2). The deconvolution layer is adopted to VDSR and this layer reduces 

computational costs and CNN’s internal memory.
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디컨볼루션 레이어를 적용한 제안하는 구조와 

VDSR의 연산량을 영상 확대 비율이 2인 경우를 예

로 들어 비교하면 다음과 같다. 제안하는 구조는 W

(입력 영상 가로)*H(입력 영상 세로) 크기의 입력 영

상을 전처리 과정 없이 그대로 사용하는 반면 VDSR

은 전처리 과정에서 입력 영상을 가로, 세로 방향으

로 2배씩 확대한 2W*2H 크기의 IHR 영상에 대해 단

일 영상 초해상도 연산을 수행 한다. 따라서 VDSR

은 제안하는 구조와 비교하여 컨볼루션 뉴럴 네트워

크에 입력할 영상을 저장하는 입력 영상 메모리 크기

가 4배 크다. 제안하는 구조와 VDSR는 CONV1부터 

CONV19까지 모두 3x3 크기의 64개 필터로 구성된

다. 제안하는 구조는 입력 영상에 대해 필터 연산을 

수행하나 VDSR은 IHR 영상에 대해 필터 연산을 수

행하므로 필터 연산 횟수가 4배 차이가 존재한다. 제

안하는 구조의 컨볼루션 뉴럴 네트워크와 VDSR의 

CONV20 연산을 비교하면 다음과 같다. 제안하는 구

조의 컨볼루션 뉴럴 네트워크는 W*H 크기 64 채널 

데이터를 W*H 크기 4 채널 데이터로 변환 한다.

VDSR은 2W*2H크기 64 채널 데이터를 2W*2H 크

기 1 채널 데이터로 변환하므로 제안하는 구조와 

VDSR의 CONV20 연산량은 동일하다.

따라서, 제안하는 방법은 디컨볼루션 레이어를 활

용하여 네트워크를 구성하는 각 레이어당 연산량을 

디컨볼루션 레이어를 제외하고 모두 1/s2 로 감소하

였다. 디컨볼루션 레이어의 연산 량은 VDSR의 

CONV20과 동일하다. 더불어 입력 영상을 ILR을 사

용함으로 입력 영상 메모리 크기 또한 1/s2 로 감소하

였다.

3.2 초기 학습률 설정

본 장은 제안하는 컨볼루션 뉴럴 네트워크의 초기 

학습률 (Initial Learning Rate) 설정에 대하여 기술

한다. VDSR 구조는 초기 학습률 (Initial Learning

Rate)의 최적 값으로 0.1을 사용 하였다. 그러나, 제

안하는 구조는 기존의 VDSR의 마지막 컨볼루션 레

이어를 디컨볼루션 레이어로 사용하도록 변경했기 

때문에, 제안하는 구조에 맞는 새로운 초기 학습률을 

설정 해야 한다. 본 논문에서는 제안하는 구조를 학

습하기 위한 초기 학습률을 0.5로 정하였으며, 이는 

초기 학습률을 일정 범위 안에서 변경하며 실험적으

로 정하였다. Table 2는 초기 학습률을 변경하며 측

정한 단일 영상 초해상도 영상처리 성능을 비교한 

결과이다. 초기 학습률을 0.1부터 0.75까지 변경하여 

측정 하였으며, 초기 학습률이 0.5인 경우 단일 영상 

초해상도 출력 영상의 화질이 가장 좋음을 확인 할 

수 있다.

4. 실험 결과 및 고찰

4.1 실험 환경 구성

제안하는 super resolution 용 컨볼루션 뉴럴 네트

워크의 실험 환경은 다음과 같다. 본 연구의 학습과 

성능 측정을 위한 영상들은 VDSR와 동일하다. 학습

용 데이터는 Berkeley Segment Dataset[13]의 291장

의 영상을 사용 하였으며, 성능을 측정하기 위한 데

이터는 ‘Set5’[14], ‘Set14’[15], ‘Urban100’[16], ‘B100’

[6] 을 사용하였다. 동작 속도를 측정하기 위한 환경

으로는 Nvidia GTX 1080TI GPU를 사용 했으며 

GPU 메모리를 30%로 제한하였다, 컨볼루션 뉴럴 네

트워크의 구성 및 시뮬레이션은 TensorFlow를 사용

하여 실험하였다.

제안하는 컨볼루션 뉴럴 네트워크의 초기 학습률

은 실험적으로 정한 0.5 로 설정하였다. 패치 크기는 

네트워크의 콘텍스트와 동일하게 입력 영상 기준으

로 41×41으로 설정 하였다. 영상 확대 비율이 2인 경

우 출력 영상 기준 패치 크기는 82×82로 서로 겹치지 

않게 생성하여, 기존 VDSR보다 학습 데이터의 패치 

Table 2. Selecting initial learning rate for the proposed CNN

Learning

Rate

Set 5 Set 14 Average

PSNR SSIM PSNR SSIM PSNR SSIM

0.1 36.60 0.9531 32.44 0.9064 33.53 0.9187

0.25 37.1 0.9568 32.86 0.9106 33.98 0.9228

0.5 37.26 0.9577 32.97 0.9115 34.10 0.9237

0.75 37.16 0.9567 32.93 0.9105 34.04 0.9227
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수는 1/4로 작다. 영상 확대 비율 3, 4에 대해서는 

패칠를 겹치게 하여 영상 확대 비율 2인 경우와 학습

용 데이터 수를 동일하게 하여 네트워크를 학습 하였

다. 컨볼루션 뉴럴 네트워크는 80 에폭 학습하였으며 

20 에폭마다 학습률을 1/10으로 감소하였다. VDSR

은 영상 확대 비율 2와 3, 4를 한 번에 학습 하며 각 

에폭 마다 10 분의 시간이 소요된다. 제안하는 컨볼

루션 뉴럴 네트워크 구조는 영상 확대 비율 2, 3, 4에 

대해 에폭 마다 각각 12분, 38분, 60분의 시간이 소요

된다. 이는 영상 확대 비율의 제곱에 비례하여 학습 

데이터의 패치 크기가 증가하기 때문이다.

4.2 실험 결과 비교 및 분석

본 장은 제안하는 컨볼루션 네트워크 구조를 이용

한 단일 영상 초해상도 영상처리 결과를 정량적으로 

비교한다. 제안하는 구조는 TensorFlow를 사용하여 

구현하였으며, 동일한 실험 환경에서의 비교를 위해 

기존의 VDSR도 TensorFlow[17]를 사용한 결과와 

비교한다. Super resolution 영상의 화질을 비교하기 

위해 PSNR과 SSIM을 사용하였다. Fig. 3은 제안하

는 컨볼루션 뉴럴 네트워크와 VDSR의 각 에폭마다 

B100 영상들에 대한 평균 PSNR 결과를 보인다.

B100 영상들 평균 PSNR은 전체 영상 평균 PSNR과 

가장 유사하여 각 에폭마다 단일 영상 초해상도 영상 

처리 성능을 보이기에 적합하다. Fig. 3의 VDSR 실

험 결과는 직접 컨볼루션 뉴럴 네트워크를 학습 한 

결과로 Table 3 의 공개된 결과[17]와 차이가 있다.

그러나 두 컨볼루션 뉴럴 네트워크 구조가 에폭이 

증가할수록 평균 PSNR 값이 수렴하는 것을 확인 할 

수 있다. Table 3.은 실험 결과를 제시하고 있다. 영상 

확대 비율이 3인 경우는 기존의 VDSR 대비 PSNR

과 SSIM이 각각 0.02dB, 0.0002 상승 하였으며, 영상 

확대 비율이 2인 경우는 PSNR과 SSIM이 각각 

0.07dB, 0.0015 하락 하였으며, 영상 확대 비율이 4인 

Fig. 3. The average PSNR test results of “B100” dataset 
in scale factor 2.

Table 3. Result on various test dataset images. PSNR(dB) and SSIM are used to measure image quality. And process-

ing time(sec) of each of CNN is measured.

Test
dataset

Upscaling
factor(=s)

VDSR(TensorFlow)[11, 17] Proposed

PSNR SSIM time PSNR SSIM time

Set5

x2

37.24 0.9583 0.47 37.26 0.9577 0.76

Set14 32.80 0.9118 0.61 32.97 0.9115 0.37

B100 31.73 0.8949 0.07 31.68 0.8939 0.02

Urban100 30.35 0.9096 1.05 30.21 0.9072 0.33

Average 31.29 0.9041 0.56 31.22 0.9026 0.20

Set5

x3

33.37 0.9189 0.46 33.55 0.9191 0.20

Set14 29.67 0.8316 0.61 29.78 0.8313 0.38

B100 28.72 0.7968 0.07 28.73 0.7963 0.01

Urban100 26.82 0.8204 1.05 26.84 0.8215 0.15

Average 28.02 0.8126 0.56 28.04 0.8128 0.10

Set5

x4

31.09 0.8791 0.47 31.00 0.8721 0.20

Set14 27.87 0.7666 0.61 27.87 0.7619 0.36

B100 27.19 0.7248 0.07 27.13 0.7208 0.01

Urban100 24.96 0.7448 1.04 24.81 0.7376 0.09

Average 26.30 0.7401 0.56 26.21 0.7346 0.07
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경우 또한 PSNR과 SSIM이 각각 0.09dB, 0.0055 하

락 하였다. 영상 확대 비율이 2, 4에서 PSNR 및 

SSIM의 하락 이유는 적은 양의 학습 데이터로 추정

된다. ESPCN은 디컨볼루션 레이어를 적용한 네트

워크를 학습하기 위해 ImageNet내 50,000장의 영상

으로 학습 하였다. 반면, 본 논문은 VDSR과 직접적

인 비교를 위해 291장의 영상을 학습 하였다. 제안하

는 컨볼루션 뉴럴 네트워크는 기존 VDSR 대비 파라

미터가 1/s2배 감소하였으며, 실제 CNN 동작 속도는 

4.46배 향상되었다. Fig. 4는 제안하는 컨볼루션 네

트워크와 VDSR의 단일 영상 초해상도 처리 결과 

이미지를 제시하고 있다. 주관적 화질에서도 제안한 

컨볼루션 뉴럴 네트워크가 기존 VDSR과 동등함을 

확인 할 수 있다.

5. 결  론

본 논문은 컨볼루션 네트워크 기반 단일 영상 초

해상도 영상 처리 방법 중 화질 성능이 높은 VDSR

구조의 연산량 및 입력 영상 메모리 사용량을 감소하

는 방법을 제안 하였다. VDSR은 단일 영상 초해상

도용 컨볼루션 네트워크 중 고해상도 영상의 화질이 

매우 뛰어나지만 연산량이 작지 않아, 실시간 동작에 

한계가 있다. VDSR은 컨볼루션 필터 중 가장 작은 

크기의 3x3필터를 사용하므로 한 개의 큰 레이어를 

작은 여러 개의 레이어로 나누어 파라미터 수를 감소

하는 기존의 방법 적용이 불가능하다. 따라서 VDSR

의 전체 연산량을 감소하기 위한 방법으로 ESPCN

의 디컨볼루션 레이어 방법을 적용 하였다. ESPCN

은 SRCNN 구조의 마지막 레이어를 디컨볼루션 레

이어로 변경함으로써, SRCNN 대비 연산량을 감소

한 방법이다. 본 논문은 VDSR에 디컨볼루션 레이어

를 적용하여 전처리 연산을 제거 하였으며 전체 연산

량 및 입력 영상 메모리 크기를 감소하였다. 또한,

기존 VDSR과 비교하여 출력 영상의 화질을 유지함

으로써 제안하는 방법이 기존 VDSR 대비 효율적인 

컨볼루션 뉴럴 네트워크 구조임을 보였다.

Original
(PSNR, SSIM)

VDSR
(29.44, 0.9345)

Proposed
(29.40, 0.9312)

(a)

Original
(PSNR, SSIM)

VDSR
(23.74, 0.6161)

Proposed
(23.78, 0.6200)

(b)

Fig. 4. Super-resolution result with scale factor x3. (a) Butterfly(Set5); (b)Baboon(Set14). 
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