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요  약  최근사물인터넷(IoT)의등장으로인터넷에연결된다양한기기들에의해대규모의데이터가생성됨에따라빅데이

터분석의중요성이증가하고있다. 특히실시간으로생성되는대규모의 IoT 스트리밍센서데이터를분석하여새로운의미

있는미래예측을통해다양한서비스를제공하는것이필요하게되었다. 본논문은 AWS를활용하여 IoT 센서로부터생성되

는스트리밍데이터에기반하여실시간실내 PM10 농도예측 LSTM 모델을제안한다. 또한제안모델에따른실시간실내

PM10 농도예측서비스를구축한다. 논문에사용된데이터는 PM10 IoT 센서로부터 24시간동안수집된스트리밍데이터이

다. 이를 LSTM의입력데이터로사용하기위해 PM10 시계열데이터로부터 30개의연속된값으로이루어진시퀀스데이터

로변환한다. LSTM 모델은바로인접한공간으로 이동해가는슬라이딩 윈도우프로세스를통하여학습한다. 또한모델의

성능 개선을 위해 24시간마다 수집한 스트리밍 데이터에 대해 점진적 학습 방법을 적용한다. 제안한 LSTM 모델의 성능을

평가하기위해선형회귀모델및순환형신경망(RNN) 모델과비교한다. 실험결과는제안한 LSTM 예측모델이선형회귀보

다 700%, RNN 모델보다는 140% 성능 개선이 있음을 보여주었다.

Abstract  Recently, the importance of big data analysis is increasing as a large amount of data is generated by various 

devices connected to the Internet with the advent of Internet of Things (IoT). Especially, it is necessary to analyze 

various large-scale IoT streaming sensor data generated in real time and provide various services through new 

meaningful prediction. This paper proposes a real-time indoor PM10 concentration prediction LSTM model based on 

streaming data generated from IoT sensor using AWS. We also construct a real-time indoor PM10 concentration 

prediction service based on the proposed model. Data used in the paper is streaming data collected from the PM10 

IoT sensor for 24 hours. This time series data is converted into sequence data consisting of 30 consecutive values 

from time series data for use as input data of LSTM. The LSTM model is learned through a sliding window process 

of moving to the immediately adjacent dataset. In order to improve the performance of the model, incremental learning 

method is applied to the streaming data collected every 24 hours. The linear regression and recurrent neural networks 

(RNN) models are compared to evaluate the performance of LSTM model. Experimental results show that the 

proposed LSTM prediction model has 700% improvement over linear regression and 140% improvement over RNN 

model for its performance level.
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1. 서론

최근, 많은 사물인터넷(IoT: Internet of Things) 애플

리케이션들이 헬스 케어, 물류, 스마트 홈, 스마트 시티, 

농업, 교육 등의 다양한 분야에서 쏟아져 나오고 있다. 

이들대부분애플리케이션들의 핵심요소는예측을위한

지능적인 학습 알고리즘이라고 할 수 있다. 본 논문에서

는 AWS[1]를 활용하여 실시간으로 생성되는 IoT 스트

리밍 센서 데이터를 수집하여 실내의 미세먼지 농도를

실시간으로 예측하는 서비스를 위한 LSTM(Long 

Short-Term Memory)[2] 기반의 미세먼지 농도 예측 모

델을 제안하고, 제안 모델에 따른 실시간 미세먼지 농도

예측 서비스를 구축한다.

미세먼지는 지름 10㎛ 이하인 먼지를 말하며 환경법

령에서는 PM10으로 부른다[3]. PM10은 인체의피부 및

호흡기 질환에 직접적인 원인이 되기도 하며, 세계적인

기후 변화에 따라 점차 증가하는 추세이므로 이에 대한

대처가 필요하다. 이러한 실외의 미세먼지를 예측하기

위해 선형회귀및 신경망(ANN: artificial neural networks)

모델에 기반한 많은 연구들이 진행되었다[4,5].

PM10은 실외뿐만 아니라 실내에서도 인체에 악영향

을 미친다. 따라서 생활공간, 특히 헬스 케어 시설이나

지하철 역내와 같이 사람들이 밀집된 실내 공간에서

PM10의 농도를 모니터링하거나 제어하는 시스템들이

연구되었다[6,7]. 또한 PM10을 제어하기 위한 시스템

구현을 위해 IoT 기술을 적용하는 연구도 있었다[8].

본 논문에서는 LSTM을 이용한 IoT 스트리밍 센서

데이터 기반의 PM10 농도 예측 모델을 제안한다. 사용

된 데이터는 AWS IoT를 이용하여 IoT 환경에서 PM10 

스트리밍 센서 데이터를 수집한 것이다. 이렇게 수집한

시계열(time series)데이터를 LSTM 모델의 입력으로 사

용할 수 있도록 시퀀스(sequence) 데이터로 변환시킨다. 

변환된시퀀스 데이터를 이용하여 LSTM 모델을 학습시

키고, 학습된 모델을 이용하여 PM10 농도 예측을 수행

한다. 순환형신경망(RNN: Recurrent Neural Networks)[9]

은 긴 시퀀스를학습하는데 있어서 여러 시간스텝을 지

나가면서 기억을 못하는 기울기 소실 문제(vanishing 

gradient problem)[10]가 발생하여 데이터의 장기 의존

성(long term dependency)을 반영하지 못한다는 문제점

을 안고 있다. LSTM은 RNN의 이러한 단점을 극복한

모델이다.

PM10 스트리밍 데이터를 LSTM의 입력으로 사용하

기 위해 먼저 1초 단위로측정한 값들을 20초 단위평균

값으로 계산하고, 이를 30개의 연속된 값으로 구성된 시

퀀스 데이터로 변환시킨다. 이렇게 변환된 시퀀스 데이

터는 LSTM의 입력 데이터로 사용되며, 출력 데이터는

다음 20초 후의 PM10 농도를 예측한다. 

LSTM 모델은 슬라이딩 윈도우(sliding window) 프

로세스에 기반하여 학습한다. 슬라이딩 윈도우는 바로

인접한 데이터 셋으로의 이동 과정을 말한다. 활성함수

로서 tanh[11]가 학습에 사용되고, 모델의 성능은 Adam 

최적화 함수[12]에 의해 최적화된다. 본 논문에서는

LSTM 예측 모델의 성능을 측정하기 위해 RMSE(Root 

Mean Square Error)[13]를 사용한다. RMSE는 실제 값

과 학습된모델의 예측 값사이의 차이를의미한다. 모델

의 성능은 RMSE가 0에 가까이 갈수록 좋다. 따라서

RMSE는 기존 연구 모델들과의 성능 비교에 자주 사용

된다. 본 논문에서 제안한 LSTM 모델을 선형회귀 모델

및 RNN 신경망 모델과 비교한다. 실험 결과는 제안한

LSTM 예측모델이 선형 회귀와 RNN 모델보다 훨씬 효

율적임을 보여주었다.

본 논문의 구성은 다음과 같다: 2장에서는 관련연구

를 분석하고, 3장에서는사용된예측 모델을 기술한다. 4

장은 데이터 셋을 설명하며, 5장에서는 제안한 LSTM을

이용한 PM10 농도 예측 모델을 기술한다. 6장에서는 예

측 모델의 평가를 수행하고, 7장에서는 본 논문의 결론

및 향후 연구과제에 대해 기술한다.

2. 관련연구

2.1 PM10

미세먼지는 TSP, PM10, PM2.5로 분류된다. PM10은

장시간 동안 공기중에 부유하는 먼지입자의 지름이 10

㎛ 이하인것을말한다. 미세먼지는 기후 환경 변화의영

향으로 지속적으로증가하고 있는 추세이다. PM10은 또

한 스모그나 황사에 기인하여 급격히 증가할 수 있다

[14].

PM10은 인체의 피부 및 호흡기 질환에 직접적인 원

인이 되기도 한다. 이에 따라 WHO[15]는 PM10 가이드

라인을 만들어 배포하였고, 아울러 미국에서는 사람들의

건강을보호하기위한가이드라인을 제시하고클린 에어



한국산학기술학회논문지 제19권 제11호, 2018

312

환경을 조성하였다[16].

2.2 PM10 제어 시스템

미세먼지는 실내에서도 건강에 악영향을 끼친다. 따

라서 우리가 생활하고 있는 실내에서 PM10의 농도를

측정하여 이를 효과적으로 제어하는 시스템이 필요하다. 

[8]은 PM10을 제어하기 위한 효율적인 시스템을 구현하

기 위해 IoT 기술을 적용하였다. 이 연구에서는 PM10의

농도 변화를 모니터링 하다가 PM10 농도가 80

이상이 되면 FAN을 구동시키는 시스템을 제안하였다. 

환경부에서는 PM10 농도가 81 이상일 경우부터

‘미세먼지 나쁨 구간’의 시작으로 분류하고 있다.

2.3 PM10 예측 모델

[17]은 Feed-Forward ANN, 선형회귀, 클러스터링 알

고리즘을 이용하여 PM10을 예측하는 연구를 수행하였

다. 사용된데이터는핀란드헬싱키의 2003년 9월 1일부

터 11월 31일까지의 시계열 데이터이다. 시계열 데이터

의 특징들로는 PM10, O3, 상대 습도, 바람의 세기 및방

향 등이 있다. [18]은 ANN과 SVM(Support Vector 

Machines)을 이용하여 홍콩 시내 도로변의 PM10 농도

를 예측하였다. [19]에서는 SVM을 이용하여 2010- 

2012년 기간 동안에 북경에서 측정된 다양한 기상 인자

들(기압, 상대 습도, 온도, 풍속)에 기반하여 PM10 및

PM2.5를 예측하는 모델을 제안하였다.

많은 기존 연구들이선형회귀 및기계학습의 ANN 모

델을 이용하여 실외의 장기 PM10 시계열 데이터 기반

의 예측 모델을 제안했다. 그러나 IoT 스트리밍 데이터

에 기반하여 실내의 PM10 농도를 실시간으로 예측하기

위한 LSTM 모델에 관한 연구는 활발하게 진행되지 않

았다. 본 논문에서는 클라우드 환경에서 IoT 스트리밍

센서 데이터에 기반한 실내 PM10 농도 예측 LSTM 모

델을 제안한다.

3. 예측 모델

3.1 Linear Regression

선형회귀는변수들 사이의 관계를 예측하는데 사용되

는 통계적 방법이다. 다양한 형태의 선형회귀 모델이 있

다. 단순 선형회귀 모델은 단일 독립변수를 사용하지만, 

다중 선형회귀 모델은 여러 개의 독립 변수를 사용한다. 

일반적으로 선형회귀 모델은 식 (1)처럼 단순히 입력

특징 값들의 가중치 합을 계산함으로써 예측을 수행한

다.

 
  ∙  (1)

여기서 는 모델의 파라메타 벡터이고, 는 의 치환

(transpose), 는 인스턴스의 특징 벡터,  ∙는 

와  벡터의 내적, 는 모델 파라메타 를 이용한 가

설 함수이다.

3.2 순환형 신경망(RNN)

RNN은 순차(sequential) 정보를 처리하는데 사용된

다. RNN은 은닉층의 값을 ANN 내부의 메모리에 기억

한 후 다음 순서의 입력 데이터로 학습할 때 이용한다.

Fig. 1. RNN Architecture [9]

Fig. 1은 일반적인 RNN 구조이다. 는 시간 스텝에

서의 입력값으로 메모리 부분의 를 거쳐 다음 스텝에

반영되어계산된다. 즉이전스텝의 값과 현재 시간 스텝

의 입력값에의해계산된다. 는시간 스텝 에서의 출

력 값으로, 매 시간 스텝마다 출력 값이 나온다. RNN은

음성 인식, 번역, 이미지 캡셔닝(captioning) 등에 사용되

며, LSTM, GRU(Gated Recurrent Unit)[20] 모델 등으

로 분류된다.

RNN의 학습 방법인 경사하강법(gradient descent)은

미분 값인 기울기 변화량을 이용하는데 이 변화량이 매

우 작다면 기울기가 거의 0이 되고 이전 층의 모든기울

기들도 0이 된다. 따라서 여러 시간 스텝이 지날수록 주

요 정보를기억하지못하게 되고, 결국먼 과거의상태는

현재 스텝의 학습에 도움을주지 못하게 되어 학습이 더

이상 진행되지 못하는 문제가 발생한다. 

식 (2)는 RNN에 대한 수학공식이다. 
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      

    (2)

  

여기서 는 입력 벡터, 는은닉층벡터, 는출력 벡

터,   는 파라메타 행렬과 벡터,  는 활성화

함수이다.

3.3 Long Short Term Memory(LSTM)

RNN의강점은현재의작업을이전 정보와 연결할 수

있다는 것이다. 그러나 RNN은 학습과정에서 긴 시퀀스

를 처리하는데 주요 정보가 여러 시간 스텝을 지나가면

서 소실되는 기울기 소실 문제가 발생하여 데이터의 장

기 의존성(long-term dependency)을 고려하는데 한계가

있다. 따라서 RNN의 장기의존성문제를 해결하기위해

LSTM이 연구되어 왔다. 

Fig. 2. LSTM Architecture [2]

  

LSTM은 Fig. 2에서처럼 재귀적 구조를 가진 4개의

층으로 구성되어 있다. LSTM의 코어는 게이트(gate)를

통해들어오는연속된 셀상태이다. 연속된 셀상태는 컨

베이어 벨트라고도 한다. 컨베이어 벨트를 통해 들어오

는 정보는 변경 없이 전달된다. LSTM은 입력 게이트, 

Forget 게이트, 출력 게이트를 통해 정보를 추가하거나

삭제할 수 있다. 결론적으로, 게이트는 정보를 선택적으

로 전달하는 역할을 하고, 이를 이용하여 이전 데이터를

제거함으로써 학습을 계속한다.

식 (3)은 LSTM의 수학 공식이다. LSTM은 게이트

벡터를 이용하여 계산한다. 는 Forget 게이트 벡터로

서 이전 셀 상태를 기억하는 가중치 역할을 한다. 는

입력 게이트 벡터로서 새로운 정보를 획득하는 가중치

역할을 한다. 반면에, 는 출력 게이트 벡터이며, 출력

후보를 선택하는 역할을 한다. 는 입력 벡터이고, 

는 출력 벡터이다. 는 셀 상태 벡터이고, , , 는

각각 파라메타 행렬 및 벡터이다. , , 는 게이트 벡

터들이다. LSTM에서 2 종류의 활성화 함수가사용된다. 

는 Sigmoid 함수이고, tanh는 하이퍼볼릭 탄젠트 함

수이다.

   ∙   

   ∙    
  tanh ∙    

     


       

   tanh (3) [2]

4. 데이터 셋

본 논문에서는 LSTM 예측 모델의 입력으로 사용하

기 위한 데이터를 AWS IoT 환경에서 IoT 센서로부터

PM10 스트리밍 데이터를 수집한다. Fig. 3은 실시간으

로 축적되는 데이터 처리를 위해 IoT 기기에서 측정한

PM10 스트리밍 데이터를 AWS IoT와 자체 제작한

Thing-server(소켓 서버)를 통해 Amazon S3[1]에 저장

하는 아키텍처를 보여준다.

Fig. 3. Training data acquisition from AWS IoT

Fig. 3에서 IoT 기기는 실시간 측정값을 Thing 

-server로 전송하고, Thing-server는 각 클라이언트에서

전송한 1초마다 측정한 값을 20초 단위의 평균값으로

계산하고 매일 24시간 분량의 파일로 만들어서 매일 자

정(00시 00분 00초)에 CSV 형태로 Amazon S3 버킷에

저장한다. S3에 저장된 데이터는 시계열 데이터이므로
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로컬 환경에 구성된 LSTM 모델의 입력으로 사용될 수

있도록 시퀀스(sequence) 데이터로 변환된다. 변환된 시

퀀스데이터는 슬라이딩 윈도우 프로세스를통해다양한

훈련 데이터 셋을 만드는데 사용될 수 있다.

Fig. 4. PM10 raw data

Fig. 4는테스트를위해 일정크기의 생활공간에설치

한 IoT 센서로부터 하루 24시간 동안 측정한 PM10 스

트리밍 데이터를 보여준다. 각 측정값은 기기로부터 1초

마다 20초 단위의 평균값을 계산한 것이다. LSTM의 입

력으로사용하기위해서는시퀀스데이터로변환해야한

다.

5. LSTM 기반 PM10 농도 예측 모델

5.1 시퀀스 데이터 생성

LSTM은 시퀀스 데이터를이용하여 데이터를 학습한

다. 따라서 IoT 시계열 데이터 스트림을 LSTM의 입력

데이터로 사용할 수있도록시퀀스데이터로 변환시켜야

한다. 본 논문에서는 슬라이딩 윈도우 방법을 이용하여

시계열데이터스트림을시퀀스데이터셋으로변환시킨

다. 

슬라이딩 윈도우 방법을 이용하여 시계열 스트리밍

데이터를 LSTM 모델의 입력으로 사용되는시퀀스 데이

터로 변환할 수 있다. 개의 시계열 데이터 스트림을

  …… 이라 하자. 여기서 는 1초마다

센서로부터 들어오는 값들을 20초 단위의 평균값으로

계산한 값이다.  윈도우 길이를  , 윈도우 시프트(shift)

를 이라고 하면, 시간 일 때 개의 연속된 값을 갖는

시퀀스를   …     … 

로 정의할 수 있다. 두 번째 시퀀스부터는   

  …    로 정의한다. 본 논문에서는 이

와 같은 변환 규칙에 의해 스트리밍 데이터 셋()을 훈

련 데이터 셋(시퀀스 집합)인  …로 변

환시켰다. 변환된 전체 데이터 셋()에서 80%의 훈련

데이터 셋을 LSTM 모델의 입력으로사용하여학습시키

고, 20% 테스트 셋으로 LSTM의 일반화 성능을 평가하

였다.

5.2 PM10 예측 LSTM 모델

Fig. 5는 PM10 예측 LSTM 모델의전체 흐름도를 보

여준다. LSTM은 RNN에 기반하고 있으며, 많은 게이트

들이 연결된 셀들로 구성된다. 시퀀스 데이터가 입력 게

이트를 통해 들어오면 mini-batch를 사용하여 반복적으

로 학습한다. 첫 단계로 Forget 게이트에서는 셀 상태를

기억할지 잊을지를 결정한다. 출력 게이트에서는 우선

셀 상태에서 어떤 부분들을 출력할지 결정하기 위해

Sigmoid 층을 동작시킨 후 -1과 1 사이의 값을 갖도록

tanh 유닛을 넣어 다음 시간 스텝의 예측값을 출력한다.

RNN은 과거의 숨겨진 값으로부터 예측값을 계산하

는데, 오래된 과거의 값은 기울기 값을 계산하기 어렵게

하는 기울기 소실 문제를 겪는다. LSTM의 Forget 게이

트는 단지 부분 데이터만 사용되도록 함으로써 이러한

기울기 소실 문제를 해결한다.

Fig. 5. Flow chart of the proposed PM10 prediction 

LSTM model

Index 
Hidden 

node

Batch 

Size
Epoch MSE RMSE

1 300 30 30 4.49 2.01

2 300 30 50 5.42 2.26

3 300 30 70 11.70 3.15

4 300 30 90 6.67 2.50

5 300 30 110 7.93 2.75

Table 1. LSTM_with_peepholes Parameter Settings: 

sliding_ window=30, window_shift=1
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Index 
Hidden 

node

Batch 

Size
Epoch MSE RMSE

1 100 30 30 5.78 2.38

2 200 30 30 13.30 3.57

3 200 7 30 12.10 3.18

4 300 30 30 4.49 2.01

5 300 7 30 35.00 5.54

  
RMSE 값은 Table 1의 파라메타 리스트의 값들을 변

경하면서 측정하였다. Table 1은 20초 단위 평균값의 30

개의 연속된 값들을 갖는 시퀀스들로 구성된 훈련 셋으

로 학습시켰다.

LSTM 모델을 최적화하기위해 Adam 최적화 함수를

사용한다. 이함수는 보통 Non-stationary 시계열 데이터

를 최적화하는데사용된다. Non- stationary는 시계열 데

이터가 어디로 흘러가는지 알지 못하는 경우(예: stock 

market)를 의미한다. 이 함수는 사용자가 임의로 파라메

타를 설정한다 해도 최적화를 위해 학습률뿐만 아니라

모멘텀까지 스스로 조정한다. 

본 논문에서는 모델의 예측 성능을 개선하기 위해 점

진적 학습(incremental learning)[21] 방법을 적용하였다. 

최초 모델 학습에서는 하루 24시간 동안 수집한 PM10 

스트리밍 데이터를 이용하여 학습시키고, 다음 24시간

동안수집한데이터에서부터는 점진적 학습방법을반복

적으로 적용시킨다. 즉 매일 00:00:00초부터 시작해서

다음 날 23:59:59초까지 측정된 약 4,320개의 스트리밍

데이터를 하나의 CSV 파일로 저장하고, 이 파일을

Amazon S3의 Training bucket에 업로드한다. 전날까지

학습된 모델 파일은 TensorFlow Serving에서 사용되고, 

다음 날 마지막으로 저장된 모델 파일이 점진적 학습을

위해 사용된다.

5.3 실시간 예측 서비스

Fig. 6은 AWS IoT[1]에서 실시간으로 생성되는 IoT 

스트리밍 데이터의실시간예측 서비스에대한 플로차트

를 보여준다. 서비스 아키텍처는 기기로부터 스트리밍

데이터를 받아 들이는 AWS IoT, 훈련 데이터 저장을

위한 Amazon S3 저장장치, Local 컴퓨팅 환경에서의

학습을 위한 LSTM 모델, 모델을 배치하기 위한

Docker[22], 실시간 예측 서비스를 제공하기 위해

Docker상에 설치된 TensorFlow Serving[23], 애플리케

이션과 TensorFlow Serving 사이의 통신을 담당하는

Thing-server(소켓 서버)로 구성하였다.

Fig. 6. Flow chart of real-time PM10 prediction service

Docker는 일종의 가상머신 프로그램으로, 여기서 사

용되는 가상머신 이미지는 TensorFlow Serving 프로그

램이 설치되어 있는 이미지 파일이다. 이 가상머신을

Docker에서 학습된 모델들을 인자로 주어 실행시키면

TensorFlow Serving REST API 서버가 실행된다. 이 서

버에 입력 값을 요청하게 되면 예측값을 얻을 수 있다. 

이 TensorFlow Serving은 Thing-server와 통신할 수 있

다. Thing-server에서 기기데이터와 함께예측값을 요청

하면, TensorFlow Serving이 응답을 Thing-server에게

보내주고, Thing-server는 이 값을 요청 애플리케이션에

게 보낸다. 해당 애플리케이션에서는 FAN을 ON시키는

것과 같은 다양한 서비스를 적용할 수 있다.

본 논문에서 사용한 툴은 Python으로 구축된 딥 러닝

툴인 TensorFlow[24]이다. 

6. 실험 및 평가

이 장에서는 실험에 사용한 성능평가 알고리즘 및 훈

련 데이터셋, 테스트 셋을 이용한다양한 실험결과를기

술하고, 선형회귀, RNN, LSTM 모델의 성능 비교를 수

행한다. 성능 평가에 사용한 알고리즘은 MSE(Mean 

Square Error)와 RMSE (Root Mean Square Error)이다. 

PM10 예측에 사용한 전체 데이터 개수는 4,320개이

다. 훈련데이터 셋과 테스트데이터 셋은 반복된시퀀스

데이터로 구성하였다. 훈련 셋은 전체 데이터의 80%인

3,456개를 사용하였고, 테스트 셋은 나머지 20%인 864

개를 사용하였다.

평가 알고리즘으로 MSE와 RMSE를 사용하였다. 이

들은 모델에 의해 생성된예측 데이터와 실측 데이터 사



한국산학기술학회논문지 제19권 제11호, 2018

316

이의 차이를 보여주는 좋은 방법이다. RMSE의 경우, 값

이 0에 가까우면 더 좋은 성능을 의미한다. 훈련 데이터

셋 에 선형회귀 가설 의 RMSE는 식 (4)와 같다.

  






  



 

(4)

여기서 은 인스턴스 개수,  는 번째 인스턴스의

전체 특징 벡터(feature vector), 는 데이터 셋의 모든

인스턴스의 모든 특징 값을 포함하는 행렬, 는 시스템

의 예측함수, 그리고 는 가설 에이용하

여 예제 집합에서 측정된 비용함수(cost function)이다.

성능 비교에 사용한 모델들은 선형회귀, RNN, 

LSTM, LSTM_with_peepholes, GRU이다. Table 2의

LSTM과 GRU 결과는 Adam 최적화 함수를 적용한 것

이다. 본 논문에서는 PM10을 실시간으로 예측하기 위해

LSTM 모델을 사용하였고, 선형회귀와 RNN과의 비교

를 통하여 성능을 평가하였다.

MSE RMSE

Linear Regression 232.68 14.32

RNN 9.92 2.88

LSTM(Adam) 5.01 2.17

LSTM_with_peepholes(Adam) 4.49 2.01

GRU 7.86 2.65

Table 2. Model Evaluation

Fig. 7. LSTM loss

Fig. 7은 RMSE 값의 변화량을 그래프로 표현한것이

다. 이 그래프를 보통 LSTM loss라고 한다. 이그래프는

LSTM 학습에서 훈련 데이터 셋으로 학습된 모델을 테

스트셋에적용할 때발생하는에러값을보여준다. 여기

서 loss를 반복적으로 학습시킴으로써 LSTM 모델의

RMSE 값을 최적화시킨다. 

Fig. 8. Example of PM10 actual/prediction graphs

Fig. 8은 실시간으로 측정되는 PM10 실측 그래프와

제안한 PM10 LSTM 예측 모델에 의한 예측 그래프를

함께 보여준다.

7. 결론

본 논문에서는 실내의 PM10 실시간 예측 서비스를

위한 LSTM 기반의 PM10 예측 모델을 제안하고, AWS

를 활용하여 IoT 스트리밍 센서 데이터를 수집하여제안

모델에 따른 실시간 IoT 센서 데이터 예측 분석 서비스

를 구축하였다.

제안한 모델은 실시간으로 생성되는 IoT 스트리밍 센

서 데이터의 특성에 따른실시간 예측 서비스를 위해 기

계학습 및 ANN 모델들을 생산 환경에 사용할 수 있도

록 구현된 TensorFlow Serving을 사용하였다. 또한 다

양한 알고리즘중에서스트리밍시계열데이터에 알맞은

LSTM 모델을이용하여 IoT 센서 데이터를학습하여 입

력 값들을 분석하고, 애플리케이션에서 FAN을 ON시키

는 것과 같은 환경요소에따른 필요한 정보를 제공할 수

있는 예측 서비스를 구축하였다.

향후에는 PM10 스트리밍 데이터는 물론 PM2.5, 실

내외 온습도, 실외의 PM10/PM2.5 등의 다양한 인자들

을 추가하여 PM10뿐만 아니라 PM2.5도 예측하는 것을

연구할 것이다.
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