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Energy Efficiency Prediction Based on an Evolutionary Design of 
Incremental Granular Model
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Abstract –This paper is concerned with an optimization design of Incremental Granular Model(IGM) based Genetic 

Algorithm (GA) as an evolutionary approach. The performance of IGM has been successfully demonstrated to various 

examples. However, the problem of IGM is that the same number of cluster in each context is determined. Also, 

fuzzification factor is set as typical value. In order to solve these problems, we develop a design method for optimizing 

the IGM to optimize the number of cluster centers in each context and the fuzzification factor. We perform energy 

analysis using 12 different building shapes simulated in Ecotect. The experimental results on energy efficiency data set 

of building revealed that the proposed GA-based IGM showed good performance in comparison with LR and IGM.
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1. 서  론 

 

실 세계 다양한 응용문제에 해서 퍼지 모델에 한 수 

많은 연구들이 수행되어져 왔다. 복잡하고 비선형 특성을 가

진 실 세계 문제들은 다양한 모델들로부터 방법들, 구조, 기

술들을 통합하는 하이 리드 지능 시스템 모델을 필요로 하

고 있다. 보완 인 하이 리드 지능 시스템의 설계를 수행함

에 있어서 개별 인 모델보다는 여러 계산 인 기법들을 통

합하는 것이 이 이 있다. 하이 리드 지능 시스템과 련해

서 자주 사용되는 표 인 방법은 뉴로-퍼지 추론 모델링

이다. 신경회로망은 변화하는 환경에 해 처하도록 응

성과 학습 특징을 가진다. 퍼지추론 시스템은 인간 문가의 

지식을 결합하고, 퍼지 추론과 지식기반 의사결정을 수행한

다[1]. 

한, 유 알고리즘(GA: Genetic Algorithm)과 티클 군

집 최 화 (PSO: Particle Swarm Optimization)와 같은 진

화론  최 화 기법을 통해 퍼지 혹은 뉴로-퍼지 모델의 최

화에 한 여러 연구들이 있다. Lin[2]은 TSK 

(Takagi-Sugeno-Kang) 타입의 뉴로-퍼지 네트워크의 설계

를 해 효과 인 면역기반 PSO 학습 알고리즘을 제안하

다. Oh[3]는 PSO을 통해 다항식기반 방사기 함수 신경회

로망(RBFNN: Radial Basis Function Neural Network)의 

최 화하는 방법을 제안하 다.

한편, 입자 모델 (GM: Granular Model)의 설계에서 퍼지 

클러스터링의 근본 인 아이디어를 이용하는 퍼지 모델링의 

새로운 방법에 해 여러 연구들이 진행되어져왔다[4]. 이 입

자모델의 근본 인 개념은 정보입자(information granules)들 

사이의 계로 표 하는 것이다. 즉, 입력변수와 출력변수 

모두 퍼지 집합들을 자동 으로 생성한다. 정보입자들은 컨텍

스트기반 퍼지 c-means 클러스터링 (CFCM: Context-based 

Fuzzy C-Means)을 이용함으로써 생성되어진다[5]. 일반

인 퍼지 c-means 클러스터링방법들과는 조 으로 CFCM 

클러스터링은 입력과 출력공간들 사이의 동질성을 연결하는 

클러스터들을 추정한다. 먼  컨텍스트들이 출력공간에서 생

성되면, CFCM 클러스터링은 제공된 각 컨텍스트안에서 클

러스터링이 수행되어진다. 직 인 설계 차 때문에 입자 

모델은 특히 빠른 시스템 로토타입에서 유용하다. Pedrycz

는 CFCM 클러스터링에 근거하여 각각 RBFNN[6], 언어

인 모델 (LM: Linguistic Model)[7], 동  데이터 입자화를 

설계하는 방법[8] 등을 제안하 다. 

그러나, 복잡하고 비선형 특성을 가진 문제에 해서는 

근사화와 일반화 능력 모두 우수한 성능을 얻기가 어려워진

다. Kwak[9, 10]은 퍼지 입자화를 가진 GA기반의 최 화된 

언어 인 모델을 설계하는 방법을 제안하 다. 진화알고리즘

을 근거로 한 입자 모델의 최 화에 한 다양한 연구들이 

수행되어져 왔다. 이러한 다양한 연구들이 수행되어졌음에도 

불구하고, 모델링 오차를 측하는 방법은 고려되어지지 않

고 있다. 

이러한 모델링 오차를 측하기 해 Pedrycz는 역

인 모델로써 선형회귀(LR: Linear Regression)와 국소 인 

모델로써 LM을 결합한 증  입자모델 (IGM: Incremental 

Granular Model)을 제안하 다[11]. 이 모델은 먼  선형

인 부분에 해 LR을 이용하여 설계한 후, LR에 의해 얻어

진 모델링 오차는 국소 인 비선형성을 다루기 해 LM에 

의해 생성된 퍼지 규칙을 이용하여 측되어진다. 그러나, 

이 방법은 각 컨텍스트에서 데이터의 특성과 크기가 서로 

다름에도 불구하고, 각 컨텍스트에서 클러스터의 수가 같도
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록 설계하는 문제 을 가지고 있다. 게다가, 퍼지화계수는 

비선형성의 특성에 한 요한 향력을 나타남에도 불구

하고 일반 으로 고정된 값을 사용한다. 

그러므로 본 논문에서는 GA기반의 증  입자 모델에 

해 설계하는 방법을 제시하고, 실세계 응용문제를 해결하

고자 한다[12]. 여기서 각 컨텍스트에 응되는 클러스터 수

와 퍼지화 계수가 진화알고리즘인 GA에 의해 최 화되어진

다. 제안된 방법은 빌딩의 낸낭방 에 지 효율문제[13]에 

용하여 이  연구된 방법들과 측성능을 비교하여 우수성

을 증명하고자 한다. 

2. 선형회귀(LR)와 언어 인 모델(LM)의 설계

IGM의 구성요소는 역 인 모델로써의 LR, 컨텍스트 

기반 퍼지 C-Means 클러스터링, 국소 인 모델로써의 LM

으로 구성되어진다. 이들 구성요소들은 각각 고유의 장 을 

가지고 있으며, 통합된 형태는 IGM 설계의 핵심을 형성하

고 있다.

2.1 선형회귀(LR)에 의한 역 인 설계

간소성을 해 설계하고자 하는 실험 인 데이터는 두 개

의 입력과 하나의 출력으로 구성된다고 가정하자. 이들 데이

터 포인트는   의 형태를 갖고, 는 입력벡

터이고, 는 출력이다. LR 모델은 다음과 같은 식으로 표

되어진다.

  
                                  (1)

여기서, 는 선형회귀의 계수들을 나타낸다. 이들 계수들

은 최소자승법에 의해 결정되어진다. 여기서 선형모델의 오

차인    는 언어 인 규칙들에 의해 표 되고 있는 

국소 인 LM에 의해서 측되어진다.  

2.2 언어 인 모델(LM)에 의한 국소 인 설계 

국소 인 모델로써 언어 인 모델은 컨텍스트 기반 퍼지 

클러스터링(CFCM)을 통해 설계되어진다. 이러한 CFCM 클

러스터링에 해서 간략히 설명하면 다음과 같다. 이 클러스

터링의 소속행렬 U는 다음 식과 같이 계산되어진다.

 






∥ ∥
∥ ∥ 




                        (2)

여기서 m은 퍼지화 계수이며, 의 값은 0과 1사이의 소

속도 값을 나타낸다.  는 출력공간에서 생성된 임

의의 퍼지 집합에서 k번째 데이터의 포함정도를 표 한다. 

출력공간의 퍼지 집합은 →로 정의되며, D는 출력

변수의 체집합이다. 여기서 이러한 특성에 의한 소속행렬

은 다음과 같다. 
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                     (3)

출력 변수의 확률 인 분포에 의해 컨텍스트를 발생시킨

다[12]. 각 컨텍스트에서 생성된 클러스터의 심은 기존 

FCM 클러스터링과 같이 계산한다. 

 


 







 






                                (4)

그림 1은 언어 인 모델의 구조를 보여주고 있다. 그림 1

에서 보는 바와 같이 원형 노드에 포함하고 있는 제부의 

라미터는 CFCM 클러스터링을 통해 얻어진다. 출력공간에

서 생성된 컨텍스트 는 결론부의 라미터가 된다. 연결

가 치가 일반 인 수치값을 갖는 다층 퍼셉트론이나 

RBFNN과는 다른 독특한 형태를 가지고 있음을 알 수 있

다. 한, 신경회로망에서는 지식생성이 어렵지만 그림 1의 

LM은 퍼지규칙을 생성할 수 있다는 장 을 가지고 있다. 

결과 인 추론값 Y는 다음과 같이 퍼지 수(fuzzy number)

에 의해 계산되어진다. 

 
⊕

⊗                               (5)

언어 인 모델의 출력 값은 0과 1사이의 신뢰도를 포함하

고 있으며 구간 값으로 표 할 수 있다. 이러한 불확실성을 

갖는 출력 경계는 다음과 같이 계산되어진다.

- lower bound:  
  



 

- upper bound:  
  



 

그림 1 언어 인 모델(LM)의 구조

Fig. 1 Architecture of LM
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3.  GA에 의한 증  입자모델의 최 화

3.1 유 알고리즘 (GA) 

본 에서는 IGM의 설계에서 GA에 근거한 최 화 설계

방법을 제시한다. 기존의 IGM의 설계에서는 각 컨텍스트에

서 고정된 클러스터 수와 형 인 퍼지화계수를 사용하지

만, 본 논문에서는 진화론 인 방법을 이용하여 이들의 값들

을 최 화하고자 한다. GA는 이진비트 스트링으로 최 화

되도록 각 라미터들을 인코드한다. 각각의 세 에서 GA

는 교배, 돌연변이와 같은 유  연산자를 이용하여 새로운 

집단을 생성한다. GA는 인코딩 기법, 합함수 평가, 부모

개체선택, 교차연산, 엘리티즘 기법, 돌연변이연산 등을 포함

하고 있다. 

합함수는 세 가 생성된 후 집단에서 각 개체에 한 

합도를 계산함으로써 평가되어진다. 각 개체의 함함수는 

최 화문제로 표 된 목 함수에 의해 계산되어진다. 합함

수는 주어진 해가 문제를 해결하는데 얼마나 합한지를 정

량 으로 측정한다. 여기서 GA와 련해서 다양한 방법가운

데 자주 사용되는 합함수를 다음과 같이 사용하고자 한다.

  


                                  (6)
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′  



′′

                        (8)

여기서 와 
′는 각각 학습과 검증데이터에 한 실제 

출력값이며, 와 
′는 각각 학습과 검증데이터에 한 모

델 출력값들이다. IGM에 한 측성능을 평가하기 해 

RMSE(root mean square error) 성능척도를 사용한다.  

3.2 GA기반 증  입자모델의 설계 

GA기반의 증  입자 모델의 설계과정을 간략히 설명하

면 다음과 같다. 

[단계 1] 먼  수치 인 입출력데이터로부터 역 인 모델

인 LR을 이용하여 선형 측을 수행한다. 그리고, 실제 

원하는 출력과 LR 모델 출력사이의 모델링 오차를 얻는

다. 기 입출력데이터로부터 새로운 형태의 입력-오차 

데이터   를 형성한다.  

[단계 2] 새롭게 형성된 오차공간에서 컨텍스트들을 생성한

다. 이들 컨텍스트는 오차분포의 통계 인 특성에 의해 

얻어진다[12]. 

[단계 3] 오차공간에서 생성된 컨텍스트와 응되는 입력공

간에서 CFCM클러스터링을 수행한다. 형 인 LM의 

설계에서는 컨텍스트의 수 p와 각 컨텍스트에서 추정된 

클러스터의 수 c를 곱한 ×개의 클러스터들을 얻는다. 

그러나, 각 컨텍스트로부터 할당된 입력 데이터들의 고

유특성을 반 하는 클러스터들을 결정할 필요가 있다. 

그러므로, GA에 근거하여 각 컨텍스트에 응하는 최

화된 클러스터의 수를 찾는다.

[단계 4] 응하는 컨텍스트에 의해 생성된 클러스터들의 활

성함수 값을 얻고, 컨텍스트를 통한 가 치에 의해 출력 

값을 계산한다. 결과 으로 IGM 출력은 삼각형 형태의 

퍼지 수를 얻는다.

[단계 5] LR의 출력과 LM의 입자출력을 결합한다. 결과

으로 최종 인 측은 ⊕  에 의해 계산되어진다.

그림 2는 GA기반 IGM의 최 화 과정을 보여주고 있다. 그

림 2에서 보는 바와 같이 각 컨텍스터에 응되는 클러스터

의 수와 퍼지화 계수는 이진비트의 형태로 표 되어짐을 알 

수 있다. 그림과 같이 컨텍스트의 수가 6개일 경우, 최 화

하고자하는 라미터들은 6개의 클러스터의 수와 1개의 퍼

지화 계수이다. 이들 라미터들의 탐색범 는 응용문제에 

맞게 한정되어진다.

그림 2 GA기반 IGM의 최 화 과정

Fig. 2 Optimization process of GA-based IGM

4. 실험 결과

본 에서는 제안된 방법의 측성능을 보이기 해 빌딩

의 냉난방 에 지 효율문제를 다루고자 한다. 이 제는 8개

의 입력특성과 2개의 출력변수들을 포함하고 있다. 8개의 건

물 특성은 상  간결성, 표면 , 벽으로 된 공간, 지붕으로 

된 공간, 체 높이, 방향, 유약 지역, 유약 지역 분포도로 

이루어져 있고 출력은 난방부하와 냉각 부하로 구성되어있

다. 여기서 출력은 난방부하로 한정하여 실험을 수행한다. 

본 실험에서는 GA기반 IGM에 해 모델을 구축하기 해 

384개의 학습데이터를 이용하고, 나머지 384개는 모델평가를 

해 검증데이터로 사용되어진다.

GA를 이용하여 라미터를 최 화하기 해서 클러스터 

수의 탐색공간을 2개에서 9개까지로 설정하고 퍼지화계수는 

1.5에서 3까지 범 를 한정한다. GA의 라미터는 개체 30, 
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그림 5 학습데이터에 한 근사화 성능

Fig. 5 Approximation performance for training data set

 

그림 6 검증데이터에 한 일반화 성능

Fig. 6 Generalization performance for testing data set

표 1 난방부하 측성능비교

Table 1 Performance comparison for heating load prediction

 p, c No. rule
RMSE

(training)

RMSE

(testing)

LR - - 2.90 2.93

IGM

[11]

p=c=6 36 2.46 2.63

p=6,c=7 42 2.36 2.62

p=6,c=8 48 2.33 2.56

p=6,c=9 54 2.26 2.54

p=6,c=10 60 2.21 2.53

GA-IGM

p=6,

c=[8 7 6 8 

9 9]

m=1.5

47 2.12 2.36

교차율 0.97, 돌연변이율 0.01로 하고, 엘리티즘을 이용하여 

가장 좋은 합도를 갖는 두 개의 개체들은 다음 세 로 교

차나 돌연변이 변화없이 유지된다. 

그림 3은 LR에 의해 얻어진 오차에 해서 6개의 컨텍스

트를 생성한 그림을 보여주고 있다. 그림 3에서 보는 바와 

같이 오차가 0인 근처에 컨텍스트가 집 되어 있는 것을 알 

수 있다. 이러한 컨텍스트는 오차에 한 언어 인 정보입자

의 형태로 표 할 수 있다. 를 들면, 오차가 NE 

(Negative Error)라면, 이 컨텍스트에 해당되는 퍼지 규칙들

이 생성된다. 그림 4는 LR에 의해 얻어진 오차를 국소 인 

LM에 의해서 측되고 있음을 확인할 수 있다. 그림 4에서 

보는 바와 같이 일부 값을 제외하고는 오차들을 잘 측하

고 있음을 알 수 있다. 

그림 3 컨텍스트의 생성 (p=6)

Fig.  3 Generation of contexts (p=6)

그림 4 LR 오차에 한 측

Fig. 4 Prediction of LR error

그림 5와 6은 난방부하에 한 학습데이터와 검증데이터

에 해서 근사화와 일반화성능을 각각 보여주고 있다. 그림

에서 보는 바와 같이 제안된 방법은 우수한 근사화와 일반

화 능력을 가지고 있음을 보여주고 있다. 

표 1은 제안된 방법의 난방부하 측성능을 RMSE 성능
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척도로 비교하고 있다. 표 1에서 보는 바와 같이 제안된 방

법으로 구한 최 의 라미터는 p=6일 경우 c=[8 7 6 8 9 

9], m=1.5임을 알 수 있다. 한 효율 인 규칙의 수도 함께 

구해짐을 알 수 있었다. 기존 IGM에서 같은 클러스터의 수

를 사용하는 방법보다는 GA에 의해 최 화된 클러스터 수

와 퍼지화 계수를 갖는 것이 더 우수한 성능을 보임을 알 

수 있었다. 

5. 결  론

본 논문에서는 GA기반 IGM의 최 화 설계 방법을 제시

하고 실세계응용문제를 다루었다. 기존 IGM은 각 컨텍스트

에서 데이터의 고유 특성과 데이터의 규모가 서로 다름에도 

불구하고, 각 컨텍스트에 응되는 클러스터의 수가 같게 설

계하는 문제 을 가지고 있다. 한, 퍼지 클러스터링을 수

행할때 퍼지화계수는 비선형성의 특성을 반 하는 라미터

임에도 불구하고 형 인 값을 사용하 다. 제안된 방법은 

클러스터 수와 퍼지화 계수의 최 값을 찾음으로써 이러한 

문제 들을 해결할 수 있었다. 빌딩의 에 지 효율데이터에 

용하여 실험한 결과 제안된 방법은 기존의 IGM보다 우수

한 근사화와 일반화성능을 보임을 알 수 있었다. 앞으로 클

러스터 수와 퍼지화계수의 최 화 뿐만 아니라 컨텍스트의 

수에 한 최 화와 오토엔코더와의 연 성을 찾기 한 연

구를 진행할 계획이다.  
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