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1. 서  론

최근 영상 인식, 자연어 번역 등 다양한 분야에 

딥러닝 기술을 접목하여 기술의 발전이 이루어지면

서 여러 분야에서 딥러닝에 대한 관심이 높아지고 

있다. 특히 영상 인식의 경우 공정의 결함검사, 자율 

주행 자동차 및 번호판 인식[1], 의료 영상에서의 병

변 검출 등 많은 분야에서 사용되며 여러 분야에서 

뛰어난 성능을 보이고 있다. 이러한 딥러닝 기반의 

모델을 학습하기 위해서는 대량의 데이터 셋이 필요

하다. 특히 지도학습(supervised learning)을 위해서

는 각 데이터에 대한 분류 정보를 담는 라벨링

(labeling) 과정을 필요로 한다. 딥러닝을 이용한 기

술이 좋은 성능을 갖기 위해서는 일반적으로 수천,

수만 장의 학습데이터가 필요하며 데이터 셋의 구성

에 따라 학습 성능이 달라지기 때문에 양질의 데이터 
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셋을 확보해야 한다. 또한 이러한 대량의 데이터 처

리를 위해 별도의 병렬 연산장치가 필요하고 연산에

도 오랜 시간이 걸린다. 따라서 딥러닝 기술을 적용

하고자 하는 많은 문제에는 대량의 학습데이터 수집

과 모델 학습에 어려움이 존재한다.

인공신경망 모델을 학습하는 과정에서 학습데이

터가 부족한 경우 일반적으로 전이 학습(Transfer

Learning) 방법을 사용한다. 전이 학습은 다양한 종

류의 데이터를 포함하는 대량의 데이터 셋을 이용하

여 사전에 모델을 학습한 후 실제 학습하고자 하는 

소량의 데이터 셋을 이용해 신경망의 가중치 중 일부

만을 새로 학습하는 방법이다. 영상 인식에서 많이 

사용되는 컨볼루션 신경망(Convolution Neural Net-

work; CNN)의 경우 특징 추출을 담당하는 컨볼루션 

층(Convolution Layer)의 가중치는 학습하지 않고 

회귀분석을 담당하는 완전 연결 층(Fully Connected

Layer)의 가중치만을 새로운 데이터를 이용해 학습

한다. 하지만 전이 학습에도 적지 않은 양의 학습 데

이터가 필요하며 데이터 량이 적을 경우 과적합(Over-

fitting) 현상이 발생하여 모델의 일반화 성능이 떨어

진다. 따라서 기존의 경험을 활용하여 적은 데이터 

량으로 새로운 문제에 쉽게 적응할 수 있는 학습 방

법에 대한 연구가 이루어지고 있다.

이러한 분야 중 한 가지가 메타 학습(Meta Learn-

ing)이다. 메타 학습이란 기존의 학습 경험을 이용하

여 어떤 모델이 새로운 학습 문제에 유연하고 빠르게 

적응할 수 있도록 학습시키는 방법이다. 메타 학습은 

주로 메타 학습자(Meta learner)를 통해 모델이 학습

을 잘 수행할 수 있는 방법 자체를 학습하는 것을 

목표로 한다. Ravi[2]는 가중치를 갱신하는 최적화 

함수를 학습하여 새로운 과제에 알맞은 함수를 찾도

록 했으며 Finn[3], Li[4]는 다양한 과제로 이루어진 

메타 데이터 셋을 이용하여 모델의 초기 가중치를 

학습 오차에 민감하게 반응하도록 학습한 후, 학습되

지 않은 새로운 과제에 대해서도 적은 양의 데이터만

으로 좋은 일반화 성능을 내도록 했다.

본 논문에서는 이러한 메타 학습 기법을 데이터 

확보가 어려운 골 성숙도 판별(Skeletal Maturity

Indicator : SMI)에 적용한다. 골 성숙도는 사람의 생

물학적 나이를 판단하는 지표이며 의학적 진단의 중

요한 기준으로 사용된다. 일반적으로 수완부의 X-

ray 영상을 이용해 골 성숙도를 판단하나 이를 위해

서는 전문가 인력이 필요할 뿐만 아니라 환자에 따라 

많은 예외가 존재함에 의해 측정 기준이 모호하므로 

정확한 분류가 어렵다. 때문에 골 성숙도 자동 판단 

시스템을 위한 많은 연구가 진행되고 있으나 이는 

여전히 어려운 문제이다.

따라서 본 논문에서는 사전에 미리 메타 모델을 

학습하여 소량의 수완부 X-ray 영상으로 골 성숙도

를 판별하는 네트워크를 제안하고자 한다. 또한, 개

인 정보 보호 등으로 인해 대량의 데이터 확보가 어

려운 의료 분야의 메타 학습을 이용한 데이터 분류의 

가능성을 제시한다. 제안하는 시스템은 부류 별 20장

의 수완부 X-ray 영상을 학습하여 5개의 부류를 분

류하는 것을 목표로 한다. 본 논문에서 사용하는 메

타 학습 방법인 MAML(Model-Agnostic Meta-

Learning)[3]은 다양한 학습과제로 이루어진 메타 데

이터 셋을 이용하여 모델을 사전에 학습한 후 이 모

델을 이용하여 학습되지 않은 새로운 데이터 셋에 

대해 적은 양의 데이터량 만으로 비교적 좋은 성능을 

보인다. 학습에 사용되는 신경망의 구조는 영상 판별

에 뛰어난 성능을 보이는 컨볼루션 신경망(Convo-

lution Neural Networks)[5]를 사용한다. 컨볼루션 

신경망은 특징 추출과 분류를 동시에 수행하여 사용

자가 특징을 모델링 하는 과정이 필요하지 않으며 

영상 인식, 검출에서 아주 뛰어난 성능을 보이는 방

법이다. 본 논문에서는 공공 데이터 셋으로 제공되는 

TinyImageNet[6], Cifar100[7]데이터 셋을 사용하여 

사전에 메타 모델을 학습한 후 이 모델을 사용해 각 

단계별 20장의 데이터로 5개의 성숙 단계를 분류한

다. 이때 골 성숙도를 판별하는데 중요한 영역인 손

가락 마디 6개를 ROI(Region of Interest)로 잘라내

어 학습 데이터로 사용한다. 비교실험으로는 학습에 

사용할 데이터 량이 작을 때 일반적으로 사용하는 

전이학습(Transfer Learning) 방법과 임의로 초기화 

된 모델을 처음부터 학습하는 scratch 학습 방법으로 

같은 양의 데이터를 학습하여 결과를 비교한다. 두 

가지 방법에 대해 메타 학습을 적용한 결과와 일반적

으로 학습한 결과를 각각 실험하고 비교한다.

본 논문은 다음과 같이 구성된다. 2장에서 학습 

모델의 기반이 되는 컨볼루션 신경망에 대한 이론과 

메타 학습을 적용하고자 하는 골 성숙도 판별 문제에 

대해 설명한다. 3장에서는 본 논문에서 사용하는 메

타 학습 기법 중 하나인 Model-Agnotsic Meta-
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Learning(MAML) 알고리즘을 소개하고, 4장에서는 

골 성숙도 판별 문제에 적용하는 방법과 데이터 준비 

과정에 대해 설명한다. 이때 학습 데이터가 적을 경

우 사용하던 기존의 방법인 전이 학습과 메타 학습의 

결과를 비교한다. 마지막으로 5장에서 본 연구의 결

론에 대해 서술한다.

2. 심층 메타 학습

본 논문에서 사용하는 메타 학습 방법인 MAML

(Model-Agnostic Meta-Learning)은 메타 학습자

(Meta Learner)가 여러 개의 학습자(Learner)를 이

용해 다양한 데이터에 대한 학습 경험을 쌓은 후 새

로운 데이터에 최적화된 초기 가중치를 찾는 방법이

다. 여기서 메타 학습자와 학습자는 주어진 분류 문

제(Task)를 해결하기 위한 가중치의 집합을 나타낸

다. 학습자는 하나의 학습 문제에 최적화된 가중치를 

학습하고 메타 학습자는 여러 학습자로부터 다양한 

학습 문제에 최적화된 가중치에 대한 학습 결과를 

전달받는다.

Fig. 1은 이러한 MAML 방법과 일반적인 학습 방

법인 Base Learning의 학습 과정을 나타낸 다이어그

램이다. 는 가중치, 굵은 화살표는 의 업데이트 방

향을 나타낸다. Base Learning의 ∆은 손실 함수를 

통해 계산되는 손실의 그래디언트(gradient)를 나타

내며 는 손실의 그래디언트를 반영하여 갱신될 가

중치를 나타낸다. 이때 기존의 학습 방법인 Base

Learning은 하나의 분류 문제를 학습하기 때문에 그 

문제에만 최적화된 가중치를 갖게 된다. 반면 

MAML방법은 여러 개의 분류 문제를 여러 개의 학

습자를 이용해 동시에 학습한다. 세 개의 분류 문제

를 동시에 학습했을 경우 각각의 문제는 손실의 그래

디언트 ∆  ∆ ∆을 고려한 가중치 업데이트 방

향 
  

  
를 가지게 되며 이는 Fig. 1에서 점선으로 

나타내었다. MAML 방법에서 메타 학습자 은 여

러 개의 학습자에 대한 손실들을 종합적으로 고려한 

그래디언트 업데이트 방향을 찾도록 학습된다. 따라

서 이후 학습한 경험이 없는 새로운 분류 문제를 접했

을 때 이 문제에 최적화된 가중치를 출력할 수 있다.

Fig. 2는 메타 학습자와 각 과제를 학습하는 학습

자들의 그래디언트 업데이트(gradient update) 과정

Fig. 1. Learning process for general Base Learning and MAML.

Fig. 2. Flowchart of learning process of Model-Agnostic Meta Learning.
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을 나타낸 흐름도이다. 메타 학습자를 학습하는 데 

사용되는 메타 데이터 셋은 학습 샘플과 테스트 샘플

로 나뉜다. Fig. 2의 는 임의의 분류 문제를 의미하

며 이 분류 문제는 학습 샘플(Train()), 검증 샘플

(Test())로 나뉜다. 메타 학습에서는 한 분류 문제

를 한 개의 데이터로 취급하기 때문에 학습 샘플과 

검증 샘플은 분류 문제에 포함되는 여러 장의 영상으

로 구성되어 있다. 예를 들어 분류하고자 하는 부류

가 2개이고, 각 부류 당 학습 샘플이 5장, 검증 샘플이 

15장일 경우 Task 의 학습 샘플은 × 장

의 영상으로 구성된다.

메타 학습자 는 전달 받은 학습 샘플을 이용해 

1번의 그래디언트 업데이트를 수행하여 새로운 가중

치 
′를 생성한다. 이 가중치는 의 학습 샘플을 한 

번 학습한 결과이며 학습자 ′ 에게 전달되는 에 

대한 초기 가중치이다. 학습자는 이 가중치를 전달받

는 동시에 메타 학습자의 그래디언트 업데이트에 사

용되었던 의 학습 샘플을 다시 전달받는다. 학습자

는 이 학습 샘플을 이용해 여러 번의 그래디언트 업

데이트를 수행하여 입력된 학습 샘플을 학습한다. 메

타 학습자와 학습자의 그래디언트 업데이트는 식 (1)

과 같으며 Fig. 2에서 ‘update’ 과정에 해당한다.


′    ∇  

  (1)

이렇게 학습된 학습자는 분류 문제  학습에 최적

화된 가중치를 갖는다. 이후 의 검증 샘플을 전달

받은 학습자는 학습된 가중치를 이용해 테스트 샘플

의 부류를 예측하여 실제 부류에 대한 손실  
 을 

계산한다. ∇ 
 는 모델이 예측한 부류와 실제 부

류의 차이에 대한 손실의 그래디언트를 의미하며 손

실함수 은 Cross Entropy 함수를 이용한다. 이는 

식 (2)에 나타내었다.  는 입력, 출력의 라벨을 의

미하며 는 task, 는 모델을 의미한다.

 
   

  ∼  

 log    log 


(2)

이후 손실에 대한 그래디언트는 메타 학습자에게 

전달된다. 메타 학습자는 이렇게 자신이 학습자에게 

제공해주었던 초기 가중치의 성능에 대한 손실의 그

래디언트를 전달받는다. 한 배치에 소속된 여러 Task

에 대해 손실을 되돌려 받는 과정을 반복한 메타 학

습자는 모든 손실의 합을 이용해 자신의 가중치 를 

업데이트한다. 이 과정은 식 (3)과 같으며 Fig. 2에서 

‘meta update’ 과정에 해당한다.

 ←   ∇ 
 ∼  

 


 
′ (3)

이러한 방법의 학습을 통해 분류 문제에 최적화된 

가중치를 갖게 된 학습자는 문제의 검증 샘플에 의해 

성능이 평가된다. 검증 샘플에 대해 계산된 손실에 

대한 그래디언트 ∇ 


 
′는 메타 학습자에게 전달

된다. 메타 학습자는 한 배치(Batch)에 포함되는 모

든 분류 문제들에 대해 학습자들에게 초기 가중치를 

제공하고 검증 샘플에 대한 손실을 전달받는다. 이때 

배치란 여러 개의 데이터를 하나로 묶은 데이터의 

집합을 의미한다. 신경망 학습 과정에서는 일반적으

로 데이터를 배치 형태로 학습하여 일반화 성능을 

높인다. 메타 학습에서는 하나의 분류 문제가 하나의 

데이터이므로 여러 개의 과제가 묶인 형태의 배치를 

학습한다. 배치에 대한 학습과 검증이 끝난 후 메타 

학습자는 전달받은 손실을 이용해 가중치 를 up-

date한다. 이때 가중치는 메타 학습자가 생성한 초기 

가중치가 학습을 잘 수행하였는가에 대한 결과를 통

해 학습되므로 결국 입력되는 데이터에 대해 최적화

된 초기 가중치를 생성하는 방향으로 학습이 진행된

다.

한편 식 (1)의 는 과제 모델을 학습할 때 사용되

는 학습율(learning rate)이다. 학습율이란 가중치가 

gradient 방향에 대해 얼마나 이동할지를 나타내는 

값이다. MAML 방법은 학습되는 데이터량이 작으므

로 학습 오차에 민감하게 반응하기 위해 비교적 큰 

학습율 값을 사용한다. 식 (3)의 도 마찬가지로 학

습율을 나타내며, 학습자에 대한 학습율인 와 달리 

메타 학습자의 가중치를 업데이트할 때 사용한다.

이렇게 적은 양, 적은 수의 업데이트를 통해 학습

된 학습자 
 
′를 검증하고, 그 결과는 메타 모델의 학

습 오차로 사용된다. 결국 메타 모델은 하나의 데이

터–분류 문제를 학습하고 검증한 결과를 메타 모델

에 반영하여 학습을 더 잘 수행하는 방향으로 가중치

를 갱신한다. 이러한 과정을 통해 다양한 부류로 이

루어진 여러 과제에 대해 학습을 수행함으로써 메타 

모델은 새로운 학습과제의 학습 오차에 민감하게 반

응하는 초기 가중치를 갖게 된다.
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3. 수완부의 메타학습

3.1 알고리즘 개요

본 논문에서는 사전에 미리 메타 모델을 학습하여 

소량의 수완부 X-ray 영상으로 골 성숙도를 판별하

는 네트워크를 제안하고자 한다. 제안하는 골 성숙도 

판별 알고리즘의 흐름도를 Fig. 3에 나타내었다. 메

타 학습을 골 성숙도 판별 문제에 적용하기 위해서는 

먼저 학습된 메타 학습자가 필요하다. 메타 학습자는 

2장의 방법으로 학습되며 학습이 완료된 메타 학습

자는 실제 해결하고자 하는 문제에 적용될 수 있다.

먼저 메타 데이터 셋을 이용하여 메타 학습자를 

학습하며, 이는 2절의 메타 학습 과정과 같다. 다양한 

부류로 구성된 분류 문제를 전달 받은 메타 학습자는 

한 번의 그래디언트 업데이트 과정을 통해 학습자에

게 전달할 초기 가중치를 생성한다. 학습자는 전달받

은 가중치를 초기값으로 하여 학습 샘플을 이용해 

여러 번의 그래디언트 업데이트 과정을 반복한다. 그 

결과 학습자의 가중치는 해당 분류 문제에 최적화된 

가중치를 갖게 된다. 이후 해당 분류 문제의 검증 샘

플을 이용하여 실제 부류와 학습자를 통해 예측된 

값 사이의 손실과 그 손실에 대한 그래디언트를 계산

한다. 이 그래디언트는 다시 메타 학습자에게 전달되

며 메타 학습자는 이 그래디언트를 이용하여 자신의 

가중치를 업데이트한다. 그 결과 메타 학습자는 처음

에 입력받은 학습 샘플에 대해 빠르게 적응하고 좋은 

성능을 내는 초기 가중치를 생성할 수 있는 방향으로 

학습된다. Fig. 3의 과정 ①이 이에 해당한다.

Fig. 3의 과정 ②는 학습된 메타 학습자를 실제 

해결하고자 하는 분류 문제에 적용하는 과정이다.

Task 은 실제 해결하고자 하는 분류 문제에 

해당하는 영상 데이터이다. 메타 학습자는 학습자에

게 초기 가중치를 제공하기 때문에 신경망의 구조가 

학습자와 동일해야하므로 Task 역시 2개의 부

류로 구성되어야 한다. Task 의 학습 샘플은 

메타 학습자를 학습하기 위해 사용했던 메타 데이터 

셋에는 포함되지 않은 영상들이며 본 연구에서는 수

완부 영상 데이터 셋에 해당한다. 따라서 메타 학습

자는 이 과정에서 경험하지 않은 새로운 데이터 셋을 

입력받아 이 데이터 셋에 최적화된 초기 가중치를 

학습자에게 전달한다. 학습자는 이 가중치를 이용해 

학습 샘플을 학습하여 Task 에 최적화된다. 이

후 Task 의 테스트 샘플을 검증하여 최종적으

로 메타 학습을 이용한 골 성숙도 분류 문제의 성능

을 나타낼 수 있다.

3.2 실험 방법

제안하는 방법의 성능을 평가하기 위해 다음 두 

데이터 셋에 대해 실험을 진행하였다. 첫 번째로, 메

타 학습에 사용했던 메타 데이터 셋의 검증 샘플을 

사용하여 성능을 평가한다. 메타 학습자 학습에 사용

되었던 TinyImageNet과 Cifar100 데이터 셋 중 학습

에 사용하지 않은 부류 중 5개를 임의로 선정하여 

부류 당 20장의 영상을 사용해 학습한 후 15장의 검

증 샘플로 성능을 평가한다. 따라서 총 75장의 샘플

이 검증에 사용된다. 또한 동일한 학습샘플 100장과 

검증 샘플 75장을 사용하여 일반적인 Base Learning

방법으로 모델을 학습한 결과와 성능을 비교한다.

두 번째로 실제 학습하고자 하는 수완부 영상 데

이터를 사용하여 분류 정확도를 평가한다. 이 역시 

앞선 방법과 마찬가지로 각 부류 당 학습 샘플 20장,

검증 샘플 15장을 이용해 메타 학습 방법과 Base

Learning을 이용한 방법으로 모델을 각각 학습한다.

이때 각 데이터 셋에 대해서 두 가지의 학습 방법

을 사용한다. 첫 번째로 컨볼루션 신경망에서 분류를 

담당하는 완전 연결 층의 가중치 업데이트에만 메타 

학습 방법을 적용한다. 이는 기존에 학습할 데이터 

량이 적을 때 사용하는 전이 학습(Transfer Learn-

ing)과 유사하다. 전이 학습은 사전 학습된 컨볼루션 

층의 가중치는 고정하거나 가장 마지막의 컨볼루션 

층만을 학습 과정에 포함하고 분류를 담당하는 완전 

연결 층의 가중치를 실제 학습하고자 하는 데이터로 Fig. 3. Overall system flow chart.
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학습하여 적은 데이터만으로 과적합을 피하면서 학

습할 수 있는 방법이다. 실험에서는 동일한 컨볼루션 

층의 가중치를 가지면서 메타 학습으로 완전 연결 

층의 가중치를 학습한 결과와 일반적인 전이 학습 

방법으로 완전 연결 층의 가중치를 학습한 결과를 

비교한다. 층과 가중치의 개수에 비해 좋은 성능을 

내는 모델 구조인 VGG16[9]의 구조를 참고하여 신

경망을 구성하였다. 신경망의 구조는 Fig. 4(a)와 같

다. 깊이가 64, 128, 256, 512, 512인 컨볼루션 층이 

각 2, 2, 3, 3, 3개로 총 13개의 컨볼루션 층과 256노드

를 가는 완전 연결 층 3개로 구성된다. 사전에 학습된 

컨볼루션 가중치는 대량의 공용 데이터 셋을 이용해 

학습되어 온라인에서 제공되는 값을 사용하였다.

두 번째로 컨볼루션 층을 포함한 모든 가중치를 

메타 학습의 가중치 업데이트 과정에 포함한다. 모든 

네트워크의 가중치를 사전 학습 없이 초기 가중치로

부터 학습하는 방법을 scratch 학습이라고 한다. 실

험에서는 메타 학습으로 모든 가중치를 학습한 결과

와 모든 가중치를 일반적인 Base Learning 으로 학

습한 결과를 비교한다. 이 경우 MAML에서 사용했

던 신경망 구조를 참고하여 3 × 3 크기의 컨볼루션 

필터가 깊이 64개로 구성된 컨볼루션 블록 7개, 노드 

256개인 완전 연결 층 3개로 구성된다. 신경망 구조

는 Fig. 4(b)와 같다. 각 컨볼루션 블록은 모두 컨볼루

션 연산, 배치 정규화, 활성화 함수 ReLU를 포함한다.

3.3 실험 데이터 구성

3.3.1 메타 데이터 셋 구성

Fig. 5는 메타 학습에 사용되는 학습 데이터 셋 

중 n개의 과제가 포함된 하나의 배치(Batch)를 나타

낸다. 딥러닝에서는 일반적으로 여러 개의 데이터를 

하나로 묶은 배치 형태의 데이터를 학습하여 일반화 

성능을 높인다. 메타 학습에서는 하나의 과제가 하나

의 데이터이므로 여러 개의 과제가 묶인 형태의 배치

를 학습한다. 학습에 사용되는 데이터는 공공데이터 

셋으로 제공되는 TinyImageNet[6]과 Cifar100[7] 데

이터 셋을 결합하여 총 300개의 부류를 가진 데이터 

셋을 사용하였다. Cifar100은 주로 동물, 이동 수단,

물체 등의 영상으로 구성되어 있으며 각 부류는 600

장의 영상을 포함한다. TinyImageNet은 그 외 풍경,

사람의 움직임 등의 복잡한 영상도 포함하며 한 부류 

당 500장의 영상으로 구성된다. 기존에 한 부류에서 

학습용 샘플과 테스트용 샘플을 나누어 구성하던 데

이터 셋과 달리 메타 학습은 여러 개의 부류로 이루

어진 하나의 과제를 하나의 데이터로 학습하기 때문

에 학습, 검증, 테스트에 속하는 데이터들은 모두 부

류가 달라야 한다.

본 연구에서는 5개의 골 성숙도 부류를 분류하는 

것이 목표이므로 메타 데이터 셋 역시 5개의 부류로 

이루어진 학습 과제로 구성한다. 각 과제는 한 부류 

당 20개의 학습데이터, 15개의 테스트 데이터를 가지

는 5개의 부류로 구성된다. 따라서 한 과제당 175개의 

영상을 포함한다. 학습에는 100개의 샘플이, 테스트

에는 75개의 샘플이 사용된다. 한 배치에는 2개의 과

제가 포함되므로 한 배치에는 학습 샘플 200개, 테스

트 샘플 150개로 총 350개의 데이터가 포함된다. 실험 

과정에서는 300부류 중 임의로 10개의 부류를 선정하

여 하나의 배치에 들어갈 2개의 과제를 구성했으며 

이러한 배치 10000개를 생성하여 실험에 사용하였다.

3.2.2 수완부 영상 데이터 셋 구성

수완부 영상의 학습데이터는 5-18세 영유아 및 청

Fig. 4. Two CNN structures that, (a) learns only weight of FC (fully-connected) layers, (b) learn all layers.
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소년의 수완부 X-ray 영상 865장으로 구성된다. 성

숙도는 총 5단계로 구분하며 각 단계 당 20장만의 

영상을 학습에 사용하고 15장의 영상을 검증에 사용

한다. 따라서 총 175장의 수완부 영상이 학습에 사용

된다. 이때 전체 수완부 영상 보다는 각 손가락의 마

디 같은 국소 영역이 골 성숙도 판별에 효율적이므로 

512×512 크기의 전체 영상에서 6개의 ROI(Region

of Interest)영역을 선정했다. ROI(Region of Inter-

est)란 영상 내에서 집중하고자 하는 국소 영역을 의

미한다. 영상 처리를 영상의 모든 영역에 대해 수행

하게 되면 문제 해결에 중요한 영향을 미치는 정보가 

작은 영역에 집중되어 있을 경우 모든 영역에 대해 

연산을 하는 것이 비효율적이다. 따라서 작은 크기의 

ROI(Region of Interest)를 지정하여 그 영역만 연산

에 포함하는 방법을 사용한다. 이들은 골 성숙도 판

단에 큰 영향을 미치는 엄지, 중지, 약지의 골단

(epiphyseal) 영역이다. Fig. 6은 전체 수완부 영상 

및 6개의 ROI를 나타내며 번호는 각 ROI의 순서를 

의미한다. 각 ROI 영상은 64 × 64 크기이며 X-ray

영상이므로 한 채널만을 가진다.

ROI가 영상 당 6개 이므로 총 175 × 6 = 1050장의 

64 × 64 크기 영상 데이터가 학습에 사용된다. Fig.

6은 잘라낸 ROI를 각 성장 단계별로 나타낸 것이다.

각 행은 6개의 ROI를 나타내며 열은 5단계로 분류할 

부류(Class)를 나타낸다. 기존에 주어진 데이터는 골 

성숙도를 총 11단계로 구분하며 한 단계에서 1-2년의 

연령을 포함한다. 하지만 이 경우 한 부류에 속하는 

영상이 최소 12장에서 최대 200장 이상으로 부류 간 

데이터 량의 차이가 아주 심한 경우가 발생한다. 따라

서 최소한의 학습데이터 확보를 위해 이웃한 두 부류

끼리 데이터를 병합하여 5개의 부류로 성숙도를 구분

한다. 병합 전과 후 부류 별 영상 수는 Table 1과 같다.

4. 실험 결과 및 고찰

4.1 메타 학습 결과

실험 결과는 아래와 같이 나타내었다. 부류 별 학

습데이터를 5, 10, 20장으로 늘려가며 학습하였으며 

Fig. 5. Meta-Learning Dataset (TinyImagenet, Cifar100). 

Table 1. Number of data by class (before merging, after merging)

Before

merging

Class(age) 1 2 3 4 5 6 7 8 9 10 11

Number of data 188 145 277 68 10 48 75 2 11 29 12

After

merging

Class(age) 1 2 3 4 5

Number of data 333 345 58 88 41
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테스트 샘플은 모든 경우 부류 당 15장으로 고정하였

다. 본 실험은 학습에 사용되는 데이터 개수가 적기 

때문에 데이터 셋이 어떻게 구성되느냐에 따라 성능 

편차가 존재한다. 따라서 같은 실험을 5 번씩 반복하

여 평균 성능을 나타낸다. 성능 지표인 정확도는 검

증에 사용한 75장의 데이터 중 자신의 부류에 옳게 

분류 된 데이터 수의 비를 퍼센트로 나타내었다. 기

존의 학습 방법인 Base Learning과 메타 학습 방법

을 비교하였으며 각각의 방법들은 사전에 학습된 컨

볼루션 층의 가중치를 사용한 Pre-trained 방법과 임

의로 초기화된 가중치를 처음부터 학습하는 Scratch

방법 두 가지를 사용하였다. 또한 결과는 메타 검증 

데이터 셋과 실제 분류하고자 하는 수완부 영상 데이

터 셋을 사용하였다. 메타 검증 데이터 셋을 사용한 

결과는 Table 2에 나타내었다. Pre-trained, Scratch

학습 모두 메타 학습을 이용한 학습결과의 정확도가 

Base Learning에 비해 높은 성능을 보였다. 메타 검

증 데이터 셋의 샘플들은 메타 학습과정에 사용된 

부류들과 동일하진 않지만 같은 데이터 셋 안에 포함

된 다양한 부류들로 구성되어 있어 성능이 비교적 

높은 것으로 보인다.

Table 3은 수완부 영상을 이용한 학습 결과를 나

타낸다. 메타 학습 결과 학습 데이터 부류 별 20장을 

사용하여 Pre-trained 방법으로 학습한 결과 정확도 

69.3%, Scratch 학습 결과 정확도 65.9%로 모두 비교 

실험인 Base-Learning 방법에 비해 높은 성능을 보

였다. 비교 실험의 경우 컨볼루션 층의 가중치를 모

두 기존 방법으로 학습한 Scratch 학습의 경우는 학

습이 잘 진행되지 않았으며 특히 5, 10장을 이용한 

학습은 임의로 5개의 부류 중 한 가지를 선택할 때의 

확률인 20%에 가까운 결과를 보였다. 이는 특징 추

출 과정에서 데이터가 매우 부족했음을 의미한다.

또한 6개의 ROI 별 분류 성능 차이도 존재하며 

이는 Table 4와 같다. ROI 2는 중지 끝마디를, ROI

s

Fig. 6. Six ROIs(Regions of Interest) for skeletal maturity indication. (a) Hand-arm X-ray image with 6 ROIs, (b) 

Examples of segmented ROIs.  

Table 2. The Accuracies for proposed meta-learning method and conventional base learning method

Meta Dataset Learning Accuracy(%)

Method Base Learning Meta Learning

Model Pre-trained Scratched Pre-trained Scratched

number of

sample

5 51.9 27.3 73.3 53.3

10 58.6 31.2 76.0 59.9

20 69.3 35.9 81.9 80.0
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4는 중지 첫마디에 해당하는 영역이다. Fig. 7에서 

중지 첫마디는 연령이 올라갈수록 마디의 간격이 좁

아지는 반면 끝마디는 연령 별로 마디의 간격이나 

너비에 변화가 적다. 이러한 이유로 인해 영역 별로 

분류 성능에 편차가 존재하므로 실험에서는 각 영역 

별로 최대값을 가지는 부류를 봇팅(votting)하여 가

장 많이 봇팅된 부류를 최종 부류로 선정한다. 이때 

각 영역 별로 가중을 동일하게 부여하여 봇팅하는데 

실제 영역 별로 분류 결과에 성능 차이가 있으므로 

가중을 다르게 부여한다면 최종 분류 결과가 더 정확

할 것이다. 특히 이 가중치를 신경망 학습과정에 포

함하여 같이 학습한다면 성능을 개선할 수 있을 것이

다. 하지만 MAML 방법을 사용한 메타 학습 과정에

서 이러한 가중치를 학습하려면 그 신경망의 구조가 

메타 학습 과정에도 포함되어야 한다. 따라서 메타 

학습 과정에서도 마찬가지로 임의의 ROI를 지정하여

최종 출력의 크기를 수완부 영상을 이용한 학습의 테

스트 과정과 동일하게 구성해야 하는 어려움이 있다.

5. 결  론

본 논문에서는 딥 러닝 기반의 메타 학습을 이용

해 적은 양의 학습 데이터만으로 수완부 영상에서 

골 성숙도를 분류한다. 메타 모델은 적은 수의 샘플

만이 포함된 데이터 셋을 여러 개 이용하여 학습을 

반복하며 손실에 민감한 가중치를 갖도록 훈련된다.

비교실험을 위해 동일한 100장의 샘플을 사용해 일

반적인 전이학습과 성능을 비교하였으며 메타 학습

이 더 높은 성능을 보임을 확인하였다. 먼저 메타 학

습의 한 방법인 MAML(Model-Agnostic Meta Le-

arning) 방법을 이용하여 다양한 학습과제로 이루어

진 별도의 데이터를 사용하여 메타 모델을 학습한다.

그 후 학습된 메타 모델을 사용하여 수완부 X-ray

영상을 성숙 단계별로 분류한다. 이때 수완부 영상은 

6개의 ROI를 지정하여 각 영역에 대한 분류 결과를 

봇팅(votting)하여 최종 성능을 나타낸다. 이때 특징

추출을 위해 사전에 학습된 VGG16 모델의 컨볼루션 

Table 3. The Accuracies for proposed meta-learning method and conventional base learning method

SMI Dataset Learning Accuracy(%)

Method Base Learning Meta Learning

Model Pre-trained Scratched Pre-trained Scratched

number of

sample

5 42.4 23.1 47.1 53.3

10 45.7 31.4 57.1 56.6

20 50.6 38.6 69.3 65.9

Table 4. Classification Accuracy of each ROI (Region of Interest) 

ROI 1 2 3 4 5 6

Accuracy(%) 63.0 45.9 50.0 69.9 59.9 50.0

Fig. 7. Skeletal change according to each age group (a) ROI 2(Middle finger last node), (b) ROI 4(Middle finger 

first node). The right side shows higher ages.
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가중치를 사용한 Pre-trained 방법과 초기화된 가중

치를 처음부터 학습하는 Scratch 방법을 이용해 그 

성능을 비교한다. 한편 본 논문에서는 골단에 해당하

는 6개의 영역을 ROI(Region of Interest)로 지정하

였으나 골 성숙도 판단에는 더 다양한 영역이 사용된

다. 이 영역들을 ROI에 반영하여 학습 데이터 셋을 

구성한다면 더 좋은 성능을 기대할 수 있을 것이다.

봇팅 과정에서는 각 영역 별 출력에 대한 가중을 동

일하게 주었다. 하지만 사용하는 ROI의 개수를 늘리

고 상대적으로 더 중요한 영역에 가중치를 크게 준다

면 성능 개선을 기대해 볼 수 있다. 또한 메타 모델의 

사전 훈련에 사용되었던 TinyImageNet과 Cifar100

은 다양한 이미지를 포함하지만 수완부 영상의 경우 

형태가 유사한 여러 영상을 분류해야 한다. 그러므로 

메타 모델의 사전 훈련에 부류별 이미지 형태가 유사

한 데이터를 다량 포함하여 학습을 진행한다면 조금 

더 좋은 성능을 기대할 수 있을 것이다. 마지막으로,

본 논문에서 사용한 데이터 셋은 성별이 분류되어 

있지 않다. 골 성숙도는 성별에 따라 같은 연령이라

도 많은 차이가 나기 때문에 성별은 골 성숙도 판별

에 중요한 역할을 한다. 성별에 대한 정보를 포함하

는 양질의 데이터 셋이 제공된다면 성별을 분류하는 

네트워크를 추가로 학습하여 좀 더 좋은 성능을 기대

할 수 있을 것이다.
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