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요  약

최근 다수의 분야에서 딥 러닝을 통한 연구 성과들이 사람의 단력에 근 하는 결과를 보여주

고 있다. 그리고 게임 산업에서는 온라인 커뮤니티, SNS의 활성화가 게임 흥행 여부를 결정할 정

도로 요성이 높아지고 있다. 본 연구는 딥 러닝을 이용해 온라인 커뮤니티, SNS에서 활동할 수 

있는 시스템을 구성하고, 온라인 공간에서 사람들이 작성한 텍스트를 읽고 그에 한 반응을 생성

하고 스 쥴에 따라 트 터에 올리는 것을 목표로 한다. 순환 신경망(Recurrent Neural Network)

을 이용해 텍스트를 생성하고  작성 스 쥴을 생성하는 모델들을 구성했고, 생성한 시각에 맞춰 

모델들에 뉴스 제목을 입력해 댓 을 출력 받고 트 터에 작성하는 로그램을 구 했다. 본 연구

결과는 온라인 게임 커뮤니티 활성화, Q&A 서비스 등에 용이 가능할 것으로 상된다.

ABSTRACT

Many studies in deep learning show results as good as human's decision in various 

fields. And importance of activation of online-community and SNS grows up in game 

industry. Even it decides whether a game can be successful or not. The purpose of this 

study is to construct a system which can read texts and create comments according to 

schedule in online-community and SNS using deep learning. Using recurrent neural 

network, we constructed models generating a comment and a schedule of writing 

comments, and made program choosing a news title and uploading the comment at 

twitter in calculated time automatically. This study can be applied to activating an online 

game community, a Q&A service, etc.

Keywords : Deep Learning(딥 러닝), Online Community(온라인 커뮤니티), Natural 

Language Generation(자연어 생성) 
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1. 서  론

최근 많은 분야에서 인공 신경망(Neural 

Network)을 이용한 련 연구들이 사람을 체할 

수 있을 정도의 성과를 보이고 있다. 인공 신경망

과 련된 이론들은 1940년 에 이미 등장했지만, 

학습 방법의 어려움, 학습 데이터 부족, 컴퓨터 하

드웨어 성능 부족 등 여러 한계가 드러나며  암흑

기를 겪었다. 하지만 2006년 Geoffrey Hinton이 

기존 신경망의 문제 들을 해결하는 방법을 제시했

고[1], GPU를 통해 수많은 연산을 병렬로 처리할 

수 있게 되면서 인공 신경망은 많은 발 을 이루

었다.

2018년 5월, 구 (Google)은 새로운 인공지능 

시스템 구  듀 스(Google Duplex)를 소개했다

[2]. 구 이 공개한 데모 동 상에서 이 시스템이 

탑재된 인공지능 비서 구  어시스턴트(Google 

Assistant)가 미용실에 약을 하기 해 화를 

거는 모습이 나왔다. 구  어시스턴트는 직원의 말

을 이해하고 자연스럽게 답하며 화를 이어갔고 

미용 시간을 약 했다. 게임 분야에서도 딥 러닝

을 이용한 로젝트가 이슈가 된 이 있다. 비

리 인공지능 연구 기업 OpenAI가 딥 러닝을 이용

해 만든 인공지능이 2017년에 온라인 게임 Dota2

의 로게이머들과의 1 1 결에서 승리했다[3]. 

이 인공지능은 다양한 변수가 존재하는 복잡한 상

황에서 실시간으로 단해 행동했고 선수들을 상

로 여러 차례 승리했다. 이처럼 여러 분야에서 딥 

러닝을 목한 연구들이 이루어지고 있고, 실생활

에도 많이 용되고 있다.

한 게임 산업에서 SNS, 게임 련 커뮤니티

의 활성화는 요한 요소이다. 만약 이런 공간에서 

다른 사용자들과 문답을 통해 정보를 공유하고, 사

용자의 에 반응을 하는 등의 활동을 할 수 있는 

인공지능 로그램이 있다면 커뮤니티에서 정보 제

공의 역할과 소통의 역할을 신 할 수 있을 것이

다.

이에 본 연구는 딥 러닝을 통해 SNS, 온라인 

커뮤니티 사용자들이 작성한 텍스트에 한 반응들

을 보고 학습해 그 활동 패턴을 모사하는 시스템

을 구성하는 것을 목표로 한다. 텍스트는 길이가 

가변 이고 연속성이 있는 데이터이기 때문에 이런 

데이터를 다루기 합한 순환 신경망을 연구에 사

용했다. 

2. 딥 러닝

딥 러닝 분야에서 가장 많이 사용되는 신경망 

구조로 합성곱 신경망(Convolutional Neural 

Network, CNN)과 순환 신경망(Recurrent 

Neural Network, RNN)이 있다.

CNN은 주로 2D 이미지를 입력으로 받아서 처

리하는 신경망이다. CNN은 합성곱 계층

(Convolution Layer)과 풀링 계층(Pooling 

Layer)로 이루어지는데, 합성곱 계층에서는 이미

지에 필터들을 용해서 특징들을 추출해내고, 풀

링 계층은 이 특징들에서 값을 샘 링해서 이미지 

내 특징의 상  치에 둔감해지도록 만든다. 마지

막으로 이 뒤에 최종 단을 한 

Fully-Connected Layer가 추가된다. CNN은 이

미지에서 특정 패턴을 분류하는데 많이 사용된다. 

ImageNet 내의 130만개의 고해상도 이미지들을 

CNN을 이용해 1000가지의 종류로 분류한 연구가 

존재하고[4] CNN을 도입해 빠르게 얼굴 인식을 

가능하게 한 연구도 존재한다[5].

이와 달리 RNN은 주로 연속 인 흐름이 있는 

데이터를 입력으로 받는다. RNN은 이  입력들을 

장해 놓은 상태를 다음 단계로 달해서 다음 

단계의 새로운 입력과 같이 사용한다. 이를 통해 

연속 인 데이터의 처리가 가능하다. RNN과 

CNN을 연결해 그림을 입력 받아 인식하고 그에 

한 설명을 출력하는 연구도 있다[6].

본 연구에서는 SNS에 을 작성하는 것을 목

표로 하기 때문에 RNN을 이용해 연구를 진행했

다.
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2.1 순환 신경망

일반 인 신경망은 가 치 값을 갖는 노드들로 

이루어져 있고 그 노드들은 새로운 입력에만 응

하는 가 치 값을 가진다. 그러므로 이 의 입력 

값은 반 하지 않고 새로운 입력 값을 이용해 계

산한 오차에 따라서 가 치를 갱신한다. 이와 달리 

RNN은 노드의 가 치 값들뿐만 아니라 추가 으

로 이  입력 값들을 합쳐 장한 상태를 내부에 

갖는다. 한 노드들은 장된 상태 값에 응하는 

가 치 값도 포함한다. 이런 변수들이 RNN에 추

가된 이유는 시계열 데이터를 처리하기 함이다. 

시계열 데이터란 시간이 흐름에 따라 값이 연속

으로 변하는 데이터를 말한다. 를 들어 주가는 

시간에 따라 값이 계속해서 변하므로 시계열 데이

터라고 할 수 있다. RNN 노드의 상태 값은 시계

열 데이터를 처리하면서 마치 사람의 기억력과 같

은 역할을 한다. 매 입력 단계마다 RNN 노드는 

이  단계의 상태와 재의 입력을 조합해서 새로

운 상태 값을 만들어 장한다. 이 게 함으로써 

RNN은 이  입력과 새로운 값 사이의 연 성을 

악할 수 있게 된다[7].

[Fig. 1] A recurrent network with no outputs

[Fig. 1]에서 볼 수 있듯이 RNN은 이 의 입력

에 의해 만들어진 상태와 새로운 입력을 같이 사

용해 결과를 생성한다. RNN은 연속 인 데이터 

처리가 가능하기 때문에 동 상이나 텍스트 련 

연구에서 좋은 성능을 보인다. RNN을 이용해 음

성인식 성능을 높이려고 시도한 연구가 있고[8], 

 기반 동작 인식을 구 한 연구도 있다[9].

본 연구에서는 3가지의 RNN 기반 모델을 사용

해 시스템을 구성했다. 그리고 각 모델을 구성하기 

해 Long Short-Term Memory (LSTM)[10] 

cell 신경망이 이용 다.

[Fig. 2] Long Short-Term Memory Cell

LSTM은 이  RNN Cell인 Vanilla RNN Cell

을 보완하기 해 나온 모델이다. 기존 Vanilla 

RNN Cell은 오래  과거의 입력까지 상태에 계속 

장하면서 곱해나간다. 이럴 경우 기  값에 한 

결과 값의 오차를 이는 역 (Back 

Propagation) 과정에서 오차 변화량이 무 작아

지거나 커지는 Gradient Vanishing, Gradient 

Exploding 문제가 발생한다. 이 문제에 향을 덜 

받기 해 LSTM에는 Cell State와 여러 Gate들

이 추가되었다. Cell State는 Hidden State와 별개

로 이  상태들의 값을 다음 단계로 달하는 역

할을 수행한다. Cell State를 갱신하는 연산엔 덧

셈이 추가되어 있기 때문에 기존의 Vanilla RNN 

Cell보다 Gradient Vanishing 등의 문제가 덜 일

어나게 된다. Gate들은 이  단계의 Hidden State

와 재 입력을 이용해서 Cell State와 Hidden 

State를 갱신하는 역할을 맡는다. Forget Gate는 

기존의 정보를 Cell State에서 얼마나 잊을지 결정

하고, Input Gate는 새로운 정보를 Cell State에 

얼마나 추가할지 결정한다. 마지막으로 Output 

Gate는 새롭게 갱신된 Cell State에서 어떤 부분을 

새로운 Hidden State로 출력할 것인지 결정한다.

구성한 세 개의 모델  Char-RNN, 작성 스

쥴 생성 모델은 LSTM 신경망을 여러 층으로 조
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합해 구성했다.  다른 모델인 NMT 모델은 앞 

모델들의 구조 두 개를 조합해 구성 다.

2.2 워드 임베딩

특정 단어나 자가 어떤 의미를 갖는지 모델이 

이해하도록 하기 해선 단어나 자를 벡터로 나

타낼 필요가 있다. 이때 각 단어가 어떤 값을 가질

지를 모델과 같이 학습시키는데, 이것을 워드 임베

딩(Word Embedding)이라고 부른다[11].  본 연구

에서 구성한 모델들은 단어를 워드 임베딩을 통해 

벡터로 변환시킨 후 입력으로 사용한다.

[Fig. 3] 3D Word Embedding

2.3 시 스-투-시 스 모델

시 스-투-시 스(Sequence-to-Sequence) 모

델은 시 스를 입력으로 받아서 시 스를 생성해 

출력하는 모델로, 입력 시 스 데이터를 처리하는 

인코더(Encoder)와 출력 시 스를 처리하는 디코

더(Decoder)로 구성된다. 인코더와 디코더는 각각 

하나의 RNN모델이며 이를 하나로 합친 게 시 스

-투-시 스 모델이다[12].

[Fig. 4] Example of an encoder-decoder or 

sequence-to-sequence RNN architecture

인코더에서는 문장의 단어들을 하나씩 입력 받

아 문장을 숫자 행렬로 나타내는 인코딩

(Encoding)작업을 한다. 이 작업을 통해 문장의 

상태를 나타내는 값을 얻을 수 있다. 디코더에서는 

인코더의 결과 값을 이용해 이 작업이 역으로 수

행된다. 이때 인코더가 문장을 상태로 만드는 과정

과 디코더가 달된 입력 상태를 문장으로 바꾸는 

과정을 입력 값과 결과 값에 맞게 학습시킨다. 시

스-투-시 스 모델을 이용해 문장을 다른 언어

로 번역하는 연구가 존재하는데[13], 기존의 확률 

기반 번역보다 더 높은 성능을 보 다. 한 상

을 입력 받아 그에 한 설명을 작성하는 연구도 

존재한다[14].

3. 연구 방법

3.1 학습 데이터 종류  수집

사람이 작성한 것과 유사한 행태로 댓 을 생성

하려면, 1)어떤 내용의 댓 을 생성할지, 2)언제 그 

댓 을 올릴지를 결정해야 한다. 이를 하여 많은 

사람들의 공감을 받은 비교  검증된 댓 인 포탈

의 상 권 댓 을 학습 데이터로 이용했다. ‘네이

버(Naver)’는 정치 분야 뉴스에서 ‘공감순’을 제거

했기 때문에 그 다음으로 이용자가 많은 ‘다음

(Daum)’에서 데이터를 수집했다. 이를 해 웹 

라우  자동화 툴인 Selenium을 이용해  연구기간 

동안 매일 날의 댓  많은 상  50  뉴스들의 

댓 들과 뉴스 데이터를 수집했다.
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[Fig. 5] An example of Text Data

한 댓 을 작성할 시각을 모방하기 한 학습 

데이터도 같이 수집했다. ‘다음’에서는 특정 아이디

가 작성한 댓 들을 볼 수 있도록 제공하는데,  

댓  많은 뉴스들에 있는 공감순 상  3개 댓  

작성자들의 최근 6개월 동안 댓  작성 시각들을 

수집했다.

[Fig. 6] An example of Schedule Generation 

Model’s Training Data

데이터 수집은 2018년 2월 1일 부터 2018년  8

월 19일 까지 수행되었으며, 약 9300개 뉴스의 데

이터를 수집했다.

3.2 모델 학습

본 연구를 해 총 세 가지 모델을 사용했으며 

모두 Tensorflow 1.9.0-dev20180501 임워크

와 Python 3.5.2 언어를 이용해 구성했다. CPU는 

Intel Core i7-7700 3.60GHz, RAM 64G, GPU 

NVIDIA GTX 1080ti 2개를 이용한 하드웨어 환

경에서 실험을 진행했다. 텍스트 생성을 한 모델 

Char-RNN, NMT, 작성 스 쥴 생성을 한 모델

이 존재한다.

비교  많은 사람들이 공감하는 댓 들을 학습

시키기 해 수집한 댓 들에 공감수에서 비공감 

수의 2배를 뺀 것을 수로 매기고 그 내림차순으

로 정렬한 뒤, 상  10%를 모델 학습용 데이터로 

추출했다. 이 게 추출된 데이터  70%는 실제 

학습에 사용했고, 나머지 30%의 데이터는 모델의 

학습 정도를 확인하기 한 테스트 데이터 셋으로 

활용했다.

텍스트 생성을 해 Char-RNN, NMT 두 가지 

모델을 구성했다. Char-RNN 모델은 자를 하나

씩 출력할 때마다 이  문장을 반 해 측하는 

모델이다. NMT는 입력 문장의 상태를 먼  생성 

후 그것을 새로 해독하는 모델이다. 각 모델의 텍

스트 생성 방식이 다르기 때문에 두 가지를 모두 

사용했다.

3.2.1 Char-RNN

Char-RNN은 문장 안의 문자들을 시계열 데이

터로 보고 학습하는 RNN 모델이다. 문장이 입력

되었을 때 특정 자 다음에 어떤 자가 나타났

는지 보고 그 패턴을 학습한다. 이 모델은 스탠포

드 학의 Andrej Karpathy가 제안한 것으로[15], 

입력된 문장들과 유사한 문장들을 생성하도록 신경

망을 학습시킬 수 있다. 텍스트를 다루는 RNN 모

델  가장 기본 인 모델로 다른 RNN 모델의 성

능을 측정하기 한 비교 모델로 이용하기도 한다.

Karpathy가 직  구 한 Char-RNN은 Lua언

어로 구  했고 Torch 임 워크를 사용했다

[16]. 본 연구에서는 이를 Python과 Tensorflow 

임워크를 사용해 재구성한 오 소스 로젝트

[17]를 이용해 모델을 구성했다.

이 모델은 1024개의 상태 값을 가지는 LSTM 

셀로 구성한 3개의 이어로 이루어져 있다. 모델

의 학습률은 0.01, Sequence Length는 100으로 설
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정했다. 추가로 연결된 기본 인 뉴럴 네트워크 구

조인 Fully-Connected Network에서 RNN 모델의 

출력 값을 이용해 다음 자가 어떤 것인지 최종

으로 단한다.

입력 데이터들은 기사의 제목과 그 기사에 한 

댓 이 탭(tab) 문자로 연결되어 있고 개행 문자로 

끝나는 구조로 되어있다. 입력 데이터를 32개씩 묶

고, 체 입력에 한 Batch Data들을 100회 반복

해서 학습한다.

처음 학습 시 입력 데이터에 있는 모든 자를 

Vocabulary에 장하고 워드 임베딩 데이터를 같

이 학습한다. 이 때문에 새로운 데이터로 학습 시 

기존 Vocabulary에 없는 자가 나오면 워드 임베

딩 범  과 오류가 발생할 수 있다. 이를 비해 

새로운 학습 데이터에서 Vocabulary에 없는 자

는 제외하도록 했다. 이때 제외되는 자는 부분 

잘 사용되지 않는 특수문자나 한자로 나타났다.

학습된 모델을 통해 샘 링을 할 땐 Prime 

Text에 기사 제목과 탭 문자를 주면 모델이 댓

에 해당하는 문장을 생성해서 출력한다. 제목의 

자들이 모델에 입력될 때마다 모델의 상태가 갱신

된다. 자들이 처리된 다음엔 문장의 끝을 의미하

는 개행 문자가 나올 때까지 반복해서 다음 자

를 생성해 출력한다.

3.2.2 Neural Machine Translation

시 스-투-시 스 구조로 구 된 기계번역

(Neural Machine Translation, NMT)모델로 구

에서 제공하는 NMT 오 소스 로젝트[18]를 이

용해 구성했다.  입력 값은 기사 제목, 출력 값은 

댓 로 설정하고 모델을 학습시켰다. Encoder와 

Decoder 모두 128개의 상태 값은 갖는 LSTM 

Cell을 2개 이어로 연결해 구성했다. 학습 데이

터에서 제목과 댓  을 임의로 12000번 선택해 

모델을 학습시켰다.

NMT 모델은 Char-RNN 모델과 다르게 자 

단 가 아닌 공백으로 구분되는 단어를 단 로 학

습한다. 한 은 조사가 다양하게 사용되고 띄어쓰

기가 제 로 사용되지 않아도 이해하는데 크게 지

장이 없기 때문에 공백을 단 로 단어를 자르면 

단어 수가 어에 비해 훨씬 많아진다. 때문에 한

 텍스트를 NMT 모델에 학습시킬 때 메모리가 

부족해 진행할 수 없는 문제가 빈번하게 발생했다. 

때문에 Char-RNN 모델과 다르게 NMT모델을 학

습할 땐 더 은 뉴스 데이터에 해, 그 댓 들의 

상  10%  7000개만 학습하도록 처리를 했다.

3.2.3 작성 스 쥴 생성 모델

구성한 시스템이 SNS에서 사람처럼 활동하기 

해 언제 을 작성할지에 한 학습도 필요하다. 

따라서 포탈 이용자들의 댓  작성시각을 수집하고 

이를 학습할 댓  작성 스 쥴 생성 모델을 구

했다. 시각을 수집 할 때 댓 이 작성된 시각을 유

닉스 시간(1970년 1월 1일부터 해당 시각까지 몇 

가 흘 는지를 나타내는 정수) 형식으로 변환해 

장했다. 2018년 6월 17일부터 동년 7월 14일까

지 약 212만개의 시각 데이터를 수집했다.

이때 본 연구에 필요한 생성 시각들은 하루 동

안 언제 을 작성해야 하는지 이다. 때문에 수집

한 시각 데이터의 년, 월, 일은 삭제하고 분, 를 

기반으로 데이터를 변환했다. 수집한 시각 데이터

들을 작성한 당일 0시 정각을 기 으로 몇 가 

지났는지 나타내는 정수로 변환해 학습 데이터로 

이용했다.

작성 스 쥴 생성 모델은 128개의 상태 값을 갖

는 LSTM Cell을 3개의 이어로 쌓아 구 했다. 

추가로 RNN 모델 뒤에 Fully-Connected 

Network를 연결해 최종 측 시각을 계산하도록 

구 했다.

3.3 자동화 로그램 구

SNS 상에서의 활동을 해 학습, 결과 생성, 업

로드 작업들을 자동화했다. 학습 데이터를 모으고, 

수집한 데이터로 모델들을 학습하고, 결과를 출력
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해 SNS에 작성하는 과정을 스크립트로 만들어 매

일 동작하도록 구 했다.

스크립트가 오  0시 1분에 실행되면 날의 댓

이 가장 많은 50개의 뉴스와 그 댓 들을 수집

한다. 수집이 끝나면 장된 댓 들을 필터링 하고 

Char-RNN모델과 NMT모델에 입력으로 넣어 각 

모델을 학습한다. 두 모델이 학습을 완료하는 데에

는 에 기술한 사양의 서버에서 약 6시간이 소요

되었다.

의 학습 과정이 끝나면 작성 스 쥴 생성 모

델이 직  이 작성 된 시각을 입력으로 받아 

을 작성할 스 쥴을 생성해낸다. 그날 을 작성할 

스 쥴을 모델로 부터 출력 받고, 생성된 시각이 

될 때마다 Daum 포탈의 메인 화면 뉴스  상  

5개를 추출한다. 그  임의로 하나를 선택하고 선

택된 뉴스 제목을 Char-RNN, NMT 모델에 입력

하고 각 모델로부터 댓 을 출력 받는다. 구성한 

자동화 로그램이 댓 을 직  포탈에 작성하면서 

활동하면 불법이기 때문에 트 터에 작성했다. 따

라서 자동화 로그램이 선택된 뉴스의 제목과 

URL 주소, 각 모델이 출력한 댓 을 트 터 API

를 이용해 트 터에 작성하도록 구 했다.

4. 연구 결과

각 뉴스 제목에 한 텍스트 생성 모델의 결과

는 다음의 [Table 1], [Table 2], [Table 3]과 같

다.

News Title
이재명 과거 '강제입원 의혹' 논란 

다시 불거져

Char-RNN
뽑네 다른 딸은 무슨 치명성을 

이야기하나 . . . 

NMT
진짜 요즘 이재명 죽이기 ~ ~ ! ! 

! !

[Table 1] Results of Text Models

News Title
[종합2보]신일그룹 "돈스코이호 

보물, 재 악할 수 없는 상황"

Char-RNN

국민들 세 을 지켜야 한다 . 

그리고  하는 거 ,  아닌 

정치인은 없을거다 . . .

NMT 아무리 생각해도 ㅁ ㅊ ㅊ

[Table 2] Results of Text Models

News Title
'국정원 특활비' 박근혜도 뇌물 

인정 안돼..MB에도 향 듯

Char-RNN 아닐때 잡아가시길 ᆢ
NMT 이런 개 . . . ㅜ

[Table 3] Results of Text Models

Char-RNN의 경우 자 기반 모델이기 때문에 

문장에 의미 없는 경우가 많지만, 일반  댓  문

체와 유사한 이 생성된다. NMT는 단어 기반 모

델이며 Char-RNN과 비교했을 때 뉴스 제목과 결

과의 연 성이 높고 이해 가능한 텍스트들이 생성

다.

작성 스 쥴 생성 모델이 생성한 날짜 별 시각

은 다음과 같다.

25th, July
AM 07:12

PM 06:26

26th, July
PM 12:32

PM 06:13

23th, August

PM 12:23

PM 06:01

PM 11:57

[Table 4] Results of Schedule Generation Model

심시간, 녁시간과 같이 사람들이 여유가 있

는 시각들이 생성 다. 임의의 사람들이 작성하는 

시각 데이터로 학습했기 때문에 결과물 역시 일반

인 빈도를 가지고 있다. 자주 을 작성하는 사

람들의 시각을 골라서 학습 데이터로 이용하면 더 

자주 을 작성할 수 있을 것이다.

[Fig. 7], [Fig. 8]은 실제 트 터에 작성한 결과 

 일부이다.
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[Fig. 7] A Result of Automatic Generation

[Fig. 8] A Result of Automatic Generation

트 터 계정을 생성한 뒤에 다른 활동은 일체 

하지 않고 자동화 스크립트를 통해 을 생성하고 

등록했다. 그런데도 일부 트윗을 리트윗(Retweet) 

하는 사람들이 나타나고, 이 계정을 팔로우

(Follow)하는 경우도 생겼다.

5. 결론

5.1 연구 결과 해석

모델이 생성한 텍스트의 모든 결과가 완벽하게 

이해 가능한 문장은 아니지만, 충분히 자연스러운 

문장들 한 생성된다. 게다가 그 지 못한 문장들

의 단어들도 제목과 연 성이 있는 것을 볼 수 있

다. 따라서 사람이 작성하는 댓 들을 딥 러닝을 

이용한 모델이 모방할 수 있다고 단된다.

작성 스 쥴 생성 모델이 생성한 시각들은 주로 

아침 출근 시간인 오  8시 후, 심시간인 정오 

후, 퇴근시간인 오후 6시 후, 그리고 오후 9시

에서 자정 사이로 나타난다. 이것은 일반 인 이용

자들이 SNS에 을 작성하는 패턴을 기계가 학습

해 모방하고 있는 것으로 해석된다.

한 다른 SNS 이용자들이 이번 연구의 결과물

에 반응을 보인 것은 구성한 시스템과 사용자 간

의 소통에 유의미한 가능성을 보여 다.

5.2 연구의 한계와 향후 연구 방향

일반 으로 미권 학생이 사용하는 어휘는 

20000개 정도인데,  NMT 모델은 이에 최 화 

된 어기반 모델이다. 한국어의 경우엔 맞춤법이 

틀려도 소통에 지장이 없는 경우가 많아 부분의 

SNS의 이나 커뮤니티의 댓 은 맞춤법을 지키

지 않는다. 한 단어의 뒤에 다양한 조사가 붙기 

때문에 공백으로 구분한 단어의 개수가 어에 비

해 훨씬 많다. 하루 동안 수집한 댓 의 경우 공백

으로 구분한 단어 수는 20000개가 넘고, 일주일의 

경우 90000개가 넘었다. 어휘가 많아지면 단어 임

베딩을 한 메모리가 고갈되는 상이 일어나 

은 양의 학습데이터로 학습 시킬 수밖에 없었다. 

한국어나 일본어의 경우 이러한 문제가 많이 나타

나는데, 이를 해결하기 한 방법으로 

Sub-unit[19]을 이용해 처음 보는 단어를 처리하

는 방법이 있다. 이밖에 시 스-투-시 스 모델에 

Attention Mechanism[20]을 도입하는 등 련 연
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구가 활발히 진행되고 있어 이러한 발  상황들을 

모델에 용하면 더 높은 성능을 보여  것으로 

기 된다. 향후 본 연구의 모델을 보완해 게임 커

뮤니티에 활용하면 해당 사용자들에게 정보제공이

나 소통 측면에 정 인 향을  수 있을 것으

로 상된다.

이번 연구에서 사용자들의 반응을 분석하는 것

에 한 어려움도 있었다. 구성한 시스템이 직  

댓 을 올리면서 활동하는 것은 불법이기 때문에 

생성한 댓 을 뉴스에 직  등록하지 못했다. 따라

서 다른 이용자들의 반응을 살피는 데 한계가 있

었다.
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