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1. 서  론

의료영상기기의 발달에 따라 선명하고 질 높은 의

료 이미지를 획득하고 컴퓨터 영상 처리 기술을 적용

하여 분석하고 처리하는 것이 질병의 진단과 진행 

상태를 판단하기 위한 중요한 도구의 하나로 여겨지

고 있다. 컴퓨터 영상 처리 분야에서 이미지 분할

(segmentation)은 이미지를 픽셀 집합들로 분할하는 

과정을 말한다. 일반적으로 분할의 목적은 이미지를 

구성하고 있는 성분들을 분해하여 관심 있는 객체의 
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ABSTRACT

In medical image analysis, segmentation is considered as a vital process since it partitions an image
into coherent parts and extracts interesting objects from the image. In this paper, we consider automatic
segmentations of OCT retinal images to find six layer boundaries using convolutional neural networks.
Segmenting retinal images by layer boundaries is very important in diagnosing and predicting progress
of eye diseases including diabetic retinopathy, glaucoma, and AMD (age-related macular degeneration).
We applied well-known CNN architecture for general image segmentation, called Segnet, U-net, and
CNN-S into this problem. We also proposed a shortest path-based algorithm for finding the layer
boundaries from the outputs of Segnet and U-net. We analysed their performance on public OCT image
data set. The experimental results show that the Segnet combined with the proposed shortest path-based
boundary finding algorithm outperforms other two networks.
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위치와 형태 또는 외곽선을 추출해 내는 것이다. CT

혹은 MRI와 같은 의료 영상 기기로 부터 획득한 이

미지에서 관심있는 증상 부위의 정확한 검출과 종양 

등의 경계선을 자동으로 분별해내기 위해서 이미지 

분할 기술이 광범위하게 쓰이고 있다.

OCT(Optical Coherence Tomography)는 광 간섭 

단층 촬영기술을 사용하여 비파괴적으로 신체 내부 

조직을 촬영하는 기기이며, 의료 및 다양한 산업 분

야에서 광범위하게 활용되고 있다[1]. 특히 안과 분

야에서는 망막의 내부 조직을 마이크로미터 해상도

로 단층 촬영한 영상을 획득할 수 있어서 CF(Color

Fundus Photography), FAF(Fundus Autofluore-

scence), NIR(Near-Infrared Reflectance) 등의 다른 

영상 기기들과 함께 가장 중요한 기기의 하나로 인정

받고 있다. 고해상도 OCT 이미지로부터 망막에 발

생하는 여러 병변들을 식별하거나, AMD(Age-re-

lated Macular Degeneration), 당뇨성 망막증(diabetic

retinopathy), 녹내장(glaucoma) 등의 망막 질환을 

자동 진단하는 것에 관한 다양한 연구가 활발하게 

진행되고 있다[2-4].

망막은 서로 다른 조직 구성을 가진 많은 단층

(layer)들로 형성된다. Fig. 1은 망막의 OCT 이미지

에서 망막을 구성하는 18개의 단층들의 예를 보여준

다[5]. AMD, 당뇨성 망막증 등과 같은 안과 질환은 

일반적으로 출혈, 위축(atrophy), 결정체(drusen), 부

종(edema) 등과 같은 병변을 야기하고 이로 인해서 

단층 경계선의 형태와 두께 등에서 변형이 초래된다.

Fig. 2에서는 정상인(a)과 비출혈성 AMD 환자(b),

그리고 당뇨성 망막증 환자(c) 등에게서 야기되는 전

형적인 단층 경계선의 형태 변형의 예를 보여준다.

다양한 망막질환에 대한 연구에서 망막을 구성하는 

이러한 단층들의 윤곽선을 식별하고 각 층의 두께를 

Fig. 1. Layers in human retina [5].

Fig. 2. Sample retinal image of (a) healthy, (b) AMD, and (c) DME patients.
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측정하거나 출혈부위 등을 식별해내는 것은 질병의 

정도나 진행과정을 이해하고 질병의 진행에 대한 잠

재적인 징후를 파악하는데 있어서 필수적이다[5]. 망

막에는 눈에 보이지 않는 미세한 단층들이 많고 이러

한 층들을 식별하는 것은 의료 전문가의 경우에도 

완전한 확신을 갖기 어려운 까다로운 일이다. 그러므

로 수작업으로 이러한 단층들의 경계를 찾아내는 작

업은 상당히 많은 시간과 노력이 필요하고, 따라서 

이를 자동화하기 위한 여러 가지 연구가 진행되고 

있다.

망막 단층의 자동 분할에 대한 기존의 연구는 크

게 두 가지 부류로 구분할 수 있다. 첫째는 고정된 

수학적 모델에 기반한 방법이다[6,7]. 망막의 단층 구

조에 대한 사전 지식에 근거한 수학적 모델을 수작업

으로 수립하고 이에 근거하여 최대 플로(maximum

flow) 등과 같은 그래프 최적화 알고리즘을 이용하여 

이미지를 분할하는 것이다[8,9]. 일반적으로 이러한 

수학적 모델은 단층 간의 간격에 대한 상한과 하한,

단층 경계선의 곡률 등에 대해서 미리 설정한 값들로 

이루어진다. 하지만 이러한 접근은 인종이나 개인에 

따른 차이를 표현하기 어렵고, 특히 특정한 망막 질

환에 의해서 변형이 이루어진 경우 각각의 질환이나 

그 진행 정도에 따라서 서로 다른 모형을 수립해야 

하므로 많은 시간과 노력, 비용이 수반되는 일이다.

두 번째는 기계학습에 기반한 방법이다. 단층 분할 

문제를 이미지 분할 문제로 정형화하여 SVM(sup-

port vector machine), 신경망(neural network) 등의 

기계학습 도구를 이용하여 접근하는 것이다. 기계학

습에 기반한 분할 기법은 수작업으로 층 분할을 위한 

규칙과 기준을 구성하는 대신 학습 데이터로부터 분

할에 필요한 특성들을 학습함으로써 스스로 규칙을 

생성한다는 점에서 효과적이다[10].

OCT 이미지의 분할을 위해서 다양한 종류의 기계

학습 모델들이 연구되어 왔다. Vermeer 등[11]은 SVM

을 이용하여 정상인과 녹내장을 가진 환자의 망막층

을 6개의 층으로 분할하는 연구를 수행하였고, Lang

등[12]은 랜덤 포리스트 모델(random forest model)

을 이용하여 9개의 층으로 분할하는 문제를 다루었

다. 이 연구들은 10인 내외의 소수의 환자에 대한 데

이터로 이루어졌고, 분할의 정확도에 있어서도 이후

의 신경망을 이용한 기법에는 다소 미치지 못하는 

경향이 있다. Venhuizen 등[13]은 CNN (convolutio-

nal neural network)을 이용하여 심각한 병변이 있는 

경우에도 OCT 이미지로부터 전체 망막 영역을 신뢰

성 있게 분할할 수 있음을 보였다. Roy 등[14]은 망막 

층과 수액(fluid) 영역을 분할하는 문제를 CNN을 사

용하여 다루었다. 최근에 구글 딥마인드 연구진은 역

시 CNN을 이용하여 망막 층을 분할하고 분할된 결

과를 이용하여 다양한 안과 질환을 진단하는 연구를 

발표하기도 하였다[15].

전체 망막 영역을 분할하는데 그치지 않고 망막을 

구성하는 다수의 세부 층들을 신경망을 이용하여 분

할하는 연구들도 수행되었다. Fang 등[16]은 컨볼루

션 신경망과 그래프 탐색 알고리즘을 결합하여 망막 

층을 분할하는 연구를 수행하였다. OCT 이미지에서 

층 경계선에 속한 픽셀들을 중점으로 하는 일정한 

크기의 패치(patch)들을 잘라내고, 이 패치들을 이용

하여 CNN을 학습하여 이미지의 각 픽셀이 층 경계

선에 속할 확률을 계산한 후 그 결과에 그래프 탐색 

알고리즘을 적용하여 층 경계선을 식별하는 일종의 

복합적인 기법을 사용하였다. Shah 등[17]은 분할선

의 궤적을 하나의 벡터로 인코딩하여 CNN이 픽셀들

을 분류(classify)하는 대신 직접적으로 분할선의 궤

적을 찾는 접근 방법을 사용하였다.

본 논문에서는 신경망을 이용하여 OCT 망막 이미

지에서 Fig. 3에 표시된 내부 경계막(inner limiting

membrane: ILM), 신경섬유층(nerve fiber layer:

NFL)과 신경절세포층(ganglion cell layer: GCL)의 

경계, 외부얼기층(outer plexiform layer: OPL)과 외

부핵층(outer nuclear layer: ONL)의 경계, 내부광수

Fig. 3. Retinal layers.
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용체영역(inner photoreceptor segment: IPS)과 외

부광수용체영역(outer photoreceptor segment: OPS)

의 경계, 망막 색소 상피(retinal pigment epithelium:

RPE), 그리고 Bruch의 상피(Bruch’s membrane:

BM)의 총 6개의 단층 분할선을 식별하는 문제를 고

려하였다.

네트워크 구조는 인코더-디코더 형태를 가지는 

SegNet과 U-net 모델을 사용하였다[18, 19]. SegNet

과 U-net은 분할선 자체를 찾는 대신 이미지를 구성

하는 각 픽셀들을 영역으로 분류한다. 우리의 예에서

는 6개의 분할선을 찾는 것이 목적이므로 각 픽셀은 

7개의 영역으로 분류된다. 실제의 분할선들은 일반

적으로 이미지를 좌우로 가로지르는 터레인(terrain)

의 형태를 가지지만 신경망에 의해 분류된 픽셀들에 

의해서 정의된 영역들은 매끈한 경계선을 가지지도 

않고, Fig. 6의 예와 같이  불규칙적인 경계면을 가지

거나 다른 영역 내부에 고립된 형태로 흩어지기도 

한다. 이렇게 부정확하게 분할된 이미지로부터 경계

선을 식별하기 위해서는 추가적인 알고리즘이 필요

하다. 본 논문에서는 경계선을 찾기 위해서 최단경로 

기반의 알고리즘을 사용하였다. 본 논문에서는 공개 

데이터 셋을 사용하여 분할 알고리즘의 성능을 평가

하였다.

본 논문의 구성은 다음과 같다. 먼저 2장에서는 

본 논문에서 사용된 신경망의 구조와 분할선을 찾는 

알고리즘을 기술한다. 3장에서는 실험의 환경과 사

용한 데이터 셋, 그리고 성능의 분석을 기술한다. 4장

에서는 결론을 제시한다.

2. 신경망의 구조 및 분할선 식별 알고리즘

2.1 Segnet과 U-net

U-net[19]과 Segnet[18]은 CNN을 이용하여 이미

지를 분할하는 대표적인 신경망 구조이다. Fig. 4는 

U-net의 구조를 보여주는데 Segnet 역시 층의 개수

와 세부적인 층의 구성에서만 부분적으로 다를 뿐 

본질적으로 유사한 구조를 가진다. 두 네트워크는 공

통적으로 인코더-디코더 형태를 가지며 3개의 경로

로 구성된다. 첫째는 축약(contracting) 경로인데 연

속적인 컨볼루션 층과 맥스풀링(maxpooling)층으로 

구성되며, 다운(down) 샘플링을 통해 이미지의 크기

를 계속해서 줄여나가면서 이미지의 전체적인 맥락 

정보를 포착하는 역할을 한다. Fig. 4의 왼쪽에 있는 

층들이 이에 해당한다. 둘째는 축약 경로와 대칭적인 

구조를 가지는 확장(expansion) 경로이다. 축약 경로

를 지나면서 다운 샘플링된 이미지를 원래 크기로 

업(up) 샘플링하는 역할을 한다. Fig. 4의 오른쪽에 

위치한 층들에 해당한다. 셋째는 연결(connection)

경로이며 Fig. 4에서 축약 경로와 확장 경로를 연결

하는 빨간 화살표에 해당한다. 이 경로는 축약 경로

와 확장 경로의 층들을 일대일 대응하여 축약 경로상

에서 해당하는 층의 정보를 대응하는 확장 경로의 

층에 제공하여 업 샘플링을 수행할 때 연관된 지역적

인 정보를 포함하도록 하는 역할을 한다.

U-net과 Segnet의 근본적인 차이는 연결 경로를 

통해서 제공되는 정보의 차이이다. U-net에서는 축

약 경로 상에서 대응하는 층의 출력이 연결 경로를 

통해서 확장 경로에 제공되고, 확장 경로에서는 전달

된 정보를 확장 경로상의 이전 층의 출력과 통합

(concatenate)한다. 반면 Segnet의 경우에는 축약 경

로상의 해당하는 층에서 수행된 맥스풀링 연산의 인

덱스 정보를 확장 경로상의 대응하는 층에 전달하고,

Fig. 4. Structure of UNET.
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확장 경로에서는 그 인덱스 정보를 역으로 적용하여 

업 샘플링을 수행한다. 세부적으로 보면 이 외에도 

몇몇 차이들이 있으나 근본적인 것들은 아니다. 본 

논문에서는 Segnet과 U-net을 본 논문에서 다루는 

데이터에 맞게 입력층과 출력층의 크기만을 수정하

여 사용하였다.

U-net이나 Segnet의 경우 분할 문제를 픽셀들의 

분류(classification) 문제로 다룬다. 즉 분할의 결과

는 각 픽셀을 소속 영역으로 분류하는 것이다. OCT

망막 이미지의 층 분할 문제의 경우 층 간을 분할하

는 분할선이 일반적으로 이미지를 횡으로 가로지르

는 터레인(terrain)의 형태를 가진다고 가정할 수 있

다. 그래서 각 픽셀의 소속 영역을 분류하는 대신 터

레인 형태의 분할선(boundary)의 궤적을 직접 결정

하는 문제로 다룰 수 있다. × 크기의 이미지에 

대해서 -번째 층 분할 선은 다음과 같은 행(row)

인덱스의 수열로 생각할 수 있다. 즉, 아래의 수식 

(1)과 같이 고정된 크기의 벡터로 표현이 가능하다.

  
 

 ⋯ 
  

∈⋯H j  

⋯  ⋯ (1)

여기서 
는 -번째 열(column)에서의 -번째 분

할선의 행 인덱스이다. 개의 분할선을 찾는 문제의 

경우에는 이렇게 표현된 개의 길이가 인 벡터를 

결합(concatenate)하여 하나의 길이가 인 벡터로 

생각할 수 있다. CNN-S는 이미지로부터 이렇게 벡

터 형식으로 표현된 분할선의 궤적을 직접 찾는 접근

을 취한다[17]. CNN-S의 네트워크 아키텍처는 Fig.

5와 같이 컨볼루셔널 레이어와 Relu함수 그리고 풀

링레이어가 한 묶음으로 8묶음이 연속적으로 연결되

고, 이어서 2개의 완전연결(fully connected) 레이어

가 연결되는 전형적인 CNN의 형태이다. 본 논문에

서는 Segnet, U-net과 함께 CNN-S 네트워크를 구

현하여 성능을 비교하였다.

2.2 분할선 찾기

개의 터레인 형태의 분할선을 찾는 문제에 대해

서 Segnet과 U-net은 픽셀들을 개의 영역 중 하

나로 분류한다. 터레인 형태의 분할선은 이미지를 상

하로 양분하므로 이 영역들을 이미지의 상단에서 하

단의 순서로 0번째 영역에서 번째 영역이라고 부르

겠다. 그리고 번째 분할선은 번째 영역과 번째 

영역을 구분하는 경계선이라고 하자. Fig. 6은 Seg-

net이나 U-net의 출력의 전형적인 예들을 보여준다.

Fig. 6에서 첫 번째 열은 입력 이미지, 두 번째 열은 

수작업에 의한 층 분할, 그리고 세 번째 열은 신경망

의 출력을 표시한다. 첫 행의 경우 비교적 정확하게 

분할이 이루어진 경우이며, 두 번째와 세 번째 열은 

분할의 결과가 다소 부정확한 경우의 예이다. 특히 

세 번째 예의 경우에는 많은 고립된(isolated) 영역들

이 분포한다. 이렇게 부정확하게 분할된 결과에 대해

서도 터레인 형태의 분할선을 명시적으로 결정하기 

위한 알고리즘이 필요하다.

본 논문에서는 신경망의 분할 결과인 영역으로 분

할된 이미지를 하나의 가중치 방향 그래프(weighted

directed graph)로 표현하고 최단경로(shortest

path)를 찾는 알고리즘을 이용하여 분할 경계선을 찾

는다. 이미지의 각 픽셀이 하나의 정점에 대응하며,

각 정점은 Fig. 7에서 보여주는 것과 같이 오른쪽-수

평으로 인접한 정점, 오른쪽-위쪽의 대각 방향으로 

Fig. 5. Structure of CNN-S.

Fig. 6. Examples of segmentation results.
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인접한 정점, 오른쪽-아래쪽의 대각방향으로 인접한 

정점과 인접한 것으로 간주한다. 즉 정점 에 인

접한 정점은  , , 이다.

영역 에 속한 픽셀 에 대해서 바로 상위 픽셀 

 이 다른 영역에 속할 때 픽셀 를 영역 

의 상부 경계선 픽셀이라고 부르겠다. -번째 분할

선을 찾는 경우에 정점 를 정점 로 연결하는 에지 

의 가중치 는 정점 의 소속 영역에 따라

서 다음과 같이 정해진다.

(2)

Fig. 7은 이렇게 정의된 그래프의 일부분의 예를 

보여준다. Fig. 7에서 영역들은 서로 다른 색으로 표

시되어 있고, 에지의 가중치는 화살표의 굵기로 구분

되어 있다. 굵은 화살표가 가중치가 작은 에지를 의

미한다. 번째 영역의 상부(upper) 경계에 해당하는 

정점으로 진입하는 에지들은 작은 가중치 를 가

지고, 그렇지 않은 정점으로 진입하는 에지는 큰 가

중치 를 가진다. 신경망의 출력에서 번째 영역

이 위쪽으로 반드시 번째 영역과 인접한 것은 

아니며, 그런 경우 경계선의 신뢰도가 하락하는 것으

로 간주하여 해당하는 에지들에게는 중간 정도의 가

중값 을 부여하였다. 본 논문의 실험에서는 

  ,   ,   을 부여하였다.

이 그래프의 가장 왼쪽 가장자리 열의 임의의 정

점에서 오른쪽 가장자리의 임의의 정점에 도달하는 

최단 경로상의 픽셀들을 찾아서 이것을 번째 분할

선으로 삼는다. Fig. 7에서 빨간 점선이 찾아질 최단

경로를 표시한다. Fig. 8은 이미지들에 대해서 최단

경로 알고리즘으로 분할선을 확정한 예이다. Fig. 8

에서 상단의 이미지들이 신경망의 출력이며 하단의 

이미지들은 각각에 대해서 최단경로 알고리즘으로 

찾은 분할선을 표시하고 있다.

3. 실험 및 성능 평가

3.1 데이터 셋

실험에 사용한 데이터셋은 Duke 대학의 VIP(Vis-

ion and Image Processing) 연구실에서 제공하는 공

개 데이터 셋이다[20]. 이 데이터 셋은 269명의 비출

혈성 AMD 환자와 115명의 정상인을 포함하는 총 

384개의 OCT 이미지로 구성된다. 각 이미지에서 

× 크기의 중앙부를 잘라내어 사용하였으며,

이미지의 각 픽셀은 세로 3.19 μm, 가로 6.55 μm 크기

Fig. 7. Graph representation of k-th layer boundary.

Fig. 8.  Results of boundary finding algorithm.
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의 망막 단면에 대응한다. 이 데이터 셋을 랜덤하게 

분할하여 대략 80%에 해당하는 308개의 이미지는 

학습을 위해서, 나머지 20%에 해당하는 76개의 이미

지는 테스트를 위해서 사용하였다.

학습 데이터 셋의 증가를 위해서 각각의 학습 이

미지에 대해서 좌우 대칭 변환, 상하 평행이동 변환

을 통해 2개의 새로운 이미지를 생성하여 추가하였

다. Fig. 9에서 첫 번째 이미지는 원본 이미지이며,

두 번째 이미지는 원본 이미지를 좌우로 대칭 변환한 

것이며, 세 번째 이미지는 원본 이미지를 위쪽 방향

으로 평행이동 한 것이다. 이미지를 상하로 평행이동 

할 경우에는 최상부 층 경계선과 최하부 층 경계선이 

이미지 밖으로 밀려나지 않는 범위에서 이동 거리를 

랜덤하게 결정하였다. 이때 이동 방향의 반대쪽 영역

은 각 열의 평균 픽셀 값으로 채웠다. 마지막으로 이

미지의 각 열(column)을 상하로 랜덤하게 쉬프트

(shift)하는 연산을 통해 추가로 하나의 새로운 이미

지를 생성하였다. 인접한 두 열에 대해서 쉬프트 하

는 거리의 차이가 ±1을 넘지 않도록 하여 층 경계선

의 연속성이 보존되도록 하였다. 일반적으로 학습 데

이터 증가를 위해 사용되는 회전변환 대신 이런 연산

을 사용한 이유는 OCT 이미지의 경우 A-스캔 즉 

이미지에서 각각의 열들은 빛이 투과하는 경로에 해

당하므로 상부 픽셀에 해당하는 조직의 특성이 하부 

픽셀에 영향을 주는 의존성이 있으며, 이것은 OCT

이미지의 해석에 중요한 의미를 가지는 정보이다. 따

라서 회전변환과 같이 이미지의 열을 훼손하는 연산 

대신 열이 그대로 유지되는 연산을 사용하였다. Fig.

9의 가장 오른쪽 이미지가 이렇게 생성된 것이다. 이

렇게 각 학습 이미지 당 3장의 이미지를 추가로 생성

하여 총 1,232장의 이미지를 신경망의 트레이닝에 사

용하였다.

3.2 실험 결과 및 고찰

본 논문에서는 OCT 이미지의 층 분할을 하기 위

해서 Segnet, U-net, 그리고 CNN-S를 구현하여 실

험하였다. 세 네트워크는 모두 Tensorflow 1.13으로 

구현되었으며 GEForce ITX 1080Ti GPU 상에서 실

행되었다.

우선 본 논문에서 제안한 최단경로를 이용하여 층 

분할선을 결정하는 알고리즘의 성능을 평가하기 위

하여 Segnet과 U-net의 분할 결과에 스플라인 보간

Fig. 9. Adding 3 images (Original, Reflected, Translated, and Shifted).

Fig. 10. Comparison of shortest path algorithm and cubic spline interpolation.
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법(cubic spline interpolation)을 사용하여 경계선을 

찾는 경우와 비교하였다. Fig. 10의 왼쪽은 Segnet의 

경우, 오른쪽은 U-net의 경우의 두 방법의 비교 결과

이다. 가로축은 6개의 분할선을 나타내고 세로축은 

이미지의 각 열에서의 오차의 평균이며 단위는 μm

이다. 두 네트워크 구조 모두에서 모든 층에 대해서 

최단경로 기반의 알고리즘이 유의미한 차이로(p<

0.05) 더 나은 결과를 보여주었다. Segnet의 경우 층

에 따라서 최소 0.25 μm에서 1.72 μm 정도의 평균 

오차에서의 차이를 보여주었지만 U-net의 경우에는 

OPL/ONL 층의 평균 오차에서 12.3 μm, 그리고 BM

층에서 8.15 μm 정도의 큰 차이를 보인다. 이는 전반

적으로 U-net이 Segnet에 비해서 정확도가 떨어지

는 분할 결과를 생성하는 점을 감안하였을 때 분할 

결과가 부정확한 경우에 최단경로 기반의 분할선 찾

기 알고리즘이 상대적으로 효과적임을 시사한다.

Fig. 11은 Segnet, U-net, 그리고 CNN-S 네트워

크의 층 분할의 정확성을 비교한 것이다. 왼쪽 그래

프는 정상인의 경우이고, 오른쪽은 AMD 환자의 경

우이다. 모든 경우들에 대해서 Segnet이 가장 안정적

이고 우수한 정확도를 가지며, 최대 14 μm 이내의 

오차를 보여준다. 특히 ILM, RPE, BM의 경우에 정

상인에 대해서는 1.26, 1.46, 2.50 μm의 평균 오차를,

AMD 환자에 대해서는 1.35, 2.60, 6.24 μm의 평균 

오차를 보여준다. 서로 다른 데이터 셋을 사용하는 

다른 연구의 결과와 단순하게 비교할 수는 없지만 

망막 층 분할에 대한 기존의 연구가 대부분 층에 따

라서 1 μm에서 20 μm 정도 범위의 오차를 보고하는 

것을 감안하면[11-17], 본 연구의 결과가 기존의 연

구결과들과 비교할 만 하다고 할 수 있다.

U-net은 모든 경우에 대해서 Segnet에 미치지 못

하며 최대 27 μm의 오차를 나타낸다. 경계선들 중에

서 ILM과 RPE의 경우에 두 네트워크 모두 가장 정

확한 결과를 나타낸다. ILM과 RPE는 이미지 상에서 

육안으로도 가장 명료하게 식별되는 경계선이다. 다

른 경계선들에 대해서는 7∼20 μm 정도의 비교적 

Fig. 11. Accuracies of Segnet, U-net, and CNN-S.

Table 1. Mean unsigned error in μm with standard deviations (±value) for 6 layer boundaries 

Network Group ILM NFL/GDL OPL/ONL IPS/OPS RPE BM

Segnet
Normal 1.26±0.43 11.1±3.87 11.5±4.67 6.30±1.46 1.46±0.50 2.50±0.54

AMD 1.35±0.61 10.9±5.26 13.1±4.22 7.41±2.52 2.60±1.81 6.24±4.83

U-net
Normal 1.78±1.21↓ 20.7±9.9↓ 22.0±9.93 6.53±2.02 2.04±0.70↓ 5.47±1.23↓

AMD 1.69±0.69 20.4±8.71↓ 27.9±15.9↓ 8.75±3.16 5.29±0.45↓ 14.4±23.0

CNN-S
Normal 15.8±4.10↓ 14.7±5.66↓ 16.2±5.26↓ 14.4±5.80↓ 14.7±6.90↓ 14.3±5.87↓

AMD 22.0±11.9↓ 21.0±10.9↓ 22.4±8.20↓ 23.8±12.2↓ 24.0±13.1↓ 23.4±16.0↓

(The Segnet outperforms others for all layer boundaries with statistical significance of p<0.05. The symbol ↓
indicates that Segnet outperforms it with statistical significance of p<0.001)
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큰 오차를 보이는데, 개선을 위해서는 좀 더 많은 학

습 데이터를 확보할 필요가 있어 보인다. CNN-S는 

모든 층에 대해서 정상인에 대해서는 15 μm 정도,

AMD 환자의 경우에는 22.5 μm 정도의 비교적 일정

한 오차를 보이면서 Segnet이나 U-net과 비교하여 

모든 층 경계선의 식별에서 가장 나쁜 성능을 보였다.

Table 1은 6개의 층 경계선 각각에 대해서 세 네트

워크의 평균 오류와 표준 편차를 나타낸 것이다.

Segnet은 U-net이나 CNN-S와 비교했을 때 정상 환

자와 AMD 환자군 모두에서 모든 층 경계선에 대해

서 유의미한 성능의 차이(p<0.05)를 보였으며, Table

1에서 ↓기호로 표시된 항목들에 대해서는 p<0.001

로 유의미한 성능의 차이를 보였다.

Segnet과 U-net의 성능의 차이는 두 네트워크의 

연결경로를 통해 전달되는 정보 및 두 네트워크에서 

사용된 업 샘플링(up-sampling) 방법의 차이에서 비

롯되었다고 할 수 있다. 본 논문의 실험 결과는 망막 

이미지의 층 분할과 같이 평균적으로 1~5픽셀 정도

의 오차로 비교적 정교한 분할 결과가 기대되는 문제

에서 Segnet이 사용하는 맥스풀링 연산에서의 인덱

스 정보를 역으로 적용하는 업 샘플링 기법이 좀 더 

효과적일 수 있음을 시사한다고 해석 수 있다.

전반적으로 CNN-S는 굴곡이 심한 경계선에 대해

서 굴곡을 정밀하게 따라가는 대신 부드럽고 완만한 

곡선으로 선형화하는 경향을 나타내었다. Segnet이

나 U-net과는 달리 연결경로를 통해 이미지의 국부

적인 정보를 제공하고 이를 세부적인 경계선의 확정

에 이용하는 메커니즘이 부재하고 이것이 CNN-S에

서 경계선 식별의 세부적인 정밀도가 떨어지는 이유

라고 추정할 수 있다.

4. 결  론

본 논문에서는 OCT 망막 이미지에 대해서 6개의 

단층 분할 경계선을 찾는 문제를 Segnet, U-net 등의 

잘 알려진 영상 분할 신경망을 이용하여 다루었다.

또한 영상 분할 신경망의 출력으로부터 층 분할선을 

확정짓는 최단 경로 기반의 알고리즘을 제시하였다.

공개 데이터셋을 이용하여 성능을 평가한 결과 Seg-

net이 U-net이나 CNN-S와 같은 다른 네트워크보다 

뛰어난 성능을 보여주었다. 시각적으로 비교적 분명

하게 분별이 되는 ILM, RPE 등의 경계선은 1~3μm

정도의 매우 작은 평균 오차로 식별하였으나 다른 

경계선들의 경우 개선의 여지가 있는 비교적 큰 오차

를 보여주었다. 보다 많은 양질의 학습 데이터를 확

보하여 이 부분의 성능을 개선하는 것이 추후 연구과

제이다.
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