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요  약 신경회로망은 과거 데이터로부터 유용한 정보를 추출해서 주가지수의 이동 방향을 예측하는데 사용되어 왔다. 주가

지수의 상승 또는 하락 방향을 예측하는 기존 연구는 지수의 작은 변화에도 상승이나 하락을 예측하므로 이를 기반으로

지수 연동 ETF를 매매 하면 손실이 발생할 가능성이 높다. 본 논문에서는 ETF 매매 손실을 줄이고 매매 당 일정 이상의

수익을 내기 위한 일별 KOrea composite S0tock Price Index (KOSPI)의 이동 방향을 예측하는 신경회로망 모델을 제안한

다. 제안된 모델은 이동 방향 예측을 위해 전일 대비 지수 변동률이 상승(변동률≥ ), 하락(변동률≤)과 중립( 

변동률  )을 표시하는 출력을 갖는다. 예측이 상승이면 레버리지 Exchange Traded Fund (ETF)를, 하락이면 인버스

ETF를 매수한다. 본 논문에서 구현된 신경회로망 모델 중 PNN1의 Hit ratio (HR)은 학습에서 0.720, 평가에서 0.616이다.

평가용 데이터로 ETF 매매를 시뮬레이션하면 수익률은 8.39 ~ 16.32 %를 보인다. 또한 제안된 이동 방향 예측 신경회로망

모델이 주가지수 예측 신경회로망 모델 보다 ETF 매매 성공률과 수익률에서 더 우수하다.

주제어 : 융합, 주가 이동 방향 예측, 신경회로망, ETF 매매, 패턴 분류, KOSPI

Abstract Neural networks have been used to predict the direction of stock index movement from past data. The 

conventional research that predicts the upward or downward movement of the stock index predicts a rise or fall even 

with small changes in the index. It is highly likely that losses will occur when trading ETFs by use of the prediction. 

In this paper, a neural network model that predicts the movement direction of the daily KOrea composite Stock Price 

Index (KOSPI) to reduce ETF trading losses and earn more than a certain amount per trading is presented. The 

proposed model has outputs that represent rising (change rate in index≥ ), falling (change rate≤ ) and neutral 

( change rate  ). If the forecast is rising, buy the Leveraged Exchange Traded Fund (ETF); if it is falling, 

buy the inverse ETF. The hit ratio (HR) of PNN1 implemented in this paper is 0.720 and 0.616 in the learning 

and the evaluation respectively. ETF trading yields a yield of 8.386 to 16.324 %. The proposed models show the 

better ETF trading success rate and yield than the neural network models predicting KOSPI.
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1. 서론

정치, 경제 등의 다양한요인에 의해 영향을받는주식

시장에서 주가지수를 예측하는 것은 어려운일로 인식되

고 있지만 그럼에도 주가를 예측하기 위한 다양한 방법

들이 시도되어 왔다. 주가를 예측하는데 다양한 기계 학

습 방법이 적용되었지만 정확한 주가 예측은 여전히 어

렵고 개선이 필요해 보인다[1-7]. 이의 대안으로 주가 대

신 주가의 이동 방향을 예측하는 연구로 최적화된 신경

회로망의 구조[8,10], 먼저 마감한 다른 나라 주가지수를

이용한 예측[9,11], 경제 지표를 이용한 예측[12]과 ETFs

의 가격 방향 예측[13]이 있다. 이들 연구는 주가지수의

작은 변화에도 상승이나 하락을 예측하므로 이에 따른

ETF 매매는 손실 발생 가능성이 높아 ETF 매매에 적합

하지 않다.

본 연구는 기존 연구와 달리 KOSPI200 현물과 선물

에연동된ETF 매매에서매매손실을 줄이고매매당 일

정 이상의 수익을 얻을 수 있는 일별 KOrea composite

Stock Price Index (KOSPI)의 이동 방향을 예측하는 신

경회로망 모델을 제안한다. 제안된 모델은 이동 방향 예

측을 위해 전일 대비 지수 변동률이 상승(변동률≥ ),

하락(변동률≤)과 중립( 변동률  )을 표시

하는 출력을 갖는다. 제안된 신경회로망과 그 예측에 의

한 ETF 매매는 평가용 데이터를 사용해 그 성능이 검증

된다. 또한 주가지수 예측에의한 ETF 매매 방식과비교

를 통해 제안된 매매 방법이 우수함을 보인다. 2장은 일

별 주가의 방향 예측을, 3장은 예측 방향에 의한 ETF 매

매를, 4장은 주가이동 방향 예측에 의한 ETF 매매의 시

뮬레이션 및 지수 예측 신경회로망과의 비교를 포함한

성능 평가를, 5장은 결론을 기술한다.

2. 일별 주가 예측 신경망 모델

2.1 입출력 변수

주가는 다양한 요인에 의해 영향을 받기 때문에 예측

모델의 입출력 변수를 결정하는 것과 관련된 객관적인

연구는 없다. 본 논문에서는 정치, 경제와 같은 요인은 배

제하고 오직 주가의 움직임만을 고려한다. 즉, 주가의 움

직임이 과거와 유사한 패턴이 되면 주가는 과거와 유사

하게 움직인다고 가정한다. 이는 캔들스틱 차트는 시간

과 분야에 독립적이어서 과거의 주가 변동 패턴이 그 때

와 유사한 상황이 되면 현재나 미래에 반복될 수 있다는

연구[14,15]를 적용한 것이다. 연구에 의하면 의미 있는

캔들스틱 패턴의 99.8%는 단일 및 이중 캔들스틱이므로

[14] 본논문에서는Table 1에 보인 예측 1일전과 2일 전

의 14개의 변수를 예측 모델의 입력으로 사용한다. 출력

변수는 Table 2와 같이 예측 지수의 방향이 상승

(Rising), 중립(Neutral), 하락(Falling)을 나타내고 1 또

는 0을 갖는다. 식(1)의 종가 변동률 가  (%) 이상

이면 상승 출력이 1, 다른 출력은 0이다. 가 - 이

하이면 하락 출력이 1이고 다른 출력은 0이다. 가 -

 보다 크고  보다 작으면 중립 출력이 1이고 다른 출

력은 0이다.

 

 
× (1)

KOSPI
Input variables

2 days ahead 1 day ahead

High price–Close price In(1) In(8)

Low price–Close price In(2) In(9)

Close price In(3) In(10)

3 day moving average In(4) In(11)

5 day moving average In(5) In(12)

10 day moving average In(6) In(13)

20 day moving average In(7) In(14)

Table 1. Input variables of the neural network model

KOSPI movement direction
Output variables

Out[1] Out[2] Out[3]

Rising:  ≥  1 0 0

Neutral:      0 1 0

Falling:  ≤ 0 0 1

Table 2. Output variables of the neural network 

model

2.2 신경회로망 모델

다음 일 주가지수의 이동 방향을예측하기 위해 본논

문에서는 Fig.1의 신경회로망으로 패턴을 분류한다. 중간

층 뉴런의 전달함수로 logistic sigmoid 함수를, 출력층

뉴런의 전달함수로 softmax 함수를 사용한다. 신경회로

망의 데이터 흐름은 두 단계로 진행된다.

[단계 1] 전처리로 신경회로망 학습에 사용할 입력 데

이터를 [-1, 1] 범위로 정규화 한다. 출력 데이터는 전일

대비 종가의 변동율이 상승, 중립, 하락에 따라 [1 0 0],
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[0 1 0], [0 0 1]의 패턴을 갖는다.

[단계 2] 정규화 된 입력 데이터는 하나 또는 두 개의

은닉층(hidden layer)을 거처 출력층에서 주가지수의 이

동 방향 패턴을 출력한다.

입력(In)과 출력(Out) 데이터로 신경회로망의 학습이

이루어진다. 학습에는 역전파 방식을[16] 사용한다.

Fig. 1. Architecture of the neural network

3. 주가 연동 ETF 매매

본 논문에서는 ETF로 Tiger레버리지와 Tiger인버스

를 고려한다. Tiger레버리지는 KOSPI200의 일간변동률

에 2배로, Tiger인버스는 KOSPI200 선물지수의 일간변

동률에 음의 일배로 연동한다. 상승장에서 Tiger레버리

지 ETF의매매로기초지수변동율의 2배 수익을, 하락장

에서 Tiger인버스 ETF의 매매로 기초지수 변동률에 해

당하는 수익을 거둘 수 있다.

2015년 10월 2일에서 2018년 4월13일까지 KOSPI,

KOSPI200 및 F(선물)-KOSPI200 지수 데이터를 사용해

이들의 상관관계를 보면 Table 3과 같다[5]. 이들 지수의

상관관계가 높아서 본 논문에서는 KOSPI 지수로 출력

패턴을 예측하고 이를 토대로 Tiger레버리지와 Tiger인

버스 ETF를 매매한다. KOSPI 이동 방향 예측에 의한

ETF 매매는 KOSPI와 KOSPI200이 장마감 시간 근방에

서 크게 변하지 않는다는 가정에 기초한다. 장마감 전에,

현재 KOSPI 시가를 종가로 내일 KOSPI 이동 방향 패턴

을 예측한다. 예측된 패턴이 상승(Rising)이면 Tiger레버

리지 ETF를, 하락(Falling)이면 Tiger인버스 ETF를 매

수하고 중립(Neutral)이면 매매하지 않는다.

신경회로망의 예측 이동 방향에 의해 ETF를 매수하

는 구간을 표시하면 Fig. 2와 같다. Fig. 2에서 상승, 하락

및 중립을 결정하는 변동률 는 식(2)를 만족하는 동시

에 신경회로망의 예측 오류로 발생하는 매매 손실을 줄

이도록 결정되어야 한다. 가 작으면 매매 기회가 많아

져 수익률을 높일 수 있지만 예측 오차로 손실이 발생한

매매도 증가한다. 반면 가 크면 매매 기회는 줄어들지

만 매매에서 손실이 발생할 가능성도 작아진다. 따라서

손실 위험이 있지만 수익률을 최대로 할 것인지 아니면

적정 수익률을 목표로 매매에서 손실 발생을 줄이는 안

전한 매매를 할 것인지에 따라 를 결정한다.

KOSPI Index Coefficient

KOSPI and KOSPI200 0.993

KOSPI and F-KOSPI200 0.993

Table 3. The correlation coefficients of KOSPI, 

KOSPI200 and F-KOSPI200

Fig. 2. Trading interval for buying leverage and 

inverse ETFs

 max    (2)

  와  는 Tiger레버리지

ETF와 Tiger인버스 ETF의 매매 수수료율이다.

4. 주가 예측에 의한 ETF 매매

신경회로망 모델은 입력으로 Table 1에 보인 1일 및

2일 전의 주가지수 데이터를 사용해 다음 날의 주가지수
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이동 방향을예측한다. 2015년 11월 20일부터 2018년 5월

2일까지 총 600 거래일의KOSPI 데이터에서 신경회로망

모델의학습에450 거래일데이터를, 학습된모델의평가에

나머지 150 거래일 데이터를 사용한다. 신경회로망 모델

은 인텔코아 i7-6500 CPU의 PC에서 매트랩으로 구현되

며신경회로망모델의최대학습횟수는500으로제한한다.

본 논문에서 제시된 신경회로망으로 구현된 주가지수

이동 방향 예측 모델(PNN1, PNN2, PNN3)의 매개변수

는 반복 학습을 통해 얻은값으로 Table 4와 같다. Table

5는 예측 모델의 Hit Ratio (HR)를 비교한 것이다. HR

은 실제 데이터와 예측 이동 방향이 일치하는 비율 (%)

을 나타낸다. 세 모델의 HR은 학습에서는 71.2 ~ 72.0 %,

평가에서는 61.6 ~ 62.4 %로 모델별 차이가 별로 없으며

평가용 HR이 대략 10 % 낮다.

Table 4. Neural network parameters for the KOSPI 

prediction models

Model   

PNN1 442 14 23

PNN2 200 30 6

PNN3 174 18 24

: The number of iteration in the learning
: The number of neurons in the 1

st hidden layer

: The number of neurons in the 2
nd hidden layer

PNN1-3: Neural Networks for pattern classification

Model
Hit ratio (%)

Learning Test

PNN1 72.0 61.6

PNN2 71.2 61.6

PNN3 72.0 62.4

Table 5. KOSPI prediction errors

3개의 예측 모델에 대하여 평가용 데이터를 사용해

ETF의 일별 매매(Day Trading)를 시뮬레이션 한다. 신

경회로망 모델의 다음 날 지수 이동방향예측 결과가 상

승이면 Tiger레버리지를, 하락이면 Tiger인버스 ETF를

매수한다. 매수된 ETF는 다음 날 종가를 기준으로 매도

된다. ETF 매매 수수료는 0.1 %로 계산한다.

Table 6은 3개의 이동 방향 예측 신경회로망 모델

(PNN1, PNN2, PNN3)에대해 최적의 결과를 보인  값,

매매비율 (%), 매매 횟수와 손실 횟수를 보인다. 모든 모

델에서 매매 횟수는 4 ~ 9일로 작지만 매매로 손실이 발

생하지않았다. PNN1이매매 횟수 9일로 가장 많고손실

발생도 없다. 주가 지수 예측 모델(NN1, NN2, NN3)[5]과

비교하면 본 논문의 모델이 매매 비율은 조금 낮지만 매

매 실패가 없다. Table 7은 평가용 데이터에 대해 모델별

수익률을 표시한 것이다. 상승장에서 PNN1이 16.32 %,

PNN2가 15.30 %를, 하락장에서 PNN3가 8.39 %의 수익

률을 보여 본 논문의 모델이 지수 예측 모델 보다 매매

횟수는 작지만 수익률은 높은데, 이는 매매 손실이 없기

때문이다. ETF 매매 성공률은 상승장에서 PNN1이, 수

익률은 하락장에서 PNN3가 우수하다.

Table 6. Trade performance of the proposed models

Model 
Trade rate
(%)

Trade days
(day)

Loss days
(day)

PNN1 0.6 7.2 9 0

PNN2 0.6 5.6 7 0

PNN3 0.6 3.2 4 0

NN1[5] 0.6 9.7 11 1

NN2[5] 0.6 4.0 5 0

NN3[5] 0.6 8.9 11 3

NN1-3: Neural Networks for predicting KOSPI[5]

Model
Profit (%)
in bull market

Profit (%)
in bear market

Total trade profit
(%)

PNN1 16.32 0.0 16.32

PNN2 15.30 0.0 15.30

PNN3 0.0 8.39 8.39

NN1[5] 10.87 4.42 15.29

NN2[5] 6.09 1.07 7.16

NN3[5] 1.42 5.76 7.18

Table 7. Trade profit of the proposed models

Fig. 3은평가용 데이터에서 PNN1 의한 ETF를 매매

결과를 보인다. Fig. 3a에서 실선은 KOSPI 종가를, 위 줄

의∙는 변동률이  이상으로상승한날, 아래 줄의∙는

변동률이  이하로 하락한 날을 표시한다. ○은 신경회

로망에서 상승 또는 하강으로 예측한 결과이다. ⊙는 신

경회로망의 예측과 실제 데이터가 일치한 경우이다. 그

림에서 중립은 매매하지 않기 때문에 표시하지 않았다.

Fig. 3b는신경회로망의 상승예측에의한 매매 수익률을

보인다. 셋째, 넷째와 다섯째거래는모두KOSPI가  이

상 상승으로 예측되었지만(Fig. 3a에서 ○로 표시) 실제

는  보다작지만 매매수수료율 보다는더 올라서 수익

이 발생하였다. Fig. 3c는 매매에 따른 누적 수익률을 보

인다. Fig. 4와 Fig. 5는 각각 PNN2와 PNN3을 사용한

ETF 매매결과이다. PNN2는 7번의상승예측가운데다

섯 번은 적중했고 두 번은  보다 작지만 수익이 발생하

였다. PNN3는 모든 매매에서 하락 예측이 적중하였다.
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Fig. 3. ETF trades using PNN1 in evaluation

a. Actual and predicted days for buying ETF
circle: predicted buy day
dot in upper line: actual day of rising pattern
dot in lower line: actual day of falling pattern
b. Profit rate per trade
c. Cumulative profit rate

Fig. 4. ETF trades using PNN2 in evaluation

a. Actual and predicted days for buying ETF
circle: predicted buy day
dot in upper line: actual day of rising pattern
dot in lower line: actual day of falling pattern
b. Profit rate per trade
c. Cumulative profit rate

Fig. 5. ETF trades using PNN3 in evaluation
a. Actual and predicted days for buying ETF
circle: predicted buy day
dot in upper line: actual day of rising pattern
dot in lower line: actual day of falling pattern
b. Profit rate per trade
c. Cumulative profit rate

5. 결론

본 논문에서는 신경회로망의 패턴 분류 능력을 사용

하여 KOSPI의 일별 이동 방향을 상승, 중립, 하락으로

예측하고 이를 기반으로 지수 연동 ETF를 매매하는 방

법을 제안했다. 14개의 입력변수와 3개의 출력변수를 사

용하고 은닉층이 하나 또는 둘인 신경회로망으로 평가용

데이터에서 KOSPI 종가의 이동 방향을 최소 61.6 % 정

확하게 예측할 수 있었다. 시뮬레이션 결과 이동 방향의

상승 및 하락을 결정하는 변동률 는 0.6인 경우 ETF

매매 수익률이 가장 좋으며 세 개의 예측 모델에서 최소

수익률 8.39 %, 최대 수익률 16.32 %를 보였다. 이는 125

거래일 동안 거둔 수익률이다. 주가 지수를 예측해서

ETF를 매매하는 신경회로망 모델과본 논문에서제안된

모델의 성능을 비교한 결과 제안된 모델에서 ETF 매매

성공률과 수익률이 더 높음을알 수 있었다. 또한제안된

신경회로망 모델 PNN1과 PNN2는 상승 방향을 예측하

고 PNN3는 하락 방향을 예측하는 결과를 낳았다. 따라

서 상승과 하락 방향을 예측하는 신경회로망 모델을 병

합해서 사용하면 단일 모델을 사용한 경우보다 매매 횟

수와 수익률을더 높일수 있을것으로판단되며 향후이

에 대한 연구가 진행될 것이다.
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