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서  론1. 

선삭은 기계가공 산업에서 가장 널리 사용되며 

중요한 절삭가공 공정 중의 하나이다 절삭가공에. 

서 공정변수들의 영향을 조사하는데 목적을 둔 여

러가지 연구가 진행되어 왔다 또한 선삭 가공에서 . , 

공정변수들이 가공의 결과에 미치는 영향을 체계적

으로 조사하기 위해서 실험적 방법 통계적 해석 , 

도구 혁신적 최적화 기법 들이 사용되어 왔다, [1]. 

선삭공정의 공정변수들 가운데 입력 매개변수로서

는 절삭속도 이송 절삭깊이를 주로 사용하며 출력 , , 

변수는 표면거칠기 등이 있다 공정변수들이 결과. 

에 미치는 효과를 나타내기 위하여 neural 

과 같은 혁신적 최적화기법을 활용하여 network(NN)

선삭공정의 시뮬레이션 모델을 구축할 수 있다 이 . 

경우에 실제 현장에서 선삭가공을 할 때의 출력값

과 을 이용한 선삭가공 공정의 시뮬레이션 모델NN

을 이용한 출력값을 비교하면 차이가 있다 이 차. 

이를 최소화하기 위해서는 을 구성하는 가중치 NN

값의 집합을 적절히 찾아야 하는데 을 이용한 , NN
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모델에서는 최적의 가중치를 결정하는 것이 핵심이

며 이것을 트레이닝 이라 한다 의 가중(training) . NN

치를 찾는 트레이닝을 위해서 Back Propagation(BP)

이 보편적으로 많이 이용되어 왔고 그 외 여러 가

지 기법들이 사용되어져 왔다. Punuhsingon & Oh[2]

는 와 BP Particle Swarm Optimization( 의 두 기PSO)

법을 이용하여 트레이닝을 하고 두 기법을 비교하

는 연구를 수행하였고, Oh[3]는 Ant Colony 

기법을 이용한 트레이닝에 대한 Optimization(ACO) 

연구를 수행하였다.

본 연구에서는 을 이용한 선삭neural network(NN)

가공 공정의 시뮬레이션 모델을 제안하고자 한다. 

이 모델에서는 에 공정변수를 입력하면 절삭성NN

능을 예측할 수 있다 입력 매개변수로서는 절삭속. 

도 이송 절삭깊이를 출력 변수는 표면거칠기 전, , , 

류소모량을 사용하기로 한다 또한 을 구성하는 . NN

가중치 조합을 찾기 위하여 를 포함하여 BP ACO 

및 기법을 활용하기로 한다 나아가서는 PSO . ACO

와 를 결합한 기법과 BP 와 PSO 를 결합한 두 가BP

지 조합 기법을 고안하고 두 조합 기법의 우수성을 

집중적으로 비교 분석 및 검토하기로 한다, .

과 트레이닝2. NN

은 두뇌의 학습 메카니즘에 의해 영향을 받았NN

고 레이어 형태로 조직화되고 레이어 내에 정렬된 , 

상호연결된 뉴런들의 집합이다 은 하나 또는 다. NN

중 레이어로 구성된다 하나의 레이어와 다른 레이. 

어의 뉴런들 간의 연결에는 가중치가 할당되어 있

다 의 일반적인 응용에서는 주로 다중 레이어를 . NN

사용하는데 이것은 하나의 입력 레이어 하나 이상, 

의 히든 레이어 하나의 출력 레이어로 이루어져 , 

있다 은 일련의 입력을 적용하면 원하는 일련의 . NN

출력을 산출할 수 있도록 학습을 시킬 수 있는데 

이것을 트레이닝이라 한다 트레이닝은 일종의 최. 

적화 문제이며 목적은 에러 가 최소화되도록 (error)

최적의 가중치의 집합을 찾는 것이다 트레이닝에. 

는 두 가지 유형이 있다[4] 첫 번째는 에러 함수의 . 

음의 기울기를 유지하며 가중치를 조절함으로써 에

러를 최소화한다 이 유형에는 . Back Propagation(BP)

이 있는데 이것은 을 트레이닝할 때 가장 많이 NN

사용하는 방법이다 문제점으로는 국지적 최. (local) 

소화에 쉽게 빠질 가능성이 있으며 알고리즘의 수

렴속도가 너무 느리며 수렴 거동은 가중치의 초기

값 학습율 등의 변수값의 선택에 따른 의존도가 , 

강하다 두 번째 방법은 후보해들의 집단 즉 각각 . , 

다른 복수의 가중치 벡터를 이용하여 작업을 한다. 

후보해들은 서로 상호작용을 하며 보다 적은 에러

가 달성될 수 있도록 가중치 영역을 향해 나아간

다 이 유형의 방법에는 . Ant Colony 

과 Optimization(ACO) Particle Swarm 

등이 있다Optimization(PSO) .

본 연구에서는 의 단점을 보완하기 위하여 BP

와 를 결합하고 와 를 결합한다 첫 ACO BP PSO BP . 

번째는 를 이용하여 전체적인 최적해를 ACO (global) 

찾고난 후에 를 결합하여 국지적인 최적해를 찾BP

아 나가는 형태이다 두 번째는 를 이용하여 전. PSO

체적인 최적해를 찾고난 후에 를 결합하여 국지BP

적인 최적해를 찾아 나가는 형태이다.

와 2.1 ACO BP

는 년대 초에 이산 최적화 문제ACO 1990 (discrete) 

에 응용하기 위해 도입된 최적화 기법이다. ACO 

알고리즘은 초기에는 조합 최적화 문제들을 해결하

는데 도입되었고 그 이후 를 연속적인 영역에 ACO

적용할 수 있도록 확장한 ACOR 기법이 Socha and 

Dorigo[5]에 의해 제안되었다 에 포함되는 매개. ACO

변수는 다섯 종류인데 는 아카이브를 구성하는 초k

기해의 개수 는 신규해 집단의 크기 는 가중, nos , q

치 계산에 사용되는 변수 는 표준편차의 계산에 , ξ

사용되는 변수 은 신규해의 집단을 반복적으로 , N

생성하는 회수를 나타낸다 기법을 에 대. ACO NN

입하자면 의 각 해의 변수값은 을 구성하, ACO NN

는 가중치를 나타내며 각 해의 목적함수는 의 , NN

최종 출력에 따르는 값을 MSE(Mean squared error) 

나타낸다 본 연구에서는 와 를 결합하여 . ACO BP

ACO_ 라 명명하는데 먼저 를 수행한 후 결BP , ACO

과적으로 의 가중치 집합을 산출하고 이것을 이NN

어받아 또 다시 를 수행하고 최종적인 가중치 BP

집합을 도출한다. ACO_ 알고리즘은 BP Oh[3]의 알고

리즘을 기본으로 일부 확장하였으며 구체적인 절차

는 다음과 같다.
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단계 아카이브를 구성하기 위하여 개의 초기해( 1) k

들을 생성한다.

단계 생성된 각 해의 목적함수를 계산한다( 2) .

단계 개의 해들을 목적함수 값에 따라 오름차( 3) k

순으로 정렬한다.

단계 매개변수 값을 지정하고 이를 이용하여 ( 4) q 

개 해들의 가중치를 계산한다k .

단계 신규해의 개수와 개선해의 집단을 반복적( 5) 

으로 생성하는 횟수를 지정한다.

단계 로 지정한다( 6) ij=1

단계 로 지정한다( 7) i=1 .

단계 개의 해 가운데 하나의 해를 ( 8) k roulette 

방법wheel [6]을 이용하여 선택한다.

단계 선택된 해를 이용하여 샘플링을 함으로서 ( 9) 

새로운 해를 생성한다 이면 로 지정하. i<nos i=i+1 

고 단계 로 간다 아니면 다음 단계로 간다8 . .

단계 새로운 해들의 목적함수 값을 계산한다( 10) .

단계 새로 생성된 해들을 서열에 맞추어 아카( 11) 

이브에 추가한다 생성된 해가 아카이브 내에 있는 . 

기존해보다 우수하면 아카이브에 투입하고 아니면 

투입하지 않는다 투입된 수와 같은 수의 최악의 . 

해들을 아카이브에서 제거한다 이면 . ij<N ij=ij+1 

로 지정하고 단계 로 간다 아니면 다음 단계로 7 . 

간다.

단계 개의 해 중에서 값이 최소인 해를  ( 12) k MSE 

찾는다.

단계 최소값에 해당하는 변수값들을 에 투( 13)  NN

입하고 알고리즘을 이용하여 값이 최소가 BP MSE 

되는 가중치 값을 찾는다.

와 2.2  PSO BP

는 하늘을 나는 새 집단의 이동을 모의PSO (bird) 

실험하여 최상의 해를 탐색하는 알고리즘의 하나이

다[7] 에서는 각각의 새는 입자라 부르는데 이 . PSO

입자들은 임의의 속도로 날아서 몇 번의 반복 후에 

글로벌 최상의 위치를 찾는다 매번 반복 시에 개. 

별 입자는 모멘텀과 자신의 최상의 위치 그리고 , 

자기 이웃들의 최상의 위치에 근거하여 자신의 속

도 벡터를 조정하고 자기가 날아갈 새로운 위치를 , 

계산한다 에서는 탐색 공간을 가정하고 입자의 . PSO

전체적인 숫자는 으로 번째 입자의 위치는 n , i Xi로 

표현할 수 있다 번째 입자가 지금까지 찾아낸 최. i 

상의 위치는 Pib로 전체 입자들의 무리가 지금까지 , 

찾아낸 최상의 위치는 Pg로 번째 입자의 속도는 , i 

Vi로 나타낸다 모든 입자는 목적함수에 의해 결정. 

되는 를 가진다 입자의 위치와 속도는 Fitness value . 

아래의 공식으로 주어진다.

vi(t+1)=vi(t)+c1*rand()*(pi(t)-xi(t))

+c2*rand()*(pg(t)-xi(t))     ................. (1)

xi(t+1)=xi(t)+vi(t+1)               ................. (2)

여기서 는 시간t , c1, 는c2 양의 값을 갖는 가속도 

상수 는 과 사이의 난수이다 의 개, rand( ) 0 1 . PSO

념을 에 대입하자면 에서 입자의 위치는 NN PSO

의 가중치 값에 해당하고 에서 NN , PSO fitness value

는 의 값이 된다 본 연구에서는 와 NN MSE . PSO

를 결합하여 BP PSO_ 라 명명하는데 먼저 를 BP , PSO

수행한 후 결과적으로 의 가중치 집합을 산출하NN

고 이것을 이어받아 또 다시 를 수행하여 최종BP

적인 가중치 집합을 도출한다 알고리즘의 . PSO_BP 

구체적인 절차는 다음과 같다.

단계 그룹 내의 입자수와 세대수를 결정한다( 1) .

단계 하나의 입자의 위치와 속도를 랜덤하게 결( 2) 

정한다.

단계 입자의 위치에 의거해서 을 구성한다( 3) NN .

단계 트레이닝 데이터 집합을 이용해서 현재 입( 4) 

자의 를 평가한다 현재 입자의 Fitness value . Pib를 

결정한다.

단계 단계 를 입자수 만큼 반복한다 전( 5) 2, 3, 4 n . 

체 입자들 중에서 Pg를 결정한다.

단계 최대 반복세대수에 도달했으면 단계 으( 6) 10

로 아니면 다음 단계로 간다, .

단계 현재 입자들 중에서 최상의 입자는 저장한( 7) 

다 모든 입자들의 위치 속도를 갱신하여 새로운 . , 

입자 그룹을 생성한다.

단계 새로운 입자들의 를 평가한다( 8) Fitness value . 

최악의 입자를 이전 단계의 최상 입자로 교체한다. 

각 입자의 Pib와 전체 입자들의 Pg를 결정한다.

단계 열 세대 동안 ( 9) Pg가 변하지 않으면 다음 단

계로 아니면 단계 으로 간다, 6 .
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단계 ( 10) Pg를 출력한다.

단계 알고리즘을 이용하여 주어진 사이클 ( 11) BP 

동안 Pg 주변을 탐색한다 만약 탐색결과가 . Pg보다 

좋으면 탐색 결과를 출력한다 아니면 . Pg를 출력한

다.

실험계획3. 

본 연구에서는 선삭공정을 시뮬레이션하는 NN 

모델을 구축한다 먼저 을 트레이닝하고 가중치 . NN

조합을 결정하기 위하여 와 의 세 기BP, ACO PSO

법을 조합하여 와 라는 두 알고리ACO_BP PSO_BP

즘을 만들고 이들을 적용하여 을 가동한다NN . NN 

모델의 구축을 위한 컴퓨터 프로그램은 MATLAB 

언어를 사용하여 코딩하였다.

입력 데이터3.1 

선삭공정의 입력변수는 절삭속도(cutting 

이송 절삭깊이 의 세 speed:V), (feed:f), (depth of cut:d)

종류를 사용하며 출력변수는 표면조도 (Surface 

와 전류소모량roughness:SR) (Electric current 

의 두 종류를 사용한다consumption: ECC) . 

Punuhsingon and Oh[2]에서는 선삭공정을 대상으로 

실험조건에 맞추어 실제적인 선삭가공을 하고 결과

값을 측정하였다 실험조건은 절삭속도 이송 절삭. , , 

깊이의 세 가지 변수마다 세 종류의 값을 사용하고 

각 변수의 값들을 조합하여 개의 입력 조건을 만19

들고 각 입력 조건에 대응하는 표면조도와 전류소

모량의 출력값을 얻었다 본 연구에서는 그 중의 . 

일부인 개의 데이터 집합을 사용하며 에 10 Table 1

주어져 있다.

의 구조와 3.2 NN BP

은 입력 레이어 히든 레이어 출력 레이어로 NN , , 

이루어진다 본 연구에서는 입력변수가 세 개 출력. , 

변수가 두 개이므로 입력 레이어의 뉴런의 수는 3, 

출력 레이어의 뉴런의 수는 를 사용한다 히든  2 . 

레이어는 두 가지 형태를 사용한다 첫째는 뉴런의 . 

수가 인 한 개의 히든 레이어를 사용한다 둘째는 6 . 

각각 개 개의 뉴런을 갖는 두 개의 히든 레이12 , 6

어를  사용한다 즉 에 를 적용하여 시뮬레이. , NN BP

션을 수행하는데 히든 레이어의 수는 과 의 두 1 2

가지 입력 데이터 집합의 수는 의 세 가지, 5, 7, 10

를 조합하여 개의 경우를 구성하였다 각 경우에 6 . 

대하여 에 을 적용하여 값을 산출하였NN BP MSE 

고 그 결과는 에 주어져 있다 의 Fig. 1 ~ Fig. 6 . BP

수는 히든  레이어가 한 개인 경우에는 cycle 500

회 히든 레이어가 두 개인 경우에는 회를 사, 1000

용하였다 히든 레이어가 한 개인 경우의 결과는 . 

에 주어지는데 세 개의 그래프 모두 Fig. 1 ~ Fig. 3

의 횟수가 증가할수록 값이 감소하는 BP cycle MSE 

것을 알 수 있다 히든 레이어가 두 개인 경우의 . 

결과는 에 주어지는데 와 Fig. 4 ~ Fig. 6 , Fig. 4 Fig. 

에서는  의 횟수가 증가할수록 값이 5 BP cycle MSE 

점점 감소하지만 에서는 값이 파동 형태Fig. 6 MSE 

를 보여주고 있다.

Fig. 1 Values of the MSE for BP

 (Hidden layer=1, data set=5)

No
Input

SR ECC
V(m/min) f(mm/rev) d(mm)

1 13 0.17 0.9 7.671 4.4

2 13 0.1125 0.6 5.252 4.4

3 70 0.055 0.9 1.491 4.57

4 13 0.055 0.3 1.66 4.4

5 41.5 0.1125 0.3 3.06 4.77

6 41.5 0.1125 0.6 3.274 4.83

7 70 0.17 0.9 7.44 4.7

8 70 0.1125 0.6 2.067 4.53

9 41.5 0.1125 0.6 3.168 4.8

10 70 0.17 0.3 2.926 4.67

Table 1 Observation data 
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Fig. 2 Values of the MSE for BP
(Hidden layer=1, data set=7)

Fig. 3 Values of the MSE for BP
(Hidden layer=1, data set=10)

값을 요약 정리해 놓은 를 살펴보면 MSE Table 2

히든 레이어가 한 개인 경우에는 데이터 집합의 수

가 일 때 값이 가장 우수하고 히든 레이어5 MSE , 

가 두 개인 경우에도 데이터 집합의 수가 일 때 5

값이 가장 우수하다MSE . 표에서 히든 레이어의 

개수를 기준으로 비교하면 데이터 집합의 개수에 , 

관계없이 레이어의 개수가 한 개인 경우가 횟cycle 

수가 적음에도 불구하고 두 개인 경우보다 항상 우

수하다 요약하면 에 을 적용한 결과는 히든 . NN BP

레이어 개수가 많다고 좋은 것은 아니며 데이터 집

합의 개수가 많다고 좋아지는 것도 아니다 따라서. 

Fig. 4 Values of the MSE for BP
(Hidden layer=2, data set=5)

Fig. 5 Values of the MSE for BP
(Hidden layer=2, data set=7)

본 연구의 에서는 NN ACO, ACO_BP, PSO, PSO_BP

를 적용하기 위하여 히든 레이어의 수는 데이터 1, 

집합의 수는 를 사용하기로 한다5 .

및 의 구성3.3 ACO_BP PSO_BP

와 기법 둘 다 동일한 구조를 사용ACO BP NN 

해야 하기 때문에 와 를 결합한 에, ACO BP ACO_BP

서는 의 경우와 동일한 구조를 적용한다 즉BP NN . , 

입력 레이어는 세 개의 뉴런 출력 레이어는 두 개, 

의 뉴런 히든 레이어의 수는 을 사용하며 뉴런의 , 1

수는 을 사용한다 또한 데이터 집합은 에6 . Table 1

- 40 -



오수철 한국기계가공학회지 제 권 제 호: 18 , 9

����������������������������������������������������������������������������������������������������������

Fig. 6 Values of the MSE for BP
(Hidden layer=2, data set=10)

  

No. of data sets

5 7 10

No. of 
hidden 
layers

1 0.00159 0.00423 0.00366

2 0.12273 0.15398 0.23965

Table 2 Values of the MSE for BP

서 위에서 순차적으로 다섯 개를 사용한다 에 . ACO

포함되는 매개변수는 다섯 종류이며 nos, N, k, , ξ

이다 여기서 는 은 을 사용하며 는 q . nos 10, N 500 k

네 종류 는 세 종류 는 네 종류의 값을 사용하, , qξ

였다 그룹 내의 입자수는 세대수는 으로 . 100, 500

설정하였다 와 를 결합한 에서는 . PSO BP PSO_BP

와 동일한 구조를 사용하기로 한다ACO_BP NN . 

기법에 사용되는 매개변수로는 가속상수 PSO c1, 

와 난수 등이 있다 이 연구에서는 의 값c2 r . c1, c2 

을 각각 로 구성하고 이들 아홉 개의 조합1, 1.5, 2

에 대하여 프로그램을 가동하였다PSO .

실험결과 및 분석4. 

와 4.1 ACO ACO 와 의_BP, PSO PSO_BP

비교

에서 까지는 히든 레이어가 개인 Table 3 Table 6 1

을 대상으로 neural network ACO, ACO_BP, PSO, 

의 네 개의 알고리즘을 이용하여 시뮬레이PSO_BP

션을 수행하고 값을 산출하였다MSE .

에는 알고리즘을 이용하여 시뮬레이Table 3 ACO 

션을 수행하고 값을 도출하였다MSE . 는 k 20, 25, 

의 네 개의 값을 는 의 세 30, 40 , 0.85, 0.9, 0.95ξ

종류의 값을 는 의 네 개의 , q 0.06, 0.07, 0.08, 0.09

값을 사용하였다 각각의 값에 대하여 와 를 . k qξ

조합하여 회의 시뮬레이션을 실시하였고 각 열 12

마다 최소값 세 개는 표로 표현하였다(*) . 에Table 3

서 가 인 경우에 보다 미세하게 우수k 20 25, 30, 40

한 결과를 보여주고 있고 가 인 경우에k 25, 30, 40

는 이들 간에 의미있는 차이를 찾기가 어렵다. ξ

는 일 때의 결과가 보다 우수하다 는 0.85, 0.9 0.95 . q

의 개 값의 변화에 따른 유의0.06, 0.07, 0.08, 0.09 4

미한 결과를 찾기는 어렵다. 에서는 Table 4

알고리즘을 이용하여 시뮬레이션을 수행ACO_BP 

하고 값을 도출하였다 과 동일한 MSE . Table 3 k, 

값과 동일한 조합을 사용하였다, q . ξ 에서 Table 4

가 인 경우의 결과를 비교하면 이들 k 20, 25, 30, 40

간에 의미있는 차이를 찾기는 어렵다 는 . 0.85, ξ

인 경우의 결과를 비교하면 이들 간에 의0.9, 0.95

미있는 차이를 찾기는 어렵다 는 . q 0.06, 0.07, 0.08, 

의 값들의 변화에 따른 유의미한 결과를 찾기0.09

는 어렵다. 과 의 결과를 종합하면 Table 3 Table 4

ACO 알고리즘을 적용할 시에는 네 _BP 개의 값k , 

세 개의 값 네 개의 값을 이용하여 조합을 구, qξ

성하고 시뮬레이션을 수행한 후에 전체 결과 값들 

중에서 최소값을 찾으면 된다 과 에 . Table 3 Table 4

주어진 값을 기준으로 MSE 와 ACO ACO 알고_BP 

리즘을 비교하면 보다 , ACO ACO 인 경우에 _BP

값이 감소한다 즉 MSE 62% . 나 ACO 를 단독으BP

로 사용하는 것보다는 두 기법을 조합한 ACO_BP

를 사용하면 훨씬 우수한 결과를 얻을 수 있다. 

를 보면 평균값 열의 최소값이 이다Table 4 0.0002 . 

이 수치의 의미는 실제 선삭공정에서 주어지는 결

과값과 시뮬레이션 모델의 결과값이 거의 차이가 

없음을 나타낸다.

에서는 알고리즘을 이용하여 시뮬레Table 5 PSO 

이션을 수행하고 값을 도출하였다 의 MSE . c1, c2 

값을 각각 로 부여하고 를 조합하여 1, 1.5, 2 c1, c2

아홉 개 경우에 대하여 을 가동하고 결과를 표NN
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ξ q
k

Ave.
20 25 30 40

0.85

0.06 0.0008 0.0004 0.0001* 0.0003* 0.0004*

0.07 0.0084 0.0066 0.0003 0.0005 0.0040

0.08 0.0005 0.0002* 0.0003* 0.0013 0.0006*

0.09 0.0007 0.0002* 0.0003 0.0003* 0.0004*

0.9

0.06 0.0006 0.0012 0.0002* 0.0005* 0.0006*

0.07 0.0001* 0.0068 0.0013 0.0012 0.0023

0.08 0.0002* 0.0006 0.0005 0.0071 0.0021

0.09 0.0001* 0.0016 0.0010 0.0038 0.0016

0.95

0.06 0.0008 0.0009 0.0013 0.0012 0.0010

0.07 0.0002 0.0003 0.0020 0.0041 0.0017

0.08 0.0007 0.0003 0.0013 0.0008 0.0008

0.09 0.0002 0.0003* 0.0076 0.0006 0.0022

Table 3 Values of the MSE for ACO
(hidden layer=1, data set=5)

ξ q
k

Ave.
20 25 30 40

0.85

0.06 0.0002 0.0002 0.0001* 0.0002 0.0002*

0.07 0.0067 0.0065 0.0001* 0.0002 0.0034

0.08 0.0002 0.0001 0.0001 0.0001 0.0002*

0.09 0.0002 0.0001* 0.0002 0.0002 0.0002*

0.9

0.06 0.0002 0.0002 0.0001* 0.0001* 0.0002*

0.07 0.0001* 0.0066 0.0002 0.0002 0.0018

0.08 0.0001 0.0002 0.0002 0.0004 0.0002*

0.09 0.0001* 0.0003 0.0003 0.0002 0.0002*

0.95

0.06 0.0002 0.0002 0.0006 0.0001* 0.0003

0.07 0.0001 0.0001 0.0004 0.0002 0.0002*

0.08 0.0002 0.0001* 0.0002 0.0001* 0.0002*

0.09 0.0001* 0.0001* 0.0066 0.0001 0.0017

Table 4 Values of the MSE for ACO_BP
(hidden layer=1, data set=5)

에 명시하였다 또한 의 각 조합에 대하여 . c1, c2 5

회씩 가동을 하고 평균값을 구하였고 각 열마다 세 

개의 최소값을 표로(*) 표현하였다 에서 평 . Table 5

균값 열을 살펴보면 이 와 가 와 일 c1 1.5 2, c2 1.5 2

때의 조합이 다른 조합보다 미세하게 우수한 결과

를 보여주고 있음을 알 수 있다 에서는 . Table 6

알고리즘을 이용하여 시뮬레이션을 수행하PSO_BP 

c1 c2 1st. 2nd. 3rd. 4th. 5th. Ave.

1

1 0.1476 0.1493 0.1485 0.1472 0.1484 0.1482

1.5 0.1488 0.1443 0.1504 0.1477 0.1411 0.1464

2 0.1493 0.1453 0.1474* 0.1494 0.1492 0.1481

1.5

1 0.1488 0.1483 0.1488 0.1470* 0.1472 0.1480

1.5 0.1459* 0.1436* 0.1481* 0.1503 0.1336* 0.1443*

2 0.1467* 0.1434* 0.1489 0.1485 0.1397* 0.1455*

2

1 0.1487 0.1470 0.1480* 0.1492 0.1497 0.1485

1.5 0.1488 0.1477 0.1485 0.1388* 0.1439 0.1455*

2 0.1459* 0.1352* 0.1485 0.1341* 0.1367* 0.1401*

Table 5 Values of the MSE for PSO
(hidden layer=1, data set=5)

c1 c2 1st. 2nd. 3rd. 4th. 5th. Ave.

1

1 0.0035* 0.0077 0.0076 0.0066* 0.0075 0.0066

1.5 0.0065* 0.0078 0.0072* 0.0076 0.0068* 0.0072

2 0.0073 0.0074 0.0074 0.0076 0.0055* 0.0071

1.5

1 0.0073 0.0077 0.0077 0.0078 0.0076 0.0076

1.5 0.0070 0.0077 0.0075 0.0075 0.0074 0.0074

2 0.0076 0.0033* 0.0072* 0.0075 0.0061* 0.0063*

2

1 0.0077 0.0064* 0.0071* 0.0071 0.0077 0.0072

1.5 0.0077 0.0025* 0.0073 0.0058* 0.0073 0.0061*

2 0.0018* 0.0075 0.0076 0.0068* 0.0075 0.0062*

Table 6 Values of the MSE for PSO_BP
(hidden layer=1, data set=5)

고 값을 도출하였는데 와 동일한 MSE , Table 5 c1, 

의 조합을 사용하였다 에서 평균값 열을 c2 . Table 6

살펴보면 이 와 가 와 일 때의 조합이 c1 1.5 2, c2 1.5 2

다른 조합보다 미세하게 우수한 결과를 보여주고 

있음을 알 수 있다.

와 을 종합하면 Table 5 Table 6 PSO 알고리즘_BP 

을 적용할 시에는 은 와 는 와 의 네 c1 1.5 2, c2 1.5 2

개의 조합에 대하여 각각 프로그램을 가동한 후 평

균값을 구하고 그 중에서 최소값을 찾으면 된다. 

와 에 주어진 값을 기준으로 Table 5 Table 6 MSE 

PS 와 O PSO 알고리즘을 비교하면 보다는 _BP , PSO

PSO 인 경우가 값이 감소한다 즉 _BP MSE 95% . 

PS 나 O 를 단독으로 사용하는 것보다는 두 기법BP

을 조합한 PSO 를 사용하면 훨씬 우수한 결과를 _BP

얻을 수 있다.
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4.2 AC 와 의 비교O_BP PSO_BP

부터 까지를 살펴보면 Table 3 Table 6 AC 보다는 O

ACO 가 우수하고 _BP PS 보다는 O PSO 가 우수함_BP

을 알 수 있다 더 나아가 . ACO 와 _BP PSO 를 비_BP

교해 보면 의 평균값 열의 최소값 와 Table 4 0.0002

에서 평균값 열의 최소값 을 비교할 Table 6 0.0061

때 ACO 의 결과가 _BP PSO 의 결과보다 훨씬 우_BP

수함을 알 수 있다 따라서 . BP, ACO, 기법들PSO 

을 개별적으로 사용하는 것보다는 조합하여 사용하

는 것이 더 좋은 결과를 주며 그 중에서도 , 

ACO 기법을 사용하는 것이 가장 좋은 결과를 _BP 

주는 것을 알 수 있다.

결 론 5. 

본 연구에서는 을 이용한 선삭가공 공정의 NN

시뮬레이션 모델을 제안하였다 을 구성하는 가. NN

중치 조합을 찾기 위하여 를 포함하여 및 BP ACO 

기법을 활용하였다 분석에 의하면 PSO .  PSO_BP 

보다 ACO 기법을 사용하는 것이 가장 좋은 결_BP 

과를 제공한다 즉 본 연구에서 제안하는 에서. , NN

는 트레이닝 기법으로 ACO 를 사용하면 최적의 _BP

가중치 조합을 얻을 수 있다 본 연구의 을 이용. NN

하면 실제적인 선삭가공 공정에 거의 유사한 결과

를 제공하는 성능이 우수한 시뮬레이션 모델을 구

축할 수 있다.
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