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1. 서  론

인간이 참조 이미지 없이 왜곡된 이미지의 품질을 

평가할 수 있다는 것은 잘 알려진 사실이다. 이미지

의 품질 평가는 인간 관찰자의 뇌에 저장된 자연 이

미지에 대한 지식과 왜곡된 이미지 사이의 자연스러

운 비교를 통해 이루어진다. 이상적이며 객관적인 화

질 평가방법은 이러한 인간 관찰자의 품질 예측을 

모방할 수 있어야 한다. 객관적 품질 평가방법 중 하

나인 NR-VQA(no- reference video quality assess-

ment, 무참조 비디오 화질 평가)는 열화 된 영상만을 

가지고 화질을 평가하는 방법으로, 화질의 기준이 되

는 원본 영상 혹은 참조 영상에 대한 정보가 전혀 

필요하지 않다. 이러한 장점으로 인해 NR-VQA 방

식은 실시간 화질평가 및 자동화된 품질관리와 같은 

다양한 응용분야에 적용될 수 있으며, 최근 들어 이

에 대한 연구가 많은 관심을 받고 있다.

왜곡이 없이 깨끗한 자연스러운 영상에서 움직임

은 시간이나 공간에 따라 임의로 변경되지 않으며 

실질적인 시공간 상관관계를 가진다. 이러한 시공간

상의 통계적 일관성을 NSS(natural scene statics, 자

연 장면 통계)[1]라 하며 비디오에 왜곡이 유입될 경

우 시공간 상관관계가 흐트러지게 된다. 이로 인해 

NSS와의 편차가 발생하고 이러한 편차를 비디오의 

화질 평가 지표로 적용할 수 있다. 최근에는 비디오 

품질 평가를 회귀문제로 해석하고 다양한 기계학습
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과 딥러닝 방식을 사용하여 비디오 시퀀스의 시공간

적 상관관계를 직접 학습함으로써 NR-VQA의 성능

을 향상시키는 연구들이 진행되고 있다. J. Søgaard

외[2]는 DCT(discrete cosine transform, 이산 코사

인 변환) 계수와 I-프레임의 양자화 레벨 정보를 통

해 추출된 공간적 특징과 코덱 특징의 시간 풀링을 

통해 획득된 시간적 특징을 서포트 벡터 회귀 방식에 

적용하여 H.264/AVC 및  MPEG-2에 의해 왜곡된 

비디오의 품질을 평가하였다. 그리고 K. Zhu 외[3]는 

DCT 계수로부터 프레임 단위의 특징을 추출하여 자

연장면의 왜곡을 정량화하고, 각 프레임 단위의 특징

을 시간 풀링을 통해 비디오 단위의 특징으로 변환시

켜 다층 신경망에 적용하였으며, Wang 외[4]은 Alex

Net을 통해 비디오 프레임 레벨에서 추출한 공간 특

징과 비디오의 움직임 벡터에 대한 표준 편차를 통해 

추출한 시간적 특징을 다중 회귀방식에 적용하여 화

질을 평가하였다. 특히, Y. Li [5]는 3DST(3-dimen-

sional shearlet transform, 3차원 쉐어렛 변환)을 이

용하여 비디오 블록에서 추출한 평균 시공간 특징에 

대한 통계적 회귀모델을 훈련시키기 위해  CNN

(convolutional neural network, 합성 곱 신경망)을 

적용하여 평가 성능을 향상시키는 효율적인 방법을 

제안했다. 하지만 이 방식에는 네트워크 상태의 변동

으로 인해 발생하는 비디오의 왜곡이 모든 프레임에

서 동일하지 않을 수 있다는 사실이 반영되지 않았

다. 보다 개선된 품질 평가를 위해서는 회귀학습을 

위해 주어진 화질 레이블로부터 프레임 또는 블록 

단위의 화질을 예측하여 전체 비디오의 화질 평가에 

반영할 수 있는 방법이 필요하다.

본 논문에서는 3DST와 ResNet(deep residual

neural network, 심층 잔류 신경망)을 이용한 스포츠 

비디오의 NR-VQA방법을 제안한다. 제안된 방식의 

주요 관점은 다음과 같다. 1) 블록 단위의 화질 평가

를 위해 비디오 시퀀스를 일정한 개수의 프레임들로 

이루어진 비디오 블록으로 분할하고 3DST 기반의 

시공간 특징을 추출한다. 2) 비디오 시퀀스의 시공간 

상관관계를 세밀하게 학습하여 화질 예측 정확도를 

향상시키기 위해 ResNet과 로지스틱 회귀를 결합하

여 사용한다. 3) 목적함수에 CBC(constraint block-

wise condition, 조건부 블록별 제약) 방법[6]을 적용

하여 블록 단위의 화질을 자동으로 학습하고 높은 

성능으로 비디오의 화질을 평가한다. 본 논문의 2장

에서는 제안하는 방법을 설명하고, 3장에서는 실험 

결과를 제시하며, 4장에서 결론을 맺는다.

2. 제안하는 무참조 비디오 화질 평가 방법

제안하는 NR-VQA의 전체 구조도는 Fig. 1과 같

으며, 화질 학습 단계와 화질 추정 단계로 구성된다.

먼저, 학습 단계에서는 스포츠 비디오 데이터베이스

로부터 학습 비디오 신호와 비디오에 대한 주관적 

화질 점수가 입력된다. 측정된 주관적 화질 점수는 

시공간 특징과 주관적 화질 점수 사이의 매핑 관계를 

학습하기 위한 해당 비디오의 정답 화질 점수로 사용

된다. 다음 단계로, 입력된 비디오의 프레임을 회색

조로 변환하고 비디오 화질 분석에 적합한 크기로 

조정하기 위해 프레임의 크기를 624×360으로 변환한 

뒤 중앙의 416×240 프레임을 추출한다. 그리고 변환

된 비디오를 중첩된 비디오 블록으로 분할하고 

3DST 기반의 시공간 특징을 추출한다. 추출된 시공

간 특징들과 정답 화질 점수는 ResNet-20과 로지스

틱 회귀로 연결된 회귀 모델을 학습하기 위해 사용된

다. 이 때, 목적함수에 CBC방법을 적용하여 비디오 

Fig. 1. Flowchart of the proposed NR-VQA system.
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블록 단위의 화질 점수를 자동적으로 학습한다. 화질

추정 단계에서는 테스트 비디오로부터 추출된 시공

간 특징들이 학습된 ResNet-20과 로지스틱 회귀에 

입력되어 NR-VQA가 수행된다.

2.1 3차원 쉐어렛 변환을 이용한 시공간 특징 추출

본 논문에서는 스포츠 비디오로부터 NSS를 포함

하는 시공간 특징을 추출하기 위해 3DST[5]를 적용

한다. 3DST는 wavelet[7]변환을 보완하는 다차원 

데이터 분석 방법으로 wavelet변환은 주파수영역에 

따라 다른 해상도를 적용하여 세부적인 윤곽정보를 

효과적으로 검출할 수 있지만 방향정보를 검출할 수 

없다. 이와 달리 3DST은 다중 스케일과 다중 방향 

분석을 통해 윤곽정보 뿐만 아니라 이방성 특징정보

를 검출하기 때문에 다차원 데이터로부터 시공간 특

징을 추출하는데 뛰어나며 역동적인 움직임들로 구

성된 스포츠 비디오의 시공간 특징을 추출하는데 적

합하다.

Fig. 2는 입력된 비디오로부터 시공간 특징을 추

출하는 과정을 나타낸다. 먼저, 비디오 블록 단위로 

화질을 평가하기 위해 시간 축에 따른 50%의 오버랩

을 적용하여 416×240×80(가로×세로×시간)크기의 비

디오 블록들로 분할한다. 이 때, 비디오 블록의 크기

는 시공간 영역을 훼손하지 않는 범위에서 다양한 

크기의 블록을 구성하여 진행한 실험을 통해 최적의 

크기를 선택하였다.

다음으로, 분할된 각 비디오 블록은 3DST에 입력

된다. 3DST는 다양한 스케일, 방향, 그리고 전단 행

렬로 구성된 쉐어렛 필터들을 통해 시간 영역에서 

다양한 위치와 방향에 따른 wavelet변환을 수행하며 

공간 영역에서 모든 주파수를 포함하는 방향 필터의 

역할을 한다. 이를 위해 3DST는 이산 푸리에 변환을 

통해 입력된 비디오 블록을 주파수 공간으로 변환한

다. 비디오 블록의 주파수 공간은 중심부가 원점으로 

전체 윤곽 정보를 포함하는 저주파 영역을 나타내고 

바깥으로 갈수록 세부 윤곽 정보를 포함하는 고주파 

영역을 나타낸다. 그리고 주파수 공간에 대역 통과 

필터를 적용하여 세부 윤곽 정보를 포함한 고주파 

영역을 추출한 뒤 각 직교축을 포함하는 세 개의 피

라미드 영역으로 분할한다. 세 개의 피라미드 영역은 

Fig. 3과 같다.

세 개의 피라미드 영역은 모든 고주파 영역을 포

함하는 라플라시안 피라미드 구조로 여러 스케일을 

통한 단계적인 분석을 가능하게 한다. 또한, 각 피라

미드 구조를 통해 방향 성분의 범위를 제한할 수 있

으며 촘촘한 방향 필터를 구성할 수 있다. 분할된 각 

피라미드 영역과 관련된 쉐어렛 필터에 의해 구성되

는 3DST는 다음과 같이 정의된다.

        ∪ ∪ 

(1)

여기서, P 1, P 2, P 3는 세 개의 피라미드 영역이며,

α, c는 각각 이방성 파라미터와 위치 요소이다. 또한,

p1, p2, p3은 세 개의 피라미드 영역으로부터 정의된 

쉐어렛들을 나타낸다.

3차원 쉐어렛 필터는 라플라시안 피라미드 알고

리즘을 통해 피라미드 영역을 다중 스케일 성분으로 

분해하고 각 스케일 영역을 방향 성분으로 분석한다.

각 방향 성분은 피라미드의 한 쪽에서 피라미드의 

중심을 지나 반대쪽으로 진행한다. 본 논문에서는 각 

피라미드 영역을 4개의 스케일로 분해하고 각 스케

일 영역에 9개의 방향 성분을 적용하였다. 이 때, 두 

번째와 세 번째 피라미드 영역에서 첫 번째 피라미드

와 인접하여 방향 성분이 중복되는 영역을 제외하고 

52개의 3차원 쉐어렛 필터들을 구성하였다. 비디오 

블록의 주파수 공간은 각 피라미드 영역의 쉐어렛 

필터와 요소 곱 연산이 수행되고, 역 3DST 변환이 

적용되어 비디오 블록과 동일한 크기의 3차원 쉐어

Fig. 2. Framework of spatiotemporal feature extraction from video block.

Fig. 3. The partition of frequency domain.
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렛 계수로 출력된다. 따라서 하나의 비디오 블록으로

부터 52개의 3차원 쉐어렛 계수들이 출력된다.

그 후에, 시간과 공간의 변화에 따른 세부적인 상

관관계를 분석하기 위해 각 3차원 쉐어렛 계수들을 

가로, 세로, 시간 축을 따라 2등분하여 8개의 영역으

로 분할하고 쉐어렛 계수의 차원을 줄이기 위해 각 

영역(208×120×40)에 평균 풀링을 적용한다. 풀링 영

역 내의 값들은 평균 연산을 통해 단일 값으로 계산

되고 하나의 3차원 쉐어렛 계수로부터 8개의 풀링 

값이 출력된다. 따라서 52개의 3차원 쉐어렛 계수로

부터 416개의 값이 출력되고 출력된 값은 1차원 벡터

로 연결된다. 마지막으로, 벡터의 모든 요소에는 로

그 비선형이 적용되고 정규화 되어 시공간 특징으로 

출력된다.

2.2 심층 잔류 신경망 기반의 회귀 모델

제안하는 회귀 기반의 NR-VQA 방식은 원본 비

디오 없이 수신된 비디오만을 가지고 비디오의 화질 

점수를 예측하는 것을 목표로 한다. 이를 위해 회귀 

모델은 비디오의 시공간 특징과 주관적 화질 점수 

간의 매핑 관계를 배우고 예측 기반 화질 매트릭을 

생성하도록 학습된다. 하지만 비디오에 유입되는 왜

곡의 정도는 모든 프레임에서 동일하지 않기 때문에 

효과적인 NR-VQA는 비디오로부터 분할된 비디오 

블록에 대한 화질 점수를 예측한 후 이를 전체 비디

오에 대한 화질 평가에 반영해야 한다. 또한, 회귀 

모델을 생성하기 위해 비디오 데이터베이스로부터 

주어지는 정답 화질 점수는 비디오에 대한 화질 점수

로 분할된 모든 비디오 블록에 동일한 화질 점수를 

할당하는 것은 적절하지 않다. 따라서 NR-VQA는 

블록 단위 평가를 반영하는 구조로 설계되어야 한다.

본 논문에서는 비디오로부터 분할된 비디오 블록

의 시공간 특징을 입력으로 비디오의 시공간 상관관

계를 학습하고 비디오의 화질을 예측하기 위해 

ResNet-20[8]과 로지스틱 회귀를 결합한 구조를 제

안하며 이는 Fig. 4의 (a)에 나타나 있다. 제안된 방식

에서는 목적함수에 CBC방법을 적용하여 블록 단위

의 화질 점수를 자동으로 학습함으로써 효과적인 

NR-VQA가 수행된다.

ResNet-20 기반의 회귀 모델을 학습하는 과정은 

다음과 같다. 먼저, 하나의 비디오 블록으로부터 추

출된 3DST 기반의 시공간 특징이 정답 화질 점수와 

함께 ResNet-20에 입력된다. 제안하는 ResNet-20

의 구조는 합성 곱 필터, 3개의 Residual Block, BN

(batch normalization, 배치 정규화), ReLU(rectified

linear units), Flatten으로 구성된다. Fig. 4의 (b)와 

같이 각 Residual Block은 6개의 합성 곱 층 연결로 

구성되고 합성 곱 층은 3개의 합성 곱 필터가 병목구

Fig. 4. (a)Block diagram of logistic regression concatenated with ResNet-20 (b)Residual block.
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조를 이룬다. 입력된 비디오 블록의시공간 특징은 

ResNet-20의 각 층과 연산된 후 Flatten을 통해 1차

원 벡터로 변환되고 로지스틱 회귀를 통해 비디오 

블록에 대한 결과 화질 점수로 출력된다. 이렇게 하

나의 비디오로부터 분할된 비디오 블록들의 결과 화

질 점수들을 모두 계산한 뒤 평균을 구하여 비디오에 

대한 최종 결과 화질 점수를 출력한다. 다음으로, 출

력 층의 결과 화질 점수들과 최종 결과 화질 점수를 

목표 값인 정답 화질 점수와 비교하여 전체 오차를 

계산한다. 출력 층은 ResNet-20과 연결된 로지스틱 

회귀이며 CBC방법이 통합된 목적 함수의 전체 오차

는 다음과 같이 계산된다.

 


  



   
  

  

 
 , (2)

  

, (3)

여기서, S, Qs, T와 qs,t는 각각 총 학습 비디오의 

개수, s 번째 비디오의 최종 결과 화질 점수, 입력 

비디오 블록 개수 그리고 s번째 비디오의 t번째 블록

의 결과 화질 점수이다. 또한, 는 목적 함수의 

가중치이고,  , 는 s 번째 비디오의 정답 화질 

점수와 최대 화질 점수이다.

식(2)의 첫 번째 부분은 전체 비디오의 화질 예측 

정확도에 관련된 부분으로 블록 단위의 화질 분포와

는 관련이 없다. 이때, 높은 화질 점수인 비디오의 

모든 프레임에는 왜곡이 존재하지 않기 때문에 분할

된 각 비디오 블록들은 높은 화질 점수의 균일한 분

포를 가져야 하지만 왜곡된 비디오의 경우 특정 프레

임에 유입된 왜곡으로 인해 각 비디오 블록들은 균일

하지 않는 화질 점수 분포를 가진다. 이를 기반으로 

식의 두 번째 부분에서는 식 (3)의 가중치를 적용하

여 비디오의 화질 점수에 따라 블록 단위 오차를 전

체 오차에 부분적으로 반영한다. 만약, 최대 화질 점

수가 5라고 가정할 때, 정답 화질 점수가 5일 경우 

가중치는 1로 계산되고 정답 화질 점수가 1일 경우 

0.0001의 값을 가지게 된다. 즉, 높은 화질 점수의 비

디오로부터 분할된 비디오 블록의 오차는 많이 반영

하고 낮은 화질 점수의 비디오로부터 분할된 비디오 

블록의 오차는 적게 반영함으로써 높은 화질의 비디

오에 집중하여 학습하고 블록 단위 화질이 전체 비디

오의 균일한 화질 분포를 따르도록 만든다. 이러한 

제약 조건은 ResNet-20이 왜곡이 없는 비디오 블록

과 왜곡이 많은 비디오 블록을 구별하도록 유도한다.

그리고 계산된 전체 오차는 역전파 과정을 통해 출력 

층에서 입력 층으로 전달되고 출력 층과 은닉 층 사

이의 가중치를 갱신한다. 마지막으로 전체 오차가 지

정된 범위 내로 수렴하면 학습을 종료하고 갱신된 

가중치를 저장한다.

제안하는 방식은 학습을 위해 주어진 화질 점수로

부터 CBC방법을 통해 블록 단위의 화질 점수를 자동

적으로 학습함으로써, 전체 비디오에 대한 화질 예측 

성능을 향상시킨다. 또한, ResNet-20은 입력과 출력

의 차이인 잔차를 학습하는 구조로 입력 값의 작은 

변화에도 민감하기 때문에 입력된 비디오 블록의 시

공간 특징으로부터 비디오의 시공간 상관관계를 세

밀하게 학습한다.

3. 실험 결과

3.1 데이터베이스와 실험 방법

제안하는 방법과 다른 NR-VQA방법들의 성능을 

비교하기 위해 두 종류의 비디오 데이터베이스를 사

용하였다. 첫 번째 데이터베이스는 스포츠 비디오 데

이터베이스로서 60개의 참조 비디오와 480개의 왜곡

된 비디오로 구성되어 있으며, 모든 비디오는 960×

540 해상도의 YUV420 형식을 사용한다. 왜곡의 종

류로는 H.264 손실 비디오 압축 코덱을 사용한 압축 

왜곡과 네트워크 트래픽 에뮬레이터를 사용한 패킷

손실을 적용하였다. 각 동영상의 주관적인 화질 평가 

점수는 18세에서 40세 사이의 15명의 참가자를 대상

으로 MOS(mean opinion score, 평균 의견 점수) 기

법에 의해 측정되었다. MOS점수는 5(우수), 4(양호),

3(보통), 2(불량), 1(나쁨) 등의 5단계 등급으로 평가

된다. 두 번째 데이터베이스는 스포츠 경기와 사람들

의 움직임이 포함된 CSIQ(computational and sub-

jective image quality)[9] 공개 데이터베이스로 12개

의 참조 비디오와 216개의 왜곡된 비디오로 구성되

며, 모든 비디오는 832×480 해상도의 YUV420 형식

이고, 각 비디오의 길이는 10초이다. 또한, 참조 비디

오에는 6가지 왜곡 종류(H.264 / AVC 압축, 패킷 손

실, 모션 JPEG 압축, Snow 코덱을 사용한 Wavelet

압축, White Noise 및 HEVC 압축)가 적용되었고,

1에서 100 사이의 DMOS(differential mean opinion

score, 차동 평균 의견 점수)와 각 비디오에 대한 
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DMOS의 표준 편차가 제공되어 있다. 제안하는 NR-

VQA의 성능 평가 지표로 LCC (linear correlation

coefficient)와 SROCC (spearman rank-order cor-

relation coefficient)를 측정하여 비교하였다[10].

3.2 실험 결과

Table 1에서는 스포츠 데이터베이스와 CSIQ 데

이터베이스에 대해 제안하는 방식과 다른 신경망 구

조 및 특징 값을 사용하는 NR-VQA방식들을 적용

한 결과를 비교한다.

스포츠 데이터베이스에서는 제안하는 방식인 

3dshResNet(CBC)가 LCC 0.8537 및 SROCC 0.8654

로 가장 우수한 결과를 나타낸다. 3dshResNet(CBC)

는 3dshResNet 보다 뛰어나고, 3dshCNN(CBC)는 

3dshCNN보다 뛰어난 성능을 보여준다. 이러한 결과

를 통해 CBC방법을 적용함으로써 비디오의 화질 평

가 성능이 향상됨을 확인할 수 있다. 또한, 3DST를 

통해 블록단위로 추출된 시공간 특징을 딥러닝 기반

의 회귀예측에 적용한 방식들이 공간적 특징과 시간

적 특징을 독립적으로 추출하여 기계학습 방식에 적

용한 CF-SVR[2], VF-NN[3] 그리고 COME 방식들

[4] 보다 성능이 더 우수한 것을 확인할 수 있었다.

CSIQ 데이터베이스의 실험 결과에서는 LCC 및 

SROCC 측면 모두에서 3dshResNet(CBC)가 가장 

높은 성능을 보여주었다. 3dshResNet은 3dShCNN

및 3dShCNN(CBC)보다 나은 결과를 나타내지만 제

안하는 방법인 3dshResNet(CBC)보다 낮은 성능을 

나타내었다. 이는 동일한 3DST 기반의 시공간 특징 

추출방식을 적용하였더라도 CNN 보다도 ResNet이 

입력된 비디오 블록의 시공간 특징을 세밀하게 학습

함으로써 보다 나은 예측 성능을 제공하는 것을 알 

수 있다.

4. 결  론

본 논문에서는 3DST를 이용한 시공간 특징을 

CBC 기반의 ResNet과 로지스틱 회귀의 결합에 적용

한 NR-VQA방법을 제안했다. 두 종류의 데이터베

이스에 대한 성능 평가 실험을 통해 제안하는 방법이 

가장 높은 정확도로 비디오의 화질을 평가한다는 것

을 확인할 수 있었다. 향후에는 사람의 뇌파와 연계

하여 시공간 상관관계를 더 효과적으로 학습하는 방

법에 대한 연구를 수행할 예정이다.
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