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1. 서  론

인간의 망막(retina)은 조직 구성의 차이에 따라 

여러 층(layer)으로 나누어진다. 당뇨성 망막증(dia-

betic retinopathy)이나 AMD(Age-related Macular

Degeneration) 등과 같은 안과 질환은 망막에 위축

(atrophy), 출혈, 부종(edema), 결정체(drusen) 등을 

초래하고 이로 인해 망막을 구성하는 층들의 두께와 

형태에 변형이 가해진다. Fig. 1은 각각 건강한 망막

과 비출혈성 AMD가 있는 경우에 망막 층의 형태 

변형의 예를 보여준다. 망막에서 이러한 층들을 식별

하고 두께를 측정하거나 출혈부위 등을 탐지해내는 

것은 질병을 진단하고 진행과정을 이해하거나 혹은 

질병의 잠재적인 징후를 파악하는데 있어서 매우 중

요하다[1]. 망막 층들은 매우 미세하고 층들 간의 구

분은 시각적으로 모호한 부분도 많아서 수작업으로 

이러한 층들을 식별하는 작업은 의료 전문가의 경우

에도 상당히 많은 시간과 노력이 필요한 까다롭고 

어려운 일이다. 따라서 이를 자동화하려는 연구가 꾸

준히 진행되고 있다.

망막 층을 자동으로 분할하려는 연구는 크게 두 

가지 부류로 분류할 수 있다. 첫 번째는 망막 층의 

구조에 대한 수학적 모델을 수립하여 이용하는 방법

이다[2,3]. 망막 구조에 대한 사전 지식을 이용하여 
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수학적 모델을 수립하고 수학적 최적화 알고리즘을 

적용하여 이미지를 층들로 분할하는 것이다[4,5]. 일

반적으로 이러한 모델은 층간 간격의 상한과 하한 

값, 층 경계선의 곡률 등에 대한 값들을 이용한다.

하지만 이러한 접근은 개인, 인종, 질병의 종류 및 

진행정도에 따른 차이를 표현하기 어렵고, 이를 극복

하기 위해서는 각각의 경우마다 서로 다른 모델을 

수립해야하는 문제가 있다.

최근에 심층 기계학습(deep machine learning) 분

야의 급속한 기술적 발전에 힘입어 의료 이미지의 

분석에 기계학습 기술을 적용하는 사례가 급증하고 

있으며 기계학습을 이용하여 망막 층의 형태와 두께

를 분석하는 것에 관한 연구들이 이루지고 있다. 기

계학습에 기반한 방법은 학습 데이터로부터 필요한 

특성들을 학습하여 스스로 규칙과 기준을 생성한다

는 점에서 효율적이다.

Vermeer 등[6]과 Lang 등[7]은 SVM(Support

Vector Machine)이나 랜덤 포리스트 모델(random

forest model)을 사용하여 정상인과 녹내장 환자의 

망막층을 분할하는 문제를 다루었다. 이 연구들은 10

명 정도의 환자의 데이터에 대해서 수행되었고, 성능

에 있어서도 신경망을 이용하는 이후의 연구들에 미

치지 못하였다. Venhuizen 등[8]은 컨볼루션 신경망

(convolutional neural network: CNN)을 사용하여 

망막에 심한 병변이 있는 경우에도 전체 망막 영역을 

분할할 수 있음을 보였다. Roy 등[9]은 CNN을 사용

하여 망막 층에서  수액(fluid) 영역을 분리하는 문제

를 다루었다. 최근 구글 딥마인드 연구진은 망막 층

을 분할하고 그 결과에 근거하여 여러 가지 안과 질

환을 진단하는 것에 관한 연구 결과를 발표하였다

[10]. 이러한 연구들은 망막을 구성하는 세부 층들을 

식별하는 대신 망막 전체를 하나의 영역으로 분할한

다는 점에서 본 논문에서 다루는 문제와는 다르다.

Fang 등[11]은 망막 이미지를 일정한 크기의 패치

(patch)들로 잘라내고, 이들을 이용하여 CNN을 학

습함으로써 각각의 픽셀이 층 경계선에 위치할 확률

을 계산하고 그 결과에 그래프(graph) 탐색 알고리즘

을 적용하여 경계선을 식별하는 복합적인 기법을 제

안하였다. Shah 등[12]은 층 분할 문제를 픽셀들을 

영역으로 분류하는 대신 직접적으로 분할선 궤적의 

좌표를 찾는 방식으로 접근하였다. 한편 망막 층을 

식별하는 것은 일종의 이미지 분할(segmentation)

문제이다. 즉 이미지를 구성하는 픽셀(pixel)들을 지

정된 개수의 클래스로 분류하는 문제이며, 이미지 분

할 문제를 다루는 대표적인 신경망인 Unet[13]이나 

Segnet[14]과 같은 건너뛰는 연결(skip connection)

을 가진 인코더-디코더(encoder- decoder) 네트워크

를 이용하여 망막 층을 분할하고 성능을 비교하는 

연구들이 이루어져 왔다[15,16].

한편 GAN(generative adversarial network)과 

cGAN(conditional GAN)은 생성 자(generator)와 적

대적 감별자(adversarial discriminator)를 동시에 학

습하는 최소최대(minmax) 게임이론에 기반한 신경

망 구조이다[17,18]. 감별자는 입력 데이터가 생성자

에 의해서 생성된 위조 데이터인지 아니면 진짜 데이

터인지 감별하도록 학습되고, 생성자는 자신이 생성

한 위조 데이터가 감별자에 의해서 진짜 데이터와 

구분되지 못하도록 학습된다. 두 모델은 경쟁관계를 

형성하면서 스스로를 갱신해나간다. 이런 구조의 네

트워크들은 패션, 상업예술, 광고 등의 분야에서 이

미지의 생성이나 변환 등의 목적으로 널리 활용되고 

있다[19].

cGAN의 경우 GAN과 달리 그럴듯한 가짜 이미지

의 생성이나 스타일의 변환 등의 목적에 한정되지 

(a) (b)

Fig. 1. Sample OCT retinal images: (a) healthy, (b) AMD patient.
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않고 전통적인 지도학습(supervised learning)을 수

행할 수 있다. 지도학습에서 입력 데이터는 특성

(feature)과 라벨(label)로 구성되며, cGAN을 구성하

는 생성자는 특성으로부터 예측 라벨(predicted la-

bel)을 생성하고, 감별자는 입력된 특성과 라벨의 쌍

은 True로, 그리고 입력된 특성과 예측 라벨의 쌍은 

False로 판별하도록 훈련된다. 이때 손실함수는 2가

지 손실, 즉 라벨과 예측 라벨의 차이에 의해서 정의

되는 전통적인 손실과 감별 모델의 감별 실패율에 

의해서 정의되는 손실의 가중합으로 정의된다. 후자

의 손실을 편의상 “GAN 손실”이라고 부르자. 즉, 이

는 전형적인 지도학습을 위한 신경망에 새로운 손실

함수인 GAN 손실을 추가한 것이라고 볼 수 있다.

전통적인 손실함수인 L2-손실함수나 크로스 엔트로

피(cross-entropy) 등과 달리 GAN 손실은 사람에 

의해서 정의된 것이 아니라 데이터로부터 스스로 학

습한 손실함수이며 일정정도 지도학습을 보조하고 

개선하는 역할을 하게 된다. cGAN은 이러한 특성으

로 인해서 다양한 분야에서 유용성이 입증되고 있으

며, 의료 이미지 처리 분야에서도 이미지의 초고해상

도 재건(super-resolution reconstruction)[20,21], 명

시야 홀로그래피(bright-field holography)[22,23] 등

의 문제에 사용되고 있다.

본 논문에서는 cGAN에 기반한 신경망을 망막 OCT

이미지에서의 층 분할 문제에 적용하였다. OCT 망

막 이미지에서 Fig. 2에 표시된 Bruch의 상피(Bruch’s

membrane: BM), 망막 색소 상피(retinal pigment

epithelium: RPE), 내부광수용체영역(inner photo-

receptor segment: IPS)과 외부광수용체영역(outer

photoreceptor segment: OPS)의 경계, 외부얼기층

(outer plexiform layer: OPL)과 외부핵층(outer nu-

clear layer: ONL)의 경계, 신경섬유층(nerve fiber

layer: NFL)과 신경절세포층(ganglion cell layer:

GCL)의 경계, 그리고 내부 경계막(inner limiting mem-

brane: ILM)의 총 6개의 층 분할선을 식별하는 문제

를 고려하였다. Segnet을 부분적으로 수정하여 생성

자 모델을 구성하였고, PatchedGAN 기법[24]을 적

용한 감별자를 사용하였다. 생성자는 이미지를 6개

의 분할선에 의해서 정의되는 7개의 영역으로 분할

하는 역할을 하며, 감별자는 이러한 분할 결과의 진

위를 감별한다.

생성자는 단지 픽셀 각각을 6개의 분할선에 의해

서 정의되는 7개의 영역중 하나로 분류하는 것이므

로 같은 영역으로 분류된 픽셀들이 Fig. 2에서와 같

이 이미지를 수평으로 가로지는 터레인(terrain) 형

태의 연결된 영역을 이룬다는 보장은 없다. 비정형적

인(irregular) 형태를 가지기도 하고 하나의 영역이 

분리된(isolated) 여러 개의 작은 영역들로 분할될 수

도 있다. 따라서 생성자의 결과에 대한 적절한 후처

리가 필요하다. 본 논문에서는 생성자에 의해 분할된 

결과를 정제(refine)하는 동적계획법 알고리즘을 제

시하였다. 후처리 알고리즘은 이미지의 각각의 열

(column)을 지정된 개수의 연속된 구간들로 최적 분

할함으로써 생성자의 출력을 최대한 존중하면서 이

미지를 터레인 형태의 영역들로 분할한다. 공개 데이

터 셋을 사용하여 네트워크의 성능을 분석하고 기존

의 방법인 Segnet을 단독으로 사용하였을 경우[15,

16]와 비교하였다. 비교결과 cGAN 기반의 네트워크

는 Segnet만을 단독으로 사용한 경우에 대해서 상당

한 성능의 개선을 달성함을 확인하였다.

본 논문의 구성은 다음과 같다. 2장에서는 먼저 

신경망의 구조와 층 분할 선의 궤적을 찾기 위한 후

처리 알고리즘을 기술한다. 3장에서는 실험의 환경

과 데이터 셋에 대해서 기술하고 성능 평가의 결과를 

기술한다. 4장에서는 결론을 제시한다.

2. 신경망의 구조

2.1 네트워크 구조

네트워크는 생성자와 감별자로 구성된다. 생성자

는 망막 이미지를 지정된 개수의 영역으로 분할하는 Fig. 2. Retinal layers.



1479cGAN을 이용한 OCT 이미지의 층 분할

역할을 수행하며 Segnet을 기반으로 구성하였다.

Segnet은 Fig. 3에서  보여주는 것과 같이 인코더-디

코더 네트워크 형태를 가진다. Fig. 3에서 왼쪽의 인

코더 부분은 연속적인 컨볼루션 층, 배치정규화

(Batch Normalization) 층, 그리고 맥스풀링(max-

pooling) 층으로 구성되며, 입력 이미지를 다운(down)

샘플링하면서 이미지의 전체적인(global) 맥락에 관

한 정보를 포착하는 역할을 한다. Fig. 3의 오른쪽 

디코더 부분은 인코더와 대칭적인 구조를 가지며 이

미지를 원래의 크기로 업(up) 샘플링 한다. 그리고 

인코더와 디코더의 서로 대응하는 층들끼리 연결하

는 건너뛰는 연결(skip connection)은 인코더 상의 

각층의 정보를 디코더 상의 대응하는 층에 공급하여 

업 샘플링을 수행할 때 지역적(local) 정보가 고려되

도록 하는 역할을 한다. Segnet의 경우 인코더에서 

실행된 맥스풀링(maxpooling) 연산의 인덱스(index)

정보를 디코더의 대응하는 층에 전달하고, 그 인덱스 

정보가 역으로 적용되어 업 샘플링이 수행된다[14].

Segnet의 인코더 층들은 잘 알려진 VGG16 네트

워크와 동일한 구조를 가지므로[25], 미리 학습된 

VGG16 네트워크의 가중치를 적용하여 전이학습

(transfer learning)을 수행하였다. 원래의 Segnet과

는 달리 디코더의 첫 두 번의 컨볼루션 층에 드랍아웃

(dropout) 층을 추가하였다. 이 드랍아웃 층은 cGAN

에서 생성자에 입력되는 랜덤 벡터 z를 대신하는 역

할을 한다. 즉, 명시적으로 랜덤 벡터를 생성하여 입

력하는 대신 드랍아웃 층이 동일한 역할을 하도록 

하였다. 디코더의 마지막 컨볼루션 층은  개의 

필터를 사용하며 Softmax 활성함수를 사용하였다.

즉, 생성자는 이미지의 모든 픽셀에 대해서 개의 

분할 영역 각각에 속할 확률을 출력한다.

Fig. 4는 감별자의 구조이다. 감별자의 입력으로

는 입력 이미지 와 함께 에 대한 생성자의 출력 

 혹은 원-핫 인코딩(one-hot encoding)된 

라벨 가 제공된다. 즉,  혹은 가 감별자의 

입력이다. 여기서 는 1채널 이미지이고 와 는 

채널 이미지로 볼 수 있으므로 와 는 하나

의 채널 이미지로 다룰 수 있다. 감별자는 연속

적인 5개의 컨볼루션 층으로 구성되며 이중 스트라

이드(stride)가 2인 3개의 컨볼루션 층을 통해 이미지

의 크기가 축약된다. 각 컨볼루션 층에는 배치 정규

화(Batch Normalization) 층과 LeakyRelu 활성함수

가 적용된다[26,27]. 또한 PatchedGAN 기법을 사용

Fig. 3. Generator structure. Fig. 4. Discriminator structure.
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한다[24]. PatchedGAN은 입력 이미지 전체에 대해

서 하나의 판별값을 출력하는 대신 이미지를 구성하

는 작은 크기의 패치(patch)들에 대해서 개별적으로 

판별값을 계산하고 그것을 합산하여 손실함수 값을 

계산하는 기법이다. PatchedGAN은 감별자가 이미

지의 전체적인 맥락이 아닌 세부적인 디테일에 집중

하도록 함으로써 좀 더 정교한 디테일을 생성하는 

효과가 있음이 알려져 있다[24].

손실(loss) 함수는 감별자에 대한 손실 함수 

과 입력 이미지 에 대한 생성자의 출력 을 

정답 분할 결과인 와 직접 비교하는 손실함수 

로 구성된다. 생성자 와 감별자 에 대해서 손실함

수 은 다음과 같다.

    log 


log

감별자는 이 손실함수를 최대화하도록 학습되고,

생성자는 이 손실함수와 아래에서 정의되는 의 

가중합이 최소화되도록 경쟁적으로 학습된다. 타겟 

분할 결과와 생성된 분할을 직접 비교하는 손실함수

는 다음과 같이 이진 크로스 엔트로피(binary cross-

entropy) 손실함수를 사용한다.

    log
생성자 는 이 목적함수  를 최대화하

려는 적대적 감별자 에 대해서 목적함수 

    를 최소화한다. 즉, 최적의 생

성자는 다음과 같이 표현될 수 있다.

 argmin max     

2.2 후처리(post-processing)

망막 이미지에서 층 분할된 각각의 영역은 일반적

으로 터레인의 형태를 가진다. 이것은 이미지의 각 

열(column)이 개의 구간(interval)들로 분할되어 

각 구간이 순서대로 개의 영역에 속해야 한다는 의

미이다. 하지만 생성자의 출력은 단지 각 픽셀을 개

의 영역 중 하나로 분류하는 것이므로 Fig. 6의 왼쪽 

이미지들에서 보여주듯이 때때로 비정형적인 형태

를 가지게 된다. 그림에서 보여주듯이 고립된(iso-

lated) 영역이 있거나, 층 분할선이 지그재그 형태를 

가지기도 한다. 따라서 적절한 후처리를 통해서 분할 

결과를 개선하는 절차가 필요하다. 본 논문에서는 동

적계획법을 사용하는 후처리 알고리즘을 제시한다.

생성자에 의해서 생성된 이미지의 임의의 한 열은 

다음과 같이 표현할 수 있다.

  …   , ∈⋯

즉, 개의 픽셀로 구성되며 픽셀 는 Segnet에 의

해서 클래스 로 분류되었음을 의미한다. 여기서 

는 입력 이미지의 높이(height)이다. 후처리의 목적

은 이 열을 개의 구간(interval)으로 분할하는 것이

다. 하나의 분할은 다음과 같이 각 구간의 시작 인덱

스에 의해서 정의된다.

 ⋯   ,   ,  ≦   ,  ⋯

여기서 ∈⋯는 클래스 로 분류될 구간

의 시작 인덱스이다. 즉, 픽셀  ⋯   은 클

래스 로, 그리고 마지막으로 픽셀들    ⋯  

은 클래스 로 분류한다는 의미이다. 분할 를 따르

는 열의 분할을 라고 표시하자. 이때 분할 

는 생성자의 출력 와 가능한 한 많이 일치해야 할 

것이다. Fig. 5에서 빨간 색으로 표시된 원소들이 

와 일치하지 않는 원소들이다. 임의의 분할 에 대해

서 분할 가 와 일치하지 않는 원소의 개수를 

라고 하고 이 값이 최소화되도록 분할하는 것

을 최적 분할이라고 하자. 즉 최적 분할은 다음과 같다.

  argmin 

최적분할 를 구하는 것은 동적계획법으로 해결

할 수 있다. 를 부분(partial) 열   …   

을 ≦개의 영역 …으로 최적으로 분할했

을 때 위반되는 원소의 개수라고 정의하자. 그러면 

다음과 같은 순환식이 성립한다.

 








 i f   
 i f   min≤≤         otherwise

여기서   은 픽셀 에서 까지를 

번 클래스로 분류했을 때 이 중 와 일치하지 
Fig. 5. Example of optimal partition when H = 12 and  

K = 5.
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않는 픽셀의 개수이다. 이 순환식을 푸는 동적 계획

법 알고리즘으로 최적 분할에서의 위반된 원소의 개

수를 계산할 수 있으며 최적 분할 는 이 순환식을 

계산하는 과정에서 위의 수식을 최소로 만드는 인덱

스 를 저장함으로써 찾아질 수 있다.

Fig. 6의 오른쪽 이미지들이 생성자의 출력인 왼

쪽 이미지들에 대응하는 후처리 결과들이다. Fig. 6

의 두 번째 예에서 보여주듯이 부드러운 연속적인 

곡선 대신 계단식의 분할선이 만들어질 수 있다. 이

점에서 완만한 곡선을 형성하는 경향이 있는 최단 

경로[16]를 이용하는 방법이나 보간법을 이용하는 

방법과는 차이가 있지만 생성자에 의한 분할 결과를 

훼손하지 않고 최대한 반영한다는 특징이 있다.

3. 성능 평가

3.1 데이터 셋과 학습과정

실험에 사용된 데이터 셋은 Duke 대학 VIP 연구

실이 공개한 것이다[28]. 데이터 셋은 비출혈성 

AMD 환자 269명과 정상인 115명에 대한 총 384개의 

OCT 이미지로 이루어진다. 각 이미지에서 층 경계

선 정보가 포함되어 있는 × 크기의 중앙부만

을 잘라내어 사용하였다. 이미지의 각 픽셀은 가로와 

세로가 각각 6.55 μm와 3.19 μm인 망막 단면에 해당

한다. 데이터를 8:2의 비율로 분할하여 학습 데이터

와 테스트 데이터로 사용하였다. 학습 데이터 셋의 

증가(augmentation)를 위해서 각각의 학습 이미지

를 좌우 대칭 변환 및 상하 평행이동 하여 2개의 새로

운 이미지를 추가하였다.

신경망은 Tensorflow2.0으로 구현하였으며 GE

Force ITX 1080Ti GPU에서 실행하였다. Fig. 7은 

학습 진행과정에서 손실함수의 변화를 보여준다. 가

로축은 에포크(epoch)를 나타내며, 세로축은 왼쪽 그

Fig. 6. Postprocessing results.

Fig. 7. Losses during training.
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림부터 순서대로  ,  , 그리고 통합 손실함수

인   를 표시하며, 대략 30 에포크 정도에

서 더 이상 학습이 진전되지 않는 것을 알 수 있다.

3.3 실험 결과

본 연구에서는 기존 연구의 Segnet만을 이용하는 

방법[15,16]과 cGAN을 이용하는 경우에 대해서 분

할선 위치의 정확성과 또한 망막 층의 두께 오차를 

비교한다. Fig. 8의 왼쪽 차트는 두 네트워크의 층 분

할선의 위치 오류를 각각의 분할선에 대해서 비교한 

것이며 오른쪽은 분할선에 의해서 정의되는 망막 층

의 두께 오차를 비교한 것이다. 분할선 BM의 위치 

오차와 RPE∼BM 층의 두께 오차에 대해서는 Seg-

net이 미세하게 우수한 결과를 보였으며 나머지 모

든 경우에 대해서는 cGAN이 Segnet에 비해 우수한 

정확도를 보여준다.

Table 1은 층 경계선들에 대해서 두 네트워크의 

평균 위치 오류와 표준 편차를 정상 환자와 AMD

환자로 나누어서 나타낸 것이다. cGAN은 정상 환자

군의 RPE와 BM 위치 오류에서만 미세하게 Segnet

보다 큰 오차를 보여주며, 나머지 모든 경우들에 대

해서 우수한 정확도를 보여준다. 또한 표에서 ↑기호

로 표시된 항목들인 AMD 환자의 NFL/GDL과 전체 

환자의 NFL/GDL 및 OPL/ONL에 대해서는 p<0.05

로 유의미한 성능의 차이를 보였다.

Table 2는 5개의 층 두께에 대해서 두 네트워크의 

평균 오류와 표준 편차를 정상 환자와 AMD 환자로 

나누어서 나타낸 것이다. cGAN은 RPE-BM층의 두

께 오류에서만 미세하게 Segnet보다 큰 오차를 보여

주며, 나머지 모든 경우들에 대해서 우수한 정확도를 

보여준다. 또한 AMD 환자의 경우와 모든 환자의 경

우에 대해서 NFL, GDL∼OPL, 및 ONL∼IPS 층에 

Table 1. Mean errors with standard deviations (±value) for layer boundary positions

Network Group ILM NFL/GDL OPL/ONL IPS/OPS RPE BM

Segnet

Normal 1.37±1.63 11.0±4.34 12.3±6.46 6.20±1.95 1.58±0.74 2.59±1.02

AMD 1.75±2.64 11.8±3.25 11.2±3.91 8.02±3.38 2.83±2.07 5.89±5.61

Total 1.49±2.36 11.6±5.79 11.6±4.83 7.45±3.11 2.44±1.85 4.85±5.08

cGAN

Normal 1.29±0.59 10.9±3.32 10.6±5.73 5.77±1.56 1.64±0.32 2.60±0.66

AMD 1.50±1.37 9.5±3.12↑ 9.7±4.06 6.72±4.03 2.49±0.89 6.20±2.46

Total 1,44±1.18 9.6±4.74↑ 10.0±4.62↑ 6.42±3.47 2.22±0.85 5.06±2.41

(The cGAN outperforms Segnet for all layer boundaries except RPE and BM of normal patients. The shadow
cells are the categories for which cGAN performs better. The symbol ↑ indicates that cGAN outperforms with
statistical significance of p<0.05).

Fig. 8. Boundary position and layer thickness errors for all patients.
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대해서는 p<0.05로 유의미한 성능의 차이를 보였다.

4. 결  론

본 논문에서는 cGAN을 이용하여 망막을 구성하

는 층들을 분할하고 경계선을 찾는 문제를 다루었으

며 공개 데이터 셋을 이용하여 Segnet에 기반한 기존

의 연구와 성능을 비교하였다. 또한 cGAN이나 Seg-

net이 출력하는 픽셀 분류로부터 층 분할 경계선을 

획정하는 동적계획법 알고리즘을 제시하였다. 성능 

평가의 결과는 전반적으로 cGAN이 Segnet에 비하

여 우수한 성능을 나타냄을 보여주었다. 이 연구는 

정상인과 비출혈성 AMD 환자라는 오직 두 부류에 

속한 환자들의 한정된 데이터를 사용하였다는 점에

서 한계가 있다. 이 분야의 연구에서 가장 중요한 점

은 충분한 양의 학습 데이터를 확보하는 것인데 이런 

점에서 현실적으로 많은 어려움이 있는 것이 사실이

다. 추후 의료계와의 협력을 포함하는 사회적인 제도

의 개선과 노력이 필요할 것으로 보이며 추후 연구과

제는 추가적인 학습 데이터를 확보하여 성능을 개선

하고 좀 더 다양한 부류의 환자들을 포괄하도록 일반

화하는 것이다.
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