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Ⅰ. 서론
1)

WLAN (Wireless Local Area Network) 영역에서 

해마다 늘어나는 데이터 트래픽에 대응하기 위해 새

로운 IEEE 802.11 표준들이 출시되고 있으며, 새로운 

표준을 지원하는 기기들 또한 출시되고 있다[1]. 최신 

IEEE 802.11 표준을 지원하는 기기들은 기존에 존재

하던 표준을 지원하는 기기들과의 공존을 위해 역 호
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환성이 보장되어야 한다[2]. 예를 들어, IEEE 802.11

ac 표준을 준수하는 기기의 경우 프레임 포맷으로 

VHT (Very Hight Throughput)을 사용하며 기존에 

존재하던 IEEE 802.11 a에서 사용하는 프레임 포맷인 

non-HT (non-High Throughput), IEEE 802.11 n에서 

사용하는 프레임 포맷인 HT-MF (High Throughput-

Mixed Format)와의 호환성을 지원해야 하며, 각 프레

임 포맷마다 구성이 다르다[3]. 그렇기에 역 호환성 

(Backward compatibility)을 지원하기 위한 첫 번째 

단계는 프레임 포맷 검출하는 과정이다. 성공적인 패

킷 디코딩을 위해선 낮은 SNR (Signal-to-noise-ratio)
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의 환경과 멀티패스 채널 환경에서도 프레임 포맷을 

성공적으로 검출하는 방법이 필요하다.

딥러닝은 컴퓨터 비전 및 자연어 처리 등의 다양한 

분야에서 성공적으로 적용되어 왔으며 [4, 5], 이런 흐

름에 따라 딥러닝을 이동 통신 네트워크 및 WLAN

영역에도 적용하기 위한 연구가 활발하다[6]. 딥러닝

을 네트워크 분야에 적용하는 초기 연구는 라우팅,

스케줄링, 자원 할당과 같은 통신 프로토콜의 상위 

계층 관련 연구가 주였지만, 최근에는 신호 감지, 변

조 분류, 채널 코딩 등과 같은 물리 계층의 신호처리 

분야에 딥러닝을 적용하려는 연구 또한 활발하다[7,

8].

기존 방식의 경우 채널이 심한 페이딩을 겪고 낮은 

SNR 상황일 때 프레임 포맷을 올바르게 검출할 수 

없었다[9]. 이러한 문제를 해결하기 위해 본 논문에서

는 신경망 (Neural Network) 중 하나인 CNN

(Convolution Neural Network) 기반의 IEEE 802.11

프레임 포맷 검출 방법을 제안한다.

CNN의 경우 일반적인 DNN (Deep Neural

Network)과 다르게 여러 차원의 데이터 형태를 이용

할 수 있다. 그로 인해 데이터 형태를 그대로 사용할 

수 있어 데이터의 특징을 추출하는데 강력하다. 또한 

CNN의 경우 이미지 프로세싱 분야에 많이 사용되고 

있으며, 이미지 분류문제에서 강한 성능을 보여주고 

있다. 최근에는 통신 분야에서 낮은 SNR에서 변조 

방식을 분류하는데 강한 성능을 보였다[10]. 마찬가지

로 본 논문에서 해결하고자 하는 문제인 프레임 포맷 

검출의 경우도 분류문제에 가깝기에 CNN을 사용하

는 것이 적합하다고 판단을 하였다. 결과적으로 

CNN을 사용한 프레임 포맷 검출의 성능은 기존 방

법보다 10dB 이상의 성능 향상을 보였다. 이로 인해 

낮은 SNR와 멀티패스의 환경에서 딥러닝을 적용하

였을 때 프레임 포맷 검출 성능이 좋다는 것을 확인

하였다.

본 논문의 구성은 다음과 같다. Section 2에서 기존 

방법과 딥러닝 방법에 대한 설명을 하고 section 3에

서는 시뮬레이션의 결과를 보이며, section 4에서는 

시뮬레이션 결과에 대한 결론을 맺으며 향후 연구과

제에 대해 설명을 한다.

II. 검출 방법
이 장에서는 IEEE 802.11 수신 데이터의 프레임 형

식을 검출하는 일반적인 방법에 대해 간략하게 설명

을 하며, 기존 방법의 한계점을 고려하여, 7개 계층으

로 구성된 딥러닝 네트워크를 기반으로 프레임 포맷

을 검출하는 새로운 방법을 제안한다. 목표는 IEEE

802.11a/n/ac 의 3가지 프레임 형식, Non-HT,

HT-MF, VHT의 형식을 파악하는 것이다.

<그림 2>는 <그림 1>에 명시된 BPSK와 QBPSK의 

성상도를 나타낸다.

<그림 1> IEEE 802.11 a/n/ac 프레임 포맷

<그림 2> (a) BPSK (b) QBPSK
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2.1 기존 방법
<그림 1> IEEE 802.11a/n/ac에서 사용하는 세 가

지 포맷 Non-HT, HT-MF, VHT 를 나타낸다. L-LTF

(Legacy-Long Training Field) 이후 의 세 개의 심볼

들을 BPSK (Binary Phase Shift Keying), QBPSK

(Quadrature Binary Phase Shift Keying)를 이용한 조

합들로 구성되어 Non-HT, HT-MF, VHT 포맷을 분

류가 가능하다[9].

수신 데이터의 프레임 포맷을 검출하는 기존의 방

식은 대부분 채널 추정에 근거 한다. <그림 3>은 

802.11a/n/ac 의 프레임 포맷을 검출하는 절차를 보

인다. <그림 3>과 같이 프레임 검출 절차를 수행하기 

전에 동기화, L-LTF 추출, L-LTF 복조, 채널 추정/보

상 등의 절차를 걸쳐 수신 데이터를 처리해야 한다.

그런 다음에 위에서 언급한 L-LTF 이후의 3개의 심

볼을 프레임 포맷 검출에 사용한다. 첫째로, Non-HT

의 경우 첫 번째 심볼이 BPSK이며 코딩 레이트가 

1/2 또는 3/4 일 수 있는 반면에 HT-MF와 VHT의 

경우는 BPSK 코딩 레이트는 1/2의 경우만 있기 때문

에 첫 번째 심볼의 변조 방식과 코딩 레이트를 확인

하여 Non-HT를 구분하며 그다음으로, 두 번째 심볼

이 QBPSK이면 HT-MF 아닐 경우 세 번째 심볼이 

QPBSK인 경우 VHT로 분류하며, 아닐 경우에는 

Non-HT로 구분을 한다.

2.2 딥러닝 기반 방법
본 논문에서 제안하는 딥러닝 기반의 프레임 포맷 

검출 방법은 <그림 3>과 같은 절차적인 기존 방법을 

<그림 4>와 같은 신경망으로 대체하였다. 기존 방법

은 동기화, 채널 추정, 채널 보상의 과정이 단계적으

로 이루어 져야 한다. 그렇기에 채널 보상은 채널 추

정에 영향을 받고, 채널 추정은 동기화에 영향을 받

게 된다. 이러한 절차적인 방법과는 다르게 제안하는 

딥러닝 방법은 데이터의 전체를 활용한다. 즉, 어느 

부분의 데이터가 잘못되었다고 해도 다른 부분의 데

이터를 활용하여 판단을 할 수 있기에 기존 방법보다 

검출 성능이 좋다.

본 논문에서 사용한 신경망은 <표1>과 같이 구성

하였으며 2차원 Convolution layer와 Maxpooling

layer, 완전 연결인 Dense layer를 사용하였다. Input

layer의 경우 <그림 1>에 표현된 7개의 심볼과 그 뒤

의 1개의 심볼 총 8개의 심볼 길이를 사용하였다. 심

볼마다 80개의 샘플로 구성되어 있기에 640개의 샘플

의 길이를 사용하며, 샘플은 complex value로 구성되

어 있기에 Real part와 Image part를 나누어 (640,2)의 

형태의 데이터가 Input layer로 들어간다. Hidden

layer의 경우 2차원 데이터를 처리를 할 수 있는 

Convolution layer를 사용하고 추출된 특징의 개수를 

줄이고자 Maxpooling layer를 사용하였다. 활성화 함

수로는 음의 값이 일부 표현이 가능한 SELU (Scaled

Exponential Linear Unit)를 사용하였다[11]. Output

layer의 활성화 함수로는 Output의 총합이 1이 되어 

확률 같이 표현할 수 있는 Softmax를 사용하였다.

Loss function으로는 다중 분류에 능한 Categorical

cross entropy를 사용하였고 Optimizer로는 학습속도

가 빠르고 Step size를 이전 Gradient 값을 이용하여 

<그림 3> 기존방법의 플로우 차트
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정하는 Adam (Adaptive moment estimation)을 사용

하였다[12].

Ⅲ. 실험 및 분석결과
이 장에서는 실험에 사용될 TX 데이터의 생성방법

과 RX 데이터의 매개변수(채널, 노이즈) 설정에 대한 

설명을 한다. 그런 다음, <그림 4>에서 나타낸 제안된 

딥러닝 절차에서 얻은 시뮬레이션 결과를 <그림 3>

에 나타낸 기존의 방법과 비교한다.

시뮬레이션에서 사용된 데이터는 MATLAB

WLAN 툴박스를 사용하며, <표 2>의 파라미터를 이

용하여 <그림 5>와 같은 절차로 생성하였다.

중심 주파수로 IEEE 802.11a는 5GHz, IEEE

802.11n은 2.4GHz와 5GHz를 사용하며, IEEE

802.11ac의 경우 5GHz를 사용한다. 사용하는 대역폭

으로는 Non-HT의 경우 5, 10, 20MHz를 사용하며,

HT의 경우 20, 40MHz를 사용한다. VHT의 경우 20,

40, 80, 160 MHz를 사용한다. 실험에서 사용한 데이

터는 3개의 포맷이 가장 구분을 어렵게 하기 위해 중

심 주파수로는 5GHz, 대역폭으로는 20MHz로 하였

다. 그리고 데이터 필드의 변조를 BPSK를 사용하였

다.

사용한 채널은 <표 3>에 표시된 IEEE 802.11 Task

<그림 4> CNN 기반의 프레임 포맷 검출 블록 다이어그램

<표 1> Network 구성
Input 640 Complex value

Conv2D(SELU) Filters:128, Kernel size: (2,2)

MaxPooling2D Pool size: (2,2), Strides = 2

Conv2D(SELU) Filters: 64, Kernel size: (2,2)

MaxPooling2D Pool size: (2,2), Strides = 2

Dense(SELU) 64

Dense(SELU) 128

Output 3

Loss Function Categorical Cross Entropy

Optimizer Adam

Learning Rate 0.001

Batch size 64

<그림 5> 데이터 생성 과정

<표 2> 데이터 파라미터
Class Non-HT, HT-MF, VHT

Carrier frequency 5GHz

Bandwidth 20MHz

Channel IEEE 802.11ac multipath fading
channel (Model-A ~ F)

Noise AWGN

SNR -10 ~ 20 dB

Data Field Modulation 
scheme BPSK
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Group ac에서 정한 6개의 fading 채널 모델을 사용 

하였다[13, 14]. 그리고 SNR을 –10dB에서부터 20dB

까지 변경하면서 데이터를 생성 하였다. 즉, 훈련 데

이터 셋은 각 채널 마다 Non-HT, HT, VHT 3개의 포

맷을 8개의 심볼의 길이로 (640 샘플), 500개씩 SNR

을 1dB단위로 변경해가며 총 6(채널모델) x 3(포맷) x

640(샘플 수) x 500 x 31( SNR[-10, 20] ))를 이용한다.

<표3>에 표시된 채널들은 Model-A에서 Model-F

로 이동함에 따라 복잡해짐을 알 수 있다. 예를 들어 

Model-A는 주거 환경에 해당하고 Model-F는 도시환

경에 해당한다.

<그림 6>에서는 기존방식과 딥러닝 방식을 이용하

여 프레임 포맷 검출을 했을 때의 결과를 나타낸다.

기존 방식의 경우 15dB에서 100%에 가까운 성능을 

보이고, 딥러닝 방식의 경우 5dB에서 100%에 가까운 

성능을 보인다. <그림 7>에서는 가장 복잡한 채널인 

Model-F에서 SNR –10, -7, -4, 0dB에서의 혼동행렬 

(confusion matrix)을 보인다.

결과적으로 기존 방식보다 딥러닝 방식이 10dB가

량 성능의 향상을 보였다. 이로 인해 낮은 SNR과 멀

티패스 환경에서도 프레임 포맷 검출을 정확히 할 수 

있기에 패킷 디코딩의 성능향상을 기대할 수 있다.

또한 기존 방법의 경우 동기화, 채널 추정, 채널 보상

과 같은 과정이 단계적으로 이루어져야 한다. 그렇기

에 채널 보상은 채널 추정에 영향을 받고, 채널 추정

은 동기화의 영향을 받게 된다. 이 같은 경우는 어느 

한 부분의 과정이 잘못되었을 경우 정상적인 검출을 

할 수 없다. 그러나 제안된 딥러닝 방법의 경우 절차

적이지 않고 데이터의 전체적인 부분을 사용한다. 즉,

어느 부분이 잘못되었더라도 다른 부분도 활용하여 

판단을 하므로 성능이 좋다.

Ⅳ. 결론
본 논문에서는 802.11 WLAN 프레임 포맷 검출에 

<표 3> IEEE 802.11 TGac multipath fading channel
Parameter Model

A B C D E F
Breakpoint distance(m) 5 5 5 10 20 30

RSM delay spread(ns) 0 15 30 50 100 150

Maximum delay(ns) 0 80 200 390 730 1050

Rician K-factor(dB) 0 0 0 3 6 6

Number of taps 1 9 14 18 18 18

Number of clusters 1 2 2 3 4 6

<그림 6> 기존 방식과 딥러닝 방식의 프레임 포맷 검출 확률

<그림 7> Model-F에서 SNR(-10, -7, -4, 0)일 때의 혼동행렬
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딥러닝을 적용해보았고, 시뮬레이션 결과 기존방식보

다 10dB가량 좋은 성능을 보였다. 이처럼 낮은 SNR

과 멀티패스 채널 환경에서 딥러닝의 성능이 좋음을 

확인하였다. 이처럼 딥러닝은 복잡하고 다양한 신호

처리 분야에 적용하기에 매력적인 기술이다. 그러나 

현재 딥러닝의 실제 통신 기기에 적용되기에는 경우 

하드웨어의 제약 상 문제로 어렵다고 생각을 한다.

현재 대부분의 딥러닝은 GPU를 활용하고 있으며,

GPU의 경우 병렬연산에 좋은 성능을 보이지만 비용

적 측면에서 비효율적이다. 최근 GPU의 대안으로 

FPGA를 활용하여 비용을 줄이고, 병렬연산을 하는 

연구들이 이루어지고 있다. 그렇기에 실제 필드에 적

용하기 위해서는 하드웨어의 성능 발전이 더 필요하

다고 생각을 하며, 현재의 딥러닝은 딥러닝을 적용해

봄으로써 발전 가능성을 확인하는 단계라고 생각을 

한다. 향후 연구로는 최근에 IEEE 802.11ax가 상용화

되기 시작하였고, 이에 따라 IEEE 802.11ax 프레임 포

맷을 포함하여 검출하는 것을 해볼 것이며, 패킷 디

코딩 과정에도 딥러닝을 적용해볼 것이다.
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