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1. 서  론

현재 정보통신의 발달로 영상 등의 미디어 매체를 

중심으로 활발한 커뮤니케이션이 진행되고 있어 글

꼴은 다양한 정보 전달의 수단뿐만 아니라 다양한 

효과의 시각적인 요소로 발전하고 있다[1,2]. 이에 맞

게 영문을 중심으로 최근 딥러닝 기술을 이용하여 

글꼴을 자동으로 분류하거나 유사 글꼴을 판단하는 

연구가 활발히 진행되고 있다[3-6]. 하지만 한글은 

조합형 글자로 영문과 달리 구조가 복잡하여 글자 

이미지 기반으로 분석하기에 비교적 어려움이 많아 

글꼴을 자동으로 분류하거나 판단하는 시스템이 상

대적으로 미흡하다. 그렇기에 육 천종이 넘는 한글 

글꼴[7]의 특징을 수작업으로 축적하고 분석해야 하

는 문제점을 해결하고자 선행 연구로 기계학습과 딥

러닝을 이용하여 한글 글꼴의 획요소를 자동으로 검

출하고 추출하였다[8-10].

선행 연구에서는 한글 글꼴을 시각적인 요소로 분
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석(Visual Font Recognition)하기 위해 컴포넌트 단

위로 객체를 검출하는 기법을 적용하였다. 이미지에

서 컴포넌트 단위로 객체을 검출하는 대표적인 사례

로는 신체를 머리, 팔, 다리 등의 부위별로 검출하여 

사람의 행동을 감지하는 연구가 있으며, 동물의 얼굴

과 팔, 다리를 검출하여 FGC(Fine-Grained Classi-

fication) 단위의 동물의 품종을 분류하는 연구 등이 

있다[11-13]. 따라서 이미지 검출에 사용되었던 기법

과 마찬가지로 한글 글자의 구조 정보를 이용하여 

구성 요소 중 하나인 획요소를 SVM(Support Vector

Machine)을 이용하여 시도해보고 또 다른 방법으로 

Faster R-CNN 기법을 사용하여 글자에서 자동으로 

추출해서 100%의 정확도의 검증 결과를 얻었다.

그러나 선행 연구는 한글 글꼴의 유사도 판단을 

목적으로 하여 학습한 네 개의 글자에서만 획요소를 

추출하는 방식으로 검증을 진행하였다. 학습 모델의 

성능은 다른 글자에서는 아직 검증되지 않았다. 한글

은 총 11,172자로 구성되어 있어 일일이 모든 글꼴과 

글자에서 획요소 검출 학습을 진행하기는 현실적으

로 불가능하여[14-16] 본 연구에서는 획요소 추출의 

적용 대상을 학습한 글자 외의 다른 글자로 확장했을 

때에도 제대로 추출이 가능한 지 확인해보고자 한다.

모든 글자와 글꼴을 대상으로 획요소가 자동으로 추

출되어 이를 바탕으로 글꼴의 시각적 분석(Visual

Font Recognition)을 진행한다면 한글 글꼴의 유사

도 판단 외에도 글꼴 추천, 분류, 검색 등 한글에서도 

모든 분야에서 자동화가 가능해질 것이다.

본 논문의 구성은 다음과 같다. 2장에서 본 논문의 

기초가 되는 컴포넌트 단위의 객체 검출 연구와 선행 

연구로 진행한 한글 획요소 추출 연구를 소개한 다

음, 3장에서 한글 획요소 추출 적용 글자 확장을 위해 

설계한 실험 모델을 설명한다. 여기에서는 실험을 진

행할 학습 및 적용 모델과 실험을 진행할 태스크, 마

지막으로 실험 및 평가 방법의 순서로 서술한다. 그

리고 4장에서는 제안한 방법으로 실험한 결과를 통

계적인 방법으로 분석하여 확장 유형에 따른 추출 

성능을 평가하고 5장에서 결론을 맺는다.

2. 관련 연구

2.1 SVM-HMM 기반의 신체의 구성 요소 검출을 통한 

행동 인식 확장 연구

SVM-HMM(Support Vector Machine-Hidden

Markov Mode) 모델을 활용하여 각도와 상관없이 

사람을 검출하고 행동을 인식하는 모델을 제안하였

다[11]. 검출 과정에서 사람의 머리, 팔, 다리 등의 

컴포넌트로 개별적으로 분류하는 학습을 진행하고 

검출된 신체 부위의 포즈 변화를 분석하는 알고리즘

을 적용하여 걷기, 조깅, 손 흔들기, 권투 등과 같은 

행동을 인식한다. 따라서 감지된 손과 팔을 기반으로 

권투, 손 흔들기 등의 행동을 판단할 수 있고, 다리 

등을 이용하여 걷기, 달리기 등과 같은 행동을 인식

한다.

해당 연구에서는 야외, 실외, 실내 등 다양한 조건

에서 촬영된 남녀 25명의 이미지 데이터베이스를 기

반으로 모델을 검증하였다. 그 결과, 제안된 방법이 

전신 기반의 모델보다 더 나은 탐지율을 보였으며,

특히 걷기, 달리기, 권투, 박수 등의 동작에서 높은 

정확도를 보였다.

Fig. 1. Human-Body Component Detector proposed in 

Section 2.1[11].

2.2 MP-CNN(Multi-Part Convolutional Neural Net-

work)를 사용한 동물 품종 분류 연구

야생 동물을 효과적으로 모니터링하고 감지하는 

시스템을 구축하기 위해 MP-CNN(Multi-Part Con-

volutional Neural Network)을 이용하여 동물 품종

을 분류하였다[12]. 이미지 분류는 동물을 개나 고양

이로 분류하는 일반적인 분류와 더 세분화하여 개를 

푸들 또는 퍼그로 분류하는 FGC(Fine-Grained

Classification)으로 나뉜다. 해당 연구에서는 제안한 

MP-CNN을 이용하여 동물의 머리, 상체, 앞다리, 뒷

다리 등의 구별되는 부분을 검출하여 FGC 수준으로 
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동물 종을 분류한다. 따라서 해당 시스템은 MP-

CNN을 이용해 개, 고양이, 코끼리 등의 일곱 가지 

동물을 분류하며, 해당 범주 안에서 더 세분화하여 

총 27종의 동물을 분류한다.

제안된 시스템의 검증 결과, 약 96%의 정확도로 

동물의 전체적인 이미지를 기반으로 분류한 타 모델

에 비해 좋은 결과를 보였다.

2.3 Faster R-CNN 기반 한글 글꼴 획요소 자동 추출 

연구

Faster R-CNN은 딥러닝 객체 검출(Object De-

tection) 알고리즘 중 하나로 다른 알고리즘에 비해 

작은 크기의 객체를 검출할 때 특히 정확도가 높다.

이 연구에서는 Tensorflow Object Detection API를 

통해 Faster R-CNN Inception v2 모델을 파인 튜닝

(Fine-Tuning) 하여 글자 이미지에서 한글 글꼴 획

요소를 검출하는 학습을 진행하였다. 더하여 검출된 

획요소 영역의 xmin, ymin, xmax, ymax 좌표 값을 

기반으로 크롭하는 추출 알고리즘을 제안하여 검출

된 한글 획요소의 영역을 자동으로 추출한다[10].

해당 연구는 한글 글꼴 간의 유사도 판단을 하고

자 진행된 연구로 추출할 획요소를 선정하기 위해 

한글 글꼴의 모양에 대한 속성을 정리한 후 폰트 업

계 종사자 5명을 대상으로 유사도 판단을 위한 대표 

한글 획요소를 선정하는 평가를 진행하였다. 그 결과 

한글 글꼴 획요소를 ‘삐침’, ‘꺾임’, ‘돌출’, ‘닫힘’, ‘상

투’, ‘부리’, ‘가지’, ‘꼭지점’ 총 8가지로 선정하였으며,

글꼴 범위는 정형글꼴 계층[17]으로 한정하였다.

자동 추출 학습의 검증하기 위해서 한국정보통신

기술협회(TTA)와 글꼴 분류를 위한 한글 글꼴의 모

양 특성 연구의 한글 모양 분류체계 표준[18-20]에 

맞게 총 13종의 글꼴을 선별하였다. 정형계층의 글꼴

을 Serif 및 Sans-serif 등 계열별로 고루 수집하였으

며, 더하여 굵기별로도 구분하여 특정 모양의 글꼴에

만 치중되는 분류 쏠림 현상을 방지할 수 있도록 

Validation data를 선정하였다. 검증 결과, 여덟 가지

의 획요소에서 13종의 글꼴로 추출하는 104번의 검증

에서 모두 정확히 획요소가 검출되는 100%의 결과를

보였다. 따라서 해당 연구를 통해 제안된 시스템으로 

한글 글꼴 획요소를 자동으로 추출하여 글꼴 유사도 

Fig. 2. Overview of proposed MP-CNN model [12].

Fig. 3. Defining Stroke Elements in Section 2.4 [10].
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판단에 사용이 가능하다는 결과가 도출되었다.

3. 한글 획요소 추출 적용 글자의 확장을 위한 

실험 모델 설계

3.1 학습 및 적용 모델

한글 획요소 추출 적용 글자의 확장을 위한 실험

을 위해 먼저 2,3절의 Faster R-CNN 기반 시스템을 

이용하여 한글 획요소 추출 학습을 진행하였다. 글꼴

에 대한 평가를 진행하여 정형계층의 글꼴 170종을 

수집하였으며, 각 획요소를 검출할 글자는 삐침과 꺾

임은 ‘가’, 돌출과 닫힘은 ‘마’, 상투와 부리, 가지는 

‘아’, 꼭지점은 ‘하’로 선정하여 학습시킬 데이터를 구

성하였다. 따라서 여덟 가지의 획요소당 170종의 글

꼴에서 선정한 글자를 이미지 포맷으로 변환하여 총 

1,360장의 이미지 데이터를 대상으로 한글 획요소 검

출 학습을 진행하였다. 획요소 마다 학습을 진행하여 

총 여덟 번의 학습을 하였으며, 모두 로스율이 0.05

아래로 확연히 감소될 때까지 진행하여 평균 43,109

번의 학습을 하였다. 해당 시스템의 학습 모델은 

Table 1에 자세히 표기되어 있다.

Table 1. Training model for expansion experiment of  

extracting Hangul stroke elements

No
Stroke
elements

Train
characters

Train fonts
Train
steps

1 bbichim 가 170 of regular fonts 43,397

2 kkeokim 가 170 of regular fonts 43,267

3 dolchul 마 170 of regular fonts 44,085

4 dadhim 마 170 of regular fonts 42,147

5 sangtu 아 170 of regular fonts 43,516

6 buri 아 170 of regular fonts 42,356

7 gaji 아 170 of regular fonts 43,686

8 kkokjijum 하 170 of regular fonts 42,419

3.2 실험 태스크

획요소 추출 적용 글자의 확장 유형은 글자 범위

의 확장, 그리고 글자와 글꼴 범위의 확장으로 정의

하여 구분한다. 따라서 확장 글자에 따른 추출 성능 

비교 실험을 위해 다음과 같은 태스크를 수행한다.

글자 범위를 확장시킨 첫 번째 태스크(Task 1)에서

는 학습시킨 글꼴 170종으로 글꼴을 선택하며, 글자

는 학습시키지 않은 글자 ‘훈’, ‘민’, ‘정’, ‘음’ 을 대상으

로 획요소 자동 추출을 진행한다. 그리고 글꼴과 글

자 범위를 확장시킨 두 번째 태스크(Task 2)에서는 

학습하지 않은 글꼴에서 학습시키지 않은 글자 ‘훈’,

‘민’, ‘정’, ‘음’을 대상으로 획요소 추출을 진행한다.

또한 글꼴 범위를 확장시킨 선행 연구의 검증 모델도 

함께 비교해보고자 학습시킨 170종 이외의 정형글꼴

계층의 글꼴을 대상으로 자동 추출을 진행한다. 이 

때, 글자는 학습시킨 글자인 ‘가’, ‘마’, ‘아’, ‘하’ 를 대

상으로 정한다. 따라서 Task 1과 Task 2 그리고 선

행 연구의 검증 모델(Validation Model)의 세 번의 

태스크를 수행한 후에 추출된 획요소에 대해 평가를 

진행한다. 학습시키지 않은 글자인 ‘훈’, ‘민’, ‘정’, ‘음’

은 여덟 가지의 획 요소가 모두 들어있는 글자로 선

Fig. 4. Experimental task for expanding applied char-

acter.

Table 2. Selected font for evaluation for font expansion



1365한글 획요소 추출 학습에서 적용 글자의 확장에 따른 추출 성능 분석

정하였으며, 초성, 중성, 종성의 자소들이 겹치지 않

는 글자로 선정하였다.

실험을 위한 글꼴은 선행 연구의 검증 과정에서 

사용하였던 한글 모양 분류체계 표준 기반의 글꼴을 

사용하여 Serif, Sans-serif과 같은 글꼴의 계열과 

Bold, Medium, Light와 같은 글꼴의 굵기별로 골고

루 선정하였다. 따라서 다양한 모양의 한글 글꼴을 

기반으로 실험이 가능하며 추가로 글꼴과 글자에 따

른 확장 유형 외의 글꼴의 계열이나 굵기에 따라서도 

한글 글꼴 획요소 추출 성능에 차이가 있는지 확인이 

가능하다. 170종의 학습한 글꼴도 학습하지 않은 글

꼴의 기준에 따라 맞추어 선정하여 글꼴 확장에 대한 

실험 데이터를 구성하였으며, Table 2에 자세히 표기

하였다.

3.3 실험 및 평가 방법

한글 획요소 추출 적용 글자의 확장을 위한 실험

에서 추출이 제대로 되었는지 평가를 하기 위한 척도

는 글자 내에서 정의한 획요소가 추출되었는가를 측

정하는 성공률로 정의하였다. 성공률은 ‘1) 정의한 획

요소가 제대로 추출되었다.’, ‘2) 정의한 획요소와 모

양은 같으나 정의하지 않은 획요소가 추출되었다.’,

‘3) 정의하지 않은 획요소가 잘못 추출 되었다.’ 라는 

세 가지의 기준으로 구분하였으며 3점 리커트 척도 

및 부분 점수로 측정한다. 이 때 두 번째 기준인 정의

한 획요소와 모양은 같으나 정의하지 않은 획요소가 

추출된 경우는 해당 시스템은 글자의 이미지 상에서 

획요소의 모양만을 판단하여 획요소를 검출하기 때

문에 Fig. 5와 같이 낱자 ‘ㅁ’과 ‘ㄴ’에서 획 요소 돌출

의 모양이 같은 경우, ‘ㄴ’과 ‘ㅣ’에서 획 요소 부리의 

모양이 같은 경우 등 모양은 같지만 정의한 획요소가 

아닌 경우가 존재한다. 따라서 시스템이 잘못 추출하

였다고 단언할 수는 없지만 원하는 획요소는 아니므

로 해당 경우를 위해서 정의된 기준이다.

글자별로 획요소 추출에 대한 점수를 측정한 후 

각 글자별 획요소 추출 점수를 평균으로 계산하여 

성공률을 측정하도록 정의한다. 획요소 추출에 대한 

점수를 계산하는 방식은 객체 검출(Object Detec-

tion) 알고리즘의 성능을 평가하는 지표 중의 하나인 

Precision[21] 기법을 활용한다. Precision은 모든 검

출 결과 중 옳게 검출한 비율을 의미하며 옳은 검출은

TP(True Positive), 틀린 검출은 FP(False Positive)

라 표기한다. Precision에 대한 계산식은 식 (1)에 나

타나있다.

 
 

(1)

본 연구에서는 글자별 점수 계산 방식을 정의하기 

위해 Precision 기법을 기반으로 한 후 Fig. 5와 같은 

상황을 포함하기 위해 모양은 같지만 정의하지 않은 

영역에서 추출된 획요소를 의미하는 Similar Posi-

tive 개념을 추가하였다. 따라서 글자에서 모든 획요

소 추출 결과에서 옳게 검출한 비율을 계산한 후 모

양은 같은데 정의하지 않은 획요소가 추출된 개수와 

이에 대한 가중치를 곱하여 감점하고, 틀린 검출과 

이에 대한 가중치를 곱하여 감점하여 글자별 추출 

점수를 측정한다.

글자 기준의 획요소 추출 점수를 계산하는 식 (2)

와 식 (2)에서 계산된 각 글자별 획요소 추출 점수의 

평균으로 성공률을 계산하는 식 (3)으로 다음과 같이 

정의하였으며, 점수 파악을 용이하게 하고 통계적 분

석을 위해 글자당 획요소 추출 점수는 10점을 만점으

로 정하였다. 이 때, w1는 False Positive에 대한 감점 

가중치, w2는 Similar Positive에 대한 감점 가중치

로 각각 1점과 0.5점으로 정의한다.

 




 
 

 ×

   ×  (2)

  
  



 (3)

4. 한글 획요소 추출 적용 글자의 확장 유형 따른 

실험 결과

4.1 실험 결과

Faster R-CNN 기반의 한글 글꼴 획요소 자동 추

Fig. 5. Cases in which the defined stroke element and 

shape are the same, but undefined stroke ele-

ments are extracted.



1366 멀티미디어학회 논문지 제23권 제11호(2020. 11)

출 시스템을 이용하여 3절에서 설계한 실험 모델대

로 한글 획요소 자동 추출을 진행하였으며 min_

score_thresh 값은 0.99로 두어 찾고자 하는 획요소

일 확률이 99% 이상인 영역만 검출되도록 하였다.

실험 결과, 대체적으로 학습한 글자인 ‘가’, ‘마’, ‘아’,

‘하’ 에서는 여덟 가지의 획요소가 대체적으로 제대

로 추출되었으나, 학습하지 않은 글자인 ‘훈’, ‘민’,

‘정’, ‘음’ 에서는 학습한 글자에 비해 제대로 추출되

지 못한 경우가 많았다. 또한 낱자 ‘ㅁ’ 이나 ‘ㄴ’에서 

추출되는 획요소인 ‘꺾임’, ‘돌출’, ‘닫힘’은 Sans-ser-

if 계열에서 ‘ㅇ’과 혼동하는 경우가 발생하는 등 학습

하지 않은 글자에서 제대로 추출되지 않는 경우가 

다수 존재하였다. 더하여 ‘부리’를 학습한 모델에서

는 Serif 계열에서는 ‘훈’의 ‘ㄴ’ 부분이나 Sans-serif

계열에서 ‘훈’이나 ‘하’의 꼭지점 부분의 모양이 똑같

아 잘못 추출된 경우가 발생하였으며, ‘가지’를 학습

한 모델에서는 ‘ㅏ’의 가지를 학습시켰으나 ‘ㅓ’, ‘ㅗ’

의 가지도 검출하는 경우가 발생하였다. ‘삐침’을 학

습한 모델에서는 ‘ㄱ’의 삐침을 학습시켰으나 ‘ㅈ’의 

양쪽 줄기 모두 ‘삐침’으로 검출되는 경우가 발생하

였으며, 가끔씩 ‘ㅣ’의 끝부분인 해당 연구에서 취급

하지 않은 획요소 ‘맺음’을 ‘삐침’이라고 잘못 추출한 

경우가 발생하였다.

각 획요소 별로 검출된 결과의 이미지 중 획요소

의 우선순위가 높은 ‘부리’와 ‘가지’, ‘삐침’과 상대적

으로 제대로 추출되지 않던 경우가 많았던 ‘꺾임’의 

태스크별로 구분하여 대표적으로 Table 3-6에 표기

하였으며, 13종의 글꼴 중 Serif와 Sans-serif 계열 

별로 가장 정형글꼴에 가까운 글꼴 하나씩만 선별하

여 표기하였다. 학습한 글꼴 중 선별한 Serif 계열의 

글꼴은 ‘KBIZ한마음명조L’이며, Sans-serif 계열의 

글꼴은 ‘SpoqaHanSans’이다. 또한 학습하지 않은 글

꼴에서 선별한 Serif 계열의 글꼴은 ‘신명조’이며,

Sans-serif 계열의 글꼴은 ‘맑은 고딕’이다.

4.2 성능 비교 평가

한글 획요소 추출의 적용 글자의 확장을 위해 진

행한 실험은 독립 변수는 ‘글꼴의 학습 여부’와 ‘글자

의 학습 여부’로 선정하였으며 더하여 ‘글꼴의 굵기’,

‘글꼴의 계열’로도 선정하여 성능 비교 평가를 진행

하였다. 이 때, 조절변수는 ‘획요소’이며, 종속변수는 

‘글꼴 모양 자동 추출 시스템의 성공률’이다.

자동 추출의 적용 대상을 확장한 태스크대로 여덟 

가지의 정의한 획요소 모두 자동 추출을 진행한 후,

설계한 식을 토대로 성공률을 측정하였다. 그 결과,

태스크별로 평균 성공률을 살펴보면 검증 모델의 태

스크가 8.88점, 태스크 1이 8.36점, 태스크 2의 평균 

성공률은 8.46점으로 대체적으로 높은 점수의 결과

가 나왔으며 검증 모델의 태스크, Task 2, Task 1

순으로 성공률이 높았다. 획요소별로 평균 성공률을 

살펴보면 부리는 9.37점, 가지는 9.66점, 꼭지점은 

9.21점, 상투는 9.25점, 삐침은 9.59점, 꺾임은 6.14점,

돌출은 7.36점, 닫힘은 8.52점으로 가지의 성공률이 

가장 높고, 꺾임의 성공률이 가장 낮았다.

태스크별 성공률과 여덟 가지의 획요소별 성공률

이 통계적으로 유의미한 차이가 있는지 알아보고자 

도출된 평균들의 차이 분석을 진행하였다. 분석 방법

으로는 이원배치 분산분석(ANOVA)을 수행하였으

Table 3. Experimental result of the stroke element "Gaji"

Serif Sans-serif

Vali-
dation
task

task 1

task 2



Table 4. Experimental result of the stroke element "Buri"

Serif Sans-serif

Vali-
dation
task

task 1

task 2

Table 5. Experimental result of the stroke element "Bbichim"

Serif Sans-serif

Vali-
dation
task

task 1

task 2

Table 6. Experimental result of the stroke element "Kkeokim"

Serif Sans-serif

Vali-
dation
task

task 1

task 2
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며 유의수준은 5%로 설정하였다. 그 결과, 태스크별 

F-통계량은 43.75이고, p-값은 0.049으로 유의수준 

0.05보다 매우 근소하게 작은 값이 도출되었다. 따라

서 ‘태스크별 평균은 모두 동일하다’ 는 귀무가설이 

기각되어 적용 대상을 글자로 확장하여 진행한 자동 

추출과, 글꼴로 확장하여 진행한 자동 추출, 글자와 

글꼴을 확장하여 진행한 자동 추출은 서로 차이가 

있다고 할 수 있지만 그 값은 0.001으로 매우 근소하

다고 할 수 있다.

또한 획요소별 F-통계량은 30.42이고, p-값은 

2E-07으로 유의수준보다 매우 작으므로 여덟 가지

의 획요소를 기반으로 자동 추출을 진행하여 도출되

는 성공률의 평균의 차이는 통계적으로 매우 유의미

하다고 할 수 있다. 태스크별 성공률과 획요소별 성

공률의 그래프는 Fig. 6과 7에 나타나있다.

글꼴을 ‘Bold’, ‘Medium’, ‘Light’의 세 가지의 굵기

로 구분한 후 정의한 획요소를 모두 자동 추출을 진

행하여 성공률을 측정하였다. 그 결과, 굵기별로 평

균 성공률을 살펴보면 Light가 8.77점, Medium이 

8.66점, Bold의 평균 성공률이 8.48점으로 글꼴의 굵

기가 얇을수록 평균 성공률이 높다는 결과가 도출되

었다. 글꼴의 굵기 요인에 대한 세 집단의 평균 차이 

분석을 위해 일원배치 분산 분석(ANOVA)을 수행

하였다. 일원배치 분산분석의 귀무가설은 ‘글꼴 굵기

별별 글꼴 획요소 자동 추출의 성공률은 모두 동일하

다.’ 이다. 분석 결과, F-통계량은 0.124이고 이에 대

한 p-값은 0.884로 굵기별 성공률의 평균은 점수로 

볼 때 얇을수록 더 성공률이 좋기는 하지만 이 차이

는 통계적으로 무의미하여 결국 차이가 없다고 할 

수 있다. (Fig. 8 참조)

Serif와 Sans-serif로 계열을 글꼴을 구분하여 한

글 획요소 추출을 진행한 결과, Serif 계열의 평균 

성공률은 8.67점, Sans-serif 계열의 평균 성공률은 

8.48점으로 근소하게 Serif 계열의 평균 성공률이 높

았다. 대응표본(쌍체 비교) T-검정 중 양측 검정을 

수행한 결과, T-통계량은 2.365이고 유의확률인 p-

값은 0.326으로 Serif와 Sans-Serif의 평균 차이는 없

다는 결과가 도출되었다. (Fig. 9 참조)

4.3 결과 분석

한글 획요소 추출 적용 글자의 확장을 위한 실험

을 진행한 결과, 각 태스크 모두 80%가 넘는 높은 

Fig. 6. Result chart of success rate by experiment task.

Fig. 7. Result chart of success rate by stroke elements.

Fig. 8. Result chart of success rate by font thickness.

Fig. 9. Result chart of success rate by font family.
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점수가 도출되었다. 실제 Object Detection 분야에서 

발표된 Detector들의 성능(mAP@IoU=0.5)은 VOC07,

VOC12, COCO 등 대표적 Benchmark에서 모두 70-

80 수준으로 이에 견주어 봤을 때 전반적으로 성능이 

높은 획요소 추출 모델이라 판단 가능하다.

통계적인 방법으로 분석해 본 결과, 학습한 글자

로 진행한 검증 모델의 태스크가 학습하지 않은 글자

로 진행한 Task 1과 Task 2보다 통계적으로 유의미

하게 성공률이 높은 결과를 보이긴 하였지만, 그 차

이는 매우 근소하였다. 따라서 글자 범위에서는 확장

하지 않은 학습한 글자인 ‘가’, ‘마’, ‘아’, ‘하’ 에서 획요

소 추출이 잘된다고 판단할 수는 있지만 확장한 글자 

범위에서 획요소를 추출하였을 때에도 성능이 높다.

글꼴 범위를 대상으로 적용 대상을 확장하였을 때에

는 학습하지 않은 글꼴에서 자동 추출을 진행한 Task

2이 학습한 글꼴인 Task 1보다 조금 더 높은 성공률

을 보였다. 이는 학습하지 않은 글꼴은 한글 모양 표

준 분류체계를 기반으로 선정하여 학습한 글꼴보다 

좀 더 정형화된 모양인 글꼴이기 때문에 정형에 가까

운 글꼴에서 추출 성공률이 좀 더 높다고 판단된다.

따라서 글꼴은 학습여부와 상관없이 정형글꼴계

층의 모든 글꼴범위로 확장하여 성공률 높게 한글 

획요소를 추출할 수 있어 처음 제안한 시스템의 목적

인 유사도 판단에는 사용할 수 있는 소기의 목적을 

달성하였다. 글자 범위를 확장했을 때에 학습한 글자

에서보다 근소하게 성공률이 낮은 이유는 ‘꺾임’, ‘돌

출‘, ‘닫힘’ 등의 낱글자 “ㅁ"에서 추출되는 획요소의 

성공률이 낮았기 때문이라 판단된다. 이를 해결하기 

위해서는 모델을 강화시킬 수 있는 추가적인 알고리

즘을 도입해야 할 것이다.

글자와 글꼴 외에도 독립 변수로 선정하여 검증하

였던 글꼴의 굵기와 계열은 모두 통계적으로 차이가 

없어 굵기별, 계열별 차이에 따른 획요소 자동 추출

의 성능의 차이는 없다고 할 수 있다. 하지만 점수로 

보았을 때 굵기는 평균적으로 얇을수록 성공률이 높

았고, 계열은 평균적으로 Serif 계열이 미세하게 더 

높았다.

5. 결  론

본 논문에서는 선행 연구에서 제안한 Faster R-

CNN 기반의 한글 획요소 추출 시스템을 이용하여 

모든 글꼴과 글자에서 획요소를 추출할 수 있는지 

확인해보고자 추출 적용 글자의 확장에 따른 실험 

모델을 설계하고 그에 따른 평가 방법을 정의하여 

성능을 비교하였다. 이때, 글자의 확장은 글꼴의 확

장과 함께 비교하여 살펴보았으며, 이 외에도 추가로 

글꼴의 계열이나 글꼴의 굵기에 따라서도 한글 글꼴 

획요소를 추출하는 데 성능의 차이가 존재하는지 고

려해보았다. 그 결과, 전반적으로 높은 점수가 도출

되어 제안한 모델은 적용 대상을 확장하였을 때에도 

성공률이 높게 획요소가 추출된다고 판단할 수 있었

다. 특히 글꼴 범위를 확장하였을 때에는 학습 여부

와 관계없이 성공률 높게 획요소가 모두 자동으로 

추출되었다. 따라서 선행 연구의 본래 목적이었던 한

글 글꼴 유사도 판단을 목적으로 한다면 다양한 글꼴

을 필요로 할 뿐 다른 글자에서 획요소를 추출할 필

요는 없으므로 해당 시스템을 이용하여 해결될 것이

다. 하지만 본 연구에서 확인해보고자 했던 글자 범

위를 확장하였을 때에는 학습하지 않은 글자보다 학

습한 글자의 추출 성공률이 매우 근소하게 높았다.

한글은 조합형 글자로 초성과 종성 등의 글자의 위치

에 따라 자소의 모양이 달라서 발생되는 문제로 추측

되어 학습 데이터를 더 다양하게 수집한다면 해결될 

것이라 판단한다. 글꼴의 계열과 굵기는 추출 성능에 

대해서 영향을 주지 않았다.

따라서 향후 통계적으로도 확장 여부에 따라 성공

률의 차이가 없는 추출 모델을 구현하기 위해추출된 

데이터를 바탕으로 판단하여 새로운 글자의 획요소

를 능동적으로 찾아주어 데이터 수를 늘려가 추출 

모델을 강화시키는 반지도 능동 학습(Semi-Super-

vised Learning)을 도입하여 획요소 추출 학습을 진

행하고자 한다. 이를 통해 11,172자의 글자에 대한 획

요소 데이터를 점차적으로 늘려감으로써 모든 자소 

단위의 글자를 지원할 수 있어 획요소 추출의 대한 

성공률이 완벽하게 높은 모델이 될 것이라 판단한다.
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