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요  약  우리는 무수히 많은 데이터 속에서 살고 있다. 다양한 데이터는 우리가 활동하는 모든 상황 속에서 만들어지

는데 빅데이터 기술을 통해 데이터의 유의미를 발굴한다. 유의미한 데이터를 발굴하기 위해 많은 노력이 진행 중이다.

본 논문은 주성분 분석(Principal component analysis) 기법으로 시계열 데이터의 추이 및 예측을 통해 인간이 

더 나은 선택을 가능케 하는 분석 기법을 소개한다. 주성분 분석은 입력된 데이터를 통해 공분산을 구성하고, 데이터의

방향성을 추론할 수 있는 고유벡터와 고윳값을 제시한다. 제안하는 방법은 비슷한 방향성을 갖는 시계열 데이터 

집합에서 기준 축을 구성하고, 데이터 집합을 이루는 각 시계열 데이터들의 방향성이 기준 축과 이루는 사잇각을 

통해 다음 구간에 존재하게 될 데이터의 방향성을 예측한다. 본 논문에서는 가상화폐의 추이를 통해 제시한 알고리

즘의 정확도를 LSTM(Long Short-Term Memory)과 비교 검증한다. 비교/검증 결과 제안된 방법은 변동성이 큰 

데이터에서 LSTM에 비해 상대적으로 적은 트랜잭션과 높은 수익(112%)을 기록하였다. 이는 상대적으로 정확하게 

신호를 분석하여 예측했다는 의미로 볼 수 있으며, 보다 정확한 임계치 설정을 통해 더 나은 결과를 도출할 수 

있을 것으로 기대된다.

주제어 : 주성분 분석, 예측, 분석, 빅데이터, 암호화폐, 핀테크, 시계열 데이터

Abstract We live in a myriad of data. Various data are created in all situations in which we work, 

and we discover the meaning of data through big data technology. Many efforts are underway to 

find meaningful data. This paper introduces an analysis technique that enables humans to make 

better choices through the trend and prediction of time series data as a principal component 

analysis technique. Principal component analysis constructs covariance through the input data and 

presents eigenvectors and eigenvalues that can infer the direction of the data. The proposed 

method computes a reference axis in a time series data set having a similar directionality. It 

predicts the directionality of data in the next section through the angle between the directionality 

of each time series data constituting the data set and the reference axis. In this paper, we compare 

and verify the accuracy of the proposed algorithm with LSTM (Long Short-Term Memory) through 

cryptocurrency trends. As a result of comparative verification, the proposed method recorded 

relatively few transactions and high returns(112%) compared to LSTM in data with high volatility. 

It can mean that the signal was analyzed and predicted relatively accurately, and it is expected that 

better results can be derived through a more accurate threshold setting.
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1. 서론

연속성을 갖는 데이터의 방향성은 외적 요인이 많을

수록 예측하기 어렵다. 일반적으로 통계학에서는 회귀

분석 방법을 통해 예측한다. 회귀분석은 연속적으로 측정

되는 데이터들에 대해 각 변수 사이를 설명할 수 있는 

적합한 모델을 계산하여 최적의 적합도를 갖는 모델을 

선택하는 방식이며 선택된 모델은 측정될 데이터를 예측

할 수 있는 근거가 된다. 하지만 변수가 많은 상황에서는

정확한 가설을 설정하기 어려운 단점을 갖는다. 고전

역학이 물질에 작용하는 힘과 운동 관계를 파악하면 물질의 

위치를 정확하게 예측할 수 있지만, 물질이 매우 빠르게 

움직이는 계와 미시적인 계에서는 물질의 움직임을 예측

하기 어려운 것과 같은 이치이다.

연속된 데이터의 정확도 높은 예측은 다양한 산업구조

에서 필요하다. 예를 들어, 최근 기후변화는 전 세계에 

많은 위험요소를 초래한다. 뿐만 아니라 국가는 경제

변동을 예측하여 경제계획을 위한 예산을 책정하고, 국제

정세에 대비한다. 의료, 에너지, 곡물, 주식, 유가, 센서 

데이터 등 연속된 데이터의 분석 및 예측은 우리 생활과 

밀접한 관계를 맺는다. 이렇듯 연속된 데이터에서 패턴을

찾고, 예측모델을 구성하여 미래를 예측하거나, 인간의 

행동을 추정하기 위한 다양한 기법들이 연구되고 있다.

연속된 데이터의 패턴 분석은 딥러닝, 분류기, 군집화 

알고리즘 등을 통해 분석하는데, 과적합(OverFitting), 

가중치 설정, 설명 불가능한 출력 결과, 계산량 및 적절한

데이터 수집 등 다양한 난제가 존재한다. 이를 극복하고자

차원 축소, 빠른 계산 처리, 쉬운 구현, 적은 파라미터 

설정 등의 장점이 있는 주성분 분석을 많이 활용한다.

본 연구는 주성분 분석의 기하학적 의미를 근간으로 

시계열 데이터 분석/예측방법을 소개한다. 논문의 구성은

관련 연구와 주성분 분석 및 시계열 데이터 분석에 자주 

쓰이는 LSTM을 2장에서 소개하고, 제안하는 방법을 3장

에서, 실험을 통한 증명을 4장 평가 및 분석에서 다루고, 

5장에서 결론을 맺는다.

2. 이론적 배경

시계열 분석은 주어진 데이터의 패턴을 통해 시간적 

인과관계를 찾는 과정으로 많은 학계에서 연구된다.

이응환은 6가지 빅데이터를 통해 독립변수를 선정

하고, IBM SPSS MODELER 18을 사용하여 모델링

하였다[1]. 송상화는 효율적인 난방을 위해 지역에서

난방수요를 정확하게 예측하고, 난방 에너지 생산 계획 

최적화를 위해 사용량 패턴을 분석하여 회귀분석 기반 

난방수요 예측 모형을 제시하였다[2]. 김태훈은 KNN과 

AdaBoost가 프로야구 승패 예측에 최적 모델임을 증명

하였다[3]. 나광택은 SHAP Value를 이용하여 해석

가능한 증권사 금융 고객의 이탈예측 모델을 제시했다[4].

Pramod B S는 LSTM을 이용하여 주가를 예측하는데,

확률적 경사 하강법을 사용하여 각 데이터 포인트에 대해

프로세스 가중치를 수정하였다. 제시된 알고리즘은 다른 

주가 예측 알고리즘보다 더 정확도가 높다고 주장한다

[5-10]. Myoung-Jong Kim은 주가지수를 예측하기 

위해 다중 분류기 접근 방식을 제안하였다. 다중 분류기의

조합은 추정 오차의 분산을 줄이고, 전반적인 분류

정확도를 향상할 수 있는 방법이다[11]. 김상호는 유전자 

알고리즘을 활용하여 주가를 예측하였다. 관계도가 높은 

주가지수를 활용하는데, 관계도 높은 지수를 찾기 위해 

유전자 알고리즘을 사용하였다[12]. N.H.M. Radzi는 

SVM(Support Vector Machine) 및 PCA(Principle 

Component Analysis)를 사용하여 교통사고에서 가장 

주요한 사망 요인을 분석/예측하는 방법을 제안하였다

[13]. Tsun-Kuo Lin은 SVM과 PCA를 통해 멀티 센서 

패턴 인식 시스템을 제시하였다. 다양한 센서의 데이터를

PCA를 통해 저차원으로 구성하고, SVM을 이용하여 분류

하는 방식으로 다른 패턴을 동시에 감지할 때 여러 감지 

장치를 사용하지 못할 수 있기 때문에 수행하기 어려운 

단점을 극복하였다[14]. Mohd. Mustaqeem은 소프트

웨어 결점 탐지를 위해 과적합 방지, 다양한 커널 트릭 등

적은 데이터에서 강점을 갖는 SVM과 시간 복잡성 및 

분석의 강인함을 더하기 위해 PCA를 결합한 하이브리드

모델을 제안하였다[15]. 백승훈은 기온 변화에 따른

판매량 예측모델을 제시하였다[16]. 이윤정은 주식 포트

폴리오 추천을 위해 주식시장 네트워크를 분석하고, 

K-Means 및 Kruskal 최소신장 트리를 통해 추천알고

리즘을 구성하였다[17]. 

일반적으로 딥러닝은 시계열 데이터의 정확한 예측을 

위해 많은 데이터가 필요하며, 과적합 오류를 극복해야 

한다. 또한, 정확한 예측을 위한 feature 설정이 어렵고, 

학습에 많은 시간이 필요하다. SVM은 초평면의 마진을 

최대로 하는 이진 분류기로 범주나 수치예측 및 노이즈에

강하다. 뿐만 아니라 과적합 확률이 낮고, 딥러닝에 비해
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사용이 쉽다. 하지만 커널과 모델에 대해 많은 테스트가 

필요하고, 입력데이터 셋이 많을수록 학습에 많은 시간이

필요하다. 신경망과 더불어 결과에 대한 해석이 불가능한

단점 역시 존재한다. 반면 PCA는 데이터의 차원을 축소

하여 빠르게 처리할 수 있고, 비교적 노이즈에 강한

특성을 보인다. 즉 다차원 데이터에서 방향성을 찾아

데이터의 주된 흐름을 파악하여 특징을 분석하는 데 적합한

방식이다. 

PCA를 활용하는 기존의 연구들은 데이터의 차원

축소를 통해 기계학습에서 과적합을 방지하고, 학습 

속도를 높일 수 있는 특징점을 찾는 데 활용한다. 반면 

본 논문이 제안하는 방법은 고윳값과 고유벡터의 기하

학적 특성에 초점을 맞춰 데이터를 분석하고, 더 정확한 

예측 가능성을 증명할 것이다

본 논문은 2차원 시계열 데이터 분석/예측을 위해

계산이 빠르고, 비정상성(non-stationary) 데이터에

강인한 특성을 갖는 PCA를 사용하여 시계열 분석에서 

자주 활용되는 LSTM과 비교/ 분석을 통해 제안된 방법을

검증한다.

2.1 LSTM

LSTM은 RNN(Recurrent Neural Network)의 한 

종류인데, 일반적으로 신경망은 과거의 사건은 별개로 

라벨링된 데이터의 출력에 관심을 갖는다. 과거의 데이터

가 현재의 데이터에 영향을 미치는 데이터 구조에는 적합

하지 않다. 이를 해결하기 위해 RNN을 활용하게 된다. 

하지만 RNN은 Fig. 1 (a)와 같이 긴 의존 기간에 어려움을

겪기 때문에 긴 기간에 적합한 LSTM을 이용한다[18].

(a)

(b)

Fig. 1. RNN and LSTM Characteristics of RNN and 

LSTM[19]
(a) A strong RNN in the short term 

(b) The repeat module of LSTM has four interactive layer structures

Fig. 1의 (b)를 보면 LSTM은 cell state에서 정보의 

사용 여부를 정하거나 cell state에 정보 저장을 결정하는

레이어를 각각 두어 cell state의 갱신을 처리하고, 출력 

데이터를 정한다[19]. 따라서 시계열 데이터를 예측하기에

적합하다. 

2.2 주성분 분석

주성분 분석은 통계적 접근법으로 Fig. 2와 같이 데이터

들의 분산이 가장 큰 방향 e1과 e1에 수직이며 e1 다음

으로 분산이 큰 방향 e2, e3 등을 추정할 수 있는 기법

이다[20,21]. 

주성분 분석은 식 (1), (2)와 같이 공분산 행렬

(Covariance Matrix)을 구성하고, 공분산 행렬을 고윳

값 분해(Eigen Decomposition)하여 방향벡터를 얻는다. 

고윳값 분해는   가 성립하는 0이 아닌 벡터 와

고윳값  계산이 가능하며 식(3)과 같다.

Fig. 2. Principal Component Analysis Eigenvector 

Estimation

  


  



    

        (1)

   
  
  
  

      (2)

  
  
det  

              (3)

Where, A denotes n×n matrix,  denotes 

identity matrix,  denotes eigenvector, 

denotes eigenvalue

주성분 분석은 데이터가 이루는 주된 방향성과 신호의

강도를 파악할 수 있고, 데이터의 차원을 축소하여 많은 

데이터를 빠르게 처리할 수 있으며, 비교적 노이즈에 
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강하다. 또한, 딥러닝과 다르게 분석 결과를 이해할 수 

있는 장점이 있다.

2.3 특징점 설정

PCA를 통한 시계열 데이터 분석에 있어 의미있는

특징점을 추출하기 위해 주성분의 고윳값을 이용한다. 

Fig. 3은 고윳값을 연결한 그래프로 고윳값이 큰 순으로 

정렬하여 구성되며, 각 고윳값에 대응하는 분산의 비율이

80∼90%의 영역에 속하는 특성만을 이용한다. 즉 대부분의

정보를 포함하는 상위 특성들을 선택하면 더 나은 예측이

가능하게 된다. 

Fig. 3. Variance Chart for Feature Selection

3. 제안모델

시계열 데이터는 Fig. 4와 같이 일정한 시간 간격으로

나열되는 데이터들의 집합을 의미한다. 

Fig. 4. Time Series Data

종합 주가지수, 유가 지수, 환율 등은 시계열 데이터로

볼 수 있고, 시계열 데이터 해석은 이후 도래하는 사건을

예측하는 도구로 활용된다. 

시계열 데이터를 분석하기 위해 본 논문은 같은 의미가

있는 다양한 지표를 활용한다. 예를 들어 주가를 예측

하기 위해 같은 추이를 갖는 데이터의 집합을 이용한다. 

다시 말해, 같은 종목군의 데이터를 통해 각 종목의 추

이를 분석한다. 주성분 분석은 많은 데이터에서 방향성을

찾아 데이터의 흐름을 분석한다. 이때 데이터의 수가

적으면 작은 변화에 민감하게 반응하므로 정확한 예측이

불가능하게 된다. 따라서 비슷한 특성을 갖는 시계열

데이터를 통해 기준이 되는 축을 구성한다. 기준 축이 

구성되면 식 (4)와 같이 각 시계열 데이터의 방향성과 

이루는 각을 통해 각 시계열이 앞으로 증가 혹은 감소할지

판별하게 된다. 식 (5)는 각 시계열 데이터의 축이 기준 

축의 왼편 혹은 오른편에 위치하는지 판별하며, 결과값이

×
 이면 기준 축 대비 왼편에 놓이고, 이는 기준 

축 대비 증가량이 크다는 것을 의미한다. 

  ∙
                  (4)

det   ×                  (5)

Where,  denotes each time series eigenvector,

 denotes standard Axis

Fig. 5. Time Series Analysis with PCA

Fig. 5는 비슷한 방향성을 갖은 5개의 시계열 데이터를

통해 방향성을 계산한 모습이다. 빨간색 직선은 기준 축

이고, 파란색 직선은 각 시계열 데이터의 방향성이다. 

이 중 기울기가 기준 축에 비해 가파른 데이터는 상승 

추세로 전환됨을 예측할 수 있게 된다. 

기준 축을 생성하기 위해서 각 시계열 데이터는 식 

(6)과 같이 정규화 과정이 필요하며, 식 (7)과 같이 기울기의

변화량을 통해 상승 강도를 예측할 수 있고, 기준 축의 

상승은 각 시계열의 상승 가능성을 의미한다.
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max


                (6)

                  ∆

 
                (7)

Where,  denotes a element in each time 

series, max denotes max element in all time series

4. 평가 및 분석

실험은 Python 및 가상화폐 시계열 데이터를 이용하며

Fig. 6의 절차를 따른다. 먼저 시계열 데이터를 PCA를 

통해 분석한다. 2.2절과 같이 분산을 통해 특징점을 선정

하고, 선정된 데이터를 통해 기준 축이 될 고유벡터와 

각 시계열의 고유벡터를 계산한다. 기준 축과 각 시계열 

축들은 내적과 외적을 통해 추천 여부를 결정하게 된다. 

외적의 결과 양수이면 기준 축 대비 더 상승 국면임을 

의미하며, 내적의 결과가 클수록 상승 가능성은 높다고 

볼 수 있다.

Fig. 6. Flow Chart of Proposed Method

제안된 방법의 효율성을 증명하기 위해 LSTM(Long 

Short-Term Memory) 알고리즘을 이용한 예측 시스템과

비교한다. 

시계열 데이터는 bithumb에서 제공하는 데이터를 

활용하며, 활발한 거래가 이루어지는 상위 5개 종목을 

설정한다. 기간은 2017년 9월 8일 부터 2021년 8월 1일

이다. 이렇게 구성된 프로그램은 Fig. 7과 같다. 

Fig. 8은 2017/09/08부터 종가를 기준으로 30일 

데이터를 분석한 결과이며, BCH는 0.282도를 이룬다. 

하지만 기준 축의 상승도가 낮기 때문에 상승 여력은 미

지수이다. 10일 후 BCH는 기준 축과 0.364도를 이루며 

상승 추세에 있음을 알 수 있다. 기준 축 역시 기울기가 

상승 추세임을 보인다. 이와 같이 각 축의 기울기를 통해

상승 혹은 하강 추세를 예측하여 데이터의 흐름을 분석

할 수 있다. 이후 BCH는 0.272, 0.265도를 나타낸다.

Fig. 7. MainWindow for Analysis with PCA

(a)

(b)

(c)

(d)

Fig. 8. Standard Axis and each Data Axis

(10 days each)

(a) 2017-09-08 (b) 2017-09-18 

(c) 2017-09-28 (d) 2017-10-08
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Fig. 9는 Fig. 8의 PCA 분석을 확대한 결과이다. 

검은색 축은 기준 축이 되고, 나머지 축은 각 시계열 데이터

의 색과 일치한다. Fig. 9의 (a)에서 기준 축은 수평을 

이루고, BCH 데이터는 증가추세를 나타낸다. (b)에서 

BCH는 기울기가 증가하며 기준 축과 이격을 보인다. 

따라서 확실한 증가 추세임을 알 수 있다. (c)는 이격이 

더 증가하지만, 중심 축과 이루는 각이 (b)보다 감소함을

알 수 있고, (d)는 이격이 증가하지만 기울기가 하락함을

보이는데 이는 기준 축의 상승세가 있기 때문이다. 이와 

같이 시계열 데이터 분석에 있어 중요한 각 축의 기울기와

이격을 통해 시계열 데이터 추이를 분석할 수 있다. 

상승 조건을 분석하면 기준 축의 기울기가 수평보다 

만큼 클 때의 각 시계열 데이터와 기준 축의 사잇각 가

일정 범위 이상일 때 증가이다. 반대로 사잇각 < 0 이고,

기준 축 기울기가 보다 작으면 하락 조건이다. 

(a) (b)

(c) (d)

Fig. 9. PCA Analysis with Standard Axis(black) and 

each Data Axis(10 days each)

(a) 2017-09-08 (b) 2017-09-18 

(c) 2017-09-28 (d) 2017-10-08 

Fig. 9의 기간에 LSTM 알고리즘을 이용하여 BCH를 

분석하면 Fig. 10과 같다. 2017-08-04부터 35개의

데이터로 윈도우를 구성하고, 전체 데이터의 90%를 학습

하여 예측하면 거의 근사하게 예측하는 것을 볼 수 있다.

Fig. 9와 같은 기간의 데이터를 예측해 보면 실제 데이터

와 예측치의 차이가 크지 않음을 알 수 있다. 하지만 

LSTM의 특성상 하루 이상의 예측은 가능치 않고, 그림

에서와 같이 예측치가 실제 데이터를 후행하는 모습을 

보인다. 다시 말해 예측이라기 보다 과거 데이터와 예측

치의 오차를 줄여 최적화하기 위한 학습 결과로 풀이된다.

Fig. 10. Time Series Analysis with LSTM 

Fig. 11은 두 알고리즘을 통한 누적 수익을 나타낸다. 

(a)

(b)

(c)

(d)

(e)
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(f)

Fig. 11. Comparison of revenue between Proposed 

Method and the LSTM (Axis X : 

Transactions; Axis Y : Values; Proposed 

Method : blue; LSTM : red) 
(a) BTC (b) ETH (c) LTC (d) ETC (e) XRP (f) BCH 

Fig. 11 (a)에서 제안된 방법(파란색)은 50여 회 남짓 

거래한 모습이고, LSTM(빨간색)은 250여 회 거래한 모습

이다. 최종 수익은 제안된 방법이 16% 정도 높음을 알 

수 있다. (a), (c), (f)는 제안된 방법이, (b), (d), (e)는 

LSTM이 좋은 결과를 나타낸다. 아쉽지만 (b), (d)는 눈에

띄게 LSTM이 좋은 결과를 보인다.

전체적으로 두 알고리즘을 바라보면 테이블 1과 같이 

제안된 방법은 적은 횟수의 거래가 일어났음을 알 수 있고, 

꾸준히 증가하는 모습을 보인다. 반면 LSTM은 거래

횟수가 많고, 특히 변동이 없는 구간에도 거래가 많다. 

또한, 90%의 데이터를 학습했지만, 실험 구간이 100% 

포함된 결과임에도 몇몇 데이터에서는 제안된 방법이 

더 나은 결과를 보인다. 

테이블 1에서 거래량이 적으며 수익이 높다는 의미는 

비교적 정확하게 신호를 분석하여 예측했다는 의미로 

볼 수 있다. 다시 말해 의미 없는 신호에 흔들리지 않았

음을 보이는 지표이다.

Table 1. Cumulative Revenue for Each Data

ticker(P/L)
Proposed LSTM

Transaction Revenue Transaction Revenue

BTC(1.16) 55 60,670,000 256 52,284,000

ETH(0.29) 52 965,400 229 3,252,300

LTC(2.50) 83 303,590 254 121,360

ETC(0.53) 41 41,455 248 77,298

XRP(0.81) 39 3,129 267 3,830

BCH(1.33) 65 2,426,100 233 1,819,050

Total(1.12) 335 64,409,674 1,487 57,557,838

5. 결론

시계열 데이터의 흐름에서 의미 있는 패턴을 찾기 위

한 다양한 연구가 진행되었지만, 복합적인 변수에 의해 

예측이 어려운 측면이 존재한다. 기존의 신경망을 이용한

알고리즘에서 LSTM은 장기 의존성에 알맞아 많이 이용

되지만, 딥러닝 특성상 어떤 패턴에 의해 출력되는지 알 

수 없고, 비정상성 데이터의 분석에 대응하기 어려운

단점을 갖는다. 반면 제안된 방법은 비슷한 방향성을 갖는

데이터들을 중심으로 PCA를 통해 주된 방향성을 중심

축으로 설정하고, 각 시계열 데이터의 방향성과 비교 분석

하는 방식이다. 비정상성 데이터 집합에서 고유벡터를 

중심으로 분포하는 데이터의 집합이 확률적으로 정상성에

가까울 것을 상정하여 방향성을 예측한다. 

실험 결과를 통해 제안된 방법은 상대적으로 적은 트랜

잭션과 비슷하거나 우위에 있는 누적 수익을 기록하였다.

또한, 변동성에 따라 윈도우의 크기를 조절하여 대응할 

수 있고, 차원 축소 및 적은 계산량의 장점을 갖는다. 

LSTM과는 다르게 결과에 대한 추론 가능한 것 역시 장점

으로 부각된다. 물론 데이터 흐름을 보며 임계치를 찾는 

과정이 수반되어야 하는 단점이 존재한다.

제안된 방법은 연속적인 데이터의 예측이 중요하게 

작용하는 날씨, 경제 추이, 산업 장비 센서의 분석, 계절성

수요 패턴, 요일 별 데이터 추이 등 다양한 산업 분양에 

응용될 수 있을 것이다. 알맞은 임계값 설정을 통해 더 

나은 결과를 도출할 수 있을 것이며, 향후 최적의 임계

값 도출을 위해 딥러닝을 이용한 연구가 진행될 것이다. 
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