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요 약

본 논문에서는 유도 동기 고정자 고장 진단에 있어서 활성화 함수가 미치는 향을 분석하여 효율 인 

CNN 활용 방법을 제안하 다. 일반 으로 유도 동기 고정자 고장 진단의 주된 목 은 미세한 턴 단락을 빠

르게 진단함으로 고장을 미리 방지함에 있다. 이에 활성화 함수 활용에 있어서 반 인 고정자 고장에는 

ReLu가 우수성을 보임을 알 수 있었으나, 미세한 턴 단락인 2턴 단락에 있어서는 Sigmoid 함수가 ReLu 함수

보다 진단의 정확도에 있어서 23.23% 유용함을 실험을 통해 확인할 수 있었다.

ABSTRACT

In this paper, we propose an efficient CNN application method by analyzing the effect of activation function on the 

failure diagnosis of the inductive motor stator. Generally, the main purpose of the inductive motor stator failure 

diagnosis is to prevent the failure by rapidly diagnosing the minute turn short. In the application of activation function, 

experiments show that the Sigmoid function is 23.23% more useful in accuracy of diagnosis than the ReLu function, 

although it is shown that ReLu has superiority in overall fixer failure in utilizing the activation function. 
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Ⅰ. 서 론

최근 3상 유도 동기의 고장 진단기술은 ANN 

(:Artificial Neural Network), Fuzzy, SVM (: Support 

Vector Machine), Perceptron 등과 같은 지능형 결함 

진단을 기반으로 한다[1-3].

 이러한 방법은 고정자 고장의 결함 진단에 한 

정 인 발 을 이루었으며 그 성능을 

입증하 다[4]. 한, 최근 Deep Learning 기술을 

기반으로 한 데이터 기반 근 방식은 기존의 결함 
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진단 방식과 비교하여 최소 턴 단락 결함검출에 

강 을 보 으며, 이를 통하여 Deep Learning 기반의 

고장 진단 방법이 방 한 데이터를 이용할 경우 

강력한 성능을 보임을 확인하 다. 

최근 연구들에서는 Deep Learning의 CNN (: 

Convolutional Neural Network)를 활용하여 많은 연

구가 진행되었다. 이때, 데이터를 수집하는 방법, 특징

을 추출하는 방법, 고장환경  조건 등에 따라 각각

의 성능의 차이를 보인다.

일반 인 데이터를 취득하는 방법으로 MCSA(:Mo 

tor Current Signature Analysis)를 사용하여 취득함

으로 추가 인 회로 구성없이 처리하도록 하고 있다.

측정된 류 데이터를 1차원 배열을 통한 이미지화

함으로 고정자의 Turn-to-Turn 단락에 해 연구를 

진행하 으며, 특징 추출하는 방법을 FFT가 아닌, 

류 3상의 값을 각 상당 2,000개의 데이터를 2차원 행

렬로 변환한 후 이미지화하 다[5-6].

한편, 유도 동기의 고장은 다양함에 따라 다양한 

복합고장 환경하에 분류체계를 만들기 해 [7]의 논

문에서는 CNN을 이용한 복합고장진단  분류를 시

행하 으나, 고장 상황에 한 샘 데이터가 모호하고 

고장 진단의 정확도만을 언 하 다.

최근에는 IOT Sensor의 보 으로 IOT Sensor를 

이용하여 데이터를 수집 후, CNN을 활용하는 방법 

한 연구되었다.

[8]의 논문에서는 센서를 통해 수집된 데이터를 

FFT 방법으로 고장 상황별 류값을 이미지화하 으

며, 이를 통한 CNN을 용함으로 고장 진단을 수행

하 다. 이때, 고장은 고정자의 Turn-to-Phase로 구

성하 다.

이처럼 일반 으로 류 데이터  과거 유도 동

기의 고장 진단  모니터링환경에 합한 방법인 

PVA(:Park’s Vector Approach)를 CNN과 결합하여 

연구가 진행되기도 하 다[9].

이처럼 CNN를 활용하여 진단하는 방법은 데이터

를 이미지화하여 처리하기 때문에 CNN의 성능을 높

이기 해서는 처리과정이 요하며, 이미지의 데이

터를 손실 없이 처리하기 해서는 활성화 함수

(Activation Function)가 요하다[10]..

이에 본 논문에서는 유도 동기의 고정자 고장 진

단에 있어서 특징추출 방법으로 사용된 류 데이터

를 이미지화하여 처리하는 방법에 있어서 Turn-to- 

Turn 고장을 2턴, 4턴, 6턴으로 세분화하여 CNN의 

활성화 함수가 진단 정확도에 미치는 향을 알아보

고자 표 인 활성화 함수인 Sigmoid, ReLu, Max 

out을 비교 분석하여 CNN을 활용한 유도 동기 고장 

진단에 있어서 진단 특징  방법에 합한 활성화 

함수를 연구하도록 하 다.

Ⅱ. 류 데이터

2.1 류 데이터의 수집

3상 류 데이터의 경우 다이나모 시스템을 이용하

여 인버터로 구동함으로써 이를 유도 동기와 연결하

여 구성하 으며,  부하 속도인 1690[rpm]부터 무부

하속도 1800[rpm]까지 간격을 두어 3상 류의 값을 

그림 1과 같이 추출하 다[11]. 

그림 1. 데이터 수집 과정

Fig. 1 Data collection process

와 같은 조건을 통하여 1 당 수집한 각 상당 

9,000개의 3상 류 데이터를 사용하 으며, 이는 54

개의 패턴으로 이루어진 1장의 이미지로 변환하여 연

구에 용하 다. 데이터수집은 Fluke사 i5s AC 

current clamp를 이용하 으며, National Instruments

의 USB-DAQ 9215A with BNC로 데이터수집으로 

사용하 다.

이때 측정된 류 데이터는 많은 노이즈를 포함함

에 따라 역 필터를 용하 으며, 측정된 3상 류

의 데이터는 3상을 2상으로 변환하여주기 해 D-Q

변환을 활용하 으며, 2상의 류값을 2차원 행렬로 

구성하여 이미지로 장되었다.
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2.2 이미지 데이터 변환

2차원 행렬 화 시킨 류의 값을 패턴별 이미지 추

출을 진행하기 해 3상 류 기 으로 데이터 1  

간격으로 구분하 으며, 이미지에 한 규격을 통일하

기 하여 픽셀당 0부터 255까지의 스 일을 사용하

다. 한 이미지 당 640*640으로 규격화하 다.

그림 2의 전류 행렬화 이미지는 M. Skowron, T. 

Kowalska가 제안한 CNN 방식의 이미지 수집 방식을 

이용하여 류값 변환 이를 이미지화한 방식으로, 3상 

류의 값에 하여 각 상별로 1  동안 수집한 데이

터(90,000개 * 3상)를 90*100 행렬로 변환시켜 각 상

에 하여 R, G, B로 이미지화시킨 것으로 90*100*3

의 이미지를 출력하 다. 

(a) normal (b) 2 turn short

(c) 4 turn short (d) 6 turn short

그림 2 턴 단락별 류 행렬화 이미지
Fig. 2 Current matrix image by turn short

각 턴 단락별 이미지의 수는 1690[rpm]부터 

1800[rpm]까지 10[rpm]간격으로 30 간 취득하 으며 

이는 1sampling *30seconds *12가지 부하, 턴 단락마

다 360가지의 패턴을 구성하 다. 체 이미지의 수는 

360개 이미지와 정상상태를 포함한 4가지 경우로 총 

1,440개이며 무작  선별을 통하여 학습데이터

(Training data)는 1,080개, 테스트 데이터(Test data)

로 구분하 다. 한 학습데이터 내부의 검증을 하

여 체 훈련데이터  검증데이터(Validation data) 

360개를 따로 구성하여 학습을 진행하 다. 

2.3 CNN 실험조건

그림 3. CNN 구성
Fig. 3 Composition of CNN

CNN의 구성은 그림 3과 같이 하 으며, 기 조건

은 표 1과 같이 Epoch는 400, Convolution의 경우 

3*3*64의 필터를 사용하 으며, Pooling은 Max 

Pooling 기법을 이용하 으며, Classification 층의 

Dense의 은닉층은 64-64-64로 3개의 층을 사용하

다. 활성화 함수는 Sigmoid, LeRu, Max out을 통해 

유도 동기 진단에 합한 활성화 함수를 연구하 다. 

표 1. 기 라미터

Table 1. Initial parameter

Parameter Initial Value

Epoch 400

Convolution Layer 3*3*64

Pooling Maxpooling

Dense 60-60-60

Activation function Sigmoid, LeRu, Max out

Ⅲ. 활성화 함수

3.1 Sigmoid 함수

Sigmoid 함수는 Logistic 함수라 불리며 가장 표

인 활성화 함수  하나이다. 선형인 다층 퍼셉트론

(MLP)에서 비선형 값을 얻기 해 사용하기 시작하

으며 함수는 식(1)과 같으며 이에 따른 결과 그래

는 그림 4와 같이 얻을 수 있다.

 x는 0~255의 스 일을 0~1까지의 값으로 정규화 

시킨 것이다.
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그림 4. Sigmoid 함수

Fig. 4. Sigmoid function

3.2 ReLu(:Rectified Liner Unit) 함수

ReLU(:Rectified Linear Unit)는 은닉층을 활성화하

는 함수로 sigmoid와는 다른 방식으로 동작하는 활성

화 함수이며, sigmoid나 tanh 함수와 비교했을 때 수

렴 속도가 빠른 것이 특징이다. 이는 함수가 

saturated 하지 않고 linear 하기 때문에 나타난다. 컨

볼루션 이어는 특징을 추출하는 기능을 하는 필터

와 이 필터값을 비선형 값으로 바꾸어 주는 활성화 

함수로 이루어져 있는데 이미지에 일반 신경망을 사

용할 경우 거 한 수의 뉴런으로 인해 크기가 무 

커져서 과 합(Overfitting)이 발생할 수 있기 때문에 

ReLU 활성화 함수를 사용한다.

ReLU 함수는 0보다 작으면 항상 0을, 0보다 크면 

입력값 그 로 출력한다. ReLu함수는 식 (2)로 나타

낼 수 있으며, 결과 그래 는 다음 그림 5와 같이 출

력된다.

   
 ≥ 

(2)

x_scale

그림 5. ReLu 함수

Fig. 5. ReLu function

3.3 Max out 함수

Max out 함수는 ReLu가 갖는 장 을 모두 가지면

서도 ReLu 함수의 ‘0 이하이면 0을 출력’에 한 문

제를 해결한 함수이며, 해당 층(Layer)의 가장 큰 노

드 값을 선택해 결과값으로 정하는 수학식이다. Max 

out은 식 (3)과 같으며, 이는 다음 그림 6과 같이 구

조가 형성되어져 있다.

max  ⋯  (3)
               

그림 6. Max out 구조

Fig. 6 Max out structure

Ⅳ. 실험 결과

표 2는 류 행렬화 이미지를 사용하여 활성화 함

수를 변화시켰을 때, 300번의 학습을 진행한 후, 정상

상태  각 턴 단락에 한 고장분류 정확도를 나타

낸 것이다. 

표 2. 류행렬 이미지를 이용한 고장분류 정확도

Table 2. Fault classification accuracy(Current 

matrix image)

Sigmoid ReLu Max out

Normal 100 100 100

2-turn fault 73.84 50.61 0

4-turn fault 0 61.25 0

5-turn fault 70.42 98.02 82.81

 Accuracy 80.8 81.23 80.36

실험 결과 ReLu 함수가 상 으로 각 고장 턴 단

락에 고르게 고장 진단 정확도를 나타내는 것으로 실

험을 통해 알 수 있으나, 반 으로 활성화 함수에 

크게 향을 받지 않는 것을 알 수 있다. 

한편, 많은 연구에서는 미세한 턴 단락을 나타내는 
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2턴 단락을 진단하고자 큰 노력을 하고 있다. 이러한 

이유는 미세한 턴 단락이 발생함에 따라 차 턴 단

락이 커짐에 따라(2천 단락-> 4천 단락-> 6천 단락) 

기에 빠르게 진단하기 해서이다.

이에 본 논문의 실험 결과를 비추어볼 때, 미세한 

턴 단락을 빠르게 검출하기 해서는 Sigmoid 함수가 

ReLu보다 23.23% 우수함을 알 수 있다.

Ⅴ. 결  론

본 논문에서는 유도 동기 고정자 고장에 있어서 

CNN을 활용한 진단 방법에 하여 표되는 활성화 

함수가 미치는 향을 분석하도록 하 다.

실험방법에 있어서 많은 논문에서 사용한 3상 류 

데이터를 D-Q 변환을 통해 2상으로 변환한 뒤 2차원 

배열을 통한 이미지로 구성하도록 하 으며, 정상상

태, 2천 단락, 4천 단락, 6천 단락으로 턴 단락별로 나

타내었다.

이에 표되는 활성화 함수인 Sigmoid, ReLu, 

Max-out을 통한 진단의 정확도를 비교하여 본 결과 

체 인 정확도에 있어서는 큰 차이는 없었으나,  

ReLu함수를 활용할 경우 턴 단락별 고르게 진단을 

할 수 있음을 알 수 있었다.

그러나 유도 동기 고정자 고장 진단의 주요한 사

항은 미세한 턴 단락을 빠르게 검출함을 목표로 연구

되고 있다는 을 고려할 때 2천 단락에 있어서 

Sigmoid 함수가 ReLu 방법보다 진단 정확도에 있어

서 23.23% 더 우수함을 알 수 있었다.

일반 으로 CNN을 이용한 방법에서 ReLu 방법이 

우수하다고 알려졌으나, 본 논문의 실험 결과 유도

동기의 진단 특성에 맞춰볼 때 Sigmoid 함수가 유용

함을 알 수 있었다.

향후 CNN을 용한 유도 동기의 고정자 고장 진

단에 있어서 Sigmoid함수와 ReLu함수를 병행하여 활

용하는 방안에 한 연구가 필요할 것으로 단된다.
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