
1. 서론 

최근 인공지능 모델을 이용한 다양한 서비스가 우리 

주위에 넘쳐나고 있다. 자동화 시스템에 인공지능을 적

용한 현대의 오토마타(Automata)는 마치 인간의 지능

을 가진 것과 같이 스스로 생각하고 행동하는 것처럼 

느껴지게 한다. 

인공지능은 각각의 성격과 데이터 처리의 특성에 따

라 텍스트 분석과 이미지 분석에 적합한 DNN(Deep Neural 
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요  약 본 논문은 감성 분석에 사용되는 RNN 모델의 최적화를 얻기 위한 성능분석을 위하여 하이퍼파라미터  튜닝에 

따른 손실과 정확도의 추이를 관찰하여 모델과의 상관관계를 연구하였다. 연구 방법으로는 시퀀셜데이터를 처리하는데 가

장 최적화된 LSTM과 Embedding layer로 히든레이어를 구성한 후, LSTM의 Unit과 Batch Size, Embedding Size를 

튜닝하여 각각의 모델에 대한 손실과 정확도를 측정하였다. 측정 결과, 손실은 41.9%, 정확도는 11.4%의 차이를 나타내었

고, 최적화 모델의 변화추이는 지속적으로 안정적인 그래프를 보여 하이퍼파라미터의 튜닝이 모델에 지대한 영향을 미침을 

확인하였다. 또한 3가지 하이퍼파라미터 중 Embedding Size의 결정이 모델에 가장 큰 영향을 미침을 확인하였다. 향후 

이 연구를 지속적으로 이어나가 모델이 최적의 하이퍼파라미터를 직접 찾아낼 수 있는 알고리즘에 대한 연구를 지속적으로 

이어나갈 것이다.
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Abstract  In this paper, in order to obtain the optimization of the RNN model used for sentiment analysis, 

the correlation of each model was studied by observing the trend of loss and accuracy according to 

hyperparameter tuning. As a research method, after configuring the hidden layer with LSTM and the 

embedding layer that are most optimized to process sequential data, the loss and accuracy of each model 

were measured by tuning the unit, batch-size, and embedding size of the LSTM. As a result of the 

measurement, the loss was 41.9% and the accuracy was 11.4%, and the trend of the optimization model 

showed a consistently stable graph, confirming that the tuning of the hyperparameter had a profound 

effect on the model. In addition, it was confirmed that the decision of the embedding size among the 

three hyperparameters had the greatest influence on the model. In the future, this research will be 

continued, and research on an algorithm that allows the model to directly find the optimal 

hyperparameter will continue.
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Network), 이미지 분류에 사용되는 CNN(Convolutional 

Neural Network)와 감성 분석과 시퀀셜 데이터를 다루는 

RNN(Recurrent Neural Network)로 대별 되며, 특

히 언어와 같은 시퀀셜 구조의 데이터를 대상으로 하는 

인공지능 모델은 RNN구조가 매우 적합하다[1].

이러한  RNN모델의 성능을 측정하기 위한 지표로 

모델의 정확도를 이용하여 검증하는 연구 결과가 자연

어처리 모델 성능 검증과 전력에너지의 시계열 예측을 

위한 연구 등 다양한 분야에서 활용되고 있으며[2, 3], 

모델의 최적화를 얻기 위한 전제조건인 모델의 정확도

와 이를 결정하는 손실률을 최소화는 각종 파라미터의 

최적화 연구가 필수적으로 이루어지고 있다[4, 5].

그러나 RNN모델의 정확도, 손실률과 하이퍼파라미

터들 사이의 연관성에 대한 연구는 상대적으로 부족한 

것이 현실이다. 

본 논문에서는 RNN모델의 성능을 결정하는 하이퍼

파라미터 중 가장 비중이 큰 Unit, Batch Size와 

Embedding Size의 값을 튜닝하여 하이퍼파라미터 변

화에 따른 모델의 최적화를 측정하였고, 각각의 파라미

터가 모델에 미치는 변화를 연구하였다.

실험 결과를 모니터링하여 하이퍼파라미터에 따른 

모델의 상관관계를 확인한 결과, 최적화된 모델의 정확

도와 손실은 연속성을 가진 그래프로 나타나며, 일정 

기점을 통해 서서히 하강함을 볼 수 있었다. 이러한 결

과는 하이퍼파라미터의 조합에 따라 모델의 최적화가 

이루어짐을 알 수 있었고, 이것이 모델을 최적화 하는

데 중요한 요소 중의 하나임을 증명하였다.

특히, 모델의 최적화에 직접적인 영향을 미치는 

Unit과 Batch Size 그리고 Embedding Size 중 

Embedding Size의 크기가 가장 큰  영향을 미침을 확

인하였다. 이러한 결과는 RNN모델을 설계 시 연속성 

있는 Embedding Size에 대한 충분한 고려가 반드시 

필요하다는 것을 확인하였다.

본 논문의 구성은 제 2 장에서는 관련연구를 통해 본 논

문에서 연구하고자 하는 RNN모델, LSTM, Embedding, 

RNN과 하이퍼파라미터, 그리고 하이퍼파라미터를 튜닝하

여 RNN모델의 최적화를 연구한 기존연구에 대하여 설명

하였다. 제 3 장에서는 본 논문에서 연구한 하이퍼파라미터 

튜닝에 의한 RNN모델의 성능분석을 위한 실험 및 고찰을 

기술하였고, 마지막으로 제 4 장을 통하여 실험에서 얻은 

결과의 의미와 향후 연구방향을 제시하였다.

2. 관련연구 

2.1 SimpleRNN 

순환 신경망의 기본 레이어는 SimpleRNN으로 

RNN구조의 가장 간단한 구조로 구성되어있다. 순환 

신경망은 시간의 흐름에 따른 입력값의 변화를 반영함

으로써 시계열 형태의 데이터를 처리하는데 주로 사용

되고 있다[6]. 합성곱 필터를 사용하여 이미지를 판단하

는 CNN모델과 달리 RNN은 각각의 유닛이 자신의 출

력 값을 가중치를 반영하여 다음 유닛에게 입력 값으로 

전달함으로써 순차적으로 처리되어야 하는 시계열 데

이터를 처리한다[7].

다음의 Fig. 1은 SimpleRNN의 기본적인 구조도이다[8].

  : output of previous timestep

  : input

 : output

  tanh     

Fig. 1. SimpleRNN Layer

모델은 이전 타입스텝에서 출력으로 나온 결과와 현

재의 입력값을 tanh함수를 통해 활성화하여 타임스텝 

방향과 출력방향으로 데이터를 전송하는 셀들로 시퀀

셜하게 구성되어있다.

이와 같은 SimpleRNN 레이어는 간단한 형태로 빠

르게 모델을 학습시키고 활용하는데 사용된다.

2.2 LSTM 

LSTM(Long-Short Term Memory Network)는 

SimpleRNN사용시 발생하는 입력 데이터의 증가에 따른 

타입스텝 증대로 인한 모델의 학습능력 저하 문제를 해결

한 것으로 다음의 Fig. 2와 같은 구조를 가지고 있다[8].
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Fig. 2. LSTM Layer

LSTM 레이어는 시스모이드 함수의 특성을 이용하

여 필요한 정보만 통과시킨다. 시그모이드 함수는 

Forget, Input, Output 3개의 gate로 구성되며 다음

의 수식과 같이 데이터를 처리하도록 모델링한다.

첫째, 입력과 출력에 가중치를 적용하여 3개의 gate

를 통과시켜 출력(3)을 구한다.

               (1)

                (2)

                (3)

둘째, simpleRNN방식과 동일하게 입력 값인  과 

이전 타입스텝의 출력인  에 각각의 가중치를 적용

하여 셀 상태가 되기 전 값을 구한다.

   tanh 
   

                (4)

셋째, 이전 타임스텝의 셀 상태 반영도를 결정하고 

새로 입력된 출력과 이를 곱한 값을 합하여 다음 타임

스텝의 셀을 형성한다.

   ×     ×
            (5)

마지막으로 활성화 함수를 Output gate출력 값에 

곱하여 출력값을 구한다[9-11].

  tanh  ×                   (4)

위의 과정을 통하여 타임스텝 구간을 연속적으로 끊

기지않고 통과하는 셀을 형성하여 장기 의존성으로 문

제가 되는 simpleRNN을 대체하여 사용되고 있다. 본 

연구에서는 이러한 LSTM의 특성을 고려하여 연구모델

에 LSTM을 적용하였다. 

2.3 Embedding 

임베딩 레이어는 자연어를 수치로 바꿔 정보를 처리

하기 위한 은닉층으로 주로 사용된다[12]. 

CNN에서 이미지를 픽셀 단위로 소분하여 사용하듯

이 RNN은 자연어를 문자 단위로 나누어 사용할 수 있

다. 자연어 처리 기법은 n-gram, 3-gram방식으로 이루

어졌으나 많은 양의 데이터를 쉽게 처리할 수 있는 인덱

스 방식의 원-핫 인코딩 방식이 주로 많이 사용되었다. 

사용하는 메모리의 양에 비해 처리되는 정보의 양이 적

은 점과 저장된 단어가 많아질수록 원-핫 인코딩 배열을 

두 번째 차원 크기가 늘어나 자원을 많이 소모하는 단점

이 있다. 이러한 단점을 보완하여 디자인된 것이 임베딩 

레이어로 자연어 처리에 가장 많이 사용되고 있다. 임베

딩 레이어를 훈련시키는 방법으로는 Word2Vec, 

ELMo, FastText, GloVe 등이 주류를 이룬다[13-16].

2.3 RNN과 하이퍼파라미터

RNN모델의 성능을 결정하는 하이퍼파라미터는 다

음의 Fig. 3과 같은 구조로 이루어져있다.

Fig. 3. Structure of RNN on Hyperparameters

하이퍼파라미터는 데이터의 훈련과 검증을 통해 형

성된 초기모델을 최적화하기 위하여 새로운 조합의 하

이퍼파라미터를 생성한다. 생성된 하이퍼파라미터를 이

용하여 새로운 RNN모델을 형성하고 이를 다시 훈련시

켜 검증하는 과정을 반복하여 최적의 모델을 찾는 구조

를 가지고 있다.

또한, 본 논문의 연구와 관련된 기존 관련연구로 “한
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국어에 적합한 단어 임베딩 모델 및 파라미터 튜닝에 

관한 연구”가 있었으며, 연구 결과 하이퍼파라미터 튜

닝을 통해 Embedding Size가 300일 때 최적의 모델

을 구하는 연구가 선행되었다[17].

3. 하이퍼파라미터 튜닝에 따른 정확도와 손실률 

실험 및 고찰

본 연구는 연구에 필요한 데이터 셋을 구축하고 이

를 학습시키는 인공지능 모델을 다양한 하이퍼 파라미터 

별로 테스트하여 각각의 정확성과 손실을 측정 후, 이들

의 상관관계를 비교 확인하여 변동추이와 경향성 등을 

비교하여 하이퍼파라미터의 적용에 따른 모델의 최적화 

변화와 하이퍼파라미터들간의 연관성을 연구하였다.

본 연구를 진행하기 위한 실험환경의 프레임워크는 

텐서플로우 2.0을 사용하였고, 순환된 출력층의 연결을 

위하여 Fatten층과 Dense층을 추가하였으며, 활성화 

함수는 시그모이드 함수를 이용하였다. 이렇게 구성한 

모델을 최적화하기 위한 최적화 함수는 Adam을 적용

하여 실험을 진행하였다.

하이퍼파라미터 변화에 따라 각각의 조합당 50회씩 

총 1,500회의 실험을 통해 얻은 결과를 표준편차를 이

용하여 범주에서 벗어나는 10%의 데이터를 제외한 값

들의 평균으로 손실률과 정확도를 구하였다.

본 연구에서 적용한 실험에 대한 모델의 구조와 실

험과정은 다음과 같다.

다음의 Fig. 4는 본 연구에서 사용한 RNN모델의 구조도이다.

Fig. 4. Structure of Model

첫째, 데이터 셋은 RNN감성처리 기법을 적용할 수 

있는 텍스트 형태의 데이터를 취하였다. 신뢰성 확보를 

위하여 전 세계에서 가장 많이 판매되고 읽힌 책 중의 

하나인 성경을 택하여 이 중 신약 부분에 예수의 직접

적인 교훈이 기록되어 있는 공관 복금서를 데이터로 선

택하였다. 이 중 일반적인 상용구를 제외한 의미 있는 

문장들만을 택하여 이진분류를 이용하여 예수의 교훈

과 아닌 것으로 분류하여 총 3,752문장으로 구성된 데

이터 셋을 구축하였다.

다음의 Fig. 5와 6은 데이터 셋에 구축된 데이터의 

처음과 끝부분이다.

Fig. 5. Data set(header)

Fig. 6. Data set(footer)

둘째, 구축된 데이터를 학습시키고 학습된 데이터를 

테스트하기 위하여 전체의 75%인 2,814문장을 학습데

이터로 나누고, 나머지 25%인 938개의 문장은 테스트

를 위하여 구분하였다.

셋째, RNN의 히든레이어는 입력 데이터의 길이에 

비교적 영향을 적게 받는 LSTM과 Embedding으로 구

성하여 모델을 구성하였다. 다음의 Fig. 7은 구성한 

RNN모델을 나타낸 것이다.
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Fig. 7. RNN Model

넷째, 위에서 구성한 모델을 Unit과 Batch Size, 

Embedding Size를 변화시켜가면서 각각의 손실과 정확

도를 확인한 결과 아래의 Table 1과 같은 결과를 얻었다.

Table 1. Change according to hyper-parameter

Unit
Batch

Size

Embedding 

Size
Loss Accuracy

16

32

200 0.6371 0.7745

300 0.6939 0.7654

400 0.6398 0.7923

500 0.6803 0.7836

600 0.6645 0.7973

64

200 0.6721 0.7813

300 0.5977 0.7904

400 0.5079 0.8273

500 0.5934 0.7996

600 0.6328 0.7859

32

32

200 0.6103 0.7585

300 0.6216 0.7904

400 0.6718 0.8018

500 0.8087 0.7676

600 0.6441 0.7904

64

200 0.6117 0.7881

300 0.6020 0.7767

400 0.6899 0.7790

500 0.6467 0.7425

600 0.6492 0.7972

64

32

200 0.6598 0.7835

300 0.5837 0.7904

400 0.6057 0.8018

500 0.6220 0.7927

600 0.6541 0.7972

64

200 0.6206 0.7835

300 0.6155 0.8018

400 0.6205 0.7882

500 0.8753 0.7722

600 0.7435 0.7836

위의 Table 1에서 보이는 바와 같이 하이퍼파라미

터의 변화에 따라 손실과 정확도가 변화하는 것을 알 

수 있다. 실험 데이터로 확인한 결과는 Unit이 16, 

Batch Size가 64 그리고 Embedding Size가 400일 

때 최적화가 이루어졌음을 알 수 있다.

모델의 학습도와 검증을 위한 손실과 정확도의 수렴

은 다음의 Fig. 8, 9와 같이 확인되었다.

Fig. 8. Loss of model

Fig. 8에서 볼 수 있듯이 파란색으로 표현된 학습 데

이터와 테스트 데이터의 손실이 유사한 경향을 보이며 

유의미하게 수렴하고 있음을 알 수 있다.

Fig. 9. Accuration of model

Fig. 9의 경향을 볼 때 지속적으로 학습 데이터와 테스

트 데이터의 정확도가 상승하고 있는 형태를 보이고 있어 

본 연구의 데이터와 모델의 신뢰성을 보여주고 있다.

다섯째, 위에서 확인된 하이퍼파라미터의 변화에 따

른 모델의 손실과 정확도의 상관관계는 다음의 Fig. 

10, 11과 같다.
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Fig. 10. Accuration comparison table

위의 Fig. 10에서 각각의 하이퍼파라미터 튜닝에 따

른 정확도 변화 추이는 주황색으로 나타난 그래프가 가

장 일정한 패턴을 보이며 Embedding Size가 400까지

는 정확도가 상승하다가 이 지점을 기점으로 하락하는 

추이를 보이고 있다.

Fig. 11. Loss comparison table

위의 Fig. 11은 손실 추이를 확인하기 위한 그래프

로 정확도 비교데이터와 같이 주황색 그래프가 일정한 

패턴을 보이고 있다. 손실도 정확도와 같이 Embedding

Size 400을 기점으로 지속적으로 낮아지다가 다시 상

승하는 추이를 보이고 있다.

또한, 하이퍼파라미터들간의 연관관계를 확인한 각 

구간 별 최적의 손실과 정확도는 다음의 Table 2-4와 

같이 나타남을 확인하였다.

Table 2. Loss and Accuracy per Unit

Unit Loss Accuracy

16 0.5079 0.8273

34 0.6020 0.8018

64 0.5837 0.8018

Table 2에서 나타난 것 같이 Unit의 개수에 따른 

각 단계별 최소 손실률과 최대 정확도는 Unit의 개수가 

16개일 때 가장 최적화된 값을 나타내고 있다. 이는 

Unit의 갯수가 증가할수록 손실과 정확도의 신뢰성이 

떨어짐을 나타내며 본 모델에 최적화된 Unit의 수는 

16개임을 알수 있다.

다음의 Table 3과 Table 4는 Batch Size와 

Embedding Size변화에 따른 손실과 정확도를 나타낸 

것이다.

Table 3. Loss and Accuracy per Batch Size

Batch 

Size
Unit Loss Unit Accuracy

Re

mark

32

16 0.6371 16 0.7973 o

32 0.6103 32 0.8081 o

64 0.5837 64 0.8018 o

64

16 0.5079 16 0.8273 o

32 0.6020 32 0.7972 o

64 0.6205 64 0.8018 o

Table 3에서 나타난 바와 같이 Batch Size는 최적

의 손실과 정확도를 나타내는 구간이 전 단계인 16개

의 Unit을 가진 구간에서 동일하게 나타나며 다른 구간 

역시 동일한 Unit구간에 있음을 알 수 있다. 이는 Unit

의 영향에 매우 종속적임을 나타낸다.

다음의 Table 4는 Embedding Size 튜닝에 따른 

손실과 정확도의 변화를 확인한 결과이다.

Table 4. Loss and Accuracy per Embedding Size

Embeddi

ng Size

Unit-

Batch
Loss

Unit-

Batch
Accuracy

Re

mark

200 16-32 0.6103 32-64 0.7881 x

300 64-32 0.5837 64-64 0.8018 x

400 16-64 0.5079 16-64 0.8273 o

500 16-64 0.5934 16-64 0.7996 o

600 16-64 0.6328
32-64

64-32
0.7972 x

Table 4에서 나타난 바와 같이 최적화를 나타내는 

구간에서의 하이퍼파라미터는 모델의 전체적인 성능을 

따르나, 각각의 구간별 최적화 값은 전 단계인 Unit과 

Batch Size에 영향을 받지 않는 구간이 발생함을 알 수 
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있다. 이는 모델의 최적화를 위해 Embedding Size의 

크기 결정에 대한 면밀한 검토가 필요함을 의미한다.

실험 결과를 종합해볼 때 하이퍼파라미터의 조합에 따

라 RNN모델의 최적화에 유의미한 영향을 미침을 알 수 

있다. 특히, Uuit과 Batch Size보다는 Embedding Size

가 모델의 최적화에 미치는 영향이 큼을 확인할 수 있다.

  

4. 결론 

본 연구는 RNN모델의 성능분석을 정확도 중심으로 

연구한 기존의 연구를 바탕으로 성능분석을 위한 모델

의 정확도와 손실에 직접적 영향을 미치는 하이퍼파라

미터들이 RNN모델에 어떠한 영향을 미치는지를 확인

하였다.

실험을 통해 RNN모델의 하이퍼파라미터를 변화시

켜가며 손실과 정확도를 측정한 결과 하이퍼파라미터

의 변화가 모델의 최적화에 영향을 미치는 것을 확인하

였다. 손실은 최소와 최대값이 0.5079와 0.8753을 기

록하여 41.9%의 차이를 보였고, 정확도 또한 0.8273과 

0.7425를 나타내 11.4%의 차이를 나타냈다.

그러나 이러한 정량적 수치보다 하이퍼파라미터 변

화에 따른 손실과 정확도의 추이를 살펴보면 최적화 모

델은 지속적인 추이를 보였지만 다른 모델들은 이산적

인 추이를 보여 안전성에도 문제가 있다는 것을 확인할 

수 있다.

또한 Unit의 개수와 Batch Size의 결정은 매우 밀접

한 상호 의존적 경향성을 가지고 있으나 Embedding 

Size는 전 단계 하이퍼파라미터들과의 연관성이 낮은 것

으로 확인되었다.

이는 RNN모델의 최적화를 위한 연산에서는 Unit의 

갯수는 가능한 작은 것이 유리하며, Batch Size는 한 

번에 처리하는 데이터의 크기이므로 컴퓨테이션이 허

락하는 한도내에서는 클수록 효과적이므로 이러한 영

향에 의해 실험모델의 Unit과 Batch Size가 16-64일 

때 최적화를 나타냈다. Embedding size는 실험 결과

에서 보여지듯 뚜렸한 경향성을 나타내고 있다. 일정한 

패턴으로 상승하다가 정점을 지나 하강하는 그래디언

트적 경향을 보이므로서 최적의 모델을 찾기 위해서는 

반드시 Embedding Size에 대한 연속적인 탐색이 고

려되어야 한다.

향후 이러한 하이퍼파라미터의 최적화를 모델 내에

서 자체적으로 찾아내어 안전성과 효율을 최대화할 수 

있는 알고리즘에 대한 연구가 지속적으로 이루어져야 

할 것이다.
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