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균형 잡힌 데이터 증강 기반 영상 감정 분류에 관한 연구
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ABSTRACT

In everyday life, recognizing people's emotions from their frames is essential and is a popular research 

domain in the area of computer vision. Visual emotion has a severe class imbalance in which most of 

the data are distributed in specific categories. The existing methods do not consider class imbalance 

and used accuracy as the performance metric, which is not suitable for evaluating the performance of 

the imbalanced dataset. Therefore, we proposed a method for recognizing visual emotion using balanced 

data augmentation to address the class imbalance. The proposed method generates a balanced dataset 

by adopting the random over-sampling and image transformation methods. Also, the proposed method 

uses the Focal loss as a loss function, which can mitigate the class imbalance by down weighting the 

well-classified samples. EfficientNet, which is the state-of-the-art method for image classification is 

used to recognize visual emotion. We compare the performance of the proposed method with that of 

conventional methods by using a public dataset. The experimental results show that the proposed method 

increases the F1 score by 40% compared with the method without data augmentation, mitigating class 

imbalance without loss of classification accuracy.
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1. 서  론

컴퓨터 비전 분야에서 딥러닝 알고리즘이 발전하

면서 객체 탐지, 얼굴 인식 등 전통적인 태스크에서

는 사람의 인지 능력을 뛰어넘는 결과를 보여주고 

있다[1,2,3]. 따라서, 컴퓨터 비전 분야에서는 새로운 

태스크를 찾기 위한 다양한 시도가 계속되고 있다

[4]. 최근 소셜네트워킹 서비스, 미디어 공유 서비스 

등 멀티미디어 중심의 소셜네트워크 플랫폼이 증가

하면서, 사용자들이 텍스트 대신 영상과 동영상을 통

하여 자신의 감정을 표현하는 사례가 늘어나고 있다. 

따라서, 영상을 통하여 표출되는 감정을 인식하는 영

상 감정 분류에 관한 관심이 증가하고 있다. 영상 감

정 분류는 감정이 가지는 모호성으로 인하여 많은 

연구 이슈들이 존재하고, 인간-컴퓨터 상호 작용, 영

상 감시, 로보틱스, 게임, 엔터테인먼트 등 다양한 분

야에 적용 가능하여 학계 및 산업계에서 많은 관심을 

받고 있다[5,6].
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Fig. 1. Details of the SE30K8 dataset.

영상 감정 분류의 초기 연구들[7,8]은 전문가가 정

의한 특징(handcrafted features)과 기계학습 방법을 

사용하였으며, 최근에는 딥러닝 알고리즘을 사용하

여 영상 감정을 분류하는 연구들이 진행되고 있다[4, 

9,10,11,12]. 딥러닝 기반 연구들은 영상 분류 분야에

서 많이 사용되는 딥러닝 모델을 사용하여 성능을 

개선하거나[9], 계층적으로 분류할 수 있는 감정의 

특성을 활용하여 커리큘럼 학습(curriculum learn-

ing)을 적용함으로써 분류 성능을 개선하고자 하였

다[4]. 또한, 영상 감정은 영상 속에 존재하는 사람의 

표정, 자세, 행동 등에 영향을 받기 때문에 전체 영상 

정보와 사람의 특성정보를 통합하여 분석하는 방법

[10,11] 및 영상과 텍스트 정보를 통합하여 분석하는 

방법[12] 등에 관한 연구가 진행되었다. 

음성 및 생체 신호를 기반으로 사람의 감정을 분

석하는 기존 연구들을 살펴보면, 사람의 감정은 다양

한 감정 범주에 균일하게 분포하지 않고 불균형이 

심한 특성이 있다[13]. 이와 유사하게 영상  감정 정

보 또한 소수의 특정 감정에 데이터가 집중되어 분포

하는 특성이 있으며, 최근 공개된 SE30K8 데이터셋

[12]의 감정 범주별 분포에서도 이러한 특성을 확인

할 수 있다. Fig. 1은 SE30K8 데이터셋의 8가지 감정 

범주에 대한 데이터 수를 나타내며, 특정 감정에 데

이터가 집중된 것을 확인할 수 있다. 범주 불균형을 

측정하는 지표인 불균형 비율(imbalance ratio)[14]

은 가장 적은 데이터를 가지는 범주와 가장 많은 데

이터를 가지는 범주의 데이터 비율로 계산되며, SE 

30K8 데이터셋의 경우 불균형 비율이 54 정도로 불

균형이 심하다는 것을 확인할 수 있다. 하지만, 기존 

연구들은 이러한 범주 불균형에 대한 문제를 다루지 

않고 있으며, 영상 감정 분류 성능을 평가하는 지표

로 정확도(accuracy)를 사용하여 분류 성능이 왜곡

되는 문제점이 있었다. 

따라서, 본 논문에서는 균형 잡힌 데이터 증강을 

이용하여 영상 감정 분류 성능을 향상할 수 있는 새

로운 방법을 제안하였다. 먼저, 본 논문에서는 영상 

감정 데이터셋의 범주 불균형을 해소하기 위하여 데

이터 관점에서 균형 잡힌 학습 데이터를 생성하는 

방법을 제안하였다. 또한, 알고리즘 관점에서 범주 

불균형을 해소하기 위해서 제안된 손실함수(loss 

function)인 Focal loss[15]를 분류 네트워크 모델을 

학습하는 데 사용하였다. 영상 감정을 분류하는 네트

워크 모델로는 영상 인식 분야에서 뛰어난 성능을 

보여주고 EfficientNet[16]을 사용하였으며, 분류 성

능의 정확한 평가를 위하여 기존 연구에서 사용한 

정확도에 F1 스코어(F1 score)를 추가하여 측정지표

로 사용하였다. 본 논문에서 제안한 방법을 공개 데

이터셋을 사용하여 분류 성능을 측정한 결과, 제안 

방법이 기존 방법보다 향상된 성능을 가지는 것을 

확인하였다. 

본 논문의 구성은 다음과 같다. 2장에서 영상 감정 

인식 방법 및 범주 불균형 해소를 위한 연구 동향에 

관하여 살펴보고, 3장에서는 본 논문에서 제안하는 

균형 잡힌 데이터 증강 기반 영상 감정 분류방법을 

소개한다. 4장에서는 공개 데이터셋을 사용하여 제

안 방법을 실험한 결과를 객관적인 지표로 비교하여 

성능을 평가하고, 5장에서는 결론 및 향후 연구 방향

을 제시한다. 

2. 관련 연구

2.1 영상 감정 분류 기술

영상 감정을 분류하는 초기 방법들은 전문가가 정

의한 특징을 기계학습 알고리즘을 사용하여 분류하

는 방법[7,8]들이 주로 연구되었으며, 최근에는 딥러

닝을 사용하여 영상 감정을 분류하는 연구들이 진행

되고 있다[4,9,10,11,12]. 딥러닝 기반 연구들은 딥러

닝 모델의 구조 및 학습 방법을 개선하여 성능을 향

상하는 방법 및 영상 정보와 다른 부가 정보를 통합

하여 성능을 향상하는 방법에 초점을 맞추고 있다.

기존 연구[9]에서는 이미지넷 데이터를 사용하여 
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Fig. 2. Flowchart of the proposed method.

사전 학습된 AlexNet[17]에 전이학습(transfer learn-

ing)을 적용하여 영상 감정을 분류하는 방법을 제안

하였다. 제안된 방법의 성능 검증을 위하여 8가지 감

정에 대하여 23,000장 규모의 데이터셋을 크라우드

소싱 플랫폼을 사용하여 구축하였다. 구축된 데이터

셋에 전이학습을 통하여 생성된 분류 모델을 적용한 

결과 약 58%의 분류 정확도를 보여주었다. 

기존 영상 감정 데이터셋들은 학습 데이터의 양이 

제한적이어서 데이터의 편향성이 발생하기 때문에, 

대용량 데이터셋을 활용하여 일반화 성능을 향상하

기 위한 연구[4]가 진행되었다. 제안 방법에서는 쉽

게 분류할 수 있는 단순한 문제로 시작하여 점차 복

잡한 문제를 학습시킴으로써 딥러닝 모델의 분류 성

능을 향상하는 커리큘럼 학습을 적용하였다. 긍정과 

부정의 2개 범주로 구분된 감정 데이터로부터 학습을 

시작하여 점점 더 세분된 감정을 분류하도록 학습하였

으며, ResNet-50 모델[18]을 사용하여 실험한 결과 

26개의 감정 범주를 한 번에 학습하는 경우보다 정확

도가 약 3% 정도의 향상되는 결과를 보여주었다.

영상 감정은 영상에 존재하는 사람과 주변 상황 

정보에 많은 영향을 받기 때문에 두 개의 정보 추출 

네트워크를 사용하여 사람에 대한 정보와 영상 전체

에 대한 정보를 분석하고, 이를 통합하여 영상 감정

을 분류하는 방법이 제안되었다[10]. 제안 방법에서

는 영상에서 검출된 사람의 영역 정보를 활용하였으

며, 전체 영상 정보만을 사용하는 경우보다 사람의 

영역 정보를 활용하면 평균 정밀도(average pre-

cision)가 약 4% 정도 향상되는 결과를 보여주었다. 

또한, 컬러 영상 정보로부터 사람의 얼굴, 포즈, 배경

정보를 분석하고, 영상의 깊이 정보로부터 객체 간의 

관계 정보를 분석하여 영상 감정을 분류하는 방법도 

제안되었다[11]. 

최근에는 영상 정보와 텍스트 정보를 함께 사용하

여 웹 데이터의 감정을 분석하기 위한 연구가 진행되

었다[12]. 이 연구에서는 백만 장 규모의 영상 및 텍

스트 정보로 구성된 StockEmotion 데이터셋을 구축

했으며, 한 장의 영상에 평균 48개의 키워드, 7개의 

감정 관련 키워드로 구성되어 있다. 전체 데이터셋 

중 사람의 검증을 통하여 8개의 감정 범주로 구분한 

SE30K8 데이터셋을 구축하고, 영상 정보와 텍스트 

정보를 모두 활용한 딥러닝 모델을 사용하는 경우 

영상 정보만을 사용하는 경우보다 정확도가 17% 정

도 향상되는 것을 보여주었다.

2.2 범주 불균형 완화 기술

영상 감정 데이터의 경우 소수의 특정 감정 범주

에 데이터가 집중되어 범주 불균형이 발생하기 때문

에 이를 완화하는 방법이 필요하다. 딥러닝에서 범주 

불균형을 해결하는 방법은 데이터 관점의 접근 방법

과 알고리즘 관점의 접근 방법으로 구분된다[14].

데이터 관점의 접근 방법은 랜덤 언더 샘플링

(random undersampling)을 통하여 다수의 데이터를 

갖는 범주의 데이터를 선택적으로 추출하여 데이터 

수를 줄임으로써 균형을 맞추는 방법[19]과 랜덤 오

버 샘플링(random oversampling, ROS)을 통하여 소

수의 데이터를 복사하여 해당 범주의 데이터 수를 

증가시키는 방법[20] 및 실시간으로 범주별 영상의 

분류 성능을 분석하여 샘플 사이즈를 조정하는 방법

[21] 등이 있다.

알고리즘 관점의 접근 방법은 주로 딥러닝 학습에 

사용되는 손실함수를 수정하여 소수 범주의 데이터

에 가중치를 부여하는 방법이 많이 활용된다. 대표적

으로 사용되는 손실함수로는 중심 손실(focal 

loss)[15]과 평균 오류 오차 손실(mean false error 

loss)[22] 등이 있다. 

3. 균형 잡힌 데이터 증강 기반 영상 감정 분류 

방법

본 논문에서 제안하는 균형 잡힌 데이터 증강 기

반 영상 감정 분류방법은 Fig. 2와 같이 균형 잡힌 

학습 데이터셋을 생성하는 단계와 생성된 데이터셋

으로부터 딥러닝 모델과 Focal loss를 사용하여 분류 
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모델을 생성하는 단계 및 생성된 분류 모델을 사용하

여 영상 감정을 분류하는 단계로 구성된다. 

균형 잡힌 학습 데이터셋을 생성하는 단계에서는 

학습 데이터의 범주 별 샘플 수를 분석하여 데이터의 

양이 적은 범주에 대해서 ROS을 수행한다. ROS는 

기존 데이터 중 랜덤하게 샘플을 선택하여 데이터셋

에 추가함으로써 데이터양을 증가시키는 방법이다

[14]. 오버 샘플링을 수행하게 되면 중복된 데이터가 

다수 존재하여 과적합(over-fitting)이 발생할 수 있

다. 따라서 제안 방법에서는 오버 샘플링된 데이터에 

대해서 데이터 증강 방법에서 사용되는 영상 변형을 

적용함으로써 과적합을 방지하였다.

데이터 증강 방법에는 다양한 영상 변형 방법들이 

적용될 수 있으며, 최근 연구 결과에 따르면 적용 도

메인에 따라서 최적의 영상 변형 방법이 달라진다고 

알려져 있다[23,24]. 따라서 본 논문에서는 먼저 영상 

감정 데이터셋에 다양한 영상 변형을 적용하여 성능 

향상 정도를 분석한 후, 성능 향상이 큰 5개의 영상 

변형 방법을 ROS 결과로 생성된 데이터에 적용하여 

균형 잡힌 데이터셋을 생성하였다. 제안 방법은 소수

의 데이터를 가지는 범주에 대해서만 오버 샘플링을 

수행하고, 영상 감정 분야에서 성능 향상 정도가 큰 

영상 변형을 적용함으로써 ROS 방법이 가지는 과적

합 문제를 해결하였다. 또한, 모든 범주의 데이터 수

를 동일한 비율로 증가시키는 단순 데이터 증강 방법

과 달리 범주별 균형 잡힌 데이터셋을 생성할 수 있

는 장점이 있으며, 이로 인하여 영상 감정 분류 성능

이 향상될 것으로 기대된다.

기존 영상 감정 분류 연구들[4,9,10,11,12]은 Alex 

Net[17], ResNet[18]과 같이 전문가가 설계한 네트워

크 모델을 주로 사용하였다. 최근 태스크에 적합한 

최적의 네트워크 모델을 자동으로 생성하는 방법에 

관한 연구가 진행되면서, 기계가 생성한 네트워크 모

델이 기존 모델들의 성능을 뛰어넘고 있다[16]. 네트

워크 모델의 성능은 네트워크의 깊이 및 넓이, 입력 

영상의 해상도가 균형을 맞춰 변화할 때 성능이 향상

된다는 것을 확인하고, 이들의 상관관계를 고려하여 

최적의 네트워크 구조를 생성한 EfficientNet[16]이 

제안되었다. EfficientNet은 입력 영상의 해상도 및 

모델 크기에 따라서 EfficientNet-B0～ B7까지 8개

의 모델이 존재하며, EfficientNet-B0의 경우 이미지

넷 분류 정확도에서 ResNet-50, DenseNet-169 모델

보다 더 작은 모델 크기로 더 높은 성능을 보여주었

다[16]. 따라서 본 논문에서는 영상 감정 분류 네트워

크로 EfficientNet을 사용하여 모델별 영상 감정 분

류 성능을 분석하였다. 

네트워크 모델을 학습할 때 손실함수로는 교차 엔

트로피(cross entropy)가 일반적으로 사용된다. 하지

만, 교차 엔트로피의 경우 범주별 데이터의 분포와 

관계없이 모든 샘플들이 손실 값에 미치는 영향이 

동일하여, 범주 불균형이 심한 경우 다수 데이터를 

갖는 범주의 샘플만을 잘 구별하기 위한 방향으로 

학습되는 문제점이 있다. 따라서 제안 방법에서는 데

이터가 적게 분포하는 범주의 샘플에 가중치를 주기 

위해서 제안된 Focal loss[15]를 손실함수로 사용하

였으며, Focal loss는 다음 식 (1)과 같이 정의된다.

    
   (1)

위의 식에서 pt는 해당 범주를 정확하게 분류할 

확률이며, αt는 가중치, γ는 집중 정도를 설정하는 변

수이다. 데이터셋에서 다수 샘플을 가지는 범주의 경

우 해당 범주를 정확하게 분류할 확률이 높아지기 

때문에 손실에 미치는 영향이 적어진다. 반대로, pt가 

낮은 경우에는 손실 값에 미치는 영향을 많이 증가시

킴으로써 소수를 차지하는 범주의 샘플들을 잘 분류

할 수 있도록 학습하게 된다. 제안 방법에서 가중치 

αt는 0.25, 집중 정도 γ는 2.0을 사용하였다.

본 논문에서 제안하는 균형 잡힌 데이터 증강 기

반 영상 감정 분류 모델의 학습 방법은 Fig. 3의 알고

리즘과 같다. 먼저 학습 데이터의 범주별 샘플 수를 

분석하여, 최소 샘플 수(Nmin)보다 적은 경우에는 

6-9 번째 라인과 같이 ROS를 수행한다. ROS를 통하

여 선택된 샘플 데이터에 대해서 11-14번째 라인과 

같이 다양한 영상 변형 방법을 적용하며, 이때 영상 

변형 방법의 집합(T)은 사전에 성능 분석을 통하여 

성능 향상이 큰 5개의 영상 변형 방법으로 구성된다. 

균형 잡힌 데이터셋이 생성되면 이미지넷 데이터로 

사전 학습된 EfficientNet과 Focal loss를 사용하여 

전이학습을 수행함으로써 영상 감정 분류 모델을 생

성한다. 본 논문에서 제안한 방법은 범주 불균형을 

해소하기 위한 데이터 관점의 접근 방법으로 균형 

잡힌 학습 데이터셋을 생성하고, 알고리즘 관점의 접

근 방법으로 Focal loss를 조합해서 사용함으로써 범

주 불균형이 심한 영상 감정 데이터의 분류 성능을 
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Fig. 3. Proposed algorithm for model training with balanced data augmentation.

Fig. 4. Visual examples of the 8 emotion categories in the SE30K8 Dataset.

향상할 것으로 기대된다. 

4. 실험 결과

균형 잡힌 데이터 증강 기반 영상 감정 분류 성능 

분석을 위하여 8개의 감정 범주로 수집된 SE30K8 

데이터셋[12]을 사용하였으며, 감정 범주별 데이터

의 구성은 Fig. 1과 같이 약 28,000장의 이미지로 구

성되어 있다. Fig. 4는 SE30K8 데이터셋의 감정 범

주별 샘플 영상을 나타낸다. 

본 연구에서는 EfficientNet 기반의 제안 방법과 

기존 연구에서 가장 많이 사용된 ResNet 모델[18]과 

VGG 모델[25]을 사용하여 네트워크 모델에 따른 영

상 감정 분류 성능 차이를 분석하였다. 또한, 네트워

크 모델 학습 시 손실함수에 따른 분류 성능을 분석

하기 위하여 교차 엔트로피와 Focal loss를 손실함수

로 사용하여 성능을 비교하였으며, 분류 성능 측정을 
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Table 1. List of all image transformations.

Operation Name Description
Range of 

magnitudes

Blur Apply the Gaussian blur using magnitude-sized kernel [3, 7]

Random crop Randomly crop the image to target height and width [200, 200]

Random flip Randomly flip the image horizontally and vertically -

Rotation Randomly rotate the image the rate magnitude of 2π [-0.125, 0.125]

Translation Randomly translate the image the rate magnitude [-0.3, 0.3]

Cutout[26] Set a random square patch of side-length magnitude pixels to gray [0, 70]

Random contrast Control the contrast of the image by rate  magnitude [-0.3, 0.3]

Random height Randomly vary the height of image by rate  magnitude [-0.3, 0.3]

Random width Randomly vary the width of image by rate magnitude [-0.3, 0.3]

Table 2. Results of visual emotion classification according to network models using cross entropy loss and various data 

augmentation methods.

Cross Entropy Loss

VGG-16 ResNet-50 EfficientNet-B0

Accuracy F1 score Accuracy F1 score Accuracy F1 score

No augmentation 54.36% 0.189 56.82% 0.257 57.86% 0.261 

Blur 54.69% 0.198 56.92% 0.266 58.15% 0.274 

Random crop 54.94% 0.199 57.33% 0.271 58.22% 0.274 

Random Flip 54.69% 0.189 57.28% 0.262 58.21% 0.274 

Rotation 54.94% 0.200 57.21% 0.263 58.07% 0.268 

Translation 55.06% 0.201 57.15% 0.271 58.14% 0.274 

Cutout 54.84% 0.200 57.14% 0.262 58.11% 0.271 

Random contrast 54.97% 0.191 57.31% 0.273 58.44% 0.275 

Random height 54.75% 0.197 57.18% 0.269 58.37% 0.276 

Random width 55.07% 0.199 57.16% 0.269 58.17% 0.276 

Random zoom 54.85% 0.198 57.23% 0.271 58.41% 0.275 

위한 평가척도로 정확도와 F1 스코어를 모두 사용하

였다. 영상 감정 분류 성능 측정은 5겹 교차 검증(5- 

fold cross validation) 결과의 평균값을 사용하였다. 

영상 감정 분류방법들은 Keras 라이브러리를 사용

하여 구현되었으며, 성능 측정은 Intel Xeon W-2295 

프로세스와 Quadro RTX 8000 그래픽 카드가 탑재

된 윈도우 10 64bit 환경에서 수행되었다.

최근 연구[23,24]에서 적용 도메인에 따라서 최적

의 영상 변형 방법이 달라진다고 알려져 있어, 본 논

문에서는 먼저 단순 데이터 증강 방법을 적용했을 

때 영상 변형 방법별 성능 향상 정도를 분석하였다. 

데이터 증강은 학습 데이터에 대해서 한 번씩 영상 

변형을 적용하였으며, 그 결과 학습 데이터의 양은 

2배로 증가하였다. 데이터 증강 방법에 사용된 상세

한 방법 및 설정값은 Table 1과 같다. 

또한, 데이터 증강 방법 적용 시 네트워크 분류 

모델과 손실함수에 따른 영상 감정 분류 성능 변화를 

실험하였다. 네트워크 모델 학습을 위한 최적화 방법

으로는 ADAM(adaptive moment estimation)을 사

용하였으며, 학습 비율은 0.0001, 배치 사이즈는 128, 

반복(epoch) 횟수는 30으로 설정하였다. 

데이터 증강 방법과 딥러닝 네트워크 모델 및 손

실함수에 따른 영상 감정 분류 성능은 Table 2 및 

Table 3과 같다. Table 2는 손실함수로 교차 엔트로

피를 사용했을 때 데이터 증강 방법과 네트워크 모델

에 따른 영상 감정 분류 성능을 나타내며, Table 3은 
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Table 3. Results of visual emotion classification according to network models using Focal loss and various data augmenta-

tion methods.

Focal loss

VGG-16 ResNet-50 EfficientNet-B0

Accuracy F1 score Accuracy F1 score Accuracy F1 score

No augmentation 54.35% 0.185 56.76% 0.248 57.68% 0.249 

Blur 55.19% 0.206 57.30% 0.277 58.24% 0.275 

Random crop 55.36% 0.208 57.22% 0.280 58.35% 0.287 

Random Flip 55.18% 0.198 57.10% 0.263 57.92% 0.272 

Rotation 55.27% 0.201 57.19% 0.277 58.25% 0.280 

Translation 55.18% 0.205 57.16% 0.280 58.27% 0.279 

Cutout 55.18% 0.202 57.01% 0.269 58.35% 0.280 

Random contrast 55.20% 0.202 57.44% 0.280 57.94% 0.280 

Random height 55.41% 0.202 57.28% 0.283 58.04% 0.272 

Random width 55.13% 0.201 57.28% 0.276 58.37% 0.283 

Random zoom 55.18% 0.206 57.25% 0.271 58.36% 0.281 

Table 4. Results of visual emotion classification based on 

SE30K8 dataset.

EfficientNet-B0 

(Focal loss)

Accuracy F1 score

Baseline 57.68% 0.249 

Over-sampling 56.81% 0.319 

Over-sampling + all image 

transformations
57.13% 0.319

Proposed method 57.18% 0.325 

손실함수로 Focal loss를 사용했을 때 영상 감정 분

류 성능을 나타낸다. Table 2와 Table 3의 결과를 

분석해보면 EfficientNet-B0를 사용하는 경우 손실

함수 및 데이터 증강 방법에 무관하게 기존 네트워크 

모델보다 뛰어난 성능을 보여주었다. 또한, 데이터 

증강 방법을 적용하는 경우 모든 네트워크 모델에서 

성능이 향상되는 결과를 보여주었다. 손실함수는 Focal 

loss를 사용하는 경우 교차 엔트로피를 사용하는 경

우보다 대부분 높은 성능을 보여주었으며, 특히 F1 

스코어 측면에서 Focal loss가 더 좋은 성능을 보여

주었다. EfficientNet-B0의 F1 스코어를 기준으로 랜

덤 플립과 랜덤 높이를 제외한 모든 변형 방법에서 

Focal loss가 교차 엔트로피보다 높은 성능을 보여주

었다. 따라서, 본 논문에서는 EfficientNet-B0에서 

F1 스코어가 높은 5가지 영상 변형 방법, 랜덤 크롭, 

회전, Cutout, 랜덤 폭, 랜덤 줌을 균형 잡힌 데이터 

생성을 위한 영상 변형 방법으로 선택하였다.

또한, 본 연구에서는 데이터 증강을 적용하지 않

은 경우의 영상 감정 분류 성능을 기준으로, ROS만 

적용한 경우와 ROS 적용 후 10가지 영상 변형 방법

을 적용한 경우 및 ROS 적용 후 본 논문에서 도출한 

최적의 영상 변형 방법들을 적용한 제안 방법의 성능

을 각각 비교하여 데이터 증강의 효율성을 검증하도

록 실험을 확장하였다. ROS는 범주별 데이터 수가 

최소 샘플 수(Nmin)보다 적은 경우에 적용되며, 실험

에서는 Nmin을 1500으로 설정하였다. 영상 변형 방법

의 집합(T)은 이전 실험에서 높은 성능을 보인 5가지 

영상 변형 방법으로 구성되며, 이전 실험과 동일하게 

네트워크 모델 학습을 위한 최적화 방법으로 ADAM

을 사용하였다. 학습 비율은 0.0001, 배치 사이즈는 

128로 설정하였으며, 학습의 반복 횟수는 300으로 설

정한 후, 10번 학습을 반복하는 동안 성능 변화가 없

는 경우에 조기 종료하도록 설정하였다. 

EfficientNet-B0를 사용한 제안 방법과 다른 방법

들의 SE30K8 데이터셋에 대한 영상 감정 분류 성능

은 Table 4와 같다. Table 4를 살펴보면 오버 샘플링

을 적용하는 경우 범주 불균형이 존재할 때 중요한 

평가척도가 되는 F1 스코어가 향상되는 것을 보여주

었다. 또한, 오버 샘플링된 데이터에 이전 실험에서 
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                          (a)                                                  (b)

Fig. 5. Performance results on SE30K8 dataset. Red circles indicate the proposed methods that use balanced data augmen-

tation and black circles indicate the existing methods that do not use data augmentation.

도출한 최적의 영상 변형 방법을 적용하여 균형 잡힌 

데이터셋을 생성하고, 이를 사용하여 학습하는 경우 

F1 스코어 및 정확도가 오버 샘플링만 수행한 경우 

보다 모두 증가하였다. 제안 방법은 데이터 증강을 

적용하지 않은 기준 성능보다 정확도는 0.5% 낮아지

지만, 범주 불균형이 존재할 때 중요한 평가 요소인 

F1 스코어는 0.325로 기준 성능보다 30% 정도 향상

되는 결과를 보여주었다. 

Fig. 5는 제안 방법의 분류 모델을 EfficientNet- 

B0부터 B5로 변경하였을 때 영상 감정 분류 성능과 

기존 방법의 성능을 비교한 결과를 나타낸다. Fig. 

5에서는 정확도와 F1 스코어에 따른 네트워크 모델

의 파라미터 수와 FLOPs(floating point operations)

를 비교하였으며[27], EfficientNet을 사용하는 경우 

기존 모델보다 적은 연산량으로 더 높은 성능을 보여

주는 것을 확인할 수 있다. 또한, EfficientNet-B0에

서 B5로 모델의 복잡도가 높아지는 경우 정확도 및 

F1 스코어가 점진적으로 증가하는 것을 확인할 수 

있다. EfficientNet-B5를 사용하는 경우 정확도는 

59.24%, F1 스코어는 0.348로써 기준 성능 대비 F1 

스코어가 약 40% 향상되는 결과를 보여준다.

5. 결  론

본 논문에서는 균형 잡힌 데이터 증강을 이용하여 

영상 감정 분류 성능을 향상하는 방법을 제안하였다. 

제안 방법은 학습 데이터에 오버 샘플링을 수행한 

후, 오버 샘플링된 샘플에 대해서 영상 감정 분류에 

적합한 영상 변형 방법들을 도출하여 적용함으로써 

균형 잡힌 학습 데이터셋을 생성하였다. 또한, 영상 

인식 분야에서 높은 성능을 보여주는 최신 네트워크 

모델인 EfficientNet과 범주 불균형을 완화 시킬 수 

있는 Focal loss를 손실함수로 사용하여 영상 감정 

분류 네트워크를 학습하였다. 제안 방법을 SE30K8 

공개 데이터셋에 적용하여 실험한 결과 데이터 증강

을 적용하지 않은 경우에 비해서 정확도와 F1 스코

어에 모두 향상되는 결과를 보여주었다. 특히 제안 

방법은 EfficientNet-B0, B5를 사용할 때 범주 불균

형이 존재할 때 중요한 평가 지표인 F1 스코어를 데

이터 증강을 적용하지 않은 기준 성능보다 정확도의 

손실 없이 각각 30%, 40% 향상시키는 결과를 보여주

어 범주 불균형을 효과적으로 완화할 수 있음을 확인

하였다. 

본 논문에서는 영상 데이터 증강을 위하여 영상처

리 기반 변형 방법만을 고려하였지만, 최근 적대적 

생성 신경망(generative adversarial network) 기반

의 영상 증강 방법에 관한 연구들이 진행되고 있다. 

따라서 균형 잡힌 데이터셋 생성을 위한 데이터 증강

의 한 방법으로 적대적 생성 신경망을 활용하는 방안

에 관한 연구가 필요하다. 또한, 최근 사람의 개입 

없이 적용 도메인에 맞는 최적의 영상 증강 방법을 

탐색하는 연구들이 진행되고 있어, 향후 연구에서는 

자동 기계 학습(autoML)을 적용하여 영상 감정 분야

에 적합한 최적의 영상 증강 방법을 도출하고 이를 
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활용한다면 영상 감정 분류 성능을 개선할 수 있을 

것으로 기대된다.
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