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1. 서  론        

자동화된머신러닝(Automated Machine Learning; 
AutoML)은 자동 데이터 정리(Automated Data 
Clean), 자동피처엔지니어링(Automated Feature 
Engineering), 하이퍼파라미터 최적화(Hyperpar-
ameter Optimization; HPO), 메타러닝 (Meta-Learning), 
그리고 신경 아키텍처 검색(Neural Architecture 
Search; NAS) 등의기술로나누어진다[1]. 본고에
서는 이 중 주된 기술들인 HPO와 NAS에 대해
알아보고, 아마존에서제안한 AutoGluon의사례
를 보이고자 한다. 

HPO는 머신 러닝 모델, 하이퍼파라미터
(hyperparameters) 및기타데이터처리단계들을
총체적으로 고려하여, 현재 데이터 세트에 대해
주어진머신러닝모델의최적의하이퍼파라미터

구성을찾는것을목표로한다. 따라서 HPO는사
람을지루하고오류가발생하기쉬운하이퍼파라

미터조정프로세스에서해방시키고자하는것이

다. NAS은머신러닝분야에서널리사용되는모
델인인공신경망(ANN)의설계를자동화하는기
술이다. NAS는손으로설계한아키텍처와동등하
거나성능이더욱우수한네트워크를설계하고자

하는목표를가지고있다. NAS에대한방법은사
용된 검색 공간, 검색 전략 및 성능 추정 전략에
따라 분류할 수 있다.

2. AutoML 프레임워크들 소개

AutoML은 데이터 전처리, 피처 엔지니어링, 
모델선택, HPO, 예측결과분석과같은반복적인
작업에서시간과노력을아낄수있는좋은방법

이다. 최근에는오픈소스 AutoML 솔루션이다양
한 분야에 적용되고 있다. 이에 따라 9가지
AutoML 솔루션을 검토하고자 한다.

2.1 Auto-WEKA

AutoML의초기노력은학계와머신러닝실무
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자들로부터시작되었다. 첫번째시도중에하나
는 브리티시 컬럼비아 대학교(UBC)에서 개발한
Auto-WEKA이다[2]. 브리티시 컬럼비아 대학교
(University of British Columbia)와프라이부르크
대학교(Albert-Ludwigs-Universität Freiburg)가
WEKA에서제공하는알고리즘을사용하여개발
하였다 [3]. Auto-WEKA는 2개의 앙상블

(ensemble) 기법, 10개의메타방법, 27개의기본
분류기및각분류기에대한하이퍼파라미터설정

과특징선택기법(3개의검색및 8개의평가방법
결합)을 제공한다.

2.2 Auto-Sklearn

Auto-Sklearn은프라이부르크대학교에서개발
됐으며 scikit-learn을 기반으로 한다[4]. 15개의
분류기, 14개의특징추출기법, 4개의데이터전
처리방법을사용하여 110개의하이퍼파라미터로
만들어진가설공간을생성한다. 이시스템은과거
의 비슷한 데이터 셋에서의 성능과 최적화 중에

평가된모델에서앙상블을구성하여자동으로기

존의 AutoML 방법을 개선한다. 

2.3 TPOT

TPOT은 펜실베니아 대학교(University of 
Pennsylvania)에서개발되었다[5]. TPOT은트리
기반 파이프라인 최적화 도구(Tree-based 
Pipeline Optimization Tool; TPOT)를의미한다. 
파이썬으로작성된오픈소스이며일련의시뮬레

이션및실제벤치마크데이터세트에대한효율

성을보여준다. 특히사용자의입력이나사전 지
식이거의또는전혀필요하지않으면서기본기

계학습분석에비해상당한개선을제공하는기

계학습 파이프라인을 사용한다. 또한, 분류 정확

도를 희생하지 않으면서 컴팩트한 파이프라인을

생성하는파레토(Pareto) 최적화를통합하여지나
치게복잡한파이프라인이되는현상을방지한다.

2.4 Auto-ml

오픈소스 파이썬 패키지인 Auto-ml은 2016년
에출시되었다[6]. 이 AutoML 시스템은사용가
능한 시스템의 벤치마킹을 포함하여 프로덕션에

서 AutoML을 적용할 수 있는 가능성과 한계를
보여준다. Auto-Sklearn, Auto-ml 및 TPOT은모
두잘알려진 scikit-learn 머신러닝패키지를기반
으로 제작되었다.

2.5 AutoKeras

Keras 위에서 실행되는 AutoKeras는 텍사스
A&M 대학교(Texas A&M University)에서개발
되었다[7]. 효율적인 NAS 방법을위해네트워크
모피즘(network morphism)에기반하여베이지안
최적화를수행하는프레임워크이다. 이프레임워
크는검색공간을효율적으로탐색하기위해신경

망커널과트리구조의획득함수최적화알고리

즘(tree-structured acquisition function optimization 
algorithm)을 사용한다.

2.6 H2O AutoML

H2O AutoML(H2O.ai)[8]은 H2O 플랫폼의머
신러닝모델을사용하며 H2O.ai[9]에의해도입되
었다. H2O AutoML의알고리즘은 H2O 머신러닝
알고리즘의효율적인훈련에의존하여짧은시간

에많은수의모델을생성한다. H2O AutoML은
빠른랜덤검색과스택앙상블의조합을사용하여

베이지안 최적화 또는 유전 알고리즘과 같은 더

복잡한모델조정기술에의존하는다른프레임워
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크와비교하였을때종종더나은결과를얻기도

한다. H2O AutoML은다양한알고리즘(Gradient 
Boosting Machine, Random Forests, Deep 
Neural Networks, Generalized Linear Model)을
훈련하여후보모델전반에걸쳐상당한양의다

양성을생성하며, 스택앙상블에서이를활용하여
강력한 최종 모델을 생성할 수 있다.

2.7 AutoGluon

아마존(Amazon)은기계 학습에 대한 진입장벽
을 낮추기 위해 AutoGluon을 출시했다[10]. 즉, 
AutoGluon을통해서복잡한딥러닝모델을설계하
는작업을몇줄의코드로구현하겠다는의미이다. 
여기서의작업이란데이터형식의벡터분류, 모델
아키텍처설계및하이퍼파라미터최적화를포함한

다. 패키지는이미지분류, 객체탐지, 텍스트예측
에대한예제를제공한다. 시각화나실험통계는포
함되어있지않지만 AutoGluon API는 scikit-learn
과 유사하게 설계되어 이해하기가 수월하다. 

2.8 Neural Network Intelligence (NNI)

NNI는마이크로소프트(Microsoft)에서머신러
닝을 모든 사람들이 동등하게 접근할 수 있도록

하기위해도입했다. 해당프레임워크는피처 엔
지니어링자동화(경사기반검색알고리즘사용), 
모델아키텍처및압축, 하이퍼파라미터튜닝실
험및디스패치를할수있는기능들을포함하는

툴을제공한다. 또한, 이프레임워크는로컬머신, 
원격 머신, Kubeflow, Azure Machine Learning
을포함한기타하이브리드클라우드와같은다양

한 환경에서도 구동이 가능하다.
NNI는 command line interface(CLI), 파이썬

API 및웹 GUI를포함한여러머신러닝프레임워

크 및 라이브러리(scikit-learn, TensorFlow, 
PyTorch, Apache MXNet, XGBoost 등)에서도
동작한다. 또한, 실행하기쉽고간단한명으로시
도할수있는몇가지예제시나리오를제공한다.

2.9 AutoGL

AutoGL(Auto Graph Learning)은 칭화대학교
에서 그래프 기반 문제를 해결하기 위한 도구로

개발되었다[11]. AutoGL을 사용하면 피처 엔지
니어링, 모델 교육 및 앙상블, HPO를 자동화할
수 있다.

AutoGL은 PyTorch 위에서작동하며전체프로
세스를완료하는제한시간을매개변수로가지고

있는해결사(Solver)를생성한다. Graph Boosting 
및 배깅(Bagging)과 같은 기능과 링크 예측으로
인해이도구는현재사용하기에흥미롭고미래에

도 유망하다.

3. AutoGluon 구조 분석

이러한 다양한 AutoML 라이브러리들을 일일
이 다루는 것은 지면상 어려우므로, 본고에서는
본연구팀이최근에분석하고있는 AutoGluon에
대해 조금 더 심층적으로 다뤄보고자 한다. 

AutoGluon은 사용이 용이하며 확장 가능하게
만들어진 AutoML 오픈소스라이브러리이다. 자
동스택앙상블, 딥러닝을사용하여현실의텍스
트, 이미지, 테이블형식의데이터를사용한문제
를 해결하는 것에 중점을 두고 있다. AutoGluon
은자동하이퍼파라미터튜닝과모델선택및앙

상블, 아키텍처 검색, 그리고 데이터 프로세싱에
서이점을가지고있다. 이것을이용하면맞춤형
모델과데이터파이프라인을쉽게개선하거나튜

닝할 수 있다.
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(그림 1) AutoGluon 시스템의 구현 로직

3.1 구현 로직

AutoGluon은 (그림 1)과같이검색자(Searcher), 
스케줄러(Scheduler), 자원관리자(Resource Manager)
로 구성되어 있다.

3.1.1 검색 전략

∙하이퍼파라미터최적화(Hyperparameter Opti-
mization; HPO): 검색자는다음학습에대한하
이퍼파라미터값들을제안해준다. AutoGluon
은 아키텍처를 검색할 때, 진화(강화학습) 와
베이시안검색을사용한다. 배포된검색기로는
무작위 검색, SKopt 검색, RL 검색이 있다.

∙신경아키텍처검색(Neural Architecture Search; 
NAS): 신경망 아키텍처를 최적화하기 위해

AutoGluon은 프록시레스나스(ProxylessNAS) 
방법을 사용한다.

3.1.2 스케줄 전략

스케줄러는모델훈련에필요한계산할자원이

충분할 때에만 훈련을 개시하는 역할을 한다. 
AutoGluon은 FIFO 스케줄러(FIFOScheduler), 
하이퍼밴드스케줄러 (HyperbandScheduler), RL 
스케줄러(RLScheduler)를가지고있다. FIFO 스
케줄러나심플스케줄러의경우, 프로그램상의순
서대로최적화를시도하고, 하이퍼밴드스케줄러
(HyperbandScheduler)에는비동기식하이퍼밴드
의 다양한 변형들이 구현되어 있다.

3.1.3 자원관리자

모든구성요소들은모듈화되고확장하기쉽다. 
GPU나 CPU와같은자원관리자들은학습프로세
스를위한구동환경을제공하고, (그림 2)와같이
관리자가 볼 수 있도록 보고서를 제공한다. 
AutoGluon은구조적으로 GPU 가속기가필요하
며, CPU는한번에몇개의소프트웨어스레드를
처리할수있는많은캐시메모리가있는몇개의

코어로구성된다. 대조적으로 GPU는동시에수천
개의스레드를처리할수있는수백개의코어로

구성되어 있다. GPU는 CPU보다 머신러닝 작업
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(그림 3) 랜덤 포레스트: 배깅 기술을 사용하여, 데이터 셋과 특징으로부터 랜덤 
부트스트랩 샘플을 생성하여 결정트리를 만듬

(그림 2) AutoGluon 시스템의 자원관리자 화면

처리과정에서 20배빠른처리속도를보였고, 딥
러닝 분야에서 혁신을 일으켰다.

3.2 AutoGluon 모델 디자인

AutoGluon은 딥러닝 모델 디자인의 기술적인
부분들 즉, 앙상블 학습 협력, 다층 스태킹

(Multi-layer Stacking), K-폴드 앙상블 배깅에서
다른 AutoML 패키지들보다 뛰어나다.

3.2.1 앙상블 학습

앙상블학습법은여러개의머신러닝알고리즘

을결합해더나은결과를얻는방법이다. 앙상블
링은모델들의예측값들을결합하고일반화를개

선함으로써 모델들의 정확도를 개선하는 증명된

접근방식이며예시로는결정트리의앙상블인랜

덤 포레스트(Random Forest; (그림 3))가 있다.

3.2.2 다층 스태킹

숙련된머신러닝실무자들은랜덤포레스트, 캣
부스트(CatBoost), K-최근접이웃과같은여러가
지방법들의결과물을결합하여모델의정확도를

높인다. 최근의머신러닝경진대회커뮤니티에서
는모든성공적인방법들은모델에앙상블기법을

사용했으며, 한가지모델로 1등을한사례를찾아
보기 힘들다. 
스태킹은 (그림 4)와 같이 기본(base) 회귀 및
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(그림 4) 스태킹 기법

(그림 5) AutoGluon의 다층 스택 앙상블링

분류모델에서집계된예측값들을토대로스태커

(stacker) 모델의 메타-분류기 혹은 stacker 회귀
모델의 학습에 특징으로써 사용하는 기법이다. 
다층스태킹은 스태커 모델에서 출력된 예측이

추가적인상위계층의스태커모델의입력으로제

공되는것이다. 다층스태킹앙상블은사용하기어
렵지만강력하고견고하게(robust) 구현되며현재
AutoGluon을 제외한 다른 AutoML 프레임워크
에서는 사용되지 않고 있다.

AutoGluon은어떤전문지식없이 K-폴드 배
깅을포함한다층스택앙상블링의기본적인형태

를 자동으로 앙상블하고 훈련한다.
(그림 5)에서보여주고있는 AutoGluon의다층
스택 앙상블링은 다음의 작업들을 수행한다.
∙베이스: 첫번째층은 k-폴드앙상블을사용하
여각자가훈련하고배깅되는여러개의베이스

모델들을 가진다.
∙연결: 다음층의훈련입력값으로사용되기위해
베이스층모델예측과입력특징들이연결된다.

∙스태킹: 다중 스태커 모델들은 연결층 출력에
대해 학습한다. 기존의 스태킹 전략과는 다르
게, AutoGluon은베이스층모델과같은유형을
스태커로써다시사용한다. (하이퍼파라미터값
도 재사용함)

∙가중치 적용: 최종 스태킹층은 앙상블 선택을
통해스태커모델들의예측들을가중된방식으

로집계한다. 대용량모델스택에서예측을집
계하면오버피팅(overfitting)에대한회복력이
향상된다. 

3.2.3 K-폴드 앙상블 배깅

AutoGluon은학습에필요한모든활용가능한
데이터들을 통해 스택 성능을 향상시키고, 모든
스택의모든모델의모든층에대해 K-폴드앙상
블배깅을하여검증한다. K-폴드앙상블배깅은
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