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 장단기 통합 태양  발 량 측 기법
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요 약

세계  기후 기와 탄소 정책 이행으로 신재생 에 지에 한 심이 높아지고 이와 련된 산업이 증

가하고 있다. 이 에서 태양 에 지는 고갈되지 않고 오염 물질이나 온실가스를 배출하지 않는 표 인 친

환경 에 지로 주목받고 있으며, 이에 따라 세계 으로 태양  발  시설 보 이 증가하고 있다. 하지만 태양

 발 은 지리, 날씨와 같은 환경의 향을 받기 쉬우므로 안정 인 운 과 효율 인 리를 해 정확한 발

량 측이 요하다. 하지만 변동성이 큰 태양  발 을 수학  통계 기술로 정확한 발 량을 측하는 것

은 불가능하다. 이를 해서 정확하고 효과 인 측을 해 딥러닝 기반의 기술에 한 연구는 필수 이다. 

한, 기존의 딥러닝을 활용한 측 방식은 장, 단기 인 측을 나 어 수행하기 때문에 각각의 측 결과를 

얻기 한 시간이 길어진다는 단 이 있다. 따라서, 본 연구에서는 시계열 특성을 가진 태양  발 량 데이터

를 사용하여 장단기 통합 측을 수행하기 해 순환 신경망의 다 다 구조를 활용한다. 그리고 이를 다양한 

딥러닝 모델들에 용하여 학습을 수행하고 각 모델의 결과를 비교·분석한다.

ABSTRACT

The global climate crisis and the implementation of low-carbon policies have led to a growing interest in renewable e

nergy and a growing number of related industries. Among them, solar power is attracting attention as a representative e

co-friendly energy that does not deplete and does not emit pollutants or greenhouse gases. As a result, the supplement o

f solar power facility is increasing all over the world. However, solar power is easily affected by the environment such 

as geography and weather, so accurate solar power forecast is important for stable operation and efficient management. 

However, it is very hard to predict the exact amount of solar power using statistical methods. In addition, the conventio

nal prediction methods have focused on only short- or long-term prediction, which causes to take long time to obtain va

rious prediction models with different prediction horizons. Therefore, this study utilizes a many-to-many structure of a re

current neural network (RNN) to integrate short-term and long-term predictions of solar power generation. We compare v

arious RNN-based very short- and long-term prediction methods for solar power in terms of MSE and R
2
 values. 
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Ⅰ. 연구 동향

세계  기후 기에 따라  세계 으로 탄소 립 

정책을 해 재생 에 지에 한 비 을 확 하고 있

다. 이러한 재생 에 지 에서 무한에 가까운 태양 

에 지를 이용하는 태양  발 은 태양  발 소와 

사용 장소의 거리가 가깝고 송  손실이 낮으며, 보수 

 유지 리의 수요가 다른 에 지원 시스템에 비해 

은 장 이 있다. 이에 따라 태양  발 은 가장 

표 인 신재생 에 지로 주목받고 있다[1]. 태양  발

은 태양의 빛 에 지를 변화시켜 기를 생산한다. 

하지만 태양  발  시스템은 자연조건에 따라 력

이 결정되기 때문에 력 수요가 필요할 시에 력을 

제어할 수 없다는 단 이 있다. 한, 태양 에 지를 

이용하기 때문에 기상 악화에 따른 일사량 감소할 때

는 력 생산과 공 에 한계가 발생하기 때문에 장단

기 인 발 량 측을 통해 기상 상태에 따른 력 

수  계획을 사 에 수립해야만 한다[2]. 이러한 요구 

사항을 충족시키기 해 정확하고 안정 인 태양  

발 량 측을 한 통계  근 그리고 인공신경망 

기반의 다양한 연구들이 수행되었다[3-7]. 표 으로 

태양  발 과 같은 시계열 특성을 가진 데이터는 순

환 구조(Recurrent Structure)를 가진 LSTM(: Long 

Short-Term Memory), Bi-LSTM(: Bidirectional-LS

TM) 등과 같은 딥러닝 모델들이 사용되었으나, 최근

에는 자연어 처리, 컴퓨터 비  그리고 시계열 데이터 

측 분야에서 주목받고 있는 어텐션(Attention), 트랜

스포머(Transformer) 등과 같은 최신 메커니즘을 활

용하여 기존 인공신경망 기술보다 높은 측 성능을 

보이는 연구들이 있었다[8-9]. 하지만 앞서 진행되었

던 연구들은 장단기 인 태양  발  측 수행에 있

어서 장기 혹은 단기에 따른 데이터 구조의 변형 그

리고 그에 따른 딥러닝 모델의 하이퍼 라미터를 찾

고 측을 수행하는 데 있어서 시간의 측면에서 매우 

비효율 이다. 따라서 이러한 한계를 극복하기 해 

장단기 측을 한 번에 수행하는 통합 기법이 필요하

다. 따라서, 본 연구에서는 국내 인공지능 회 랫

폼을 통해서 제공된 데이터를 활용하고 국내 태양  

발 량 데이터에 합한 측 딥러닝 모델을 제안한

다. 한, 연구에서는 딥러닝 모델의 입력값과 출력값

을 유연하게 조정하는 다 다 방식을 사용하여 단기
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그림 1. 입력 변수와 태양  발 량 간의 
상 계 분석

Fig. 1 The correlation analysis of input variables 
and solar power

 

인 측뿐만 아니라, 장기 인 측을 모두 수행할 

수 있는 모델 구조를 구축한다. 그리고 이를 다양한 

딥러닝 모델에 용하여 각 모델의 측 결과를 비

교·분석하는 과정을 수행한다. 

Ⅱ. 태양  발 량 데이터

본 연구에서 사용되는 태양  발 량 데이터는 국

내 인공지능 회 랫폼인 Dacon에서 제공받았으며, 

특정 지역의 3년간의 태양  발 량 데이터와 기상 

데이터를 활용하고 이를 통해 기계학습 기반의 태양

 발 량 측을 수행한다.

2.1 데이터 특징  다 다 구조

연구에서 사용되는 데이터는 우리나라 특정 지역에

서 수집된 3년간의 태양  발 량 데이터와 기상 데

이터를 사용한다. 기상 데이터로 사용되는 데이터의 

입력 변수는 날짜(Day), 시간(Hour), 수평 산란 일사

량(DHI), 직달 일사량(DNI), 풍속(WS), 상  습도(R

H), 온도(T), 발 량(TARGET)으로 구성되어 있다. 

연구에서는 해당 입력 변수와 태양  발 량과의 

계를 분석하기 해 상  분석(Correlation)을 수행하

고, 이는 그림 1을 통해 확인할 수 있다. 여기서 상

 계수 값은 -1과 가까울수록 음의 상 계, 1과 

가까울수록 양의 상 계를 나타내며, 0의 경우는   
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그림 2. 발 량과 입력 변수 간의 분포도
Fig. 2 The Distribution of Input variables and 

solar power

상 계가 없다는 것을 의미한다. 이를 바탕으로 입

력 변수  상 계가 낮은 온도와 풍속을 제외한 

나머지 입력 변수를 사용하여 연구를 수행하 다. 단, 

사용되는 입력 변수 , 시간의 경우에는 상 계가 

낮지만 시간에 따른 발 량 측을 해 입력 변수로 

활용하 다. 연구에서 사용되는 각 입력 변수에 따른 

태양  발 량의 분포는 그림 2를 통해 확인할 수 있

다. 이러한 3년 치의 데이터는 하루 기  00:00∼23:3

0 동안 30분 단 로 측정되어 하루에 48개의 연속된 

시계열의 특성을 가진다. 연구에서 사용되는 태양  

발 량 데이터는 형 인 시계열 특성을 가진 데이

터로서 과거 일만큼의 데이터를 사용하여 출력으로 

30분∼7일 (336개) 후의 발 량을 30분 간격으로 한 

번에 측하는 것을 목 으로 한다. 이를 해 다 다

(Many to Many) 구조를 활용하여 하루에 해당하는 

시 스 길이는   값을 1일(48개), 2일(96개), 3일(144

개), 4일(192개), 5일(240개), 6일(288개), 7일(336개)로 

변경하며 모델의 성능 평가를 수행한다. 따라서 연구

에서 사용되는 기계학습 모델들은   값에 따른 총 7

개의 측 모델을 생성하여 학습하게 되고 각 라미

터에 따른 측 수행 결과를 비교한다. 이를 해 데

이터는 학습(Train), 검증(Validation) 그리고 시험(Te

st) 데이터로 나 어 구성한다. 학습, 검증, 시험 데이

터는 하루를 기 으로 각각 약 80%, 10%, 10%로 나

어 875일, 110일, 110일로 이루어진다.

그림 3. LSTM 모델의 구조
Fig. 3 Structure of a LSTM Model

그림 4. Bi-LSTM 모델의 구조
Fig. 4 Structure of a Bi-LSTM Model

Ⅲ. 기계학습 모델

3.1 LSTM

LSTM 모델은 RNN(Recurrent Neural Network) 

모델이 장기 인 측을 수행하는 과정에서 이 의 

학습에 한 기억이 어 학습 능력이 하되는 단

을 극복하기 해 제안된 모델이다[10]. RNN 모델과

는 달리 LSTM은 단기 기억과 장기 기억을 나 어 

학습한 뒤, 두 기억에 한 학습을 병합하여 측 확

률을 높이는 방식을 사용한다. 본 논문에서는 사용된 

LSTM 모델의 구조는 그림 3과 같다. 연구에서 사용

하는 LSTM 모델은 2개의 LSTM 층으로 구성되어 

있으며 여기서 각 층은 100개의 유닛(units)을 사용한

다. 그리고 그림 3에서의 LSTM 모델 구조는 실험을 

통해 최 의 결과를 얻은 다 다 구조의 시를 보여

다. 여기서 모델은 입력층에서 30분 간격의 3일 치

(144개) 사용하여 2층을 이루어진 LSTM 셀을 통해 
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그림 5. 트랜스포머 모델의 구조
Fig. 5 Structure of a transformer model

학습을 수행한 뒤, 최종 으로 출력층에서 30분 간격

의 7일 치(336개)의 발 량을 출력하는 구조를 보여

다. 

3.2 Bi-LSTM

Bi-LSTM은 주로 직 의 학습 패턴에 의존하는 L

STM과 RNN 모델의 한계를 극복하기 해 정보를 

역방향과 순방향에서 모두 고려할 수 있는 양방향성 

은닉 계층을 사용하여 정보를 더욱 유연하게 처리할 

수 있는 모델이다[11]. 실험을 통해 최 의 결과를 얻

은 Bi-LSTM 모델의 구조는 그림 4와 같으며, 그림

에서 모델은 LSTM과 마찬가지로 2층 구조로 되어 

있으며 각각 100개의 유닛을 사용한다. 그림4의 Bi-L

STM 모델에서는 입력층에서 30분 간격의 2일 치(96

개) 데이터를 사용하여 두 개의 양방향성을 가진 LS

TM 셀을 통해 학습이 진행되고, 최종 으로 출력층

에서 30분 간격으로 7일 치(336개)의 최  발 량 

측을 수행하는 다 다 구조를 가진다. 

3.3 트랜스포머

트랜스포머 모델은 기존 순환 구조를 가진 신경망 

모델에서 발 된 모델로서 입력 시 스 내의 모든 값

간의 상호작용을 계산하고 각 특성의 유의성을 학습

하는 모델이다. 이러한 특징으로 인해 기존 순환 구조

를 가진 모델의 순차 인 처리 방식의 느린 연산 속

도와 정보의 병목 상을 해결할 수 있다. 한, 장기

인 시계열 데이터를 학습할 시, 발생하는 정보 손실

그림 6. 앙상블 모델의 구조
Fig. 6 Structure of a ensemble model

 

의 문제와 고질 인 문제인 기울기 소실(Vanishing 

Gradient) 문제를 해결할 수 있다는 장 이 있다[12]. 

연구에서 사용되는 시계열 데이터 측을 한 트랜

스포머 모델은 1개의 인코더 층을 사용한다. 

트랜스포머 모델의 특징은 다른 순환 신경망 모델

과 비교했을 때, 데이터를 한 번에 입력하기 때문에 

포지셔  인코딩(Positional Encoding)을 수행하여 입

력 순서에 따라 치 벡터 값을 생성하여 인코더의 

입력으로 사용한다. 인코더의 층은 멀티 헤드 어텐션

(Multi-Head Attention) 층과 피드 포워드(Feed 

Forward) 층으로 구성되어 있으며, 각 층은 학습을 

한 잔차 연결을 사용한다. 이때 주어진 입력 시 스 

데이터의 시간 인 계성을 추출하는 과정이 수행되

고, 인코더는 해당 정보를 벡터의 형태로 변환하여 

측을 수행하게 된다. 그림 5에서 연구를 통해 얻은 최

의 시 스를 사용하는 트랜스포머 모델의 구조를 

확인할 수 있다. 트랜스포머의 모델은 최 의 결과를 

얻기 해 입력으로 30분 간격의 1일 치(48개) 데이

터를 사용하며 1개의 인코더 층을 통해 출력층에서 

최종 으로 30분 간격의 7일 치(336개)의 발 량을 

출력하는 구조를 보여 다.

3.3 앙상블 기법

앙상블 기법은 다양한 인공신경망 모델에서 출력된 

결과를 결합하여 학습에 사용된 여러 모델의 특징과 

수행 능력을 최 한 활용하여 측 성능을 높이기 

해 사용되는 기법이다[13]. 한, 측 수행에 있어서 

앙상블 기법은 단일 모델을 사용하는 방식보다 성능

이 우수하며, 모델의 과 합을 방지할 수 있다는 과 

측의 안정성이 높아진다는 장 을 가지고 있다. 
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Model

Many to One Many to Many

LSTM LSTM Bi-LSTM
Transformer

(TF)
Ensemble

(LSTM / TF)

Optimal Seq. 3 or 1 3 2 1 3 / 1

Metric MSE R  MSE R  MSE R  MSE R  MSE R 
After 30 minutes 18.89 0.9501 32.82 0.9156 26.30 0.9324 20.45 0.9474 22.87 0.9412

After 1 hour 21.72 0.9426 35.53 0.9087 32.26 0.917 28.09 0.9278 28.94 0.9256

After 12 hours 67.60 0.8214 69.03 0.8219 72.43 0.8132 68.40 0.8236 66.73 0.8279

After 1 day 80.37 0.7877 70.77 0.8171 73.82 0.8092 75.11 0.8058 71.33 0.8156

After 3 days 72.93 0.8073 74.27 0.8026 75.80 0.7986 76.33 0.7972 73.65 0.8043

After 5 days 92.41 0.7559 81.19 0.7796 82.08 0.7772 81.03 0.7800 79.20 0.7850

After 7 days 83.27 0.7800 79.75 0.7733 77.15 0.7807 75.97 0.7840 76.17 0.7835

Average
(After 30 minutes ∼ 

7 days)
- - 74.95 0.7992 77.82 0.7916 78.53 0.7897 74.77 0.7997

표 1. 모델별 최  시 스  성능 비교
Table 1. The compare the optimal sequence and performance on model 

따라서 논문에서는 그림 6과 같이 LSTM 그리고 트

랜스포머 모델에서 수행된 측 결과를 반 하기 

해 앙상블 기법을 사용하여 두 모델의 성능을 결합하

여 최종 인 측을 수행한다. 

Ⅳ. 실험 결과

본 연구에서는 Python과 오 소스 기반 딥러닝 

임워크인 TensorFlow를 활용하 다. 데이터의 개수

를 개라고 했을 때, 입력 데이터는 시 스 길이()

에 따라 ××의 크기를 갖게 되며, 출력 데이

터의 크기는 7일(30분∼7일)의 길이에 따라 ××

의 크기를 갖게 된다. 효율 인 학습을 해 데이

터는 정규화(Min Max Scaler) 과정을 거쳐 처리 

된다. 이러한 과정을 거친 입력 데이터를 학습한 기계

학습 모델은 출력 데이터 크기에 따른 측 결과를 

출력하게 된다. 학습 데이터로 학습을 수행한 후, 최

의 라미터를 찾기 해 검증 데이터를 활용하

다. 이때 학습의 비용 함수는 수식(1)의 MSE(Mean 

Square Error)를 사용한다. 성능의 검증 척도로서 M

SE와 수식(2)의 결정계수(R )를 활용한다. 이후 시험 

데이터를 사용하여 최 의 라미터로 이루어진 모델

의 최종 인 성능을 평가한다. 

MSE 



 



 


        ⋯ (1)

 R 

 



  



 



  


           ⋯ (2)

 시험 데이터를 활용하여 최 의 라미터를 용한 

각 모델로 태양  발 량을 측한 결과는 표 으

로 단기 주기인 30분 후에 해 그림 7을 통해 나

타내었다. 이를 통해 각 모델의 측값이 발 량의 실

제 추세를 비슷하게 따라가는 것을 알 수 있다. 표 1

에서는 논문에서 제안하는 다 다 모델별 최 의 시

스()와 성능을 확인할 수 있다. 성능은 MSE와 결

정계수로 나타내었으며 측 주기에 따라 계산한다. 

표 으로 30분, 1시간, 12시간, 1일, 3일, 5일, 7일 

후의 단기(short)  장기(long) 측 성능을 비교하

다. 이때 다수의 측 주기가 아닌 하나의 주기만을 

측하는 것을 목표로 하는 다 일(Many to One) 구
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그림 7. 태양  발 량 측 결과
Fig. 7 The result of solar power prediction
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그림 8. 모델별 결정계수
Fig. 8 The coefficient of determination on 

model

  

조를 가지는 장기 혹은 단기 측 모델의 성능을 제

시하 다. 이러한 모델은 표 1에 나타낸 7개의 측 

주기를 하나씩 측할 수 있기에, 측 주기마다 각각

의 모델을 생성해야 한다는 단 이 있지만 각 측 

주기에 최 의 성능을 보인다는 장 이 있다. 하지만 

이와 같은 특징을 가지는 다 일 구조의 성능과 제안

하는 다 다 구조의 장단기 통합 측 모델의 성능이 

유사함을 확인할 수 있다. 이는 각 측 주기의 최

의 성능을 제안하는 다 다 구조에서도 제공함을 의

미한다. 한, 다 다 구조에서 장단기의 표 인 성

능은 트랜스포머 모델과 앙상블 모델이 가장 높다. 통

합 7일 (30분∼7일) 성능의 평균값에서는 앙상블 기

법을 사용한 모델이 가장 성능이 우수한 것을 확인할 

수 있다. 연구에서는 모든 주기의 측 성능을 확인하

기 해 결정계수의 값을 그림 8을 통해 나타내었다. 

30분∼12시간 후는 측 주기가 커짐에 따라 결정계

수의 값이 약 10% 정도 떨어지고, 이후의 측 주기

에서는 약 0.75∼0.8 사이의 범 에서 결정계수의 값

을 가진다. 

Ⅴ. 결  론

본 연구에서는 다 다 구조를 활용한 딥러닝 기반

의 장단기 통합 태양  발 량 측을 수행하 다. 제

안된 방식은 입력 데이터의 길이를 1일부터 7일까지 

변경하며 학습하여, 30분부터 7일 후까지를 30분 단

로 한꺼번에 측할 수 있는 모델의 최  시 스 

라미터를 찾았다. 기존 측 방식에서 하나의 주기만

을 측하는 모델은 다양한 주기를 측하기 해서

는 주기별로 다수의 모델을 생성하고 추가 인 학습

이 수행되어야 하는 한계가 있다. 하지만 본 연구에서 

제안하는  장단기 태양  발 량 측 방식은 하나

의 측 모델로 다양한 측 주기를 동시에 측하는 

것이 가능하다. 본 연구에서는 제안하는 기법의 성능 

평가를 해 수치 인 검증 척도를 통해서 하나의 단

기 혹은 장기 주기를 측하는 방식과 제안하는 통합 

방식의 성능이 유사함을 확인할 수 있었다. 따라서 본 

논문에서 제안하는 방식을 통해 정확한 태양  발

량 측값을 활용하여 안정 인 력 수 을 확보할 

수 있다는 과 다양한 주기의 에서 수행된 장단

기 통합 측값을 확인할 수 있다는 장 을 통해, 소

규모 그리드에서 다양한 장단기 인 시 에서 에 지 

스 링을 정확하게 조정하여 에 지 장 장치의 

사용을 최소한으로 임으로써 경제  에 지 사용 

효과를 얻을 수 있을 것으로 상한다. 
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