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Abstract

The purpose of this study is to investigate the improvement of prediction performance and changes in 
variable importance in SEM-ANN two-stage analysis. 366 cosmetics repurchase-related survey data were 
analyzed and the results were presented. The results of this study are summarized as follows.

First, in SEM-ANN two-stage analysis, SEM and ANN models were trained with train data and predicted 
with test data, respectively, and the R² was showed. As a result, the prediction performance was doubled 
from SEM 0.3364 to ANN 0.6836. Looking at this degree of R² improvement as the effect size  of Cohen 
(1988), it corresponds to a very large effect at 110%. Second, as a result of comparing changes in normalized 
variable importance through SEM-ANN two-stage analysis, variables with high importance in SEM were 
also found to have high importance in ANN, but variables with little or no importance in SEM became 
important in ANN. 

This study is meaningful in that it increased the validity of the comparison by using the same learning 
and evaluation method in the SEM-ANN two-stage analysis. This study is meaningful in that it compared 
the degree of improvement in prediction performance and the change in variable importance through SEM-ANN 
two-stage analysis.
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1. 서  론

구조방정식모형(structural equation modell-

ing, SEM)은 선형성에 기반하여 변수 간의 구조를 

모델링하고 관계를 규명한다. 이에 비해, 인공신경망

(artificial neural network, ANN)은 비선형성에 

기반하여 복잡한 패턴을 학습하고 모델링하여 결과를 

예측한다. SEM-ANN 2단계 분석은 SEM과 ANN

의 선형 및 비선형 요소를 연계한 분석 방법으로 인과

관계를 파악하고 예측성능을 향상시키는 데 목적이 있

다[Scott and Walczak, 2009; Alharbiv and 

Sohaib, 2021]. SEM-ANN 2단계 분석은 SEM을 

통해 신뢰성과 인과성을 검증하고, SEM의 결과값을 

ANN의 입력값으로 받아 다시 학습한다는 점에서 개

념적으로 전이학습(transfer learning)에 해당된다

[Jiang and Kwon, 2023]. 

ANN은 명시적으로 전체 데이터를 학습 데이터

(train data)와 테스트 데이터(test data)로 구분한 

다음, 학습 데이터로 모델을 훈련하고, 훈련된 모델을 

테스트 데이터에 적용하여 예측성능을 평가하고 모델이 

현실 데이터에 얼마나 잘 적용되는지 확인한다. 이에 

비해, SEM은 데이터를 구분하지 않고 전체 데이터에 

대한 구조모델의 적합도를 평가한다. 따라서 SEM과 

ANN을 연계한 2단계 분석은 학습과 평가 방식의 차이로 

인해 비교에 한계가 있다. 즉, SEM에서는 전체 데이터로 

모델을 학습시키고 성능을 평가함으로 모델이 학습 데이

터에 지나치게 최적화되어 새로운 데이터에 대한 예측성

능이 저하될 수 있다(overfitting). 전체 데이터를 이용

한 SEM의 과적합 성능과 ANN의 테스트 성능을 직접 

비교하는 것은 문제가 될 수 있다. 

본 연구에서는 SEM-ANN 2단계 분석에 동일한 

학습 방식과 평가 방식을 적용하였다. 이를 위해 

Python 기반의 오픈 패키지인 plspm을 이용하여 

전체 데이터를 학습 데이터와 테스트 데이터로 구분한 

다음, 학습 데이터로 SEM 모델을 훈련하고 테스트 

데이터로 예측성능을 확인하였다. 그리고 SEM의 잠

재변수값(latent variable score)을 ANN의 입력

값으로 투입하여 모델을 훈련하고 테스트 데이터에 대

한 예측성능을 확인하였다. 이와 같이 동일한 학습 및 

평가 방식을 적용한 SEM-ANN 2단계 분석 결과를 

바탕으로 종속변수에 대한 영향요인의 차이를 확인하

고, 예측성능의 향상 정도를 검토하였다. 

2. 문헌연구 

2.1 선행연구 검토

<Table 1>은 SEM-ANN 2단계 분석을 주제로 

SCI 저널에 발표된 논문 중에서 본 연구목적에 적합

하다고 판단되는 20편을 선택하여 정리한 것이다. 연

구 분야는 MIS 분야가 65%, Marketing 분야가 

35%로 나타났다. MIS 분야에서는 신기술 도입이나 

디지털 전환이 연구되었고, Marketing 분야에서는 

소비자 행동이나 사회적 관심사가 연구되었다. 연구 

방법 측면에서는 SEM 분석 도구로는 SmartPLS가 

60%로 가장 많이 사용되었고(PLS-Graph 포함), 

AMOS가 40% 사용되었다. 

ANN 분석 도구로는 SPSS의 Neural Networks

의 Multi-layer Perceptron(이하 SPSS MLP라 

칭함)가 85% 사용되었고, Tiberius7이 10% 사용되었

다. 교차분석은 10-Fold cross validation이 95% 

사용되었고, train_test_split는 90:10 비율이 75%

로 가장 많이 사용되었다. ANN에서는 변수중요도

(variable importance)가 민감도 분석(sensitivity 

analysis)에 의해 제시되었고, ANN의 성능 지표로는 

RMSE가 90% 제시되었으며, MAE와 MAPE도 부분

적으로 제시되었다. 

2.2 선행연구의 한계

선행연구 검토 결과, SEM-ANN 2단계 분석에서 

가장 많이 사용된 도구는 SmartPLS와 SPSS MLP이

다. 서론에서 살펴본 바와 같이 SmartPLS는 전체 데이

터를 대상으로 모델을 훈련하고 성능을 평가하기 때문에 

과적합이 발생할 수 있다. 이러한 과적합 검토 없이 SEM

과 ANN의 분석결과를 직접 비교하는 것은 문제가 될 

수 있다.

다음으로 SPSS MLP는 ANN 최적 모델을 자동 

탐색하는 기능이 없어 모델 탐색에 제한이 있다[Jiang 

and Kwon, 2023]. 그리고 은닉층 수(Number of 

Hidden Layers)를 최대 2개까지 선택할 수 있어 깊은 

딥러닝 모델을 만들 수 없다. SPSS MLP에서 모델을 
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Researcher
Research 

Area Research Topic
Data 

Sample

SEM ANN

Tools R² Tools
Cross 

Validation
train_test 

split
Sensitivity 
Analysis RMSE

Scott and 
Walczak
[2009]

MIS
Multimedia ERP 
training system 

adoption
239 PLS-Graph 0.320 N/A 12 91.7:8.3 N/A MAE

Chan and 
Chong[2012] MIS

RosettaNet SCM 
adoption 212 AMOS N/A SPSS 10 90:10 O MAPE

Chong[2013] MIS
mobile-Commerce 

adoption 376 AMOS N/A Tiberius7 10 90:10 O 0.419

Tan et al.
[2014]

MIS Continuous usage 
of mobile-Learning

216 AMOS 0.534 SPSS 10 90:10 O 0.102

Chong and 
Bai[2014] MIS

RosettaNet IOS 
adoption 136 SmartPLS 0.520 Tiberius7 10 90:10 O 0.376

Leong et al.
[2015]

Marketing
Customer 

satisfaction of 
airline service

300 AMOS 0.631 SPSS 10 90:10 O 0.074

Sharma et al.
[2016]

MIS Facebook adoption 215 AMOS N/A SPSS 10 70:30 O 0.533

Sharma et al.
[2017] MIS

Continuous usage 
of e-LMSs 219 AMOS 0.440 SPSS 10 70:30 O 0.274

Priyadarshinee 
et al.[2017] MIS

Cloud computing 
adoption 660 AMOS 0.300 SPSS 10 90:10 O 0.317

Zabukovšek et 
al.[2019]

MIS ERP-extended use 208 SmartPLS 0.320 SPSS 10 90:10 O 0.134

Sharma et 
al.[2019] MIS

mobile-Payment 
adoption 212 AMOS 0.690 SPSS 10 80:20 O 0.129

Xu et al.[2019] Marketing
Purchase intention 
to Electric Vehicles 382 SmartPLS 0.694 SPSS 10 90:10 O 0.091

Sohaib et 
al.[2020]

Marketing Cryptocurrency 
use intention

140 SmartPLS 0.448 SPSS 10 90:10 O 0.085

Sharma et 
al.[2021] Marketing

Purchase intention 
to SMS advertising 483 SmartPLS 0.619 SPSS 10 80:20 O 0.403

Alharbiv and 
Sohaib[2021] Marketing

Cryptocurrency 
Adoption 160 SmartPLS 0.489 SPSS 10 90:10 O 0.090

Alam et 
al.[2021]

MIS mHealth use 
intention

434 SmartPLS 0.453 SPSS 10 90:10 O 0.469

Lau et al.[2021] MIS
mobile-Taxi 

booking adoption 330 SmartPLS 0.591 SPSS 10 90:10 O 0.092

Nguyen et 
al.[2021] Marketing

Intention to get 
vaccination 474 SmartPLS 0.566 SPSS 10 90:10 O 0.089

Lo et al.[2022] Marketing Live-commerce 
adoption

295 SmartPLS 0.534 SPSS 10 90:10 O 0.084

Rehman et 
al.[2021] MIS

Smart wearable 
devices use 473 SmartPLS 0.645 SPSS 10 90:10 O 0.088

<Table 1> Literature Review of SEM-ANN Two-stage Analysis  

최적화 하려면 Architecture 옵션을 Custom 

architecture로 설정하고 첫 번째 은닉층의 노드수

(Number of Units)와 두 번째 은닉층의 노드수를 

Custom으로 선택하여 숫자를 입력하여 결과를 확인하

는 방식으로 일일이 수작업 반복해야 한다. 이는 많은 

시간이 소요되어 최적 모델 발견과 높은 예측성능 구현에 

한계가 있다.

따라서 본 연구에서는 SEM에서 학습 데이터와 테

스트 데이터로 구분하여 분석할 수 있는 Python 기

반의 plspm을 사용하고, Python 기반의 Keras와 

AutoML 기능을 제공하는 AutoKeras를 사용함으

로써 SEM의 과적합 문제를 극복하고, ANN의 예측

성능을 향상시키는 연구를 수행하였다. 

3. 연구방법 

3.1 분석도구 

본 연구에서는 SEM 분석을 위해 <Table 1>의 선행연

구에서 가장 많이 사용된 PLS(partial least square)
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를 선택하였고, 전체 데이터를 학습 데이터 90%와 테스트 

데이터 10%로 구분하여 분석하였다. SEM-ANN 2단

계 분석에는 SmartPLS 대신에 plspm을 사용하였고, 

SPSS MLP 대신에 TensorFlow 백엔드 엔진 위에서 

구동하는 Keras를 사용하였다.

3.1.1 Plspm

plspm은 Python이나 R로 Partial Least 

Squares Path Modeling(PLS-PM)을 분석할 수 

있도록 공개된 패키지이다. 사용 방법은 https://

github.com/gastonstat/plspm에 공개되어 있

다. 본 연구에서는 SEM을 plspm으로 분석하고, 

SmarPLS 4.0과 비교하면서 결과값의 일치 여부를 

확인하였다. plspm은 전체 데이터를 학습 데이터와 

테스트 데이터로 구분하여 SEM을 훈련하고 예측성

능을 확인할 수 있다. 그리고 plspm은 교차검증

(cross validation)이 가능하다. 교차검증은 데이터

를 무작위로 섞어서 학습 데이터로 모델을 훈련하고 

테스트 데이터로 예측성능을 확인하는 과정을 반복 수

행함으로써 모델 성능을 일반화한다.

3.1.2 Keras

Keras는 사용자 친화적이고 유연하게 ANN 모델을 

구축하고 훈련시키는 API이다. Keras에서는 keras.

models.Sequential을 이용하여 각 층을 순차적으로 

쌓고, Dense(완전 연결 층)를 추가하여 각 층을 정의하

면서 ANN 모델을 수립한다. ANN에서는 전체 데이터

를 학습 데이터와 테스트 데이터로 구분하여 분석하는

데, 모델 훈련 과정에서 일반화 성능을 평가하고 과적합

을 방지하기 위해 학습 데이터의 일부를 검증

(validation) 데이터로 할당하여 훈련한다. 

3.2 SEM-ANN 2단계 분석 과정

본 연구에서는 plspm으로 SEM을 분석하여 잠재

변수값(latent variables)을 산출한 다음, 이 값을 

다시 ANN에 투입하여 분석하였다. 

3.2.1 SEM 분석 과정

plspm을 이용한 SEM 분석 과정은 다음과 같다.

첫째, 전체 데이터셋을 90%의 학습 데이터와 10%

의 테스트 데이터로 구분한다.

둘째, plspm으로 학습 데이터를 훈련하여 외부 가

중치(outer weights)와 경로계수(path coeffi-

cients)를 추정하고 잠재변수값을 산출한다.

셋째, 추정된 외부 가중치를 테스트 데이터에 적용

하여 테스트 데이터에 대한 잠재변수값(latent variable 

score)을 계산한다. 잠재변수값은 연구변수를 구성하

는 각 측정값들과 그에 해당되는 외부 가중치를 곱한 

다음 합하여(sum of products) 계산한다. 

넷째, 계산된 잠재변수값에 경로계수를 곱한 다음 

합하여 테스트 데이터에 대한 종속변수 예측값을 계산

한다. 

넷째, 예측값을 종속변수 실제값(잠재변수값)과 비

교하여 테스트 데이터에 대한 예측성능을 계산한다. 

3.2.2 ANN 분석 과정

Keras를 이용한 ANN 분석과정은 다음과 같다.

첫째, keras.models.Sequential과 keras.layers.Dense

를 이용하여 ANN 모델을 수립한다.

둘째, 앞의 plspm을 이용한 SEM 분석의 셋째 과

정에서 계산된 학습 및 테스트 데이터의 잠재변수값을 

ANN 모델의 입력값으로 투입한다.

셋째, ANN 모델을 훈련(fit)시킨다.

넷째, 훈련된 ANN 모델로 테스트 데이터에 대한 

예측값을 계산한다.

다섯째, 예측값을 실제값(잠재변수값)과 비교하여 

테스트 데이터에 대한 예측성능을 계산한다. 

3.2.3 예측성능 계산 방법

본 연구의 데이터 분석에 사용된 종속변수(label)

는 연속형 변수이다. 따라서 SEM과 ANN의 예측성

능 계산 방식으로 R²를 사용하였다. PLS로 SEM을 

분석하여 산출하는 R²는 선형회귀(linear regres-

sion) 계산방식과 동일하다. R²는 결정계수(coeffi-

cient of determination)라 하고, 설명력 또는 예

측력이라 하기도 한다. 전통적인 통계학에서는 모델이 

종속변수의 변동성을 결정하거나 설명한다고 보아 결

정계수 또는 설명력이라 한다. 이에 비해 머신러닝, 딥
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러닝 등의 인공지능 분야에서는 모델이 학습에 사용되

지 않은 새로운 데이터를 얼마나 정확하게 예측하는지

를 표현한다 하여 예측력이라 부른다.

본 연구에서 사용한 R² 계산과정은 다음과 같다. 계

산과정에서 y는 종속변수의 실제값, y̅는 종속변수의 

실제값의 평균, ŷ는 종속변수의 예측값, n은 데이터 

샘플수를 의미한다.

SSE(sum of squared error) = 




ŷ  

SSD(sum of squared deviation) 

      = 




̅ 

R² = 



4. 데이터 분석

4.1 연구변수 및 데이터 

본 연구에 사용된 데이터는 화장품 재구매 영향요인 

분석을 위해 2018년에 대학생 및 대학원생을 대상으로 

설문조사하여 수집한 366개 샘플이다. 설문조사 항목으

로 화장품 재구매의도, 신뢰, 가치, 품질, 정보탐색, 조절

초점, 실망감, 배신감 등이 있고, 리커트(Likert) 5점 

척도로 조사되었다. 본 연구에서는 화장품 재구매의도

(repurchase)를 종속변수로 설정하고, 영향요인으로 

화장품의 가치(value), 품질(quality), 지각위험

(risk), 정보탐색(searching)을 설정하였다. 본 연구

의 목적이 SEM-ANN 2단계 분석으로 인한 예측성능의 

향상과 변수중요도의 변화를 비교하는 것이기 때문에 

변수의 선택 이유나 연구가설에 대한 설명은 생략하였다. 

다음은 본 연구에 사용된 변수들과 이를 구성하는 

측정항목들이다. 먼저 재구매의도는 반복 구매할 의

향, 지속구매, 추천의향으로 구성되었고, 가치는 가격 

적절성, 가격 대비 혜택, 기대 충족으로 구성되었으며, 

품질은 피부개선, 컬러보정, 미백, 색조로 구성되었

다. 위험은 재무적 위험, 기능적 위험, 품질 위험, 신

체적 안전 위험, 사회적 위험, 심리적 위험으로 구성되

었고, 정보탐색은 친구나 주변인물에 문의, 품질, 기

능 색감에 대한 온라인 후기 탐색으로 구성되었다

(Li(2018) 설문 참조). 본 연구에서는 종속변수에 대

한 영향요인 이외에 성별, 연령, 소득이 통제변수로 사

용되었다. 본 연구의 데이터 분석에 사용된 366개의 

데이터 표본은 남자 50%, 여자 50%이고, 응답자의 

평균 연령은 23.4세이며, 월 용돈은 30~40만원이 

57%로 가장 많다.

4.2 측정모델 분석

본 연구에 사용된 측정모형의 신뢰성과 타당성 검

증은 plspm로 수행하였다. <Table 2>는 신뢰성 검

증 결과로서, AVE값은 0.5 이상, 복합신뢰도(CR)

는 0.7 이상, 크론바하 알파는 0.6 이상으로 각각 나

타나 신뢰성이 확보되었다. 측정문항의 구성개념에 대

한 요인적재값은 대부분 0.6 이상이지만, 위험(risk)

의 두 문항은 0.473과 0.514로 다소 낮게 나타났다.

 

 
Factor 

Loadings
AVE CR

Cronbach 

alpha

value

0.837

0.891

0.860

0.745 0.897 0.830

quality

0.771

0.830

0.847

0.873

0.690 0.899 0.850

risk

0.695

0.473

0.847

0.864

0.915

0.895

0.514

0.543 0.899 0.876

searching

0.937

0.954

0.927

0.667

0.723

0.737

0.693 0.930 0.925

repurchase

0.926

0.947

0.819

0.808 0.926 0.880

<Table 2> Reliability Test

다음으로 <Table 3>과 같이 측정모형의 판별타당

성을 분석하였다. 분석결과, 구성개념의 AVE 제곱근

값이 구성개념 간 상관계수값보다 높게 나타나 판별타

당성이 있는 것으로 나타났다. 
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 value quality risk searching gender age income repurchase

value 0.863        

quality 0.577 0.831       

risk -0.327 -0.239 0.737      

searching 0.157 0.224 0.256 0.833     

gender 0.024 0.137 0.343 0.543 1.000    

age -0.038 -0.127 -0.157 -0.320 -0.532 1.000   

income 0.051 0.096 -0.064 0.019 -0.087 0.225 1.000  

repurchase 0.516 0.458 -0.455 0.101 -0.015 -0.012 0.104 0.899

<Table 3> Discriminant validity

Path Coefficients T-values P-values

value      →  repurchase 0.2764 4.3173 0.0000

quality    →  repurchase 0.1864 3.0950 0.0020

risk       →  repurchase -0.3493 -6.2285 0.0000

searching →  repurchase 0.0890 1.4254 0.1541

gender    →  repurchase 0.0282 0.5081 0.6114

age       →  repurchase -0.0006 -0.0104 0.9917

income   →  repurchase 0.0506 1.2016 0.2296

<Table 4> PLS Path Analysis Results 

4.3 SEM 분석

4.3.1 전체 데이터로 분석한 결과

plspm으로 SEM의 모형 적합도(Goodness-of-

Fit, GoF)를 확인한 결과 51.5%로 높게 나타났다. 

종속변수인 화장품 재구매의도에 대한 독립변수의 설

명력인 R²는 0.4006로 나타났다. 재구매의도의 영향

요인에 대한 경로계수의 유의수준은 Bootstrapping

을 5000회 실시하여 산출하였다. 그 결과 <Table 4>

와 같이 가치, 품질, 위험이 재구매의도에 미치는 영향

은 5% 유의수준에서 유의하게 나타났고, 정보탐색은 

유의하지 않았다. 성별, 연령, 소득의 통제변수는 5% 

유의수준에서 유의하지 않게 나타났다.

4.3.2 학습 데이터로 훈련하여 테스트 데이터로 예

측한 결과

전체 데이터 366개 중에서 90%인 330개는 학습 데이

터로, 10%인 36개는 테스트 데이터로 구분한 다음, 학습 

데이터로 SEM 모델을 훈련하고 훈련된 모델을 테스트 

데이터에 적용하여 예측성능을 계산하였다. 전체 데이터

를 10개의 데이터 폴드(fold)로 구분하여 각각의 데이터

에 대하여 10회씩 훈련 및 검증하였고, 이러한 과정을 

10회 반복하였다(RepeatedKFold(n_splits=10, 

n_repeats=10)). 이러한 교차분석을 통해 학습 데이

터와 테스트 데이터에 대해 각각 100개의 R²가 산출되

었다. 

100개의 R²를 평균한 결과, 학습 데이터는 

0.4029로 나타났고, 테스트 데이터는 0.3364로 나타

났다. 그리고 R²의 표준편차는 학습 데이터는 0.0146

으로, 테스트 데이터는 0.1499로 나타났다. R²의 표

준편차가 작을수록 해당 값의 변동이 작다는 것을 의

미하기 때문에, 학습 데이터의 R²는 표준편차가 작아 

결과가 안정적인데 반해, 테스트 데이터의 R²는 표준

편차가 커서 결과가 안정적이지 않았다. 

전체 데이터 분석 결과와 학습 및 테스트로 구분한 

분석결과를 비교할 때, 학습 데이터로 분석한 R²는 

0.4029로 전체 데이터로 분석한 R² 0.4006과 차이가 

0.0023만큼 매우 작게 나타났다. 반면, 테스트 데이터에 

대한 R²는 0.3364로 학습 데이터보다 0.0665만큼 감소

하였다. 따라서 학습 데이터에 대한 성능이 약간 과적합된 

것으로 나타났다(overfitting).
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Path
Path coefficients by total 

data

Path coefficients by train 

data

Path coefficient 

difference

value      →  repurchase  0.2764  0.2765 -0.0001

quality    →  repurchase  0.1864  0.1862  0.0002

risk       →  repurchase -0.3493 -0.3498  0.0005

searching →  repurchase  0.0890  0.0900 -0.0010

gender    →  repurchase  0.0282  0.0287 -0.0005

age       →  repurchase -0.0006  0.0000 -0.0006

income   →  repurchase  0.0506  0.0503  0.0003

<Table 5> Comparing Path Coefficients between Total and Train Data

<Figure 1> ANN Model Summary 

<Table 5>는 전체 데이터로 분석한 경로계수와 학습 

데이터로 분석한 경로계수를 비교한 것이다. 학습 데이터 

경로계수는 100회 교차분석하여 산출된 값들의 평균이

다. 표에 나타난 바와 같이 전체 데이터와 학습 데이터 

간의 경로계수의 차이는 거의 없는 것으로 나타났다.

4.4 ANN 분석

“3.2.2 ANN 분석 과정”에서 제시된 단계에 따라 

plspm의 외부 가중치로 잠재변수값을 산출하고, 그 값

을 ANN의 입력값으로 투입하여 모델을 학습하고 테스

트 데이터로 예측성능을 평가하였다. 본 연구에서 ANN 

분석에 사용된 모델은 <Figure 1>과 같다. ANN 모델은 

두 개의 은닉층으로 구성되었다. 첫 번째 은닉층은 32개

의 노드와 0.25의 dropout으로 구성되었고, 두 번째 

은닉층은 마찬가지로 32개의 노드와 0.25의 dropout

으로 구성되었다. 활성화함수로는 ReLU가 사용되었

다. dropout은 훈련 과정에서 네트워크의 일부 노드를 

무작위로 비활성화시켜 모델이 특정 노드에 과도하게 

의존하지 않도록 하여 과적합을 방지하고 일반화 성능을 

향상시키기 위해 설정하였다. 본 연구에서는 최적의 모델 

구조와 하이퍼파라미터 선택 및 튜닝에 AutoKeras를 

사용하였다. AutoKeras는 DATALab이 Keras를 사

용하여 구축한 오픈 소스 AutoML이다(https://

autokeras.com).

ANN 분석은 SEM 분석에서와 마찬가지로 전체 데

이터의 90%인 330개는 학습 데이터로, 10%인 36개는 

테스트 데이터로 분리하여 100회 교차분석하였다. 교차

분석으로 산출된 100개의 R² 평균은 학습 데이터가 

0.6940, 테스트 데이터가 0.6836으로 나타났다. 학습 

데이터와 테스트 데이터의 R² 차이가 0.0104로 매우 

작아 과적합이 발생하지 않았다. R²의 표준편차는 학습 

데이터는 0.0079, 테스트 데이터는 0.0759로서 테스트 

데이터가 더 높게 나타났다. <Table 1>의 선행연구와 

같이 SPSS MLP로 ANN 모델을 10회 교차분석한 

결과 테스트 데이터의 R²는 0.5161로 나타났는데, 분석

결과는 부록으로 제시하였다.

4.5 SEM과 ANN 분석결과 비교

4.5.1 SEM과 ANN의 R² 비교

(1) SEM 전체 데이터 분석 성능과 ANN 테스트 

데이터 예측성능 비교

<Table 1>의 선행연구에서는 SEM을 전체 데이터



18 JOURNAL OF INFORMATION TECHNOLOGY APPLICATIONS & MANAGEMENT

mean std

SEM ANN difference SEM ANN difference

Train R² 0.4029 0.6940 0.2911 0.0146 0.0079 0.0067

Test R² 0.3364 0.6836 0.3472 0.1499 0.0759 0.0740

<Table 6> 100회 교차분석한 SEM와 ANN의 R² 평균과 표준편차

 R² by train data R² by test data
Difference between 

train R² and Test R²

SEM by train_test_split 0.4029 0.3364 -0.0665

ANN by train_test_split 0.6940 0.6836 -0.0104

<Table 7> Comparison of Train data R² and Test data R²

로 분석하였을 때의 R²와 훈련된 ANN 모델을 테스

트 데이터에 적용하였을 때의 RMSE(root mean 

squared error)를 대부분 제시하였다. Rehman 등

(2021)의 일부 연구에서는 ANN 분석결과로서 

RMSE와 R²를 함께 제시하기도 하였다. 본 연구에서

는 SEM과 ANN의 성능 평가를 동일한 방법으로 비

교하기 위해 R²를 사용하였다.

선행연구와 동일한 방식으로, SEM을 전체 데이터

로 분석하였을 때의 R²는 0.4006으로 나타났다. 그리

고 ANN을 학습 데이터로 훈련하여 테스트 데이터로 

예측할 때의 R²는 0.6836으로 나타났다. 선행연구의 

비교방식에 의하면 SEM-ANN 2단계 분석으로 향상

된 R²는 0.2830 이다.

(2) 테스트 데이터 예측에 의한 SEM과 ANN의 

예측성능 비교

100회 교차분석한 테스트 데이터에 대한 SEM과 

ANN의 R² 평균을 비교하면, SEM은 0.3364이고, 

ANN은 0.6386이다. SEM-ANN 2단계 분석을 통

해 예측성능이 0.3472 향상되었다. 본 연구에서는 

100회 교차분석한 테스트 데이터의 R² 평균 차이가 

통계적으로 유의한지를 T-test로 검증하였다. 그 결

과 SEM과 ANN의 R² 평균 차이가 학습 데이터와 테

스트 데이터에서 모두 5% 유의수준에서 유의하게 나

타났다.

<Figure 2>는 SEM과 ANN의 100회 교차검증 

결과를 학습 데이터와 테스트 데이터의 R²로 시각화

한 것이다. SEM과 ANN의 R² 변동성은 학습 데이

터에서 더 낮게 나타났고(<Figure 2>에서 SEM 

train R²와 ANN train R²에 해당됨), 이러한 학습 

데이터에서의 낮은 변동성은 <Table 6>의 표준편차

(std)로도 확인된다. 다음으로 테스트 데이터의 R² 

100회 교차검증 결과를 비교하면, ANN이 SEM보다 

낮은 변동성을 보였다(<Figure 2>에서 SEM test 

R²와 ANN test R²에 해당됨). 이로써 테스트 데이

터에 대한 예측력에서 ANN이 SEM보다 더 높고 더 

안정적인 것을 확인하였다. 

<Figure 2> SEM과 ANN의 R² 100회 교차검증 결과

4.5.2 SEM과 ANN의 효과크기 비교 

<Table 7>은 학습 데이터와 테스트 데이터로 분석한 

R²이다. SEM을 학습 데이터로 훈련하고 테스트 데이

터로 검증할 때에 R²는 0.0665 만큼 감소하였다. ANN

을 학습 데이터로 훈련하고 테스트 데이터로 검증할 때

에는 0.0104 만큼 감소하였다. 학습 데이터에서의 R²가 

테스트 데이터에서 감소한 정도로 살펴볼 때, SEM에서 
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 value quality risk searching gender age income

Perm(1) 0.3855 0.2137 0.3842 0.2453 0.2076 0.1473 0.1679

Perm(2) 0.3335 0.2214 0.3222 0.2503 0.2184 0.1491 0.2052

Perm(3) 0.3344 0.2192 0.3881 0.2399 0.2262 0.1158 0.2018

Perm(4) 0.3393 0.2335 0.3734 0.1957 0.2196 0.1140 0.2119

Perm(5) 0.3724 0.2485 0.3596 0.2361 0.1886 0.1418 0.1466

Perm(6) 0.3790 0.2170 0.3286 0.2342 0.2072 0.1508 0.1684

Perm(7) 0.3131 0.2756 0.3638 0.2572 0.1823 0.1296 0.2219

Perm(8) 0.3700 0.2345 0.4000 0.2396 0.1925 0.1682 0.2030

Perm(9) 0.3297 0.2203 0.3344 0.2372 0.1748 0.1464 0.1594

Perm(10) 0.3502 0.2175 0.3393 0.2191 0.2154 0.1377 0.1970

Mean 0.3507 0.2301 0.3594 0.2355 0.2032 0.1401 0.1883

std 0.0245 0.0192 0.0272 0.0173 0.0176 0.0165 0.0255

<Table 9> ANN Permutation Importances

 R² Difference 

Method of prior 

research

SEM by total data ANN by test data

0.4006 0.6836 +0.283 (1.7 times) 89%

Method of this study
SEM by test data ANN by test data

0.3364 0.6836 +0.3472 (2.0 times) 110%

<Table 8> Effect size by Two stage SEM-ANN analysis   

약간의 과적합이 발생된 반면, ANN에서는 과적합이 

없다고 판단된다. 테스트 데이터로 확인한 예측성능은 

ANN이 SEM보다 더 높게 나타났다.

<Table 8>은 SEM-ANN 2단계 분석으로 인한 R² 

평균 차이를 코헨[Cohen, 1988]의 효과크기(effect 

size)인 로 살펴본 것이다. <Table 1>의 선행연구에

서 분석한 방식과 같이 전체 데이터로 분석한 SEM의 

R²와 테스트 데이터로 예측한 ANN의 R²를 효과크기( 

)로 살펴보면 89%이다(


). 그러나 학

습 데이터와 테스트 데이터로 구분하여 훈련하고 검증하

는 방식으로 계산하면 SEM 대비 ANN의 는 110%이

다(


). 효과크기가 35% 이상이면 큰 효과

(large)라 하고, 15~35% 사이이면 중간 효과

(moderate)라 하고, 2~15% 사이이면 작은 효과

(small)로 구분한다[Hair et al., 2016]. 이러한 기준

에 따르면 SEM-ANN 2단계 분석으로 인한 효과크기는 

매우 큰 효과에 해당된다. 특히, SEM과 ANN을 동일한 

학습(train_test_split) 및 평가(R²) 방식을 적용하면 

효과크기는 훨씬 더 높다.  

4.5.3 변수중요도 비교 

(1) ANN 순열중요도

SEM에서는 독립변수의 종속변수에 대한 영향력을 

표준화된 경로계수(path coefficients)의 크기로 확

인할 수 있다. 그러나 ANN 모델은 Black box처럼 

매우 복잡하여 내부 동작 메커니즘을 이해하기 어렵기 

때문에 독립변수(features)의 종속변수(label)에 대

한 영향력을 직접 확인하기가 매우 어렵다. <Figure 

1>은 본 연구에 사용된 ANN 모델을 요약한 것으로, 

학습과정에서 생성된 내부 가중치(weights)가 1330

개이고 뉴런은 1345개이다. 따라서 ANN에서는 

el i5(https://el i5.readthedocs. io)나 

SHAP(https://shap.readthedocs.io)와 같은 

라이브러리로 모델을 활용하여 변수의 중요도를 간접

적으로 설명한다. 본 연구에서는 <Table 9>와 같이 

순열중요도(permutation importance)로 종속변

수에 대한 독립변수의 중요도를 확인하였다. 
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value quality risk searching gender age income

Original
SEM coef 0.2764 0.1864 0.3493 0.0890 0.0282 0.0006 0.0506

ANN PI 0.3507 0.2301 0.3594 0.2355 0.2032 0.1401 0.1883

Normalized 
SEM coef 0.7913 0.5336 1.0000 0.2548 0.0807 0.0017 0.1449

ANN PI 0.9758 0.6402 1.0000 0.6553 0.5654 0.3898 0.5239

Order
SEM coef 2 3 1 4 6 7 5

ANN PI 2 4 1 3 5 7 6

<Table 10> Normalized Variable Importance

순열중요도는 민감도 분석(sensitivity analysis)

이라 하기도 하는데, 이는 학습 데이터로 ANN 모델을 

훈련하여 R²를 구한 다음, 학습 데이터에 있는 변수들

(features)을 차례대로 하나씩 선택하여 그 변수의 값들

의 순서를 무작위로 섞은 다음(permutation) 다시 

분석하여 R²를 구한다. 그리고 섞기 전의 R²에 비해 

섞은 후의 R²가 얼마나 감소했는지를 확인하여, R² 감소

폭이 클수록 해당 변수의 중요도를 높게 판단하는 방법이

다. 본 연구에서 각 변수에 대해 150회 순열중요도를 

산출하여 그 평균과 표준편차를 제시하였고, <Table 

9>와 같이 이러한 과정을 10회 반복하였다.

(2) 정규화된 변수중요도 비교 

<Table 10>은 ANN 분석을 통해 산출된 순열중요

도의 평균과 SEM 전체 데이터 분석을 통해 산출된 

경로계수값을 정규화하여(normalized) 비교한 것이

다. 정규화 값은 변수의 가장 큰 중요도로 나머지 중요

도를 나누어 계산하였다. SEM과 ANN의 정규화된 

변수중요도(normalized variable importance)

를 비교 분석한 결과는 다음과 같다.

첫째, SEM과 ANN의 정규화된 변수중요도의 순

서가 1위와 2위가 같게 나타났다. 이로써 1위 위험과 

2위 가치가 SEM과 ANN에서 재구매에 큰 영향을 

미치는 요인으로 확인되었다.

둘째, 3위와 4위의 순위가 변하였다. SEM에서는 

3위 품질(0.5336)과 4위 정보탐색(0.2548)이 큰 차

이를 보였다. ANN에서는 SEM에서의 순위가 바뀌

었고, 3위 정보탐색(0.6553)과 4위 품질(0.6402) 

간의 차이가 줄어들었다. 이것은 ANN에서 정보탐색

의 비선형적 가중치가 모델에 반영되어 중요도가 높아

져서 나타난 결과라 판단된다. 

셋째, SEM에서는 통제변수인 성별(0.0807), 연

령(0.0017), 소득(0.1449)이 재구매에 미치는 영향

이 약해 유의하지 않았지만, ANN에서는 성별

(0.5654), 연령(0.3898), 소득(0.5239)의 영향이 

있는 것으로 나타났다. 이는 ANN 분석 과정에서 성

별, 연령, 소득에 있는 비선형적 특성이 모델 가중치로 

반영되어 나타난 결과라 해석된다.

5. 결  론

5.1 연구의 요약

본 연구의 목적은 SEM-ANN 2단계 분석에 있어

서 예측성능의 향상과 변수중요도 변화를 규명하는 것

이다. 이를 위해 366개의 화장품 재구매 관련 설문 데

이터를 분석하여 결과를 제시하였다. 본 연구의 결과

를 요약하면 다음과 같다.

첫째, SEM-ANN 2단계 분석에 있어서, SEM과 

ANN의 모델을 각각 학습 데이터로 훈련하고 테스트 

데이터로 예측하여 R²를 확인한 결과, 예측성능이 

SEM 0.3364에서 ANN 0.6836로 2배 향상되었다. 

이러한 R² 향상 정도를 코헨[Cohen, 1988]의 효과크

기 로 살펴보면 110%로 매우 큰 효과에 해당된다.

둘째, SEM-ANN 2단계 분석으로 정규화된 변수

중요도의 변화를 비교한 결과, SEM에서 중요도가 높

은 변수는 ANN에서도 중요도가 높게 나타났지만, 

SEM에서 중요도가 거의 또는 전혀 없는 변수들이 

ANN에서는 중요도가 있게 나타났다.

5.2 연구의 시사점 

본 연구는 학습 및 평가 방식 통일, 예측성능 향상, 

변수중요도 비교에 있어서 다음과 같은 시사점이 있
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다. 첫째, SEM-ANN 2단계 분석에서 동일한 학습 

및 평가 방식을 사용하여 비교의 타당성을 높였다는 

점이다. 선행연구에서는 SEM에서는 SmartPLS를 

이용하여 전체 데이터로 모델을 훈련하고 R²로 성능

을 평가한 데 비해 ANN에서는 학습 데이터로 훈련하

고 테스트 데이터로 예측하여 RMSE로 성능을 평가

함으로써 학습 및 평가 방식이 달라 결과를 객관적으

로 비교하기가 어려웠다. 본 연구에서는 SEM을 학습 

데이터와 테스트 데이터로 구분하여 분석할 수 있는 

Python 기반의 plspm을 이용함으로써 SEM과 

ANN 모두 학습 데이터로 훈련하고 테스트 데이터로 

예측하는 동일한 학습 방식을 적용하고, SEM과 

ANN 모두 R²로 예측성능을 동일하게 평가함으로써 

비교의 타당성을 향상시켰다. 

둘째, SEM과 ANN을 연계하여 예측성능을 2배 

높였다는 점이다. 선행연구에서는 모델 최적화가 어려

운 SPSS MLP를 이용하여 ANN 모델을 분석함으

로써 예측성능 향상에 한계가 있었다. 본 연구에서는 

Python 기반의 Keras와 최적 모델을 자동 탐색하는 

AutoKeras를 이용함으로써 SEM에서의 예측성능

을 ANN으로 2배 향상시켰다. 

셋째, SEM-ANN 2단계 분석에서 변수중요도의 

변화를 비교했다는 점이다. SEM에서 중요도가 높은 

것이 ANN에서도 높다는 것을 확인함으로써 변수 영

향력의 일반화 가능성을 확인하였다. 또한, SEM의 

선형적 분석과 ANN의 비선형적 분석을 연계함으로

써 SEM에서 발견하지 못한 변수의 의미를 ANN을 

통해 발견하였다.

5.3 연구의 한계와 향후 연구의 제언

본 연구에서는 SEM-ANN 연계를 통해 예측성능

을 높이고 변수중요도를 비교했다는 점에서 의의가 있

지만, 예측성능의 향상과 변수중요도의 변화를 구체적

으로 설명하지 못했다는 한계가 있다. 따라서 

SHAP(SHapley Additive exPlanations) 분석

이나 시각화를 통해 SEM-ANN 2단계 분석으로 인

한 변화를 명확하게 설명하는 것을 향후의 연구로 제

안하는 바이다.

본 연구에서는 하나의 데이터셋 분석 결과를 제시

하여 예측성능 향상과 변수중요도 변화에 대한 연구결

과를 일반화하지 못하는 한계가 있다. 따라서 다양한 

데이터셋을 분석하여 예측성능 향상과 변수중요도 변

화에 대한 보다 일반화된 결과를 제시하는 것을 향후

의 연구로 제안하는 바이다. 
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　Cross Validation Train data R² Test data R²

1 0.4853 0.5228

2 0.3106 0.6787

3 0.2642 0.5712

4 0.3456 0.4160

5 0.4386 0.5365

6 0.3387 0.4158

7 0.2757 0.3517

8 0.4969 0.5666

9 0.3244 0.5437

10 0.2873 0.5580

mean 0.3567 0.5161

std 0.0815 0.0906

<부록> ANN 모델을 SPSS MLP로 10회 교차분석한 결과

<Table Appendix> 10 Cross Validation Results of ANN Model with SPSS MLP
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